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Prüfer der Dissertation: 1. Univ.-Prof. Dr.-Ing. habil. Gerhard Rigoll

2. Univ.-Prof. Dr.-Ing. Fernando Puente León

Die Dissertation wurde am 24.10.2007 bei der Technischen Universität München einge-

reicht und durch die Fakultät für Elektrotechnik und Informationstechnik am 24.06.2008

angenommen.





Vorwort

Die vorliegende Arbeit ist im Laufe meiner Tätigkeit als wissenschaftlicher Mitarbeiter

am Lehrstuhl für Mensch-Maschine-Kommunikation der Fakultät für Elektro- und Infor-

mationstechnik an der Technischen Universität München entstanden.

Mein ganz besonderer Dank gilt meinem Doktorvater Univ.-Prof. Dr.-Ing. habil. Gerhard
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Kurzfassung

Geschäftliche Besprechungen nehmen einen immer größeren Zeitraum im Berufsleben ein.

Vor diesem Hintergrund werden in dieser Arbeit innovative Verfahren vorgestellt, eine

aufgezeichnete Besprechung automatisch zu analysieren und in sinnvolle Abschnitte zu

untergliedern. Diese Abschnitte beschreiben Gruppenaktionen, die das Verhalten aller

Teilnehmer einer Besprechung als Gruppe modellieren. Dies ist ein wichtiger Teilaspekt

für die Analyse der Interaktion von Teilnehmern eines Meetings und stellt somit einen

wesentlichen Beitrag zum Forschungsgebiet der
”
Human-to-Human Communication“ dar,

bei dem massiv Methoden der Mensch-Maschine-Kommunikation zum Einsatz kommen.

Für die Modellierung werden zunächst statische Klassifikationsverfahren eingesetzt, dar-

unter Neuronale Netze, Bayessche Netze und Support-Vektor-Maschinen. Die Segmentie-

rung erfolgt hierbei mit Hilfe zweier in dieser Arbeit neu entwickelter Verfahren.

Rekurrente Neuronale Netze, erweitert durch Long Short-Term Memory Zellen, zeigen

eindrucksvoll ihre Mächtigkeit bei der Klassenzuordnung definierter Segmente einer Be-

sprechung. Eine aus der Theorie der Neuronalen Felder neu abgeleitete Architektur eines

Parallelen Rekurrennten Neuronalen Netzes wird eingesetzt, um eine parallele Verarbei-

tung aller Daten einer Besprechung zu ermöglichen.

Um die dynamischen Eigenschaften einer Besprechung zu verarbeiten, werden sowohl

Hidden-Markov-Modelle als auch erstmals Hidden Conditional Random Fields für die-

se Aufgabe verwendet. Ein diskriminatives Training hilft dabei, die Modelle besser an die

Trainingsdaten anzupassen.

Dem Problem der Spärlichkeit der Daten wird mit hybriden und zweistufigen Modellen

begegnet. Dabei werden mehrere unterschiedliche Klassifikationsansätze vereint. Durch

den Einsatz des in dieser Arbeit vorgeschlagenen gleitenden Mittelwertfilters kann das

Ergebnis weiter verbessert werden. Die zweistufigen Ansätze modellieren zunächst Ak-

tionen einzelner Besprechungsteilnehmer; in einem zweiten Schritt erfolgt die eigentliche

Segmentierung der Besprechung mit Hilfe von HMM.

Als Ergebnis dieser Forschungstätigkeit können Besprechungen unter Vorliegen bestimm-

ter Rahmenbedingungen zuverlässig in sinnvolle Einheiten für eine weitergehende Verar-

beitung unterteilt werden.
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Kapitel 1

Einleitung

Die automatische Verarbeitung und Analyse von geschäftlichen Besprechungen rückt im-

mer mehr in den Vordergrund wissenschaftlicher Forschungsarbeiten [Wai01], [Mor01],

[Cut02], [McC03], [Hil03]. Grund dafür ist die schier überwältigende Anzahl von Meetings,

die in Firmen oder Forschungseinrichtungen abgehalten werden. Bei der Firma Intel bei-

spielsweise sind die Besprechungsräume pro Jahr für drei Millionen Stunden gebucht, vier

Millionen Stunden werden für Schulungsmaßnahmen für Mitarbeiter verwendet und 5,7

Millionen Telefonkonferenzen werden pro Jahr abgehalten [Hou05]. Ein Ansatz, diese Flut

von Besprechungen in den Griff zu bekommen, sind Schulungen, wie Meetings effektiver

abgehalten werden können. Dafür werden bei der Firma Intel etwa 56.000 Stunden pro

Jahr aufgewendet [Hou05].

Umfassende Untersuchungen von Romano und Nunamaker [Rom01] zeigen, dass Meetings

einen wesentlichen Bestandteil des Wirtschaftslebens darstellen. Ihren Analysen zufolge

verbringen leitende Angestellte etwa 25 % ihrer Arbeitszeit in Besprechungen, Topmana-

ger sogar bis zu 80 %. Die Zeit, die für Meetings aufgewendet wird ist in den letzten Jahren

angestiegen und wird Umfragen zufolge weiter zunehmen [Rom01]. Die daraus entstehenen

Kosten sind nicht zu unterschätzen. In einem Hightech-Unternehmen werden die Kosten

der Besprechungen auf 100 Millionen Dollar geschätzt. Aufgrund der Ineffizienz der Mee-

tings geht man von einem Verlust von etwa 54 Millionen Dollar pro Jahr aus [Rom01].

Die Größenordnungen dieser Schätzungen liefern die Grundlage, darüber nachzudenken,

auf welche Art und Weise Meetings effektiver gestaltet werden können.

Es wird erwartet, dass technische Systeme in Zukunft verstärkt in Meetings eingesetzt

werden [Bou06], [Per06]. Besprechungen können meist nicht effektiver abgehalten werden,

da dies sehr stark von den Teilnehmern abhängt. Es werden jedoch effektive Systeme ent-

wickelt, die zumindest eine automatische Übersicht über ein abgehaltenes Meeting geben

können. Im Idealfall wird eine kurze prägnante schriftliche Zusammenfassung über den

Inhalt oder ein kurzer Videofilm erstellt, der die wichtigsten Ereignisse treffend zusam-

menfasst. Dadurch wird es einem Mitarbeiter einer Firma, der ein Meeting versäumt hat,

leichter gemacht, möglichst schnell auf den neuesten Stand der Entwicklungen zu kommen.

In den letzten Jahren wurden mehrere Forschungsprojekte ins Leben gerufen, die sich mit

dieser automatischen Aufbereitung und Verarbeitung von Besprechungen beschäftigen:

� Das europäische Forschungsprojekt M4 (MultiModal Meeting Manager)1 [Ren02],

1EU FP5-IST Programm IST-2001-34485, http://www.dcs.shef.ac.uk/spandh/projects/m4/index.html
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Kapitel 1 Einleitung

in dessen Kontext auch diese Arbeit entstanden ist, hat das Ziel, ein System zu ent-

wickeln, mit dem archivierte Besprechungen strukturiert, durchsucht und angezeigt

werden können, nachdem sie automatisch analysiert wurden. Voraussetzung hierfür

ist natürlich eine geeignete Aufzeichnung der Bild- und Toninformationen während

eines Meetings. Aufgrund der Tatsache, das die Auswertealgorithmen nicht in Echt-

zeit ausführbar sind und die Analyse erst nach Beendigung eines Meetings initiiert

wird, spricht man von einem sogenannten off-line-System. Ein on-line-System hätte

den Vorteil, dass schon während der Besprechung automatische Analysen durchge-

führt werden, auf deren Ergebnisse auch sofort zugegriffen werden könnte.

� Das auf M4 aufbauende europäische Forschungsprojekt AMI (Augmented Multi-

Party Interaction)2 [Ren05] wählt einen umfassenderen Ansatz und beschäftigt sich

mit der menschlichen Interaktion und der Modellierung derselben in Besprechungen.

Das Ziel ist unter anderem die Generierung von automatischen Zusammenfassungen

durch Abstraktion von Besprechungen.

� Das Folgeprojekt AMIDA (Augmented Multiparty Interaction with Distance Ac-

cess)3 erweitert die in AMI eingeschlagenen Richtungen um Echtzeitfähigkeit und

verteilte Teilnehmer.

� Das NIST Meeting Room Project4 stellt das Pendant zu den europäischen Pro-

jekten auf dem amerikanischen Kontinent dar und veranstaltet regelmäßig Evalua-

tionen von für Meetings relevanten Technologien. Neben der Gewinnung von ge-

eignetem Datenmaterial wird versucht, formelle von informellen Besprechungen zu

unterscheiden, das Besprechungsziel zu benennen und die Art des Informationsflus-

ses zu bestimmen. Aufbauend auf dieses Projekt sollen zwei ergänzende Vorhaben

die Abstraktion und die Einbindung räumlich entfernter Personen untersuchen.

� Ein schon seit mehreren Jahren existierendes Projekt zur Erforschung unterschied-

licher Aspekte in Meetings wird an der Carnegie Mellon University, Pittsburgh in

Zusammenarbeit mit der Universität Karlsruhe verfolgt: Das ISL Meeting Room

System5 [Sch01a]. Hier beschäftigt man sich unter anderem damit, automatische

Transkriptionen zu erstellen, die Aufmerksamkeit der Teilnehmer zu beobachten

und viele andere Aspekte von Meetings zu analysieren. Bei diesem Projekt existiert

bereits ein Meeting-Browser, um archivierte Besprechungen durchsuchen zu können.

� Beim International Computer Science Institute (ICSI) in Berkely6 beschränkt man

sich bei der Analyse von Besprechungen auf die Audiodaten. Die gesprochene Spra-

che wird automatisch online transkribiert, wobei jeder Teilnehmer auf den erkannten

Text Einfluss nehmen kann.

2EU FP6-IST Programm IST-2002-506811, http://www.amiproject.org
3EU FP6-IST Programm IST-2005-2.5.7, http://www.amidaproject.org
4http://www.nist.gov/speech/test beds/mr proj
5http://penance.is.cs.cmu.edu/meeting room
6http://www.icsi.berkeley.edu/Speech/mr/mtgrcdr.html
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1.1 Motivation

1.1 Motivation

Während einer Besprechung ist die Sprache das Kommunikationsmittel, das überwiegend

zum Einsatz kommt. Aus diesem Grund sind sprachbasierte Technologien, wie Spracher-

kennung, Sprechererkennung, Themenerkennung und Dialogmodellierung, im Kernfokus

der Forschung im Meetingumfeld [Kub99], [Mor01], [Wai01]. Aber auch die Verarbeitung

visueller Informationen, wie das Verfolgen von Personen oder des Aufmerksamkeitsfo-

kus, gewinnt an Bedeutung [Wal04c], [Wai03], [Cut02]. Auch weitergehende Analysen von

geschriebenem Text, individuellen Gesten und emotionalen Zuständen können im Rah-

men der Verarbeitung von Besprechungen wichtig werden [Zob03], [AH05a]. Das Meeting-

Umfeld bietet darüber hinaus weitere Aufgaben, welche die Verarbeitung von Ton-, Bild-

oder multimodalen Informationen erfordern.

Viele Arbeiten beschäftigen sich damit, das Verhalten und die Informationen einzelner

Personen zu analysieren. Dabei wird jedoch häufig vernachlässigt, dass gerade bei Be-

sprechungen das Verhalten in einer Gruppe und der Gruppe der Teilnehmer als ganzes

von besonderer Bedeutung sein kann. Das übergeordnete Ziel einer automatischen Be-

sprechungsanalyse ist nicht unbedingt die Erstellung einer akkuraten Sprachtranskripti-

on, die Identifizierung der Teilnehmer oder die Erkennung visueller Gesten, sondern vor

allem die Zusammenfassung eines Meetings in eine Abfolge von übergeordneten Agend-

apunkten [McC05]. Diese Zusammenfassung auf höherer semantischer Ebene beschreibt

die Aktivität der Gruppe als ganzes, anstatt nur einzelne Personen zu beleuchten. Der

Grund dafür ist die Annahme, dass die wichtigen Informationen im Zusammenspiel und

der Interaktion der Teilnehmer ausgetauscht werden.

Die automatische Analyse der Interaktion von Menschen ist eine weites Forschungsgebiet.

Abgesehen von Besprechungen besteht ein wachsendes Interesse im automatischen Verste-

hen von Gruppenverhalten [Joh98], [Jeb99], [Oli00]. Die meisten Arbeiten konzentrieren

sich überwiegend auf die visuelle Information, zum Beispiel bei der Überwachung von

öffentlichen Plätzen [Oli00], oder am Arbeitsplatz [Joh98], [Jeb99]. Die Haupthypothese

in diesen Arbeiten besteht darin, dass das Verhalten eines Einzelnen bei Aktivitäten in

einer Gruppe durch das Verhalten der Anderen stark beeinflusst wird. Modelliert man

also die Beeinflussungen der Personen untereinander, so beschreibt man zugleich auch die

Interaktionen.

Während die automatische Analyse multimodaler Gruppenaktivitäten in Besprechungen

erst in jüngerer Zeit7 in den Fokus der Forschung gerückt ist, wird das Gruppenverhalten

seit mehr als 50 Jahren von Psychologen studiert [Bal51], [McG84], [McG82]. Für die

Entwicklung von Technologien zur automatischen Analyse von Besprechungen können

aus diesen Arbeiten wertvolle Hinweise entnommen werden, zum Beispiel bezüglich der

Mechanismen des Sprecherwechels [Fay00].

Auch im Bereich der Strukturierung von Besprechungen existieren zahlreiche Ansätze in

der Sozialpsychologie. Generell wird eine Kategorisierung des Gruppenverhaltens vorge-

nommen. Die definierten Kategorien schließen sich gegenseitig aus, sind aber vollständig.

7Projekte zur automatischen Analyse von Besprechungen existieren erst etwa seit dem Jahr 2000
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Kapitel 1 Einleitung

Das heißt, für jeden Zeitabschnitt einer Besprechung kann genau eine Kategorie definiert

werden, und die gesamte Besprechung wird abgedeckt. Man kann zum Beispiel eine pro-

zessorientierte Einteilung vornehmen, wie sie von Bales [Bal51] vorgeschlagen wird, oder

eine aufgabenorientierte Einteilung, wie von McGrath [McG84] angeregt.

Es ist offensichtlich, dass das Wechseln der Sprecher hauptsächlich durch den auditiven

Kanal charakterisiert ist. Jedoch können auch visuelle Einflüsse, wie Gesichtsausdrücke,

Gesten, usw., zu einem besseren Verständnis der Gruppenaktionen und -interaktionen

beitragen. Deshalb erscheint es sinnvoll, einen multimodalen Ansatz zur automatischen

Analyse von Besprechungen zu wählen.

In jüngster Zeit sind, wie erwähnt, mehrere Systeme entstanden, die sich mit der automati-

schen Analyse von Meetings beschäftigen. Da jedoch die Techniken zur automatischen Ge-

nerierung von schriftlichen Zusammenfassungen oder Überblicksvideos, d.h. Kurzzusam-

menschnitte, gerade aktueller Gegenstand der Forschung sind, beschränkt man sich meist

darauf, Anwendungen zu entwickeln, die ein möglichst effektives Betrachten von Bespre-

chungen ermöglichen. Mit Hilfe dieser sogenannten Meeting-Browser kann man sich sehr

schnell einen guten Überblick über ein archiviertes Meeting verschaffen. Tucker [Tuc05]

gibt einen guten Überblick über bereits vorhandene Meeting-Browser. Darin werden auch

die Probleme und Möglichkeiten aufgezeigt, die in einem solchen System liegen. Der

Meeting-Browser, in dem Teile dieser Arbeit eingebunden wurden und werden, ist der

Ferret-Browser [Wel05], der in Zusammenarbeit mit internationalen Forschungseinrich-

tungen im Zuge des EU-Forschungsprojekts M4 entstand. Dieser ist in Abbildung 1.1 zu

sehen.

Abbildung 1.1: Bildschirmfoto des Ferret-Meeting-Browsers zum effizienten Be-
trachten von aufgezeichneten Besprechungen
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1.2 Beiträge der Arbeit

Mit diesem Meeting-Browser ist es möglich, wichtige Ausschnitte einer aufgezeichneten

Besprechung anzusehen, bzw. nur die Abschnitte eines Meetings anzusehen, die für einen

Betrachter von Interesse sind. Dazu können beispielsweise einzelne Sprecher, Präsentati-

onsfolien oder Gruppenaktionen direkt angewählt werden.

1.2 Beiträge der Arbeit

Die vorliegende Arbeit beschäftigt sich mit der Entwicklung von neuartigen Verfahren

zur automatischen Unterteilung von Besprechungen in bedeutungstragende Einheiten von

mehreren Sekunden Länge. Der Hauptaugenmerk liegt dabei im Vergleich unterschied-

licher Möglichkeiten der Segmentierung und Klassifizierung von Meetingdaten. Werden

im Allgemeinen für die Analyse von Zeitreihen dynamische Klassifikatoren verwendet, so

werden in dieser Arbeit auch Methoden zur Klassifizierung statischer Muster analysiert,

die neue Arten der Segmentierung notwendig machen. Zudem werden auch neue dyna-

mische Ansätze untersucht, die in dieser Form erstmals im Bereich der Meetinganalyse

eingesetzt werden. Hybride Ansätze und zweistufige Verfahren, die die Vorteile verschie-

dener Klassifikatoren vereinen, werden als mächtiges Werkzeug für die gestellte Aufgabe

vorgestellt.

Ein beispielhaftes Ergebnis einer Segmentierung einer Besprechung mit einer Erkennung

der zugehörigen Gruppenaktionen ist in Abbildung 1.2 gezeigt.

Monologue Presentation Whiteboard Discussion

t

Abbildung 1.2: Beispiel einer automatisch erfolgten Segmentierung einer Bespre-
chung mit Erkennung der zugehörigen Gruppenaktionen. Für jede erkannte Grup-
penaktion ist ein Bildschirmfoto einer typischen Kamerasicht gezeigt.

1.3 Aufbau der Arbeit

In Kapitel 2 werden zunächst die verwendeten Datenbanken vorgestellt. Danach wird

auf die Generierung der Merkmale, die für die automatische Analyse eingesetzt werden,

eingegangen. Abschließend werden die verwendeten Maße zur Evaluierung der Güte der

vorgestellten Algorithmen beschrieben.

Kapitel 3 stellt zunächst Klassifikatoren für statische Muster vor, die als Grundlage für

zwei neuartige Segmentierungsalgorithmen dienen, die anschließend präsentiert werden.

Den Abschluss dieses Kapitels bilden die Ergebnisse, die mit diesen Ansätzen erreicht

werden konnten.
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Kapitel 1 Einleitung

Im darauffolgenden Kapitel 4 werden Modelle vorgestellt, die auf biologischen Systemen

beruhen. Insbesondere die neurologische Signalverarbeitung bildet die Grundlage für neue,

in diesem Abschnitt vorgestellte, Klassifikatoren. Im Speziellen sind das Long Short-Term

Memory Neuronale Netze und ein aus der Theorie der Neuronalen Felder abgeleitetes par-

alleles rekurrentes neuronales Netz. Auch hier werden wieder Ergebnisse der Anwendung

auf die Gruppenaktionserkennung gezeigt.

In Kapitel 5 wird die Analyse von Besprechungen mit Hilfe von dynamischen Klassifika-

toren angegangen. Hier werden Hidden-Markov-Modelle und Hidden Conditional Random

Fields vorgestellt. Als Abschluss dieses Kapitels werden Ergebnisse der Gruppenaktions-

erkennung, die mit dem Viterbi-Algorithmus erhalten werden, vorgestellt.

Kapitel 6 beschreibt hybride Verfahren zur Erkennung von Gruppenaktionen, die in

dieser Arbeit entwickelt wurden. Ausgehend von einem MLP-HMM Klassifikator werden

zweistufige Ansätze dargestellt, die verschiedene statische und dynamische Klassifikatoren

kombinieren. Die Ergebnisse dieser neuartigen Methoden werden am Ende dieses Kapitels

gezeigt.

Den Abschluss dieser Arbeit bildet das Kapitel 7, in dem die vorgestellten Ansätze zu-

sammengefasst werden und ein Ausblick auf weiterführende Forschungsarbeiten aufgezeigt

wird.
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Kapitel 2

Datenbanken und Merkmalsextraktion

Für die in dieser Arbeit beschriebenen Experimente zur Segmentierung und Erkennung

von Gruppenaktionen steht der im Rahmen des europäischen Forschungsprojekte M4

(MultiModal Meeting Manager) speziell aufgezeichnete Meeting-Corpus zur Verfügung,

der im Folgenden beschrieben wird. Anschließend wird auf die aus den Daten extrahier-

ten Merkmale eingegangen, und die zur Evaluierung verwendeten Bewertungsmaße werden

vorgestellt.

2.1 Die M4-Datenbank

Die M4-Datenbank besteht aus vollständig aufgezeichneten Besprechungen, die in einem

speziell dafür ausgestatteten Besprechungsraum erfasst wurden. Diese Datenbank ist öf-

fentlich frei zugänglich und kann im Internet unter der Adresse: mmm.idiap.ch herunter-

geladen werden. Eine Beschreibung ist bei McCowan [McC03] zu finden.

2.1.1 Konferenzraum

Im Forschungsinstitut IDIAP1 in Martigny in der Schweiz wurde ein Konferenzraum ein-

gerichtet, der speziell für die automatische Erfassung von Besprechungen ausgestattet

ist [Moo02]. Er ist in Abbildung 2.1 gezeigt.

Dieser rechteckige Raum hat die Maße 8,2 m × 3,6 m × 2,4 m. In der Mitte des Raumes

befindet sich ein rechteckiger Konferenztisch der Größe 4,8 m× 1,2 m, der Platz für bis zu

zwölf Personen bietet. An einem Ende des Raumes befindet sich ein Whiteboard und eine

ausfahrbare Leinwand. An dem anderen Ende des Raumes wurde die Technik, die für die

Aufzeichnung der Besprechungen notwendig ist, installiert.

Einen Überblick über den Aufbau und die Platzierung der Sensoren und Besprechungs-

teilnehmer gibt Abbildung 2.2. Dieser Besprechungsraum ist mit Sensoren ausgestattet,

die es ermöglichen, eine Besprechung vollständig aufzuzeichnen. Dazu gehören drei fest

angebrachte Kameras und 24 Mikrophone [Moo02], deren Signale gleichzeitig aufgezeich-

net werden können. Für das Videosignal wurden mobile digitale Videorekorder verwendet.

Die aufgezeichneten Videos stehen in voller PAL Auflösung (720× 576) bei einer Bildrate

1Institut Dalle Molle d’Intelligence Artificielle Perceptive, Rue Marconi 19, Case Postale 592, CH-1920
Martigny, Switzerland
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Kapitel 2 Datenbanken und Merkmalsextraktion

Abbildung 2.1: Der IDIAP Smart Meeting Room

von 25 Hz zur Verfügung. Zur Videoaquirierung wurden identische CCTV-Kameras ver-

wendet, die eine einstellbare Weitwinkellinse besitzen, womit das Gesichtsfeld in einem

Bereich von 38◦−80◦ eingestellt werden kann. Zwei Kameras sind seitlich an den Wänden

des Besprechungsraumes befestigt und haben jeweils die zwei auf der gegenüberliegenden

Seite befindlichen Teilnehmer im Bild. Im Blickwinkel einer jeden Kamera befinden sich

die Oberkörper der Personen sowie ein Teil des Konferenztisches. Die dritte Kamera er-

fasst alle Geschehnisse am Kopf des Konferenztisches, wie Aktionen am Whiteboard und

Präsentationen auf der Projektionsleinwand. Bildschirmfotos aller drei Kameras sind in

Abbildung 2.3 gezeigt.

Das Audiosignal wurde über Ansteckmikrophone erfasst, die jedem Teilnehmer zur Ver-

fügung standen. Zusätzlich wurden alle Geräusche über ein achtfaches Mikrophon-Array,

das auf dem Konferenztisch stand, aufgezeichnet.

2.1.2 Meeting Daten

Die M4-Datenbank besteht aus insgesamt 59 aufgezeichneten Besprechungen2. Jedes Mee-

ting hat eine Dauer von etwa fünf Minuten. Es liegt also Videomaterial mit einer Gesamt-

dauer von circa fünf Stunden vor. An jeder Besprechung nahmen vier Personen teil. Jedes

2Ursprünglich wurden 60 Meetings aufgezeichnet. Aus inhaltlichen Gründen musste jedoch ein Meeting
gestrichen werden, sodass der Corpus nun aus 59 Meetings besteht.
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2.1 Die M4-Datenbank

Teilnehmer

Whiteboard Präsentationsleinwand

Konferenztisch

S2

S4

S1

S3

Mikrophon-Array

C

L R

Kamera

Abbildung 2.2: Skizze des Besprechungsraumes im Forschungsinstitut IDIAP

Meeting besitzt eine vorgegebene Agenda von Gruppenaktionen, an der sich die Teil-

nehmer orientieren. Die Abfolge der Gruppenaktionen wurde mit Hilfe eines ergodischen

Hidden Markov Modells3 vor der Aufzeichnung festgelegt [McC03]. Jede Gruppenaktion

entspricht einem Zustand des Markov-Modells. Die Wahrscheinlichkeiten der Selbstüber-

gänge steuern die Dauer jeder Gruppenaktion. Um sinnvolle Ergebnisse zu erhalten, wur-

den diese Wahrscheinlichkeiten manuell angepasst. Jedes Meeting besitzt durchschnitt-

lich fünf Gruppenaktionen, wobei mit einem Monolog oder einer Diskussion begonnen

und geschlossen wird. Zwei disjunkte Gruppen von jeweils acht Personen wurden aus

der internationalen Belegschaft von IDIAP ausgewählt. Für jede Gruppe wurden drei-

ßig Agenden erzeugt. Die vier Teilnehmer wurden nach dem Zufallsprinzip aus den acht

Kandidaten ausgewählt. Jede Gruppenaktion wurde dann einem Teilnehmer zugeordnet.

Gruppenaktionen, bei denen alle Teilnehmer betroffen sind, wurden von allen Teilneh-

3Zur Erklärung des Modells siehe Kapitel 5.1
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Kapitel 2 Datenbanken und Merkmalsextraktion

Abbildung 2.3: Bildschirmfotos der drei im IDIAP Meeting Raum verwendeten
Kameraperspektiven (links: Kamera L, mitte: Kamera C, rechts: Kamera R

mern ausgeführt. Jedem Meeting wurde zufällig ein Thema gegeben (z. B.
”
Mein letzter

Urlaub“). Eine sich im Hintergrund aufhaltende Person war dafür zuständig, die Dauern

der Aktionen zu überwachen und lautlose Gesten auszuführen, wenn ein Übergang von

einer Aktion zu einer anderen erfolgen sollte.

Die Datenbank ist in ein festes Trainingsset und ein Testset mit jeweils vier Teilnehmern

unterteilt. Die Trainingsdaten bestehen aus 30 Meetings, das Testmaterial setzt sich aus 29

Besprechungen zusammen. Die Teilnehmer aus dem Testset sind nicht im Trainigsmaterial

enthalten.

2.1.3 Lexika

Aufbauend auf der M4-Datenbank werden zwei verschiedene Lexika definiert, die für die

Unterteilung von Besprechungen von Relevanz sind. Diese Gruppenaktionen sind multi-

modal und werden häufig in einer Besprechung beobachtet. Im ersten Lexikon (Lexikon

L8) werden acht Gruppenaktionen unterschieden, wie zum Beispiel Diskussion, Monolog

und Präsentationen (siehe auch [McC05]). Die Monologe werden weiterhin nach der Per-

son, die den jeweiligen Monolog hält, unterschieden. Dadurch ergeben sich die acht in

Tabelle 2.1 definierten Klassen. Für die Modellierung wird angenommen, dass die defi-

nierten Aktionen sich nicht überlappen und ein vollständiges Set darstellen, das heißt,

Aktion Beschreibung

Discussion Zwei oder mehr Teilnehmer nehmen am Gespräch teil

Monologue1 Teilnehmer auf Position 1 spricht ohne Unterbrechung

Monologue2 Teilnehmer auf Position 2 spricht ohne Unterbrechung

Monologue3 Teilnehmer auf Position 3 spricht ohne Unterbrechung

Monologue4 Teilnehmer auf Position 4 spricht ohne Unterbrechung

Note-taking Alle Teilnehmer schreiben sich Notizen auf

Presentation Ein Teilnehmer hält eine Präsentation vor der Leinwand

Whiteboard Ein Teilnehmer agiert vor dem Whiteboard

Tabelle 2.1: Gruppenaktionen in Lexikon L8
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2.2 Grundlagen der Mustererkennung

dass jeder Zeitpunkt einer Besprechung von einer Aktion beschrieben werden kann (es

gibt keine Lücken). Für durchzuführende Experimente wurde die Datenbank in ein fe-

stes Trainigs- und ein festes Testset unterteilt (vgl. Abschnitt 2.1.2). Die Verteilung der

einzelnen Klassen in der Trainings- bzw. Testmenge ist in Tabelle 2.2 gezeigt.

Aktion Trainingsset Testset

Discussion 48 49

Monologue1 14 12

Monologue2 10 13

Monologue3 10 14

Monologue4 9 10

Note-taking 6 3

Presentation 11 18

Whiteboard 16 20

Gesamt 124 139

Tabelle 2.2: Anzahl der Klasseninstanzen des Lexikon L8 der Trainings- bzw. Test-
menge

Zusätzlich wurde ein erweitertes Set von Meeting Events definiert (vgl. [Zha04a]), das den

realen Charakter eines Meetings besser beschreiben kann. Das zweite Lexikon (Lexikon

L14) geht aus dem ersten hervor und wird durch Aktivitäten, die zusätzlich gleichzeitig

stattfinden können, ergänzt, wie sie zum Beispiel bei Diktaten oder beim Protokollschrei-

ben auftreten können. Insgesamt wurden 14 Klassen definiert, die in Tabelle 2.3 darge-

stellt sind. Wie beim ersten Set wird auch bei diesem zweiten Set davon ausgegangen,

dass jeweils zwei Aktionen sich nicht überlappen. Außerdem wird angenommen, dass die

Aktionen vollständig sind, das heißt, jedem Bereich eines Meetings kann eines der vorge-

stellten Label zugeordnet werden. Die Anzahl der Instanzen der Klassen des Lexikon L14

ist in Tabelle 2.4 gezeigt.

Generell besteht ein Meeting aus einer Abfolge der oben genannten Gruppenaktionen. Im

Allgemeinen bewegt sich die Anzahl der Aktionen in einem Meeting im Bereich von drei

bis sechs.

2.2 Grundlagen der Mustererkennung

Die Aufgabe der automatischen Mustererkennung besteht im Allgemeinen darin, einem

gemessenen Signal eine bestimmte Bedeutung zuzuordnen [Rus02].

In Abbildung 2.4 ist der wesentliche Ablauf der Mustererkennung ausgehend von einem

Signal bis zur Klassifikation gezeigt. Das gemessene Signal wird üblicherweise einer Vorver-

arbeitung unterzogen, da nahezu keine Aufgabe im Bereich der Mustererkennung existiert,

bei der das ursprünglich beobachtete Signal direkt einem Klassifikator zugeführt werden

kann [Rig05]. Ziel der Vorverarbeitung und Merkmalsextraktion ist oft die Verringerung
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Kapitel 2 Datenbanken und Merkmalsextraktion

Aktion Beschreibung

Discussion Zwei oder mehr Teilnehmer nehmen am Gespräch

teil

Monologue1 Teilnehmer auf Position 1 spricht ohne Unterbre-

chung

Monologue1 + Note-taking Teilnehmer auf Position 1 spricht ohne Unterbre-

chung, während andere Teilnehmer Notizen ma-

chen

Monologue2 Teilnehmer auf Position 2 spricht ohne Unterbre-

chung

Monologue2 + Note-taking Teilnehmer auf Position 2 spricht ohne Unterbre-

chung, während andere Teilnehmer Notizen ma-

chen

Monologue3 Teilnehmer auf Position 3 spricht ohne Unterbre-

chung

Monologue3 + Note-taking Teilnehmer auf Position 3 spricht ohne Unterbre-

chung, während andere Teilnehmer Notizen ma-

chen

Monologue4 Teilnehmer auf Position 4 spricht ohne Unterbre-

chung

Monologue4 + Note-taking Teilnehmer auf Position 4 spricht ohne Unterbre-

chung, während andere Teilnehmer Notizen ma-

chen

Note-taking Alle Teilnehmer schreiben sich Notizen auf

Presentation Ein Teilnehmer hält eine Präsentation vor der

Leinwand

Presentation + Note-taking Ein Teilnehmer hält eine Präsentation vor der

Leinwand, während andere Teilnehmer Notizen

machen

Whiteboard Ein Teilnehmer agiert vor dem Whiteboard

Whiteboard + Note-taking Ein Teilnehmer agiert vor dem Whiteboard, wäh-

rend andere Teilnehmer Notizen machen

Tabelle 2.3: Gruppenaktionen des erweiterten Lexikon L14
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2.2 Grundlagen der Mustererkennung

Aktion Trainingsset Testset

Discussion 48 49

Monologue1 10 6

Monologue1 + Note-taking 4 6

Monologue2 6 8

Monologue2 + Note-taking 4 5

Monologue3 5 7

Monologue3 + Note-taking 5 7

Monologue4 5 5

Monologue4 + Note-taking 4 5

Note-taking 6 3

Presentation 6 9

Presentation + Note-taking 5 9

Whiteboard 5 1

Whiteboard + Note-taking 11 19

Gesamt 124 139

Tabelle 2.4: Anzahl der Klasseninstanzen des Lexikon L14 der Trainings- bzw.
Testmenge

von Störungen wie Rauschen, die Reduktion der Datenmenge oder die Transformation der

Daten in einen anderen Merkmalsraum [Rig05].Signal Vorverarbeitung Merkmalsextraktion Klassi�kation Klasse κ

x

Abbildung 2.4: Wesentlicher Ablauf bei der Klassifikation von Mustern

Die Klassifikation hat die Aufgabe, die nach der Merkmalsextraktion vorliegenden Mu-

stervektoren x einer jeweiligen Klasse κ von K Klassen zuzuordnen:

x 7→ Ωκ, (2.1)

wobei Ωκ aus der Menge Ω = {Ω1,Ω2, . . . ,ΩK} genommen wird. Dabei werden folgende

Bedingungen eingehalten [Nie03]:

Ωκ 6= ∅ für κ = 1, . . . , K (2.2a)

Ωκ ∩ Ωλ = ∅ für κ 6= λ (2.2b)

K⋃
κ=1

Ωκ = Ω (2.2c)

Die Klassen Ωκ sind hier als disjunkt vorausgesetzt. Für Muster, die nicht eindeutig einer

Klasse zugeordnet werden können, kann eine zusätzliche Rückweisungsklasse Ω0 eingeführt

werden.
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Kapitel 2 Datenbanken und Merkmalsextraktion

Aus der Menge der verfügbaren Klassen wählt der Klassifikator die in einem gewissen

Sinne am besten passende Klasse aus. Die so erkannte Klasse wird im Weiteren mit κe

bezeichnet.

Welche Art von Klassifikator zum Einsatz kommt, hängt von verschiedenen Faktoren

ab, die sowohl die Güte der Erkennungsleistung, als auch die Effizienz oder ökonomische

Faktoren betreffen4. Daraus begründet sich auch der in dieser Arbeit angestrebte Vergleich

unterschiedlicher Verfahren zur Untergliederung von Besprechungen.

2.3 Multimodale Merkmalsextraktion

Dieses Kapitel beschreibt die Erstellung geeigneter Merkmale zur Erkennung und Seg-

mentierung von Gruppenaktionen, wie sie in Abschnitt 2.1.3 beschrieben wurden. In Ab-

schnitt 2.3.1 werden zunächst Merkmale erläutert, die direkt aus den Signalströmen indu-

ziert werden können. In Abschnitt 2.3.2 werden dann daraus abgeleitete, für den Menschen

leicht interpretierbare Merkmale vorgestellt.

2.3.1 Low-Level-Merkmale

In diesem Abschnitt werden die Merkmale beschrieben, die direkt aus dem Audiosi-

gnal oder aus dem Videosignal abgeleitet werden können. Dazu gehören unter anderem

Sprecher-Wechsel (engl. Speaker-Turn), Energie, relative Tonhöhe, Sprechrate, MFCC,

Hautfarben-Bereiche (engl. Skin-color Blobs) und globale Bewegungsmerkmale (engl. Glo-

bal Motion Features).

Audiobasierte Merkmale

Speaker-Turn Detection:5 Von den Signalen des Mikrophon-Arrays wird die
”
Sprach-

Aktivität“ an sechs verschiedenen Orten bestimmt: an jedem der vier Sitzplätze,

sowie an den Orten, die mit den Aktionen Whiteboard und Presentation korrespon-

dieren. Diese Orte werden als dreidimensionale Vektoren festgelegt. Die
”
Sprach-

Aktivität“ wird als Steered Response Power (SRP) unter Zuhilfenahme des SRP-

PHAT6 Maßes [DiB00, DiB01] berechnet. Das ist ein kontinuierlicher Wert, der die

Aktivität einer speziellen Position angibt. Dadurch ist es möglich zu entscheiden,

wann welche Position aktiv ist. Anschließend wird mit Hilfe des Verhältnisses der

Wahrscheinlichkeiten von Sprache und Stille bzw. mit Hilfe eines Steered Response

Power Ansatzes [Lat03] eine Segmentierung in Sprache bzw. Ruhe vorgenommen.

Aus den Sprachsegmenten, die von der Speaker-Turn Detection gewonnen wurden,

werden die folgenden drei Merkmale berechnet:

4Für eine ausführlichere Behandlung diese Themas sei auf die einschlägige Literatur verwiesen (siehe
z.B. [Sch06])

5Die folgenden vier Merkmale (Speaker-Turn Detection, Energie, Relative Tonhöhe und Sprechrate)
wurden uns freundlicherweise vom IDIAP zur Verfügung gestellt (vgl. [McC05])

6Steered Response Power with Phase Transform
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2.3 Multimodale Merkmalsextraktion

Energie: Die Signalenergie wird in quasi-stationären Kurzzeitfenstern berechnet. Zur Fen-

sterung wird eine Fensterfunktion w(n), hier ein Hamming-Fenster wHam(n), verwen-

det:

wHam(n) = 0.54− 0.46 · cos

(
2πn

N

)
, n = −N

2
, . . . ,

N

2
(2.3)

N entspricht hierbei der Fensterbreite, n ist die aktuelle Position innerhalb des

Fensters. Die Fensterbreite beträgt in diesem Fall 32ms. Die Berechnung der Energie

E erfolgt dann in jedem Fenster mit Gleichung (2.4).

E =
N∑

n=1

|s(n)|2 (2.4)

Relative Tonhöhe: Die Tonhöhe wird mit Hilfe des SIFT-Algorithmus7 [Mar72] berech-

net. Dieser Algorithmus kombiniert gewünschte Eigenschaften der Autokorrelation

und der Cepstralanalyse. Gleichzeitig führt dieser Algorithmus eine Unterscheidung

in stimmhafte und stimmlose Abschnitte durch. Der erste Schritt besteht in einer

inversen Filteranalyse. Die Ausgangswerte des inversen Filters werden danach einer

Autokorrelation unterzogen. Der Reziprokwert der größten Erhebung der so erhalte-

nen Sequenz bestimmt die Grundfrequenz F0, sofern dieser Abschnitt als stimmhaft

eingestuft wird.

Sprechrate: Die Sprechrate wird durch eine Kombination von Schätzern [Lat03] gewon-

nen. Für jeden Frame werden die Wahrscheinlichkeiten für Sprache bzw. Stille be-

stimmt, die aus Zeitverzögerungsschätungen [Bra97] mit verschiedenen Wahrschein-

lichkeitsdichtefunktionen gewonnen werden. Daraus kann dann das Verhältnis von

Sprache zu Stille als Quotient der Wahrscheinlichkeiten berechnet werden.

Mel-Frequenz-Cepstral-Koeffizienten: Unter anderem in der automatischen Spracher-

kennung eingesetzte Merkmale sind Mel-Frequenz-Cepstral-Koeffizienten (MFCC).

Sie sollen eine Trennung des Anregungssignals von der Impulsantwort des Vokal-

trakts ermöglichen. Damit ist es möglich, die informationstragenden Anteile zu ex-

trahieren. MFCC werden im Wesentlichen durch folgende Schritte berechnet:

1. Unterteilung des Eingangssignals in quasi-stationäre Segmente durch Fenste-

rung (hier mit einem Hamming-Fenster, vgl. Glg. (2.3)).

2. Berechnung des Kurzzeitleistungsspektrums (Diskrete Fourier-Transformation)

eines Fensters

XDFT[n] =
N−1∑
k=0

x[k] e−j 2πn
N

k (2.5)

3. Filterung des Spektrums mit einer Mel-Filterbank (ähnlich dem menschlichen

Gehör)

SMel(f) = 2595 log10

(
1 +

f

700

)
(2.6)

7SIFT: Simple Inverse Filter Tracking
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Kapitel 2 Datenbanken und Merkmalsextraktion

4. Logarithmieren des Mel-skalierten Leistungsspektrums

5. Dekorrelation durch abschließende Diskrete Cosinus Transformation (DCT)

ci =

√
2

N

N∑
j=1

mj cos

(
πi

N
(j − 0.5)

)
(2.7)

Hierbei ist mj die Amplitude in der j-ten Filterbank, N ist die Anzahl der

Filterbänke. In dieser Arbeit wurde mit N = 12 Koeffizienten gearbeitet.

Zusätzlich zu den Koeffizienten wird auch die erste und zweite zeitliche (diskrete)

Ableitung berechnet: ∆ci = ci − ci−1, bzw. ∆∆ci = ∆ci −∆ci−1.

Videobasierte Merkmale

Merkmale aus dem Videostream werden mit Standardmethoden extrahiert. Dabei werden

die Bereiche der Personen (Kopf, Schulter, Hände), sowie die Umgebung des Whiteboards

und der Präsentationsleinwand berücksichtigt.

Skin-color Blob Merkmale:8 Auf den Bildern der beiden Kameras, die auf jeweils zwei

Teilnehmer zeigen, werden Gaussian Mixture Models (GMM) (vgl. Kapitel 3.1.2) der

Hautfarbe im RGB-Farbraum verwendet, um Kopf- und Hand-/Unterarm-Blobs9 zu

extrahieren [Jon02]. Ein GMM mit zwanzig Mixturen wird aus den Trainingsdaten

trainiert, die Bilder von Köpfen und Händen von kaukasischen, indischen und la-

teinamerikanischen Personen enthalten. Hautfarbene Pixel werden klassifiziert, wenn

die Wahrscheinlichkeit für Hautfarbe über einer Schwelle liegt. Eine morphologische

Nachverarbeitung der typischen Regionen für den Kopf hilft, Skin-Blobs zu extra-

hieren.

Für jede Person werden die gefundenen Kopf-Blobs durch die vertikale Position des

Schwerpunkts (normiert auf den gemittelten Schwerpunkt des gesamten Meetings)

repräsentiert. Die Hand-Blobs werden zusätzlich durch drei Merkmale charakteri-

siert: die normierte horizontale Position des Schwerpunkts, die Exzentrizität und

den Winkel zur Horizontalen [Sta95]. Aufgrund der Schwierigkeit, die Hände immer

richtig zuordnen zu können, beschränkt man sich hier auf die rechte Hand, indem

angenommen wird, dass diese immer weiter links auf dem Videobild zu finden ist,

als die linke Hand.

Zuletzt wird noch ein grobes Maß für die Bewegung der Person berechnet. Man

betrachtet dazu den Durchschnitt der Bewegungen des Kopfes und der Hand. Diese

Bewegungen berechnen sich als die Differenz der Schwerpunkte von Kopf bzw. Hand

in aufeinanderfolgenden Frames.

8Die Merkmale, die aus den Skin-Blobs berechnet wurden, wurden uns freundlicherweise vom IDIAP
zur Verfügung gestellt (vgl. [McC05])

9Ein Blob beschreibt ein zusammenhängendes Gebiet in einem Bild
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Aus den Bildern der dritten Kamera werden sich bewegende Blobs extrahiert, in-

dem der Hintergrund subtrahiert wird. Repräsentiert werden die Blobs durch ih-

re horizontale Position. Da ein festes Hintergrundbild zur Subtraktion verwendet

wird, treten in seltenen Fällen Fehler in der Merkmalsextraktion auf. McCowan et

al. [McC05] schlagen ein adaptives Verfahren zur Hintergrund-Subtraktion vor, mit

dem sich solche Artefakte vermeiden lassen sollen.

Global Motion Features: Global Motion Features (GMF) werden bereits erfolgreich bei

der Erkennung von Gesten in Meetings eingesetzt [Eic98], [Wal04b], [Zob03]. Sie

werden aus Differenzbildern berechnet. Ein Differenzbild I
′

d ist die Differenz aus

einem Vorgängerbild Ib und dem aktuellen Frame Ia.

I
′

d(x, y, t) = Ib(x, y, t)− Ia(x, y, t) (2.8)

Hierbei bezeichnen x und y Koordinaten im Bild in x- bzw. y-Richtung. Die Zeit

wird mit t bezeichnet.

Um Rauschen und sonstige Artefakte zu eliminieren, wird ein Schwellwertoperator

nachgeschaltet. Alle Pixelwerte, die unter einer Schwelle TI liegen, werden zu Null

gesetzt:

Id(x, y, t) =

0 |I ′db(x, y, t)| < TI

I
′

d(x, y, t) |I ′d(x, y, t)| ≥ TI

(2.9)

Weitere Interferenzen werden durch morphologische Operationen entfernt. Wenn an

einer der sechs interessierenden Positionen (Sitzplätze, Whiteboard, Präsentations-

leinwand) die Summe der verbleibenden Pixel∑
(x,y)∈Ri

|Id(x, y, t)| > TR (2.10)

größer ist als ein Schwellwert TR, wird um den Massenschwerpunkt ([px(t), py(t)])

eine Region Ri festgelegt, in der GMF wie folgt berechnet werden [Rig98a]: Ausge-

hend vom Differenzbild Id(x, y) = Ib(x, y, t − 2) − Ia(x, y, t), das aus jedem zwei-

ten Frame und dem Vorgänger Ib(x, y, t − 2) berechnet wird, können Merkmale

bestimmt werden, die die Bewegung in der interessierenden Region beschreiben.

Das Zentrum der Bewegung wird durch die Berechnung des Massenschwerpunkts

m′(t) = [m′
x(t),m

′
y(t)]

T gewonnen.

m′
x(t) =

∑
(x,y)∈Ri

x · |Id(x, y, t)|∑
(x,y)∈Ri

|Id(x, y, t)|
, m′

y(t) =

∑
(x,y)∈Ri

y · |Id(x, y, t)|∑
(x,y)∈Ri

|Id(x, y, t)|
(2.11)

Damit die Merkmale unabhängig von der absoluten Position der Person sind, werden

sie mit dem Massenschwerpunkt normiert:

m(t) = [mx(t),my(t)] =
[
m′

x(t)− px(t),m
′
y(t)− py(t)

]T
(2.12)
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Um die Richtungsänderungen der Bewegung zu berücksichtigen, werden zusätzlich

die zeitliche Änderung der Schwerpunkte ∆mx(t) in x– und ∆my(t) in y–Richtung

bestimmt:

∆mx(t) = mx(t)−mx(t− 1), ∆my(t) = my(t)−my(t− 1) (2.13)

Zusätzlich wird noch die Standardabweichung eines Pixels (x, y) relativ zum Bewe-

gungszentrum benutzt:

σ(t) = [σx(t), σy(t)]
T (2.14a)

σ2
x(t) =

∑
(x,y)∈Ri

|Id(x, y, t)| · (x−mx(t))
2

∑
(x,y)∈Ri

|Id(x, y, t)|
(2.14b)

σ2
y(t) =

∑
(x,y)∈Ri

|Id(x, y, t)| · (y −my(t))
2

∑
(x,y)∈Ri

|Id(x, y, t)|
(2.14c)

Ein weiteres wichtiges Merkmal zur Beschreibung der Bewegung ist die Intensität

der Bewegung i(t). Sie ist definiert als der Durchschnitt der absoluten Werte der

Bewegungsverteilung:

i(t) =

∑
(x,y)∈Ri

|Id(x, y, t)|∑
(x,y)∈Ri

1
(2.15)

Große Werte von i(t) repräsentieren intensive Bewegungen der Teilnehmer, während

kleine Werte ein fast stehendes Bild charakterisieren.

Alle sieben Global Motion Merkmale können dann zu einem sieben-dimensionalen

Merkmalsvektor zusammengefasst werden:

xGMF(t) = [mx(t),my(t),∆mx(t),∆my(t), σx(t), σy(t), i(t)]
T (2.16)

2.3.2 Semantische Merkmale

Unter semantischen Merkmalen werden hier Merkmale verstanden, die im Unterschied zu

den Low-Level Merkmalen die Bedeutung des Inhalts beschreiben. Um diese semantischen

Merkmale zu erhalten, werden die Merkmalsströme in zeitliche Abschnitte unterteilt und

mit einem Label versehen. Semantische Merkmale können aus den Beschreibungen der

Abschnitte abgeleitet werden, wie zum Beispiel die Dauer, oder der Beginn eines Ab-

schnitts. Da die Merkmale bzw. Abschnitte nicht von vornherein zur Verfügung stehen

und keine zuverlässigen automatischen Methoden zur Generierung derselben vorhanden

sind, müssen die Daten zuerst manuell annotiert werden. Anschließend können auf die-

ser Basis Algorithmen angewendet werden, die zur Erkennung und Segmentierung von

Gruppenaktionen dienen.
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Annotierung

Die Annotierung des Ausgangsmaterials ist grundlegend für die Verwendung von Algo-

rithmen und Tools, die auf den Ergebnissen von vorgeschalteten Erkennern oder Algorith-

men aufbauen sollen. So werden die Annotierungen zum einen zum Training für spezielle

Klassifikatoren benötigt, wie zum Beispiel Gestenerkenner oder ähnliche Verfahren, zum

anderen sind sie als Testumgebung unentbehrlich, um einen Eindruck zu bekommen, wie

gut darauf aufbauende Verfahren für die gestellte Aufgabe geeignet sind. Dies stellt qua-

si ein
”
upper benchmarking“ dar, ein bestes theoretisch zu erreichendes Ergebnis, wenn

die zugrunde liegenden Klassifikatoren keine Klassifizierungsfehler machen würden. Um

nur die darauf aufbauenden Verfahren zu testen, werden manuell erzeugte Annotationen

verwendet; dadurch wird eine gewisse Unabhängigkeit von Klassifikationsfehlern in einem

vorhergenden Schritt erreicht.

Die Annotierung wurde mit dem graphischen Annotierungsprogramm Anvil10 [Kip01] vor-

genommen. Dazu wurde ein Annotationsschema entwickelt, das sowohl aktuelle, als auch

zukünftige Anforderungen abdeckt. Das Schema orientiert sich dabei an einer Studie von

Marchand-Maillet [MM03], in der
”
Meeting-activities“ (Meeting Actions, Meeting Events,

Gruppenaktionen) definiert werden und ein Benutzermodell vorgestellt wird. Die Meeting-

Aktivitäten gliedern sich wie folgt:

Opening, Presentation, Vote, Break, Global Discussion, Multidiscussion,

Silence, Closing.

Um Konformität mit anderen Forschungsgruppen zu erreichen, wurden letztendlich fol-

gende Gruppenaktionen annotiert (vgl 2.1.3):

� Discussion

� Monologue

� Note-taking

� Whiteboard

� Presentation

� Consensus

� Disagreement

Das Benutzermodell teilt jeden Teilnehmer einer Besprechung in vier Aktivitätsbereiche

ein:

Ort, Interaktivität, Aktivität und Physical-State.

10Das Programm Anvil kann kostenlos unter http://www.dfki.de/~kipp/anvil/ heruntergeladen wer-
den.
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Ort kann einer der Sitzplätze sein, der Platz vor dem Whiteboard oder der Präsenta-

tionsleinwand. Andernfalls ist der Ort undefiniert. Als Interaktivität definieren sich alle

Aktionen, die in einer erkennbaren Weise einen anderen Teilnehmer involvieren. Darunter

fallen Aktionen wie
”
nodding“,

”
talking“,

”
silent“,

”
chatting“,

”
laughing“ und

”
shake-head“.

Aktivität beschreibt Aktionen, bei denen keine direkte Interaktion mit einem anderen Teil-

nehmer stattfindet. Als Beispiele sind hier
”
writing“,

”
voting“ und

”
pointing“ zu nennen.

Der Ruhezustand wird als
”
idle“ beschrieben. Der Physical-State beschreibt, in welcher

körperlichen Position ein Teilnehmer eines Meetings sich befindet. Darunter fallen die

Zustände
”
sitting“,

”
standing“,

”
walking“,

”
absent“ und

”
still“.

Dieses Annotationsschema wurde auf alle verfügbaren Videoaufzeichnungen der M4 Da-

tenbank (siehe 2.1.2) angewendet. Es liegen damit die Annotierungen von 59 Meetings

vor.

Merkmalsextraktion Aus der oben beschriebenen Annotierung können Merkmale mit

semantischem Bedeutungsinhalt gewonnen werden. Dazu werden alle in einem bestimm-

ten vorgegebenen Zeitintervall auftretenden Aktionen getrennt voneinander ausgewertet.

Die zeitlichen Dauern der einzelnen Aktionen werden für jede Person separat aufsum-

miert. Zusätzlich werden die so entstandenen Größen auf die Länge des vorgegebenen

Zeitfensters normiert, so dass eine Unabhängigkeit von der Wahl der Länge des Zeit-

fensters gegeben ist. Es ergeben sich also relative Dauern einer Aktion innerhalb eines

vorgebeben Zeitfensters (zum Beispiel eine Gruppenaktion). Während eines Monologs ist

zum Beispiel die relative Dauer von
”
talking“ des Redners nahe bei 1, während sie für die

restlichen Teilnehmer nahezu 0 sein sollte. Äquivalent dazu ist der Ort
”
Whiteboard“ für

den Präsentierenden nahezu 1 und für die übrigen Teilnehmer nahe bei 0. Auf diese Weise

werden alle Aktionen, die annotiert werden, ausgewertet. Dadurch wird auch jede Aktion

gleich stark gewichtet. Aus folgenden Aktionen werden Größen abgeleitet, aus denen der

Merkmalsvektor zusammengestellt werden kann:

� Interaktivität: nodding, talking, shakehead

� Aktivität: idle, writing, voting, pointing

� Position: seat, whiteboard, presentation

� Physical-State: sitting, standing, walking, absent, still

Insgesamt ergeben sich dadurch 15·4 = 60 verschiedene Größen, da immer vier Teilnehmer

vorhanden sind.

Zusätzlich wird noch der
”
Hauptredner“ nHR extrahiert, indem über die Größe

”
talking“

der teilnehmenden Personen das Maximum gesucht wird:

nHR = arg max
n

talking(n), n = 1, . . . ,4 (2.17)

Aus den direkt verfügbaren Größen werden weitere Größen mit Hilfe von Funktionalen

abgeleitet, die für die Aufgabe der Erkennung von Gruppenaktionen als diskriminativ

eingeschätzt werden:
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� der Abstand des
”
talking“ des Hauptredners, zu der Summe der anderen Teilnehmer:

d
(1)
tHR

= talking(nHR)−

 4∑
n=1

n6=nHR

talking(n)

 (2.18)

� der Abstand des
”
talking“ des Hauptredners zum zweitgrößten

”
talking“:

d
(2)
tHR

= talking(nHR)− talking(zweithäufigster Redner) (2.19)

� der Abstand dessen, der am meisten geschrieben hat nHW , zu der Summe der an-

deren:

dwHW
= writing(nHW)−

 4∑
n=1

n6=nHW

writing(n)

 (2.20)

mit nHW = arg max
n

writing(n)

� die maximale relative Länge von
”
standing“, d.h. die längste relative Dauer innerhalb

eines Zeitfensters, die eine Person steht.

� die Anzahl der Sprecherwechsel

Für die Klassifikation können verschiedene Merkmalsvektoren verwendet werden. Beispiel-

haft ist der folgende Merkmalsvektor f angeführt:

f =

[
talking(1), talking(2), talking(3), talking(4),

∑
n

whiteboard(n),

∑
n

presentation(n),
∑

n

writing(n),
∑

n

standing(n), d
(2)
tHR

]
(2.21)

Automatisch generierte Daten

Selbstverständlich müssen für eine reale Anwendung automatisierte Verfahren ohne ma-

nuellen Eingriff die entsprechenden notwendigen Merkmale zur Verfügung stellen. Dies

wird in dieser Arbeit durch die Ergebnisse einer automatischen Sprecheraktivitätserken-

nung [Lat04] und einer Gestenerkennung [Wal04b] erreicht. Das Vokabular der Geste-

nerkennung beinhaltet sechs verschiedene Gesten (sit down, stand up, nodding, shaking,

writing, pointing). Von der Güte der Gesten- bzw. Sprecheraktivitätserkennung hängt

auch die weitere Leistung der Segmentierung ab. Bei der Gestenerkennung konnte eine

Erkennungsrate von 86 % erreicht werden [Wal04b]. Für die Sprecheraktivitätserkennung

erfolgte eine bis zu 94,7 % richtige Zuordnung [Lat04].
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Merkmalsvektor Aus den Resultaten der Sprecheraktivitätserkennung und der Geste-

nerkennung wird in ähnlicher Weise wie bei den manuell erstellten Annotationen ein

Merkmalsvektor erstellt. Dieser enthält nun statistische Werte der Einzelaktionen der

Meeting-Teilnehmer. Ebenso wie im Abschnitt zuvor werden die Summen der Aktionen

auf die Dauer des betrachteten Zeitfensters normiert. Auf diese Weise werden wieder

Werte zwischen 0 und 1 gewonnen. Dadurch können nun auch die gleichen Segmentie-

rungsalgorithmen angewendet werden wie bei den manuell erzeugten Annotationen. Ein

Merkmalsvektor f besteht hier aus den sprachlichen Aktivitäten sowie einer Auswahl der

erkannten Gesten (in diesem Fall nur writing):

f =

[
talking(1), talking(2), talking(3), talking(4),

talking(5), talking(6),
∑

n

writing(n)

]
(2.22)

2.3.3 Gruppen von Merkmalen

Beschreibung IDIAP TUM UEDIN
Kopf vertikaler Schwerpunkt X

Kopf Exzentrizität X
rechte Hand horizontaler Schwerpunkt X

Visuell rechte Hand Winkel X
rechte Hand Exzentrizität X
Kopf- und Hand-Bewegung X

Personen- Global Motion Features von jedem Platz X
spezifische SRP-PHAT von jedem Platz X
Merkmale Sprache relative Tonhöhe X X

Sprache Energie X X X
Auditiv Sprechrate X X

MFCC Koeffizienten X
Binäre Sprache und Pause Segmentierung X

Individuelle Gesten X
Semantisch Sprech-Aktivität X

Mittlere Abweichung im Bereich Whiteboard X
Mittlere Abweichung im Bereich Leinwand X

Visuell
Global Motion Features vom Whiteboard X
Global Motion Features von der Leinwand X

Guppen- SRP-PHAT vom Whiteboard X
Merkmale SRP-PHAT von der Leinwand X

Auditiv Sprecher Aktivität Merkmale X
Binäre Sprache im Bereich Whiteboard X
Binäre Sprache im Bereich Leinwand X

Tabelle 2.5: Übersicht über auditive, visuelle and semantische Merkmale, und die
resultierenden Merkmalssätze

Die vorgestellten Merkmale werden zur leichteren Referenzierung zu Gruppen zusammen-

gefasst. Die Merkmale und die Gruppen sind in Tabelle 2.5 aufgelistet. Die drei rechten

Spalten geben jeweils an, von welcher Forschungsgruppe welche Merkmale erstellt wor-

den sind. Zhang [Zha04b] verwendet ausschließlich Low-Level Merkmale (aus der Spalte

IDIAP), Dielmann [Die04] von der Universität von Edinburgh (Spalte UEDIN) verwendet
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nur ein Subset davon und ein zusätzliches Gruppenmerkmal. Semantische Merkmale wer-

den erstmals in dieser Arbeit eingesetzt. Zur leichteren Referenzierung werden Gruppen

von Merkmalen mit einer Abkürzung bezeichnet. Diese sind in Tabelle 2.6 gezeigt.

Abkürzung Beschreibung

SEM-M manuell erzeugte semantische Merkmale (Annotationen)

SEM-M+S manuell erzeugte semantische Merkmale mit automatischer Spre-

chersegmentierung

SEM-A automatisch erzeugte semantische Merkmale

LOW automatisch erzeugte Low-Level Merkmale

Tabelle 2.6: Gruppen von Merkmalen

2.4 Bewertungsmaße

Die Evaluierung der Ergebnisse soll objektiv und reproduzierbar sein. Aus diesem Grund

werden standardisierte Verfahren verwendet, die teilweise aus der Spracherkennung be-

kannt sind, um die Resultate der verwendeten Algorithmen vergleichen zu können. Im

Folgenden werden die in dieser Arbeit verwendeten Bewertungsmaße vorgestellt.

2.4.1 Frame Error Rate

Die Frame Error Rate (Frame-Fehlerrate, FER) ist ein Maß, wie gut zwei Sequenzen

elementweise übereinstimmen. Dabei werden keine Segmentgrenzen berücksichtigt. Die

FER gibt den Prozentsatz von falsch klassifizierten Frames in Bezug auf alle Frames an

und ist wie folgt definiert:

FER =
Anzahl der falsch erkannten Frames

Gesamtanzahl der Frames
· 100 % (2.23)

Mit dieser Art der Fehlermessung kann ermittelt werden, ob der zeitliche Abgleich der

erkannten Segmente innerhalb sinnvoller Grenzen liegt.

Diese Art der Fehlermessung wird in leicht abgewandelter Form auch bei Aufgaben in der

Video-Indexierung verwendet (vgl. [Eic00]) und im Folgenden auch mit M1 bezeichnet.

2.4.2 Action Error Rate

Die Action Error Rate (Event-Fehlerrate, AER) ist analog zur Wortfehlerrate in der au-

tomatischen Spracherkennung definiert. Dieses Maß legt einen größeren Schwerpunkt auf

korrekt erkannte Sequenzen von Gruppenaktionen und vernachlässigt präzise Segment-

grenzen [AH06]. Die AER ist definiert aus der Summe der Zahl der Einfügungen (inser-

tions, Ins, zusätzlich erkannte Events ohne Entsprechung in der Ground Truth) NIns, der

Zahl der Summe der Löschungen (deletions, Del, ausgelassene Events) NDel und der Zahl
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der Ersetzungen (substitutions, Sub, falsch benannte Segmente, bei richtigen Segment-

grenzen) NSub, dividiert durch die Gesamtzahl der Events in der Ground Truth NGesamt

multipliziert mit 100 [McC05]:

AER =
NSub +NIns +NDel

NGesamt

· 100 % (2.24)

2.4.3 Akkuratheit

Alternativ zur Action Error Rate kann auch das komplementäre Maß der Akkuratheit

verwendet werden. Es wird bestimmt indem die AER von 100 % subtrahiert wird:

Akkuratheit = 100 %− AER =

(
1− NSub +NIns +NDel

NGesamt

)
· 100 % (2.25)

2.4.4 Fehlermaß auf Basis der Segment-Übereinstimmung

Ein speziell auf die Bedürfnisse des Video-Indexing zugeschnittenes Fehlermaß wird von

Hampapur vorgeschlagen [Ham95]: Dieses Fehlermaß basiert auf der maximalen globalen

Intervallüberlappung zweier Segmente im Referenz- und Testset. Dieses Fehlermaß kann

wie folgt berechnet werden:

Zuerst wird die zeitliche Überlappung O(Ti, Tj) aller Intervalle Ti = [tib; tie], Tj = [tjb; tje]

der Referenz- und des Testsegmentierung berechnet:

O(Ti, Tj) = |tib − tje| − (|tib − tjb|+ |tie − tje|) (2.26)

Dabei ist Ti ein Intervall, das zum Zeitpunkt tib beginnt und zum Zeitpunkt tie endet.

Anders als Hampapur schlägt Eickeler [Eic00] folgende Gleichung vor:

O(Ti, Tj) =
1

2
(|tib − tje|+ |tjb − tie| − |tib − tjb| − |tie − tje|) (2.27)

Diese Gleichung liefert für alle tib ≤ tie und tjb ≤ tje ein korrektes Ergebnis.

Die Intervalle der Testsegmentierung werden dann so mit der Referenz in Übereinstim-

mung gebracht, dass die Summe der zeitlichen Überlappung ein Maximum erreicht. Das

kann zum Beispiel mit Hilfe der Dynamischen Programmierung [Bel59] erreicht werden.

Im nächsten Schritt werden die Intervalle des Test- bzw. Referenzsets, die keine Überein-

stimmung haben, gezählt. Dadurch erhält man die Größen n′ bzw. k′.

Das Fehlermaß Esb für den Segmentierungsschritt wird dann wie folgt definiert:

Esb =

∑
k

esb(i, j)

f
+
n′ + k′

λ
(2.28)

Dabei ist

esb(i, j) = |tib − tjb|+ |tie − tje| (2.29)

und

λ =

n falls k′ ≤ n′ (Unter- oder Gleichsegmentierung)

f falls k′ > n′ (Übersegmentierung)
(2.30)

24



2.4 Bewertungsmaße

f ist die Anzahl der Frames der Videosequenz, n die Anzahl der Segmente der Referenz

und k die Anzahl der automatisch bestimmten Segmente. esb(i, j) ist der Fehler zwischen

zwei korrespondierenden Segmenten des Referenz- und Testsets. Anstelle des zweiten Sum-

manden in Gleichung (2.28) wird
n′

n
+
k′

k
(2.31)

vorgeschlagen, um eine zu große Variation von λ für f � n zu vermeiden.

Das Fehlermaß Esc für den Klassifikationsschritt ist wie folgt definiert:

Esc =

∑
k

esc(i, j)

f
+
n′ + k′

λ
(2.32)

Dabei gilt, dass esc(i, j) = 1 ist, falls die erkannte Klasse mit der Referenzklasse überein-

stimmt, und esc(i, j) = 0 ist, falls die Klassen differieren.

Die gesamte Fehlerrate E ist dann wie folgt definiert:

E = wsb · Esb + wsc · Esc (2.33)

Die Gewichtsfaktoren wsb und wsc müssen vom Anwender bestimmt werden. Aus diesem

Grunde werden meist die Werte Esb und Esc separat angegeben. Auf dieses Fehlermaß

wird im Folgenden durch die Bezeichnung M2 referenziert.

2.4.5 Fehlermaß auf Basis der Segmentgrenzen-Übereinstimmung

Von Eickeler [Eic00] wird ein Fehlermaß vorgeschlagen, das auf der Übereinstimmung der

Segmentgrenzen beruht. Dieses Fehlermaß ist eine Erweiterung eines von Gargi [Gar96]

vorgeschlagenen Maßes. Für jede eingefügte oder ausgelassene Grenze werden eine feste

Anzahl an Strafpunkten definiert, für jede falsch platzierte Grenze wird der Abstand

zur richtigen Position als Fehler definiert (s(i, j) = |Grenzei − Grenzej|). Mit Hilfe der

Dynamischen Programmierung wird ein Abgleich der Grenzen bestimmt, in der Art, dass

das Gesamtstrafmaß am geringsten ist. Die Einfügerate Ins (engl.: insertion-rate) kann

bestimmt werden, indem die Anzahl der nicht zugewiesenen Grenzen der automatisch

erzeugten Daten (nins) durch die Gesamtzahl der automatisch generierten Grenzen (ntest)

dividiert wird:

Ins =
nins

ntest

(2.34)

Die Löschrate Del (engl. deletion-rate) wird analog aus der Anzahl der nicht zugewiesenen

Grenzen der korrekten Daten (ndel) und der Gesamtzahl der Grenzen der korrekten Daten

(nref) ermittelt:

Del =
ndel

nref

(2.35)

Zur Beurteilung der Genauigkeit Acc der gefundenen Grenzen wird die Summe der Ab-

stände korrespondierender Grenzen d =
∑
s(i, j) durch die Anzahl der korrespondieren-

den Grenzen dividiert. Acc gibt den durchschnittlichen zeitlichen Versatz korrespondie-

render Grenzen in Sekunden an.

Acc =

∑
s(i, j)

nGrenzen

(2.36)
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Die Erkennungsfehlerrate Ec kann dann aus der Anzahl der korrekt erkannten (nrichtig)

und falsch erkannten (nfalsch) Segmente berechnet werden:

Ec =
nfalsch

nrichtig + nfalsch

(2.37)

Falls gewünscht kann auch aus den in diesem Fehlermaß definierten Einzelmaßen eine

zusammenfassende Fehlerrate E berechnet werden. Allerdings widerspricht dies der An-

forderung, genauere Informationen bezüglich der Segmentierung und Klassifikation ge-

trennt voneinander zur Verfügung zu stellen. Um ein einzelnes Maß zu bieten, kann eine

Gesamt-Fehlerrate E dennoch mit Hilfe einer gewichteten Summe berechnet werden, wo-

bei die einzelnen Gewichte vom Anwender festzulegen sind:

E =
wins · nins + wdel · ndel + wacc · d+ wfalsch · nfalsch

nref

(2.38)

Dieses Fehlermaß wird in dieser Arbeit mit M3 bezeichnet.

In Abbildung 2.5 werden die drei vorgestellten Fehlermaße graphisch gegenübergestellt

und die unterschiedliche Bewertung verdeutlicht.



Referenz Index

Test Index

        

M1: Framebasiertes Fehlermaß

Referenz Index

Test Index

M2: Fehlermaß auf Basis von Segment-Übereinstimmung

 

Referenz Index

Test Index

M3: Fehlermaß auf Basis von Segmentgrenzen-Übereinstimmung

       

Abbildung 2.5: Vergleich dreier verschiedener Fehlermaße. Korrespondierende Seg-
mente sind mit gleichen Farben eingefärbt. = bezeichnet eine Übereinstimmung, 6=
eine Nichtübereinstimmung

26



Kapitel 3

Segmentierung mit statischen

Klassifikationsverfahren

Im folgenden Kapitel werden eine Reihe von Verfahren zur statischen Klassifikation von

Mustern vorgestellt. Anschließend wird gezeigt, wie diese Klassifikatoren zur Erkennung

und Segmentierung von Gruppenaktionen verwendet werden können. Es wird ferner be-

schrieben, wie mehrere unterschiedliche Verfahren zu einem leistungsfähigeren Klassifi-

kator kombiniert werden können. Zur Segmentierung werden dann zwei unterschiedliche

Verfahren vorgestellt.

3.1 Klassifikation statischer Muster

In diesem Abschnitt werden einige typische und in dieser Arbeit verwendete Verfahren

zur Klassifikation statischer Muster oder Merkmale vorgestellt.

3.1.1 Naive-Bayes-Klassifikator

Der Name des Naive-Bayes-Klassifikators leitet sich von der Anwendung des Bayes’schen

Satzes ab und der stark naiven Annahme, dass beobachtete Merkmale bei gegebener Klas-

se statistisch voneinander unabhängig sind. Aus diesem Grund wird dieses Model auch

independent feature model genannt, eine Bezeichnung, die das zugrunde liegende Wahr-

scheinlichkeitsmodell genauer beschreibt. Numerische Merkmale werden im Allgemeinen

als einfache Normalverteilung modelliert [Joh95]. Andere Verteilungen, wie Poisson- oder

Gammaverteilungen sind ebenso möglich, aber weniger gebräuchlich. Die Einschränkung

der Unabhängigkeit der Merkmale erweist sich häufig als nicht ausreichend, jedoch ist der

Naive-Bayes-Klassifikator effizient beim Training und Test und weist eine hohe Trans-

parenz auf. Ziel ist es, die a-posteriori Wahrscheinlichkeit P (Ωκ|x) für einen Vektor

x = (x1, x2, . . . , xN)T der Klasse Ωκ zu maximieren. Da diese bedingte Wahrscheinlichkeit

direkt nur schwer zu bestimmen ist, kann mit dem Satz von Bayes die Wahrscheinlichkeit

wie folgt geschrieben werden:

P (Ωκ|x) =
P (x|Ωκ) · P (Ωκ)

P (x)
(3.1)
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In praktischen Anwendungen ist nur der Zähler von Gleichung 3.1 von Interesse, da der

Nenner nicht von der Klasse Ωκ abhängt und damit für ein gegebenes Muster als konstant

betrachtet werden kann. Der Zähler selbst stellt die Verbundwahrscheinlichkeit P (Ωκ,x)

dar. Unter Anwendung der Definition der bedingten Wahrscheinlichkeit kann diese Wahr-

scheinlichkeit geschrieben werden als:

P (Ωκ, x1, x2, . . . xN) = P (Ωκ)P (x1, . . . , xN |Ωκ)

= P (Ωκ)P (x1|Ωκ)P (x2, . . . , xN |Ωκ, x1)

= P (Ωκ)P (x1|Ωκ)P (x2|Ωκ, x1)P (x3, . . . , xN |Ωκ, x1, x2)

...

(3.2)

Aufgrund der statistischen Unabhängigkeit der Merkmale gilt:

P (xi|Ωκ, xj) = P (xi|Ωκ) ∀i 6= j (3.3)

Damit erhält man für die a-posteriori Wahrscheinlichkeit:

P (x1, . . . , xN |Ωκ) = P (Ωκ)P (x1|Ωκ)P (x2|Ωκ) . . .

= P (Ωκ)
N∏

i=1

P (xi|Ωκ) (3.4)

Die bedingten Wahrscheinlichkeiten P (xi|Ωκ) ergeben sich im diskreten Fall direkt aus

der Auszählung der Fälle, in denen das Merkmal xi einen speziellen Wert einer gegebenen

Klasse Ci hat. Die Wahrscheinlichkeit P (Ωκ) bestimmt sich entweder aus der realen Ver-

teilung der Klassen k, oder es wird eine Gleichverteilung der Klassen angenommen und

vereinfachend P (Ωκ) = 1
K

gewählt. Für Merkmale mit kontinuierlichem Wertebereich

kann auch eine kontinuierliche Wahrscheinlichkeitsdichtefunktion (WDF) p(xi = x|Ωκ)

zur Modellierung verwendet werden. Im Allgemeinen handelt es sich dabei um eine eindi-

mensionale Normalverteilung N (x, µκ, σκ), die durch die beiden Parameter Mittelpunkt

µκ und Standardabweichung σκ für die jeweilige Klasse Ωκ definiert ist:

p(xi = x|Ωκ) = N (x, µκ, σκ) =
1√

2πσκ

· e−
(x−µκ)2

2σ2
κ (3.5)

Zur Entscheidungsfindung in einem Mehrklassenproblem wird die Klasse κe mit der höch-

sten Wahrscheinlichkeit gewählt. Dieses Verfahren wird Maximum a-posteriori -Entschei-

dung (MAP) genannt:

κe = arg max
κ

{P (Ωκ)P (x|Ωκ)} (3.6)

Der Naive-Bayes-Klassifikator lässt sich auch als einfaches Bayessches Netz [Jen96] dar-

stellen. Abbildung 3.1 zeigt den Aufbau eines solchen einfachen Bayesschen Netzes, das

als Naive-Bayes-Klassifikator interpretiert werden kann. Diese Darstellung bietet eine ein-

fach zu verstehende, übersichtliche Art, den Naive-Bayes-Klassifikator zu interpretieren.

Außerdem können aufgrund der Interpretation als Bayessches Netz alle hier bekannten

Verfahren angewendet werden. Auch Erweiterungen sind dadurch problemlos möglich.
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Ωκ

x1 x2 x3 xN

p(x1|Ωκ)

p(x2|Ωκ) p(x3|Ωκ)

p(xN |Ωκ)

Abbildung 3.1: Darstellung eines Naive-Bayes-Klassifikators als Bayessches Netz

3.1.2 Gauß-Mixtur-Modelle

Ein Mixtur-Modell (Mixture Model) modelliert eine Wahrscheinlichkeitsverteilung durch

additive Überlagerung einer oder mehrerer Einzelverteilungen. Im Unterschied zu dem

im vorhergehenden Abschnitt beschriebenen Naive-Bayes-Klassifikator, können mit solch

einem Modell auch Abhängigkeiten von Merkmalen untereinander modelliert werden. Ma-

thematisch dargestellt ergibt sich:

p(x|Ωκ) =
J∑

j=1

wjh(x|λj) (3.7)

Hierbei bezeichnet p(x|Ωκ) die zu modellierende Wahrscheinlichkeitsverteilung, J ist die

Anzahl der Komponenten (Mixturen) und wj bezeichnet einen Gewichtskoeffizient, wo-

bei gilt: 0 ≤ wj ≤ 1 und
∑J

j=1wj = 1 für alle j = 1, . . . , J . h(x|λj) bezeichnet eine

Wahrscheinlichkeitsverteilung mit einem Parametersatz λj. Durch Wahl aller Wahrschein-

lichkeitsverteilungen zu Normalverteilungen (vgl. Gleichung (3.5)) ergibt sich ein Gauß-

Mixtur-Modell (Gaussian-Mixture-Modell, GMM). Für mehrdimensionale Merkmalsvek-

toren ergibt sich eine multivariate, n-dimensionale Normalverteilung mit dem Mittelwert-

vektor µ und der Kovarianzmatrix Σ:

p(x|Ωκ) = N (x|µκ,σκ) =
1

(2π)n/2|Σκ|1/2
exp

[
−1

2
(x− µκ)

TΣ−1
κ (x− µκ)

]
(3.8)

Wird eine genügend große Anzahl J von Wahrscheinlichkeitsverteilungen, wie sie in Glei-

chung (3.7) definiert wurden, überlagert, so kann praktisch fast jede gewünschte mehr-

dimensionale Wahrscheinlichkeitsverteilung nachgebildet werden [Yak70] (vgl. Abb. 3.2).

Die Parameter eines GMM lassen sich mit bekannten Trainingsverfahren, wie zum Beispiel

dem Expectation-Maximization-Algorithmus (EM-Algorithmus) [Dem77], gut bestimmen.

GMM können gut generalisieren, solange der Trainingsdatensatz groß genug ist. Das heißt,

wenn ausreichend Beispiele vorhanden sind, repräsentieren die gelernten Wahrscheinlich-

keitsdichtefunktionen nicht nur die Trainingsdaten, sondern haben auch eine große Aussa-

gekraft für unbekannte Daten. Weiterhin können GMM für beliebig dimensionale Proble-

me angewendet werden, dazu müssen lediglich multidimensionale WDF trainiert werden.
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−5 −4 −3 −2 −1 0 1 2 3 4 5
0

0.2

0.4

0.6

0.8

Abbildung 3.2: Additive Überlagerung mehrerer Normalverteilungen zur Modellie-
rung einer beliebigen Wahrscheinlichkeitsdichtefunktion

Während der Erkennungsphase sind GMM sehr schnell, da für jedes unbekannte Testda-

tum lediglich ein posterior Wert einer WDF pro Klasse ausgewertet werden muss, und

diese miteinander verglichen werden. Dies lässt sich in der Regel sehr effizient implemen-

tieren. GMM werden daher bei vielen Problemen erfolgreich eingesetzt.

Zur Initialisierung der Mittelwerte und Varianzen werden bei unbekannter Klassenzugehö-

rigkeit der Muster Clustering-Verfahren angewendet, wie zum Beispiel k-Means [Mac67].

Danach erfolgt das Training mit dem EM-Algorithmus.

Nachteilig bei der Verwendung von GMM ist allerdings, dass bei zu wenigen Trainings-

beispielen nicht die tatsächliche Verteilung der Daten gelernt wird, sondern lediglich die

Trainingsverteilung. Weiterhin handelt es sich bei dem hier verwendeten EM-Training um

ein nicht-diskriminatives Verfahren. Beim Lernen wird nicht der Abstand zwischen den

Klassen maximiert, sondern jede Wahrscheinlichkeitsdichtefunktion wird für jede Klasse

unabhängig optimiert. Das kann für manche Anwendungen nachteilig sein. Es wurden al-

lerdings Verfahren für ein diskriminatives Lernen entwickelt, die diese Nachteile vermeiden

sollen [Ala96].

3.1.3 Künstliche Neuronale Netze

Künstliche Neuronale Netze (Artificial Neural Networks, KNN) sind ein mächtiges Werk-

zeug für die Verarbeitung von Daten. Neuronale Netze können aufgrund ihrer weitreichen-

den Fähigkeiten vielfältig eingesetzt werden, angefangen von der Erkennung von Sprache

(vgl. z.B. [Teb95], [Rig96b]) über die Gesichtserkennung [Law97], [Wal04c], [Wal06] bis zur

Analyse von Genom-Strukturen [Pet05], [All99]. Nach Jain [Jai96] kann die Funktionalität

von KNN in folgende Bereiche eingeteilt werden:

Mustererkennung: Die Aufgabe der Klassifikation besteht darin, einem Eingangsmuster,

repräsentiert durch Merkmalvektoren, eine von mehreren zuvor definierten Klassen

zuzuordnen. Bekannte Anwendungen beinhalten die Einzelzeichenerkennung, Erken-

nung von einzelnen Phonemen und medizinische Anwendungen, wie beispielsweise
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die Klassifikation von Blutzellen.

Clustering: Bei unbekannter Klassenzugehörigkeit der Trainingsdaten untersuchen KNN

die Ähnlichkeit der einzelnen Muster und nehmen dementsprechend eine Gruppen-

einteilung vor. Bekannte Anwendungen sind die Datenkompression und die informa-

torische Datenanalyse.

Funktionsapproximation: Für einen Satz von n Trainingsdaten (x1,x2, . . . ,xn) wird

angenommen, dass eine Funktion µ(x) die zugehörigen bekannten Funktionswerte

(y1, y2, . . . , yn) erzeugt hat. Die Aufgabe besteht darin, eine Funktion µ̂ zu finden,

die die unbekannte Funktion µ möglichst gut approximiert.

Prädiktion: Aus einer Anzahl von bekannten Werten einer Wertereihe, soll auf den näch-

sten unbekannten Wert einer Größe geschlossen werden. Solche Modelle werden unter

anderem bei der Wettervorhersage verwendet.

Optimierung: Ziel ist es, eine möglichst optimale Lösung zu finden, die gegebene Bedin-

gungen berücksichtigt, so dass die Zielfunktion maximal oder minimal wird. Das

klassische Beispiel für diese Anwendung ist die Minimierung des Weges eines Hand-

lungsreisenden (Travelling Salesman Problem (TSP)).

Assoziativspeicher: Diese Art von Speicher ermöglichen es dem Anwender, auf bestimmte

Adressen bzw. Zellen über den Inhalt zuzugreifen anstelle eines Index. Auf diese

Weise können unvollständige oder verrauschte Muster zuverlässig abgerufen werden.

Regelung: Neuronale Netze können auch zur Steuerung eines Regelkreises eingesetzt wer-

den, zum Beispiel bei der adaptiven Geschwindigkeitskontrolle.

Die ersten Überlegungen zu Neuronalen Netzen und deren mathematische Beschreibung

gehen auf McCulloch und Pitts [McC43] im Jahre 1943 zurück. Grundlage dieser Arbeit

ist der prinzipielle Aufbau des zentralen Nervensystems von Wirbeltieren. Die elementare

Einheit zur Verarbeitung von Information ist dabei das Neuron, das über sein zugehöriges

Axon und die Synapse elektrische Impulse an benachbarte Neuronen sendet [Rig01a]. Je-

des Neuron ist im Mittel mit 103 bis 104 anderen Neuronen verknüpft. Ein Impuls entsteht,

wenn das Potential in der Zelle des Neurons über einen Schwellwert steigt. Das Neuron

”
feuert“. Die Impulsrate ist dabei abhängig von der kumulativen Eingangserregung. Ein

Neuronales Netz besteht also aus Neuronen und ihren gerichteten Verbindungen. Von

besonderer Bedeutung für den technischen Einsatz ist die Lernfähigkeit und die massi-

ve Prallelität der Neuronen. Dadurch wird eine Klassifikation in hoher Geschwindigkeit

ermöglicht.

Die grundlegende Architektur Neuronaler Netze besteht im Allgemeinen aus drei Schichten

(sogenannte Layer), nämlich einer Eingangsschicht (Input-Layer), einer Ausgangsschicht

(Output-Layer), sowie einer verdeckten Schicht (Hidden-Layer) [Rig94]. Die Anzahl der

Neuronen in jeder Schicht variiert dabei je nach Aufgabe der KNN und kann gerade

in der verdeckten Schicht sehr groß sein. Zur mathematischen Beschreibung der Neuro-

nen und deren Beziehungen schlagen McCulloch und Pitts [McC43] ein einfaches Modell
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mit binärem Schwellwert vor. Generell bestehen die im Rechner modellierten Neuronen

analog zu ihrem biologischen Vorbild aus einem das Eingangsmuster beschreibenden Vek-

tor x, einem Gewichtungsvektor w, einem Bias-Wert w0, einer Propagierungsfunktion

G(x), einer meist nichtlinearen Aktivierungsfunktion F (s) = F (G(x)) und einer Aus-

gangsgröße y. Ein solches beispielhafte Neuron ist in Abbildung 3.3 dargestellt. Um eine

Σ

w1

w2

wN

x1

x2

xN

... ...

y

w0

s

G(x) F(s)

Abbildung 3.3: Mathematisches Modell eines künstlichen Neurons

vereinfachte Schreibweise zu erhalten wird der Bias-Wert w0 in den Gewichtsvektor inte-

griert: wT = (w0, w1, . . . , wN). Dementsprechend muss auch der Eingangsvektor mit dem

konstanten Wert x0 = 1 erweitert werden, so dass gilt: xT = (x0, x1, . . . , xN). Die Pro-

pagierungsfunktion G(x) ist im allgemeinen eine gewichtete Summe der Eingänge, selten

eine Multiplikationsfunktion, oder eine Funktion, die den euklidischen Abstand zwischen

Gewichtungen und Eingangswerten berechnet:

s = G(x) = wT · x =
N∑

i=1

wi · xi + w0 =
N∑

i=0

wi · xi (3.9)

Die Aktivierungsfunktion hat als Variable den Ausgang s der PropagierungsfunktionG(x).

Den Ausgang y eines Neurons kann man dann für die hier gewählte Propagierungsfunktion

wie folgt angeben:

y = F (s) = F (G(x)) = F

(
N∑

i=0

wi · xi

)
(3.10)

Typischerweise hat die Aktivierungsfunktion einen Wertebereich zwischen 0 und 1, wobei

lims→−∞ F (s) = 0 und lims→∞ F (s) = 1. Funktionen, die diese gewünschten Anforderun-

gen erfüllen, sind zum Beispiel der harte Begrenzer (HL), eine Schwellwertfunktion (SW),

oder eine Sigmoid- (SM)oder Tangenshyperbolikusfunktion. Beispiele solcher Funktionen

sind in Abbildung 3.4 dargestellt. Es stehen sowohl stetige als auch nicht stetig diffe-

renzierbare Funktionen zur Verfügung. Die Wahl der verwendeten Aktivierungsfunktion

hängt dabei von der jeweiligen Aufgabenstellung ab.
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Abbildung 3.4: Beispiele von Aktivierungsfunktionen in Neuronen

Mehrschicht-Perzeptron-Netzwerke

Die Architektur eines Neuronalen Netzes ist im Allgemeinen frei wählbar. Grundsätzlich

lassen sich zwei grundlegende Architekturen unterscheiden: Die am meisten verwende-

te Anordnung ist die der Feedforward-Netze. Mehrere Neuronen werden parallel und in

mehreren Schichten hintereinander angeordnet. Verbindungen bestehen nur zwischen den

Neuronen in eine Richtung, nämlich von einer Schicht zu einer nächst höher (im Sinne

von näher an der Ausgansschicht) gelegenen Schicht. Rückwärtsgerichtete Verbindungen

sowie Verbindungen zwischen Neuronen derselben Schicht existieren nicht. Als Neuronen

werden Perzeptronen verwendet. Aus diesem Grund spricht man von einem Mehrschicht-

Perzeptron (Multilayer-Perceptron, MLP), das auf dem Gebiet der Mustererkennung weit

verbreitet ist und häufig eingesetzt wird. In Abbildung 3.5 ist der prinzipielle Aufbau ei-

nes MLP gezeigt. Die unterste Schicht ist die Eingangsschicht und besteht aus N Knoten

für die Eingabewerte xi, i = 1, . . . , N des Merkmalsvektors x. Die Eingangsschicht dient

nur zur Präsentation des Musters und beinhaltet noch keine Verarbeitung (Gewichtungen

oder Summenbildungen). Danach können mehrere verborgene Schichten folgen, in denen

die für neuronale Netze typischen Summenbildungen der gewichteten Eingänge stattfin-

den. Es kann jedoch gezeigt werden, dass für die Definition beliebiger Klassengrenzen

im RN eine verborgene Schicht ausreichend ist [Rig94]. Die oberste Schicht ist die Aus-

gangsschicht. An den Ausgängen der Neuronen yj, j = 1, . . . ,M , zusammengefasst im

Augsgangsvektor y, kann man das Ergebnis der Klassifikation ablesen. Zur Zuordnung

eines Eingangsmusters zu einer bestimmten Klasse Ωκ, κ = 1, . . . , K muss der Ausgang

des KNN entsprechen kodiert werden. Für den Fall von K Klassen werden zum Beispiel

auch K Neuronen in der Ausgangsschicht verwendet. Jedes Neuron repräsentiert somit

eine Klasse. Da der Wertebereich der Neuronen zwischen 0 und 1 liegt, bedeutet ein Aus-

gangswert yi eines Neurons nahe 1 eine bessere Entsprechung zur Klasse κi. Für den

Fall, dass mehrere Ausgänge hohe Werte annehmen, kann die erkannte Klasse durch eine
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Eingangsmuster

Eingangsschicht

Verborgene Schicht

Ausgangsschicht

Ausgangsmuster

Abbildung 3.5: Architektur eines Mehrschicht-Perzeptrons mit einer verborgenen
Schicht

Maximumsuche gefunden werden:

κe = arg max
κ

yκ (3.12)

Soll der Ausgangswert eine Bewertung der Sicherheit der gewählten Klasse beinhalten,

so kann man als Aktivierungsfunktion in den Augangsneuronen die sogenannte Softmax-

Funktion einsetzen. Diese normiert die Summe der Ausgänge zu eins, und somit können

diese als a-posteriori Klassenwahrscheinlichkeiten P (Ωκ|x) interpretiert werden:

P (Ωκ|x) = yκ =
esκ

K∑
j=1

esj

(3.13)

Die erkannte Klasse κe kann dann wiederum durch Maximumsuche bestimmt werden:

κe = arg max
κ

yκ = arg max
κ

P (Ωκ|x) (3.14)

Die Bestimmung optimaler Parameter für eine Klassifikation, in diesem Fall der Gewichte

des Netzes, erfolgt mit Hilfe eines Lernverfahrens. Dabei werden optimale Gewichtungen

aus Lernbeispielen bestimmt.

Aus der Vielzahl der existierenden Lernverfahren wird hier das weit verbreitete Backpropa-

gation-Lernen vorgestellt, ein Gradientenabstiegsverfahren, das zur Gruppe der überwach-

ten Lernverfahren gehört und als Erweiterung der Delta-Regel [Rig94] auf mehrschichtige

Netze angewendet wird. Zur leichteren mathematischen Beschreibung des Lernverfahrens

können die Gewichte wi,j einer Schicht mit M Neuronen, die jeweils N Gewichte besitzen,
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3.1 Klassifikation statischer Muster

in einer Matrix W zusammengefasst werden:

W = [w1,w2, . . . ,wM ] =


w1,1 · · · w1,M

...
. . .

...

wN,1 · · · wN,M

 (3.15)

Hierbei beschreibt das Gewicht wi,j die Gewichtung zwischen dem i-ten Neuron der un-

teren Schicht und dem j-ten Neuron der oberen Schicht. Damit lassen sich die Ausgänge

einer Schicht kompakt schreiben als:

yT = [y1, y2, . . . , yM ] = F (xT ·W ) (3.16)

Gilt Gleichung (3.16) nur für eine Schicht, so können die Ausgänge einer darüberliegenden

Schicht mit Hilfe der Form aus Gleichung (3.17) beschrieben werden:

yT
2 = F (yT

1 ·W 2) = F (F (xT ·W 1) ·W 2) (3.17)

Ziel des Lernvorgangs ist es, die freien Parameter des Netzes so anzupassen, dass die erziel-

ten Ausgangswerte bei gegebenem Eingang möglichst nahe an die gewünschten Ausgangs-

werte herankommen. Zur Bewertung verwendet man üblicherweise den quadratischen Feh-

ler εges, der sich aus der Summe der Einzelfehler εn = 1
2

∑
j(ŷj−yj)

2 der einzelnen Muster

n ergibt:

εges =
∑

n

εn =
1

2

∑
n

∑
j

(ŷj − yj)
2 (3.18)

Hierbei ist ŷj der gewünschte Ausgang eines Musters, yj der tatsächlich erhaltene Ausgang.

Um den Wert der Änderung für jedes Gewicht zu erhalten, muss der Gradient von Glei-

chung (3.18) bezüglich jedes Gewichts gebildet werden. Für die Gewichte in der Aus-

gangsschicht ist dies direkt möglich, für die der darunter liegenden Schichten muss der

Fehler zurückpropagiert werden1. Der ganze Backpropagation-Algorithmus kann in sie-

ben Schritte unterteilt werden [Jai96]:

1. Initialisierung der Gewichte mit kleinen Zufallswerten

2. Zufällige Auswahl eines Trainingsmusters x(µ) aus den Trainingsdaten

3. Vorwärtspropagierung des Signals durch das Netzwerk

4. Berechnung von δL
i in der Ausgangsschicht:

δL
i =

∂F (sL
i )

∂sL
i

[ŷµ
i − yL

i ] (3.19)

5. Berechnung der δl
i in den darunterliegenden Schichten durch Fehler-Propagierung:

δl
i =

∂F (sl
i)

∂sl
i

∑
j

wl+1
ij δl+1

j mit l = (L− 1), . . . , 1 (3.20)

1Daher der Name Backpropagation
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Kapitel 3 Segmentierung mit statischen Klassifikationsverfahren

6. Aktualisieren der Gewichte wl
ij mit der Lernrate η nach folgender Regel:

∆wl
ij = η δl

i y
l−1
j (3.21)

7. Wiederholung ab Schritt 2 für das nächste Muster, solange bis der Fehler der Aus-

gangsschicht unter einem Schwellenwert liegt, oder eine maximale Anzahl an Itera-

tionen überschritten wird.

Eine ausführliche Herleitung des Algorithmus ist z. B. in [Rig94], [Hay94] und [Sch97a]

zu finden. Zur Optimierung der Geschwindigkeit oder Fehlerminimierung wurden Vari-

anten des Backpropagation-Verfahrens entwickelt, wie zum Beispiel die Einführung von

Momentum-Termen [Rig94], oder der Resilient Propagation Algorithmus (RPROP), der

von Riedmiller und Braun entwickelt wurde [Rie93], [Ige00].

Radiale-Basisfunktionen-Netze

Ähnlich wie bei den Mehrschicht-Perzeptron-Netzen (siehe oben) besteht die Aufgabe der

Radialen-Basisfunktionen-Netze (RBF-Netze) darin, Klassifikationsprobleme zu lösen, die

nicht linear trennbar sind. RBF-Netze bestehen aus einer Eingangsschicht, einer verdeck-

ten Schicht und einer Ausgangsschicht. Die Neuronen in der verdeckten Schicht werden mit

radialen Basisfunktionen modelliert. Die Ausgangsschicht ist linear, die verdeckte Schicht

durch die Verwendung von RBF hochgradig nichtlinear. Besteht die verdeckte Schicht

aus mehr Neuronen als die Eingangsschicht, so kann man die Ausgänge der verdeckten

Schicht als eine Abbildung der (möglicherweise) niedrigdimensionalen Eingänge in einen

hochdimensionalen Merkmalsraum interpretieren. Cover hat dargelegt, dass ein komple-

xes Musterklassifizierungsproblem, das im Ursprungsraum nicht linear trennbar ist, eher

in einem hochdimensionalen Raum linear trennbar ist [Cov65]. Aus diesem Grund ist die

Ausgangsschicht linear gestaltet. Die am meisten verbreitete radiale Basisfunktion ist die

Gauß-Funkion [Rig01b]. Damit ergibt sich als Aktivierungsfunktion:

F (x) = e−
‖x−w‖

2σ2 (3.22)

Besteht die verdeckte Schicht aus K Neuronen, ergibt sich für die Aktivierung des n-ten

Ausgangs:

yn =
K∑

k=1

wkn · e−
(x−wkn)T ·(x−wkn)

2σ2 (3.23)

Hierbei ist x der Eingangsvektor, wk der Vektor der Gewichtungen von den Eingangsneu-

ronen zum k-ten Neuron der verdeckten Schicht, wkn die Gewichtung vom k-ten Neuron

der verdeckten Schicht zum n-ten Neuron der Ausgangsschicht und σ die Streuung. Die

Bestimmung der Parameter erfolgt meist mit Hilfe des Least Squares Verfahrens, das u. a.

in [Rig01b] und [Hay94] beschrieben ist und auf das hier nicht näher eingegangen werden

soll.

Obwohl sich MLP- und RBF-Netze sehr ähnlich sind, gibt es doch mehrere Unterschie-

de [Hay94]:
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3.1 Klassifikation statischer Muster

� Ein RBF-Netz hat genau eine verborgene Schicht, wohingegen ein MLP auch meh-

rere verborgene Schichten besitzen kann.

� Typischerweise sind die Neuronen eines MLP in jeder Schicht von gleichem Aufbau.

In einem RBF-Netz sind die Neuronen in der verborgenen Schicht von gänzlich

anderer Struktur als in der Augsgangsschicht.

� Die verborgene Schicht eines RBF-Netzes ist nichtlinear, die Ausgangsschicht ist

linear. Bei einem MLP sind im Normalfall alle Schichten nichtlinear.

� Die Aktivierungsfunktion eines Neurons eines RBF berechnet die euklidische Norm

zwischen dem Eingangsvektor und dem Zentrum dieses Neurons. Bei einem MLP

wird in der Propagierungsfunktion das innere Produkt des Eingangsvektors und des

Gewichtsvektors berechnet.

3.1.4 Support-Vektor-Maschinen

Das Klassifizieren von Mustern mit Hilfe von Support-Vektor-Maschinen (SVM) hat in den

letzten Jahren immer mehr an Bedeutung zugenommen [Bur98]. In vielen Bereichen der

Mustererkennung werden SVM mit Erfolg eingesetzt, wie zum Beispiel für die Erkennung

isolierter handgeschriebener Ziffern [Cor95], zur Sprecheridentifikation [Sch96], zur De-

tektion von Gesichtern in Bildern [Osu97], in der automatischen Spracherkennung [Sta06]

oder zur Kategorisierung von Text [Joa98].

Generalisierungsfähigkeit eines Klassifikators

Die Theorie und mathematische Beschreibung der SVM beruht auf der statistischen Lern-

theorie, die von Vapnik ([Vap98] und [Vap00]) ausführlich beschrieben und hergeleitet

wird. Hier soll nur knapp auf die Ergebnisse eingegangen werden. Eine detaillierte Be-

schreibung der Theorie ist auch in einem Tutorial zu SVM [Bur98] zu finden.

Vorhanden sei eine Menge von Merkmalsvektoren xi, i = 1, . . . , N und die dazugehörigen

entsprechenden Klassenzugehörigkeiten yi ∈ {−1,1}. Es wird also nur ein Zweiklassenpro-

blem betrachtet. Der Klassifikator definiert eine Funktion f(x, ϑ), mit den Eingangsdaten

x und den trainierten Parametern ϑ, mit dessen Ausgang die Klassenzugehörigkeit der

Eingangsdaten bestimmt werden kann. Im Falle eines Neuronalen Netzes entspricht das

Parameterset ϑ den Gewichten aller Schichten des Netzes.

Das empirische Risiko Remp ist definiert als der mittlere Fehler des Klassifikators auf dem

Trainingsset [Bur98]:

Remp(ϑ) =
1

2N

N∑
i=1

|yi − f(xi, ϑ)| (3.24)

Für ein binäres Klassifikationsproblem, also yi ∈ {−1,1} und f(xi, ϑ) ∈ [−1,1], gilt für

ein gewähltes η (0 ≤ η ≤ 1) für das zu erwartende Risiko R(ϑ) [Vap00]:

R(ϑ) ≤ Remp(ϑ) +

√
h(log(2N/h) + 1)− log(η/4)

N
(3.25)
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Hierbei bezeichnet h die sogenannte Vapnik-Chervonenkis (VC) Dimension. Sie ist gleich

der Maxmimalzahl von Punkten im Merkmalsraum (Rn), die mit dem jeweiligen Klassi-

fikator auf beliebige Art getrennt werden kann.

Ziel ist es (vgl. [Vap00]), denjenigen Klassifikator zu finden, der die niedrigste obere

Schranke für das zu erwartende Risiko R(ϑ) (Gleichung (3.25), rechte Seite) generiert.

Eine mögliche Strategie besteht darin, denjenigen Klassifikator auszuwählen, der die ge-

ringste VC-Dimension besitzt.

Linear trennbare Daten

Der einfachste Fall einer Mustertrennung besteht, wenn Daten xi mit Klassenzugehö-

rigkeit yi linear trennbar sind. Dann ergibt sich für einen linearen Klassifikator mit den

Parametern w und b folgende Bedingungen:

x ·w + b ≥ +1 für y = +1 (3.26)

x ·w + b ≤ −1 für y = −1 (3.27)

w bezeichnet dabei den Normalenvektor zur der Trennebene H, |b|
‖w‖ ist der Abstand der

Trennebene H vom Ursprung. Beide Bedingungen können in einer Ungleichung zusam-

mengefasst werden:

yi(xi ·w + b)− 1 ≥ 0 ∀i (3.28)

In diesem Fall existiert eine Hyperebene H, die die positiven von den negativen Mustern

trennt. Punkte, die die Gleichheit von Ungleichung (3.26) erfüllen, liegen auf einer Hyper-

ebene H1 : xi ·w + b = 1 mit dem Normalenvektor w und dem Abstand |1− b|/‖w‖ vom

Ursprung. Genauso liegen Punkte, die die Gleichheit von Ungleichung (3.27) erfüllen, auf

einer Hyperebene H2 : xi · w + b = −1 mit dem gleichen Normalenvektor w und dem

Abstand |−1−b|/‖w‖ vom Ursprung. Der Abstand der beiden Hyperebenen (Margin) ist

dann 2
‖w‖ . Die beste Trennung der zwei Klassen wird erreicht, wenn der Abstand der Hy-

perebenen maximal wird. Daher ist es die Aufgabe der Optimierung, den Abstand durch

Minimierung von ‖w‖2 unter der Berücksichtigung der linearen Randbedingungen von

Gleichung (3.28) zu maximieren [Bur98]. Zur Lösung dieses Randwertproblems werden

im Allgemeinen Lagrange-Multiplikatoren αi eingesetzt, was zu folgender zu minimieren-

der Gleichung führt:

L =
1

2
‖w‖2 −

N∑
i=1

αiyi(xi ·w + b) +
N∑

i=1

αi (3.29)

Für eine einfachere Berechnung kann unter Berücksichtigung der Bedingungen, die sich

bei der Gradientenbildung ergeben ( ∂L
∂w

= 0 und ∂L
∂b

= 0), das folgende duale Problem

formuliert und dann minimiert werden [Bur98]:

LD =
∑

i

αi −
1

2

∑
i,j

αiαjxixj (3.30)
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Abbildung 3.6: Hyperebenen maximale Trenngüte und Mustervektoren in einem
zweidimensionalen Raum mit einer linear separierbaren Verteilung

Zusammen mit den Karush-Kuhn-Tucker Bedingungen kann so eine optimale Lösung ge-

funden werden. Das genaue Vorgehen ist ausführlich in der Literatur beschrieben [Vap00],

[Bur98], [Sch01b].

Trainingsmuster, die nach der Optimierung auf den Ebenen H1 oder H2 liegen, werden

Stütz-Vektoren oder Support-Vektoren genannt. Diese sind in Abbildung 3.6 eingekreist.

Für sie gilt auch, dass die Lagrange-Multiplikatoren αi > 0 sind [Nie03].

Die Klassifikation eines unbekannten Musters x erfolgt nach der Berechnung der opti-

malen Trennebene durch die Auswertung, auf welcher Seite der Ebene sich das Muster

befindet. Dies geschieht durch Bestimmung des Vorzeichens der Bedingungen nach den

Gleichungen (3.26) und (3.27), was zu folgender Entscheidungsregel führt:

x ∈

Ω1 falls w · x + b ≥ 0

Ω2 falls w · x + b < 0
(3.31)

Erweiterung auf nicht linear trennbare Daten

Im Allgemeinen kann man allerdings nicht davon ausgehen, dass die Mustervektoren linear

trennbar sind. Daher müssen die obigen Bedingungen erweitert werden, so dass eine in

gewissem Sinne optimale Lösung immer noch gefunden werden kann. Dazu führt man

sogenannte Schlupfvariablen ξi ein:

x ·w + b ≥ +1− ξi für y = +1 (3.32)

x ·w + b ≤ −1 + ξi für y = −1 (3.33)

ξi ≥ 0 ∀i (3.34)

Dieses Klassifikationsproblem ist in Abbildung 3.7 dargestellt.

Trainingsfehler können jetzt unter Berücksichtigung von zusätzlichen Kosten ξi behandelt

werden, ohne den im vorherigen Abschnitt vorgestellten Ansatz komplett neu formuli-

ern zu müssen. Die optimale Trennebene kann wie vorhin mit zusätzlichen Lagrange-

Multiplikatoren und unter Berücksichtigung einer Fehlerabschätzung
∑

m ξm gefunden
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Abbildung 3.7: Hyperebenen maximale Trenngüte und Mustervektoren in einem
zweidimensionalen Raum einer nicht linear separierbaren Verteilung

werden. Das duale Problem bleibt dabei identisch zu dem im linear trennbaren Fall, al-

lerdings nun mit den Randbedingungen 0 ≤ αi ≤ C und
∑

i αiyi = 0, wobei C ein

einstellbarer Parameter zur Bestrafung von Trainingsfehlern ist. Auch dieses Vorgehen ist

ausführlich in der einschlägigen Literatur beschrieben [Vap00], [Bur98], [Sch01b].

Erweiterung auf nichtlineare Trennfunktionen

Die bisher vorgestellten Lösungsansätze erzeugen immer eine lineare Trennfunktion im

Mustervektorraum. Um dennoch nichtlineare Probleme optimal separieren zu können,

kann man die Mustervektoren mit Hilfe einer Mapping-Funktion Φ in einen – in der Regel

höherdimensionalen – Euklidischen Raum transformieren.

Φ : Rd → Rd′ (3.35)

Es wird nun eine sogenannte Kernel-Funktion K(x1,x2) konstruiert, so dass gilt:

K(x1,x2) = Φ(x1) · Φ(x2) (3.36)

Da sowohl im Optimierungsproblem (Gleichung (3.30)) als auch im Entscheidungsprozess

(Gleichung (3.31)) die Daten nur als Skalarprodukt erscheinen, ist es möglich, die Lösungs-

ansätze aus dem linearen Fall anzuwenden und in dem transformierten hochdimensionalen

Raum eine Hyperebene zu finden, die die Datenpunkte linear trennt. Geeignete Kernel-

Funktionen können mit Hilfe der Mercer-Bedingungen [Vap00], [Sch01b] gefunden werden.

Bekannte, in der Praxis gebräuchliche Funktionen sind:

� Polynomial-Kernel:K(xi,xj) = (xi ·xj+1)p wobei p den Grad des Polynoms angibt,

� RBF-Kernel / Gauß-Kernel: K(xi,xj) = e−‖xi−xj‖2/2σ2
, mit σ als Standardabwei-

chung der Gaußverteilung,

� Sigmoid-Kernel: K(xi,xj) = tanh(cxi ·xj − δ), wobei c die Verstärkung, und δ den

Offset angibt.
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Bei der Entscheidung, welcher Klasse ein unbekanntes Muster x zuzuordnen ist, kommt

folgende Entscheidungsfunktion zum Einsatz:

y =
Ns∑
i=1

αiy(i)K(si,x) (3.37)

Das Vorzeichen, sgn(y), bestimmt die Klassenzugehörigkeit, während der Betrag |y| den

Abstand zur Hyperebene angibt. si bezeichnet diejenigen Trainigsvektoren, die als Sup-

port-Vektoren bestimmt wurden.

Erweiterung auf Mehrklassenprobleme

Support-Vektor-Maschinen wurden ursprünglich so konstruiert, dass sie nur ein Zweiklas-

senproblem lösen können. Für die Trennung von mehr als zwei Klassen gibt es unter

anderem folgende Vorschläge [Nie03]:

�

”
einer gegen alle“: Hier wird das Problem auf k Zweiklassenprobleme zurückgeführt.

Für jede Klasse wird ein Klassifikator trainiert, der diese Klasse gegen alle k − 1

verbleibenden Klassen unterscheidet.

�

”
jeder gegen jeden“: Bei diesem Ansatz wird jede Klasse gegen jede andere Klasse

differenziert. Es werden also k(k − 1)/2 Klassifikatoren trainiert. Die endgültige

Entscheidung kann durch Zählen der positiven Einzelentscheidungen für eine Klasse

getroffen werden. Der Rechenaufwand ist bei dieser Variante höher als in der ersten,

da deutlich mehr Klassifikatoren trainiert werden müssen, allerdings wird dieser

Aufwand durch die deutlich besseren Ergebnisse gerechtfertigt [Nie03].

� Multi-Layer-SVM / SVM-Bäume: Hier wird versucht, mit Hilfe von Entscheidungs-

bäumen jeweils zwei Bereiche voneinander zu trennen. Sukzessive wird dabei vom

Groben zum Feinen immer weiter unterschieden. Durch den hierarchischen Aufbau

wird die Anzahl der notwendigen Klassifikationen stark verringert, so dass es zu

maximal k − 1 Klassifikationen kommt (vgl. [Sch04b], [Sch06]).

� Multi-Klassen-SVM: Hier wird versucht, das Mehrklassenproblem in einem Schritt

in einem Modell zu lösen (vgl. z.B. [Lee03], [Wes98], [Liu03]). Da dazu die Theo-

rie erweitert werden muss, und die Lösungsansätze noch nicht ausgereift erschei-

nen [Nie03], wird dieser Ansatz nicht näher ausgeführt.

3.2 Mehrklassifikatorsysteme

Nicht immer kann für ein Mehrklassenproblem ein einziger optimaler Klassifikator gefun-

den werden. So kann es sein, dass ein Klassifikator besonders gut eine Klasse von allen

anderen trennen kann, aber ein anderer diese Klasse nicht gut separiert, dafür wieder-

um alle anderen Klassen. Um die Vorteile mehrerer Klassifikatoren zu vereinen, versucht

man in vielen Bereichen der Mustererkennung die Ergebnisse mehrerer Klassifikatoren zu
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kombinieren (sogenannte
”
late-fusion“). Auf welche Art und Weise die Ergebnisse optimal

fusioniert werden, um ein besseres Gesamtergebnis zu erzielen, ist teilweise noch Gegen-

stand aktueller Forschung. Hier sollen aufbauend auf den Ergebnissen der in Abschnitt 3.1

vorgestellten Verfahren mögliche Ansätze vorgestellt werden, wie durch die Fusion meh-

rerer Klassifikatoren die Erkennungsrate eines Gesamtsystems verbessert werden kann.

Es gibt mehrere Gründe, die es rechtfertigen, mehrere Klassifikatoren zu fusionieren und

einem einzelnen Klassifikator vorzuziehen:

� Statistische Gründe: aus statistischer Sichtweise ist es stabiler, aus einer Menge

unterschiedlicher Klassifikatoren (auch schlechten Klassifikatoren) die Ausgabe aus

dem Durchschnitt aller zu wählen, als aus diesen einen Klassifikator auszuwählen,

der der beste sein könnte.

� Rechnerische Gründe: manche Algorithmen verwenden Trainingsverfahren (z. B.

Gradientenabstieg), die abhängig von der Initialisierung der Anfangsparameter nicht

das globale Minimum, sondern nur eine Näherungslösung finden. Dies kann zu un-

terschiedlichen lokalen Minima führen. Durch Kombination der Klassifikatoren kann

unter Umständen ein gemeinsames Extremum gefunden werden.

� Repräsentative Gründe: es ist möglich, dass für ein Problem kein optimale Klassi-

fikator existiert, der alle Klassen optimal trennen kann. Sind zum Beispiel nur linea-

re Klassifikatoren vorhanden, kann damit kein nichtlineares Problem gelöst werden.

Durch die spätere Kombination mehrerer linearer Klassifikatoren können jedoch un-

terschiedliche Entscheidungsgrenzen erreicht werden. So kann das nichtlineare Pro-

blem dennoch gelöst werden, ohne auf einen komplexen Klassifikator zurückgreifen

zu müssen.

Eine ausführliche Diskussion verschiedener Fusionstechniken wurde von Kuncheva [Kun01]

durchgeführt. Im Folgenden sollen nun die Verfahren kurz vorgestellt werden, die in dieser

Arbeit experimentell auf ihre Leistungsfähigkeit untersucht wurden [Rei04a], [Rei04b].

Naive-Bayes Fusion: Diese Art der Fusion wurde von Xu [Xu92] vorgestellt und geht

von der Unabhängigkeit der einzelnen Klassifikatoren aus2. Für jeden Klassifikator Kj wird

eine Konfusionsmatrix CM j erzeugt, indem die Trainingsdaten (oder falls vorhanden

Validierungsdaten) mit dem Klassifikator Kj erkannt werden.

CM j =


cmj

1,1 cmj
1,2 · · · cmj

1,S

cmj
2,1 cmj

2,2 · · · cmj
2,S

...
...

. . .
...

cmj
K,1 cmj

K,2 · · · cmj
K,S

 (3.38)

Die Zeile gibt die wahre Klassenbezeichnung an, während die Spalte die Klasse angibt, auf

die der Klassifikator entschieden hat. Der Eintrag cmj
k,s gibt also die Anzahl der Elemente

2Diese Annahme ist für reelle Probleme nicht haltbar.
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des Datensatzes an, deren wahre Klassenbezeichnung k ist, und die der Klassifikator Kj

der Klasse s zugeordnet hat. Aus dieser Matrix kann nun eine sogenannte Label-Matrix

LM j erzeugt werden, deren Einträge lmj
k,s eine Schätzung der Wahrscheinlichkeit ist,

dass die wahre Klassenbezeichnung k ist, wenn der Klassifikator Kj die Bezeichnung s

angibt:

lmj
k,s = P̂ (k|Kj(x) = s) =

cmj
k,s∑K

k cmj
k,s

(3.39)

Aufgrund der Unabhängigkeitsannahme der Klassifikatoren kann aus der Label-Matrix ein

neuer Wahrscheinlichkeitsvektor µi für alle Klassen berechnet werden, indem die Einträge

lmi
k,s für alle Klassifikatoren aufmultipliziert werden:

µi(x) =
∏

j

P̂ (i|Kj(x) = sj) =
∏

j

lmj
k,sj

∀i (3.40)

Aus dem Vektor µ kann dann durch Maximumsuche die erkannte Klasse bestimmt werden.

Minimum, Maximum, Durchschnitt: Im vorherigen Abschnitt wurde die harte Klas-

senentscheidung eines Klassifikators verwendet, um durch Kombination zu einer robuste-

ren Klassifikation zu finden. Die im Folgenden vorgestellten Verfahren verwenden nicht

die harte Klassenentscheidung sondern eine Bewertung eines jeden Klassifikators über

alle Klassen, d.h. jeder Klassifikator gibt mit Hilfe einer Pseudo-Wahrscheinlichkeit an,

wie wahrscheinlich jede Klasse ist. Diese
”
Scores“ werden in einem sogenannten Decision

Profile (DP ) zusammengefasst:

DP (x) =


d1,1 d1,2 · · · d1,S

d2,1 d2,2 · · · d2,S

...
...

. . .
...

dK,1 dK,2 · · · dK,S

 (3.41)

Hierbei bezeichnet der Wert di,j die Pseudo-Wahrscheinlichkeit des Klassifikators Ki für

die Klasse j. Die Zeilen geben die Scores eines Klassifikators für alle Klassen an, während

die Spalten die Scores aller Klassifikatoren für eine Klasse angeben.

Basierend auf dem Decision-Profile kann nun eine Kombinationsfunktion F gewählt wer-

den, um daraus den Entscheidungsvektor µ zu berechnen. Es gilt dabei:

µ = F(DP ) (3.42)

In dieser Arbeit werden folgende Kombinationsfunktionen für die Einträge µk verwendet:

� F = Minimum:

µk(x) = min
i
{di,k(x)} (3.43)

Gemäß Gleichung (3.43) wird zunächst spaltenweise das Minimum gesucht, um dann

die Zeile mit dem höchsten Eintrag als erkannte Klasse zu wählen.
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� F = Maximum:

µk(x) = max
i
{di,k(x)} (3.44)

Hier wird als erstes das Maximum in jeder Spalte gesucht, um dann die Zeile mit

dem größten Wert als erkannte Klasse auszuwählen.

� F = Durchschnitt:

µk(x) =

∑K
i di,k(x)

K
(3.45)

Wie in Gleichung (3.45) angedeutet, wird der Mittelwert über die Pseudo-Wahr-

scheinlichkeiten aller Klassifikatoren bezüglich einer Klasse gebildet, bevor das Ma-

ximum gesucht wird.

Aus dem vollständigen Vektor µ kann wieder durch Maximumsuche die erkannte Klasse

κe gewonnen werden.

κe = arg max
κ

µ = arg max
κ

[µ1, µ2, . . . , µK ] (3.46)

3.3 Segmentierung mit Sliding-Windows

In diesem Abschnitt werden Verfahren zur automatischen Segmentierung von Videos vorg-

stellt, wie sie in der vorliegenden Arbeit zum Einsatz kommen. Zunächst wird ein Verfah-

ren erläutert, das ausgehend vom Bayesian Information Criterion (BIC) ein eigenes Maß

auf Klassifizierungsebene definiert, und dann in einem Durchgang die Segmentierung und

Klassifikation der Daten durchführt. Das zweite Verfahren versucht zuerst, potentielle

Segmentgrenzen zu finden und optimiert diese in einem zweiten Schritt [Rei05b].

3.3.1 Integrierter Ansatz

Beim sogenannten integrierten Ansatz zur Segmentierung von Gruppenaktionen wird die

Detektion von Segmentgrenzen und die Klassifikation der Segmente in einem kombinier-

ten Schritt durchgeführt. Das Verfahren ähnelt in seiner Vorgehensweise dem des Bayesian

Information Criterion, das zuerst von Schwarz vorgestellt wurde [Sch78] und erfolgreich

bei der Segmentierung von Audio-Strömen [Zho00] und Sprechern [Tri99] eingesetzt wird

aber auch zur Bestimmung von Grenzen bei Gesten [Wal04b], [Zob03]. Der in dieser Arbeit

verwendete abgewandelte Algorithmus kann, wie in Abbildung 3.8 gezeigt, als Pseudocode

dargestellt werden. Eine graphische Übersicht bietet Abbildung 3.9. Zwei zusammenhän-

gende Zeitfenster mit variabler Breite werden über die Merkmalszeitverläufe geschoben.

Die innere Grenze wird dabei in kleinen Schritten von der linken zur rechten Seite gescho-

ben, und in jedem Teilfenster wird ein Merkmalsvektor berechnet (vgl. Abschnitt 2.3.2),

der von einem Klassifikator ausgewertet wird. Wenn ein unterschiedliches Klassifikations-

ergebnis der zwei Teilfenster festgestellt wird, wird angenommen, dass sich an der Position

der inneren Grenze eine Segmentgrenze befindet. Wird im ganzen aktuellen Fenster keine
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Segmentgrenze gefunden (d.h. die innere Grenze befindet sich fast auf der rechten Fen-

stergrenze), so wird die rechte Fenstergrenze um ein Intervall nach rechts verschoben, also

das Suchfenster vergrößert.

(1) Initialisiere das Intervall [a; c]:

a = 1; b = a+ L; c = a+ 3L;

(2) Falls K(a, b) 6= K(b, c) dann

speichere b als Segmentgrenze

a = b; b = a+ L; c = a+ 3L

sonst

b = b+ 1

(3) Falls (c− b) < L dann

c = c+ 1; b = a+ L;

gehezu (2)

sonst

gehezu (2)

Abbildung 3.8: Algorithmus zur Segmentierung von Gruppenaktionen mittels in-
tegriertem Ansatz. a bezeichnet die linke Grenze, b die innere Grenze, c ist die rech-
te Grenze des Zeitfensters, L bezeichnet die minimale Länge einer Gruppenaktion,
K(a, b) ist das Klassifikationsergebnis für das Intervall [a, b].

Der Algorithmus in Abbildung 3.8 wird solange ausgeführt, bis das Ende der Videodatei

erreicht ist.

Da die detektierten Grenzen unter Umständen recht ungenau sind, kann zusätzlich in der

Umgebung einer jeden potentiellen Grenze eine
”
Feinsuche“ durchgeführt werden (vgl.

Abbildung 3.10). Dazu wird um die zuerst gefundene Grenze b symmetrisch ein Such-

fenster mit der Mindestbreite L gelegt. Die Grenzen des Fensters werden mit s und t

bezeichnet. Ist das Klassifikationsergebnis des Fensters [s, t] gleich dem des Fensters [a, b]

(K(s, t) = K(a, b)), so wird das Fenster [s, t] eine Einheit nach rechts verschoben. Gilt

allerdings K(s, t) 6= K(a, b), so wird das Fenster [s, t] eine Einheit nach links verschoben.

Das Verschieben des Fensters [s, t] erfolgt solange, bis eine Änderung der Klassifikation

eintritt, im ersten Fall, bis K(s, t) 6= K(a, b), im zweiten Fall bis K(s, t) = K(a, b). Die

Segmentgrenze wird dann bei t liegend angenommen.

Dieser Ansatz erfordert eine hohe Anzahl von Klassifizierungen und beansprucht daher

eine hohe Rechenleistung. Dies soll im nachfolgend beschriebenen zweistufigen Ansatz

vermieden werden.

3.3.2 Zweistufiger Ansatz

Im Gegensatz zum integrierten Ansatz aus Abschnitt 3.3.1 wird beim zweistufigen An-

satz die Segmentierung von der Klassifikation getrennt und beide Schritte nacheinan-

der ausgeführt. Dadurch kann eine spezialisierte Suche nach optimalen Segmentgrenzen
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a cb t

a cb t

a cb t

a cb t

a cb t

a cb t

a cb t

a cb t

a cb t

Abbildung 3.9: Aufeinanderfolgende Schritte mit Sliding-Windows beim integrier-
ten Ansatz zur Segmentierung. Die unterschiedlich eingefärbten Blöcke stellen die
zu erkennenden Gruppenaktionen dar.

t

t

t

a cbs t

a cb

a cb

s t

s t

Abbildung 3.10: Exemplarische Feinsuche zur Verbesserung der Bestimmung der
Segmentgrenzen beim integrierten Ansatz

46



3.3 Segmentierung mit Sliding-Windows

stattfinden, die einem Optimalitätskriterium genügen. Als Ergebnis sollen sich bessere

Segmentierungs- und Erkennungsleistungen einstellen und gleichzeitig die Rechenlast, die

bei der aufwändigen integrierten Suche auftritt, vermieden werden.

Suche nach potentiellen Grenzen

Im ersten Schritt werden potentielle Grenzen innerhalb des Merkmalsstroms gesucht.

Zu diesem Zweck werden zwei unterschiedliche Verfahren angewendet, der Vergleich von

Merkmalsvektoren, und der Vergleich von Klassifikatorergebnissen in zwei zusammenhän-

genden Zeitfenstern.

Vergleich von Merkmalsvektoren: Die erste Variante der Suche nach den Segment-

grenzen hat als Grundlage einen Vergleich von Merkmalsvektoren in zwei Zeitfenstern.

Ähnlich wie im Abschnitt zuvor sind diese Zeitfenster zusammenhängend und werden

gleichmäßig über das ganze zu analysierende Video geschoben (vgl. Abbildung 3.11). In

den zwei Teilfenstern werden die Merkmalsvektoren fab bzw. f bc berechnet. Dann werden

beide Vektoren auf ihre Ähnlichkeit hin untersucht. Als Distanzmaß findet der City-Block-

Abstand Verwendung:

dfab,fbc =
∑

i

|fab
i − f bc

i | (3.47)

Überschreitet die Distanz dfab,fbc eine festgelegte Schwelle dmax, die empirisch ermittelt

wurde, so wird die momentane innere Grenze b als potentielle Grenze aufgenommen (siehe

Abbildung 3.12). Alle potentiellen Grenzen werden anschließend in Cluster Gi eingeteilt.

Dabei beträgt der empirisch festgelegte Mindestabstand zwischen zwei Clustern T = 5

Sekunden. Außerdem werden nur Cluster, die eine Mindestanzahl von Grenzen enthalten,

weiter berücksichtigt, Cluster mit weniger als N = 3 Grenzen werden verworfen.

Vergleich von Klassifikatorergebnissen: Eine zweite Möglichkeit zur Suche von Seg-

mentgrenzen basiert auf den Ergebnissen von Klassifikatoren. Wie bei dem Vergleich

der Mustervektoren werden zwei zusammenhängende Zeitfenster über das Video gescho-

ben. In jedem Teilfenster wird der Merkmalsvektor berechnet und (im Unterschied zu

oben) durch einen Klassifikator einer Klasse zugeordnet (vgl. auch 3.3.1). Eine mögli-

che Grenze wird dort vermutet, wenn die Klassifikationsergebnisse im linken und rechten

Teilfenster differieren. Die Clusterbildung der gefundenen potentiellen Grenzen wird im

gleichen Schritt vollzogen. Solange K(fab,f bc) konstant bleibt, werden neue potentiel-

le Grenzen dem schon bestehenden Cluster Gi hinzugefügt. Ändert sich die zugeordnete

Klasse (K(fab
neu,f

bc
neu) 6= K(fab

alt,f
bc
alt)), so wird ein neues ClusterGi+1 begonnen. Anschlie-

ßend werden wieder Cluster, die weniger als eine geforderte Mindestanzahl von Grenzen

beinhalten, verworfen.

Bestimmung optimaler Grenzen

Mit Hilfe der dynamischen Programmierung (DP) werden aus allen potentiellen Gren-

zen in jedem Cluster Gi die Grenzen ausgewählt, die einen Score maximieren. Es wird
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a cb t

t

t

t

t

t

t

t

t

a cb

a cb

a cb

a cb

a cb

a cb

a cb

a cb

Abbildung 3.11: Aufeinanderfolgende Schritte mit Sliding-Windows beim zweistu-
figen Ansatz zur Segmentierung
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Abbildung 3.12: Unähnlichkeit der Merkmalsvektoren eines untersuchten Meetings
mit eingezeichneter empirisch ermittelter Schwelle dmax

angenommen, dass die Gruppenaktionen voneinander unabhängig sind, und daher jede

optimale Segmentgrenze gefunden werden kann, wenn nur der direkte Vorgänger bekannt

ist. Die erste und die letzte Grenze sind bekannt (Anfang und Ende eines Videos). Die

dazwischenliegenden Grenzen werden so gewählt, dass ein maximaler Gesamtscore er-

halten wird. Der Score einer Gruppenaktion wird hier als die Pseudo-Wahrscheinlichkeit

bestimmt, mit der ein Klassifikator dem jeweiligen Segment die Klasse zuordnet. Als zu-

sätzliche Beschränkung können nur solche Grenzen gewählt werden, bei deren Wahl die

zugehörige Gruppenaktion eine Mindestdauer einhält. Zur Veranschaulichung ist das Auf-

finden der optimalen Grenzen in Abbildung 3.13 dargestellt. Für jede Grenze x ∈ Gi wird

der Score sx(y) zu jeder Grenze y ∈ Gi−1, i = 2, . . . , NG berechnet. Dann wird der

maximale Score für jedes x ausgewählt:

sx,max = max sx(y) (3.48)

Die Summe aus diesem Score sx,max und dem Gesamtscore bis i− 1 wird zusammen mit

der zugehörigen Vorgängergrenze in einer Score-Matrix SGi gespeichert:

SGi =


...

...
...

x sx,max + SGi−1
y,2 y

...
...

...

 ; (3.49)

Nachdem alle Cluster abgearbeitet wurden, kann mit Hilfe eines Backtrackings der beste

Pfad durch alle Score-Matrizen gefunden werden. Angefangen mit der letzen Score-Matrix
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1

2

3

4

5

6

7

8

9

10

11

12

13

14

15

G{1} G{2} G{i} G{N − 1} G{N}

b

b

b

b

b

b

b

b

b

b

b

b

b

Abbildung 3.13: Suche nach optimalen Grenzen: Der Pfad mit dem höchsten Score
wird durch Backtracking gefunden. Die Abszisse bezeichnet die Cluster mit potenti-
ellen Grenzen, die Ordinate die Nummer der Grenze

SGNG , die nur eine Grenze enthält, werden die Grenzen ausgewählt, die den größten

Gesamtscore bilden. In einem abschließenden Schritt werden dann noch Segmente mit

gleicher Gruppenaktion zu einem Segment zusammengefasst.

Aufgrund der Tatsache, dass die Sliding-Windows hier eine feste Fensterbreite besitzen,

beansprucht dieser Ansatz weniger Rechenleistung als der integrierte Ansatz.

3.4 Experimente und Ergebnisse

Im Folgenden werden eine Reihe von im Rahmen dieser Arbeit durchgeführten Versuche

zur automatischen Modellierung von Gruppenaktionen in Besprechungen vorgestellt. Zum

Einsatz kommen die oben dargestellten statischen Klassifikatoren. Zur Evaluierung der

Erkennungsleistung werden die in Abschnitt 2.4 vorgestellten Fehlermaße verwendet. Als

Daten, die für die folgenden Experimente verwendet wurden, kommen die in Abschnitt 2.1

beschriebenen Meeting-Daten des M4-Corpus zum Einsatz. Als Merkmale werden die

semantischen Merkmale aus Abschnitt 2.3.2 verwendet.

3.4.1 Klassifikationsergebnisse

Die Klassifikation der Meeting-Events wird hier zuerst diskutiert, da die automatische

Segmentierung die Klassifikation beinhaltet und demnach aufwändiger ist. Die Grenzen

der Segmente sind hier also der vorgegebenen
”
Ground-Truth“ entnommen.
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Zunächst wird ein Test durchgeführt, der überprüfen soll, ob die Erkennung von Grup-

penaktionen auf Basis von semantischen Ereignissen möglich ist. Dazu werden idealisierte

Erkennungsergebnisse von einem Gestenerkenner und Sprecheraktivitätserkenner ange-

nommen, indem die manuell erzeugten Annotationen verarbeitet werden (siehe 2.3.2).

Zudem wird die Klassifizierungsaufgabe vereinfacht, indem alle Monologe zusammenge-

fasst werden, sodass nunmehr ein Fünfklassenproblem bearbeitet werden muss (mit den

Klassen: Discussion, Monologue, Note-taking, Presentation, White-board). Die Klassifika-

tionsergebnisse sind in Tabelle 3.1 gezeigt. Verwendet werden fünf verschiedene Klassi-

Klassifikator Erkennungsrate [%]

Naive-Bayes 97,5

GMM 93,9

MLP 98,4

RBF 98,4

SVM 98,4

Tabelle 3.1: Erkennungsraten statischer Klassifizierung, Merkmale: SEM-M, Lexi-
kon L8 vereinfacht

fikatoren: Ein Naive-Bayes-Klassifikator, ein GMM mit variabler Anzahl von Mixturen,

abhängig von der Anzahl der vorhandenen Trainingsdaten je Klasse, und diagonaler Kova-

rianzmatrix, ein MLP mit 10 Neuronen in der verborgenen Schicht, ein RBF mit maximal

10 Neuronen und SVM mit Gauß-Kernel.

Die hohen Erkennungraten zeigen, dass eine Klassifikation der Meeting Events basierend

auf den Ergebnissen spezialisierter Erkenner (Gesten-, Sprecharaktivitätserkenner) sehr

gut möglich ist. Dabei ist in diesem Fall kein signifikanter Unterschied zwischen den ver-

wendeten Klassifikatoren auszumachen. Ein Grund dafür ist darin zu suchen, dass die

Datenbank mit 145 Trainingdaten und 122 Testdaten nicht sehr groß ist. Dennoch ist die

Größe ausreichend, um das generelle Potential dieser Vorgehensweise aufzuzeigen.

Integration der automatischen Sprechersegmentierung

Einen ersten Ansatz, die manuell erstellten Annotationen durch automatisch generierte

Klassifikationsergebnisse zu ersetzen, bieten die mit Hilfe des Mikrophon-Arrays erstellten

Sprecheraktivitätssegmentierungen. Da hierbei nicht nach Personen diskriminiert wird,

sondern nach dem Ort (im Unterschied zu den Annotationen), muss für die Ereignisse

Presentation und Whiteboard die richtige Person bestimmt werden. Die Sprechereignisse

an den beiden Orten werden aus Plausibilitätsgründen dem auftretenden Mainactor zu-

geteilt. Der Mainactor ist in der manuellen Annotation enthalten. Auf diese Weise kann

also das manuell gelabelte talking durch echte Erkennerergebnisse ersetzt werden.

Die Erkennungsergebnisse sind erwartungsgemäß etwas unter denen mit idealisierten An-

nahmen und sind in Tabelle 3.2 gezeigt. Zusätzlich wurde hier noch die Fusion mehrerer

Klassifikatoren nach Gleichung (3.43) miteinbezogen, was allerdings bei der reinen Klas-

sifikation keinen Vorteil bringt. Der Abfall in der Erkennungsleistung bei GMM kann
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Klassifikator Erkennungsrate [%]

Naive-Bayes 95,9

GMM 91,8

MLP 96,7

RBF 97,5

SVM 97,5

Fusion 96,7

Tabelle 3.2: Erkennungsraten statischer Klassifizierung, Merkmale: SEM-M+S, Le-
xikon L8

dadurch erklärt werden, dass für ein ausreichendes Training aller Parameter zu wenig Da-

ten zur Verfügung stehen, und das Modell daher zu speziell an die Trainigsdaten angepasst

ist. Desweiteren könnte die Initialisierung der Modellparameter nicht optimal erfolgt sein,

wodurch beim Training nur ein lokales Extremum gefunden wird.

Klassifikation mit automatisch erzeugten Daten

Werden zur Klassifikation ausschließlich automatisch erzeugte Daten verwendet, so ändert

sich das Klassifikationsergebnis nur leicht (siehe Tabelle 3.3). Die Daten werden aus den

Ergebnissen einer automatischen Gestenerkennung und einer Sprecheraktivitätserkennung

gewonnen (vgl. Abschnitt 2.3.2). Da die Gestenerkennung nicht fehlerfrei arbeitet, sondern

eine Klassifikationsrate von etwa 86% besitzt, ist es nur natürlich, dass die Klassifikati-

onsleistung der Erkenner abnimmt, da die Merkmalsvektoren aus diesen fehlerbehafteten

Algorithmen hervorgehen. Dennoch ist die Klassifikationsleistung sehr gut, und sinkt im

Vergleich zu vollständig manuell generierten Daten (Tabelle 3.1) nur um etwa drei Pro-

zentpunkte absolut ab.

Klassifikator Erkennungsrate [%]

Naive-Bayes 93,4

GMM 91,0

MLP 95,9

RBF 95,1

SVM 95,1

Tabelle 3.3: Erkennungsraten statischer Klassifizierung, Merkmale: SEM-A, Lexi-
kon L8

3.4.2 Segmentierungsergebnisse

In diesem Abschnitt werden die Ergebnisse der verschiedenen Segmentierungsverfahren

präsentiert. Die Tabellen 3.4 bis 3.13 zeigen die Ergebnisse der drei Fehlermaße (vgl. 2.4)
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unter Verwendung der verschiedenen Klassifikatoren und unterschiedlicher Merkmalssets,

angefangen von gänzlich manuell erzeugten Merkmalen hin zu vollständig automatisch

generierten Merkmalen.

Alle Experimente wurden auf dem Testdatensatz durchgeführt, der aus 29 Meetings mit

139 Segmenten besteht. Die angegebenen Zahlenwerte geben die über alle Testdaten ge-

mittelten Werte an.

Segmentierung unter Verwendung von manuell erzeugten Daten

Um die Leistungsfähigkeit der beschriebenen Segmentierungsverfahren zu evaluieren, wer-

den zunächst möglichst gute Merkmale verwendet, das heißt, die manuell erzeugten Anno-

tationen. Ziel dabei ist, wie auch schon in Kapitel 2.3.2 beschrieben, Ergebnisse von ideal

arbeitenden Sprachaktivitäts- und Gestenerkenner zu simulieren. Die Tabellen 3.4 und

3.5 zeigen die Ergebnisse mit den drei verschiedenen Fehlermaßen und unterschiedlichen

Merkmalsvektoren. Im ersten Fall ist der Merkmalsvektor wie folgt zusammengesetzt:

f 1 =

[
talking(1), talking(2), talking(3), talking(4),

∑
n

whiteboard(n),

∑
n

presentation(n),
∑

n

writing(n),
∑

n

standing(n), d
(2)
tHR

]
(3.50)

Im zweiten Fall kommt ein modifizierter Merkmalsvektor zum Einsatz, der folgendermaßen

zusammengesetzt ist:

f 2 =

[
d

(1)
tHR

, talking(1), talking(2), talking(3), talking(4),
∑

n

writing(n),

∑
n

pointing(n),
∑

n

whiteboard(n),
∑

n

presentation(n), d
(2)
tHR

]
(3.51)

Zu erkennen ist, dass die Segmentierung im Großen und Ganzen relativ zuverlässig funk-

tioniert. Die Frame-Fehlerrate liegt unter 20 % mit Ausnahme des MLP im ersten Fall,

was aber an der zufälligen Initialisierung der zu trainierenden Parameter liegt. Eine gün-

stigere Ausgangsinitialisierung führt zu weit besseren Ergebnissen, wie im zweiten Fall

zu sehen ist, wo nur noch knapp 12 % aller Frames falsch zugeordnet werden. Die beste

Frame-Fehlerrate wird mit 8,2 % mit dem Naive-Bayes-Klassifikator erreicht.

Wird das Fehlermaß M2 betrachtet, so werden auch hier akzeptable Werte erreicht. Die

Anzahl der Segmente, die nicht zugeordnet werden können (n′ bzw. k′), liegt durchschnitt-

lich pro analysierter Sequenz zwischen 0,0 (alle Segmente haben eine Übereinstimmung)

und 0,97 (im Schnitt konnte ein Segment je Meeting nicht zugeordnet werden). Das äußert

sich entsprechend auch im Fehlermaß für die Segmentierung (Esb), wenn berücksichtigt

wird, dass durchschnittlich fünf Segmente pro Meeting auftreten.

Das dritte Fehlermaß M3 ist am ehesten mit den bekannten Größen aus der Spracher-

kennung vergleichbar. Die Raten für die Einfügungen (INS) sind teilweise relativ hoch, es
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Klassi- M1 M2 M3

fikator Ef [%] Esb [%] Esc [%] E [%] INS [%] DEL [%] ACC [s] Ec [%]

BAYES 9,5 20,8 14,3 17,5 8,9 0,8 4,6 11,7

GMM 17,5 33,9 26,3 30,1 13,1 1,5 8,8 21,8

MLP 43,4 69,7 56,9 63,3 17,6 19,7 13,9 42,8

RBF 13,1 28,1 22,5 25,3 11,9 2,1 4,9 14,7

SVM 12,5 30,8 21,8 26,3 11,6 1,5 7,9 16,6

Tabelle 3.4: Segmentierung mit integriertem Ansatz, Merkmale: SEM-M, Merk-
malsvektor f1, Lexikon L8

Klassi- M1 M2 M3

fikator Ef [%] Esb [%] Esc [%] E [%] INS [%] DEL [%] ACC [s] Ec [%]

BAYES 8,2 18,6 15,2 16,9 8,4 0,0 4,4 12,2

GMM 19,5 36,6 30,6 33,6 16,2 0,8 9,4 24,4

MLP 12,0 24,8 18,9 21,8 10,7 2,2 4,4 15,0

RBF 10,9 22,0 17,3 19,7 9,6 1,3 3,5 12,9

SVM 14,2 34,7 26,8 30,7 16,4 0,7 7,1 20,3

Tabelle 3.5: Segmentierung mit integriertem Ansatz, Merkmale: SEM-M, Merk-
malsvektor f2, Lexikon L8

findet also eine Übersegmentierung statt. Bei Verwendung des Naive-Bayes-Klassifikators

kommen aber keinerlei Auslöschungen (DEL) vor. Die Rate der Auslöschungen ist generell

sehr niedrig. Zusätzlich angegeben ist die Abweichung der gefundenen Grenzen im Ver-

gleich zur den vorgegebenen Grenzen in Sekunden. Werte um 3 Sekunden sind durchaus

in einem akzeptablen Bereich, da auch für einen menschlichen Betrachter der Übergang

von einem Meeting-Event zum nächsten nicht immer scharf zu erkennen ist.

Segmentierung unter Verwendung von manuell erzeugten Daten erweitert durch

automatische Sprechersegmentierung

Wider Erwarten sind bei Ersetzen der manuellen Sprecheraktivität durch automatisch

generierte Ergebnisse die Erkennungsleistungen nicht schlechter als unter
”
optimalen“ Be-

dingungen (siehe Tabllen 3.6 bis 3.9). Dies zeigt einerseits die Ausgereiftheit der Algo-

rithmen zur automatischen Sprechersegmentierung, andererseits aber auch die Robustheit

der Segmentierungsalgorithmen, die auch mit automatisch generierten Daten, die unter

Umständen Fehler aufweisen können, gut zurecht kommen.

Mit diesen Daten können auch die unterschiedlichen Segmentierungsverfahren verglichen

werden. Wie zu erwarten war, liefert der integrierte Ansatz durchwegs die besten Ergeb-

nisse. Dies wird allerdings durch einen erhöhten Aufwand in der Rechenzeit erkauft. Die

Zeit, die benötigt wird, um mit einem Klassifikator alle Testmeetings zu bearbeiten, be-
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Klassi- M1 M2 M3

fikator Ef [%] Esb [%] Esc [%] E [%] INS [%] DEL [%] ACC [s] Ec [%]

BAYES 10,3 25,2 17,7 21,5 5,7 0,8 5,9 11,6

GMM 18,5 40,6 29,0 34,8 12,0 3,4 10,5 22,9

MLP 14,1 33,1 24,6 28,9 12,2 2,3 8,6 17,5

RBF 11,7 30,9 22,5 26,7 8,3 2,2 6,4 14,2

SVM 14,1 27,6 20,6 24,1 9,5 1,7 6,5 15,8

Tabelle 3.6: Segmentierung mit integriertem Ansatz, Merkmale: SEM-M+S, Merk-
malsvektor f1, Lexikon L8

Klassi- M1 M2 M3

fikator Ef [%] Esb [%] Esc [%] E [%] INS [%] DEL [%] ACC [s] Ec [%]

BAYES 8,2 18,6 15,2 16,9 8,4 0,0 4,4 12,2

GMM 17,3 34,5 26,8 30,6 12,4 2,6 9,1 22,1

MLP 11,5 21,6 16,0 18,8 9,8 1,5 4,2 13,5

RBF 10,9 22,0 17,3 19,7 9,6 1,3 3,5 12,9

SVM 14,2 34,7 26,8 30,7 16,4 0,7 7,1 20,3

Tabelle 3.7: Segmentierung mit integriertem Ansatz, Merkmale: SEM-M+S, Merk-
malsvektor f2, Lexikon L8

trägt etwa 27 Minuten3. Deutlich schneller wird der zweistufige Ansatz abgearbeitet, der

dafür auch leicht schlechtere Ergebnisse produziert. Hierzu wird nur etwa ein Zehntel der

Zeit benötigt, im Fall der RBF beispielsweise knapp zwei Minuten. Die Erweiterung mit

Dynamischer Programmierung kann die Nachteile in der Erkennungsleistung zum Teil wie-

der beheben, ohne dabei zu viel Rechenzeit zu beanspruchen. Der zeitliche Mehraufwand

beträgt etwa eineinhalb Minuten, so dass die Gesamtbearbeitungszeit für RBF dreiein-

halb Minuten ist. Die Ergebnisse erreichen aber nicht ganz die des integrierten Ansatzes.

Aufgrund der Tatsache, dass bei Neuronalen Netzen die Ausgänge als Wahrscheinlichkei-

ten oder Scores interpretiert werden können, wurden nur MLP und RBF für den Test

mit Dynamischer Programmierung ausgewählt. Bei den übrigen Klassifikatoren ist zum

Teil eine mehr oder weniger aufwändige Nachbearbeitung notwendig. Werden mehrere

Klassifikatoren vereint und eine Fusion dieser Erkenner zur Entscheidung herangezogen,

so verbessert sich das Ergebnis nur marginal in der Erkennungsrate; bei den Einfügungen

und Auslassungen sind sogar leicht schlechtere Ergebnisse zu vermerken. Außerdem ver-

längert sich die Rechenzeit auf 72 Minuten, da mehrere Klassifikatoren getestet werden

müssen. Aufgrund dieses Ergebnisses werden im Folgenden die Mehrklassifikatorsysteme

nicht mehr weiter betrachtet.

3Getestet wurde auf einem PC (Pentium IV, 2,8 GHz, 2GB RAM) mit dem Betriebssystem Linux
(Suse 9.3) unter Matlab 7 (R14).
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Kapitel 3 Segmentierung mit statischen Klassifikationsverfahren

Klassi- M1 M2 M3

fikator Ef [%] Esb [%] Esc [%] E [%] INS [%] DEL [%] ACC [s] Ec [%]

BAYES 12,9 41,9 24,8 33,3 9,9 3,3 8,9 19,0

GMM 21,6 42,8 33,6 38,2 10,6 4,1 9,9 23,9

MLP 15,7 29,8 24,9 27,4 9,3 4,4 7,5 19,5

RBF 16,3 42,5 25,9 34,2 10,3 2,4 9,1 19,9

SVM 20,0 33,8 30,1 32,0 10,9 6,3 7,7 23,1

Fusion 9,4 4,9 7,8 17,6

Tabelle 3.8: Segmentierung mit zweistufigem Ansatz, Merkmale: SEM-M+S, Merk-
malsvektor f2, Lexikon L8

Klassi- M1 M2 M3

fikator Ef [%] Esb [%] Esc [%] E [%] INS [%] DEL [%] ACC [s] Ec [%]

MLP 13,9 19,8 14,0 16,9 4,1 4,8 7,1 13,7

RBF 13,0 23,6 17,0 20,3 5,6 3,3 5,1 14,5

Tabelle 3.9: Segmentierung mit zweistufigem Ansatz und aufgesetzter Dynamischer
Programmierung, Merkmale SEM-M+S, Merkmalsvektor f2, Lexikon L8

Segmentierung unter ausschließlicher Verwendung der automatischen

Sprechersegmentierung

Da die Segmentierung im obigen Abschnitt besser ausfällt, als zu erwarten wäre, wurde

ein Experiment unter alleiniger Verwendung der Daten der automatischen Sprecherseg-

mentierung durchgeführt. Die Ergebnisse mit integriertem Ansatz sind in Tabelle 3.10

gezeigt. Im Vergleich zur Segmentierung mit vollständigen Daten (Tabelle 3.7) sind die

Ergebnisse erwartungsgemäß schlechter. Die Frame-Fehlerrate (M1 ) steigt um 1 bis 5 Pro-

zentpunkte, die Genauigkeit der detektierten Segmentgrenzen nimmt ab (Fehlermaß M3 ),

d. h. die Abweichung steigt von 3,5 bis 9,1 Sekunden auf 8,2 bis 13,1 Sekunden. Ebenso

nimmt der Klassifikationsfehler, sowie die Einfügungen und Auslöschungen zu. Daraus ist

zu ersehen, dass allein aus der Information, welche Person wann spricht, keine genaue

Segmentierung einer Besprechung möglich ist. Insbesondere kann ohne visuelle Informati-

on nicht gut zwischen den Gruppenaktionen presentation und white-board unterschieden

werden.

Segmentierung unter Verwendung von automatisch generierten Daten

(Sprecheraktivitätserkennung und Gestenerkennung)

Abschließend werden die vorgestellten Verfahren zur Segmentierung einer Besprechung

auf möglichst realistischen Merkmalen getestet. Die Merkmale, die hier verwendet wer-

den, wurden ausschließlich automatisch generiert. Der Merkmalsvektor besteht aus se-

mantisch höherwertigen Einheiten, die aus den Ergebnissen der automatischen Sprecher-
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3.4 Experimente und Ergebnisse

Klassi- M1 M2 M3

fikator Ef [%] Esb [%] Esc [%] E [%] INS [%] DEL [%] ACC [s] Ec [%]

BAYES 13,0 41,7 31,2 36,5 9,4 9,6 8,2 23,3

GMM 13,9 45,8 32,8 39,3 9,9 9,0 9,3 22,7

MLP 16,4 54,5 42,8 48,7 15,6 7,9 13,1 29,3

RBF 13,1 47,8 33,1 40,4 10,7 9,8 9,2 22,0

SVM 15,7 52,0 37,4 44,7 12,6 8,3 12,8 27,3

Tabelle 3.10: Segmentierung mit integriertem Ansatz, Merkmale: automatische
Sprechersegmentierung, Lexikon L8

Klassi- M1 M2 M3

fikator Ef [%] Esb [%] Esc [%] E [%] INS [%] DEL [%] ACC [s] Ec [%]

BAYES 34,2 38,7 48,1 43,4 14,7 6,2 7,9 39,0

GMM 35,4 55,8 51,5 53,7 22,4 1,7 11,0 38,9

MLP 34,5 37,7 44,8 41,3 11,7 1,7 7,3 34,2

RBF 33,6 27,9 39,0 33,5 6,9 3,0 5,7 31,6

SVM 35,4 51,2 52,3 51,7 17,8 0,8 9,1 35,8

Tabelle 3.11: Segmentierung mit integriertem Ansatz, Merkmale: SEM-A, Lexikon
L8

aktivitätserkennung und der automatischen Gestenerkennung gewonnen werden können

(vgl. Abschnitt 2.3.2).

Die Ergebnisse, wie sie in den Tabellen 3.11, 3.12 und 3.13 gezeigt sind, fallen im Vergleich

zu den manuell erstellten Merkmalen deutlich ab. Die Frame-Error-Rate verdoppelt sich

oder verdreifacht sich sogar. Die Einfügeraten und die Auslöschungsraten verändern sich

nicht gravierend, allerdings werden die Grenzen mit einer größeren Abweichung gefunden.

Insgesamt ist es zwar möglich, mit Hilfe der vorgestellten Verfahren Besprechungen in

Gruppenaktionen zu unterteilen, allerdings hängt die Güte der Segmentierung stark von

den zugrunde liegenden Basiserkennern ab. Da hier die gewünschte Genauigkeit momentan

Klassi- M1 M2 M3

fikator Ef [%] Esb [%] Esc [%] E [%] INS [%] DEL [%] ACC [s] Ec [%]

BAYES 32,7 28,9 37,5 33,2 5,8 5,5 8,4 34,3

GMM 38,1 78,8 62,7 70,8 13,5 0,7 10,2 36,8

MLP 35,0 34,6 42,8 38,7 11,2 2,2 7,5 32,6

RBF 34,1 44,6 41,8 43,2 12,6 1,3 8,9 34,9

SVM 35,8 37,7 44,2 40,9 14,3 2,2 9,0 34,2

Tabelle 3.12: Segmentierung mit zweistufigem Ansatz, Merkmale: SEM-A, Lexikon
L8
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Klassi- M1 M2 M3

fikator Ef [%] Esb [%] Esc [%] E [%] INS [%] DEL [%] ACC [s] Ec [%]

BAYES 33,9 46,5 52,5 49,5 16,5 4,7 6,7 36,6

GMM 36,7 87,6 62,7 75,2 22,0 4,0 21,7 43,9

MLP 37,0 63,5 52,5 58,0 18,7 3,2 16,1 39,0

RBF 35,8 66,3 53,2 59,8 17,4 0,8 16,0 39,7

Tabelle 3.13: Segmentierung mit integriertem Ansatz und Dynamischer Program-
mierung mit Backtracking, Merkmale: SEM-A, Lexikon L8

nicht erreicht werden kann, werden in den folgenden Kapiteln weitere Verfahren vorge-

stellt.

3.5 Kapitelzusammenfassung

In diesem Kapitel wurde statische Klassifikationsverfahren, wie z. B. MLP und SVM, ver-

wendet, um vorgegebene Segmente mit Gruppenaktionen zu identifizieren. Für statische

Verfahren ist es jedoch notwendig, die Daten in einem separaten Schritt zu segmentieren.

Dafür wurden zwei verschiedene Verfahren vorgestellt: Der integrierte Ansatz kombiniert

eine Methode mit gleitenden Fenstern nach dem Prinzip des Bayesian Information Cri-

terion mit Klassifikationsergebnissen; beim zweistufigen Ansatz werden zuerst potentiel-

le Segmentgrenzen definiert, die dann mit Hilfe dynamischer Programmierung optimiert

werden. Dabei hat sich gezeigt, dass das integrierte Verfahren im Allgemeinen robuste-

re Ergebnisse liefert als das zweistufige Verfahren. Auch die Auswahl der Merkmale ist

von entscheidender Bedeutung für die Leistungsfähigkeit dieses Segmentierungsansatzes.

Mit manuell erzeugten semantischen Merkmalen können sehr gute Ergebnisse (FER von

8,2% mit integriertem Ansatz) erzielt werden. Werden automatisch von einer Sprecher-

segmentierung und einer Gestenerkennung erzeugte Merkmale verwendet, so steigt die

Fehlerrate rapide an (FER von über 30%). Die Ergebnisse dieses Kapitels zeigen, dass

statische Klassifikationsverfahren für eine Erkennung von Gruppenaktionen gut geeignet

sind, jedoch ist die vorausgehende Erkennung der semantischen Merkmale kritisch für das

Gesamterkennungsergebnis.
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Kapitel 4

Segmentierung mit neurobiologischen

Klassifikationsverfahren

In diesem Kapitel werden Verfahren zur Segmentierung von Besprechungen vorgestellt,

die sich – mehr oder weniger – aus dem biologischen Vorbild der Signalverarbeitung des

Menschen ableiten lassen: Rekurrente Neuronale Netze (RNN) und erweiterte bzw. abge-

wandelte Variationen1. Zunächst werden die RNN allgemein eingeführt, bevor die spezielle

Form der Long-Short-Term Memory Netze ausgeführt wird. Den Abschluss dieses Kapitels

bildet die Beschreibung eines Modells, das aus den Neuronalen Feldern abgeleitet wurde.

4.1 Segmentierung mit Rekurrenten Neuronalen Netzen

Die in Kapitel 3.1.3 vorgestellten vorwärtsgerichteten Neuronalen Netze haben immer

nur Verbindungen von einer tiefer gelegenen Schicht zu einer höher gelegenen Schicht.

Diese Einschränkung kann aufgehoben werden, wenn man Verbindungen von einer höheren

Schicht zu einer darunterliegenden Schicht zulässt. Dadurch entstehen Rückkopplungen,

die dem Neuronalen Netz eine Fülle zusätzlicher Eigenschaften verleihen. Aufgrund der

Rückkopplungen werden diese Art von Netzen auch Rückgekoppelte Neuronale Netze

oder, aus dem englischen Sprachraum kommend, Recurrend Neural Nets (RNN) genannt.

4.1.1 Rückgekoppelte Neuronale Netze

Ein RNN erhält durch die Rückkopplungen ähnliche Eigenschaften wie ein dynamisches

System im Zustandsraum, bei dem der Zustandsvektor x(t) rekursiv aus dem Zustands-

vektor x(t − 1) berechnet wird. Auf diese Weise kann ein Ausgangsmuster berechnet

werden, das Werte von vorangegangenen Mustern beinhaltet und berücksichtigt. Werden

die Gewichtungen im RNN richtig gewählt, ergibt sich ein Konvergenzverhalten, bei dem

ein stabiles Ausgangsmuster entsteht. Bei ungünstiger Parameterwahl dagegen kann es zu

Stabilitätsproblemen kommen. In Abbildung 4.1 ist ein mögliches RNN gezeigt, bei dem

die Ausgänge wieder auf die Eingänge des Netzes zurückgeführt werden. Dies ist nur eine

1Rein vorwärts gerichtete Neuronale Netze sind zwar auch von der Neurobiologie inspiriert, da sie die
Topologie jedoch sehr vereinfacht darstellen, wurden sie bereits im vorherigen Kapitel vorgestellt.
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KNN~x
~y

Abbildung 4.1: Ein rekurrentes Netzwerk ausgehend von einem vorwärtsgerichte-
ten KNN

mögliche Form der Rückkopplung. Andere Möglichkeiten, eine Schleife in einem Netzwerk

zu erzeugen, bestehen in (vgl. [Sch97a]):

� lateralen Interaktionen zwischen den Neuronen einer Schicht,

� Rückkopplungen von einer höheren Schicht zu einer niedrigeren.

Eine sogenannte Jordan-Struktur [Jor86] besitzt Rückkopplungen von den Ausgängen

zurück zu sogenannten Kontextzellen, die dann im nächsten Zeitschritt die Information

an die Neuronen der verborgenen Schicht weitergeben (siehe Abbildung 4.2). Jordan-

Eingangsknoten

Kontextzellen

Verdeckte Knoten

Ausgangsknoten

Abbildung 4.2: Struktur eines Jordan-Netzwerkes. Die Ausgangsschicht wird über
Kontextzellen rückgekoppelt. Dadurch können zeitliche Sequenzen generiert werden.

Netze besitzen normal trainierbare Vorwärtsgewichtungen. Die Kontextzellen sind durch

feste Gewichtungen µ eins zu eins mit den Ausgangszellen verbunden. Zusätzlich gibt es

feste Gewichtungen λ in den direkten Rückkopplungen der Kontextzellen. Der Vektor der

Kontextzellen wird mit s bezeichnet. Damit ergibt sich für den Zeitpunkt k folgender

Vektor s(k):

s(k) = λ · s(k − 1) + µ · y(k − 1) (4.1)
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4.1 Segmentierung mit Rekurrenten Neuronalen Netzen

oder wenn die Rekursion aufgelöst wird:

s(k) = µ ·
k−1∑
n=0

λn · y(k − n− 1) (4.2)

Der Vektor der Kontextzellen zum Zeitpunkt k ist die gewichtete Summe der Vektoren

aller früheren Zeitpunkte n = 0, . . . , k−1. Aus Gleichung (4.2) ist außerdem zu entnehmen,

dass der Einfluss der Vergangenheit von dem Parameter λ abhängt, wobei gilt: 0 ≤ λ ≤ 1.

Je größer dieser
”
Vergessfaktor“ ist, desto weniger werden alte Muster vergessen. Allerdings

nimmt der Einfluss der Vergangenheit exponentiell ab.

Durch Modifikation des Jordan-Netzes kann ein RNN mit ähnlichem Aufbau erzeugt wer-

den: das Elman-Netzwerk [Elm90]. Hier werden nicht die Ausgänge zurückgeführt, son-

dern die verborgene Schicht wird über Kontextzellen zu sich selbst rückgekoppelt. Der

grundsätzliche Aufbau eines solchen Elman-Netzwerkes ist in Abbildung 4.3 zu sehen. Die

Eingangsknoten

Kontextzellen

Verdeckte Knoten

Ausgangsknoten

Abbildung 4.3: Struktur eines Elman-Netzwerkes. Die verborgene Schicht wird
über Kontextzellen rückgekoppelt.

Anzahl der Kontextzellen ist gleich der Anzahl der Neuronen in der verdeckten Schicht,

wobei meist die Gewichtungen µ = 1 gesetzt werden. Zudem fehlen die direkten Rück-

kopplungen der Kontextzellen. Dadurch wird immer nur der Inhalt der verdeckten Schicht

zum vorhergehenden Zeitpunkt gespeichert, also nur der letzte Zeitschritt berücksichtigt.

Eine weitere Variante stellt die Rückkopplung der Ausgangsknoten zum Ausgang dar (sie-

he Abbildung 4.4). Auf diese Weise werden die Schichten des Netzwerkes zeitlich hinter-

einandergefügt. Auf eine verdeckte Schicht, wie beim MLP, zur Erzeugung nicht-linearer

Trennebenen kann hier verzichtet werden. Diese Art von RNN wird leicht variiert erfolg-

reich in der Bestimmung von a-posteriori Wahrscheinlichkeiten in der Spracherkennung

eingesetzt [Rob94].
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Eingangsknoten

Kontextzellen

Ausgangsknoten

Abbildung 4.4: RNN mit direkter Rückkopplung der Ausgänge auf die Ausgangs-
schicht über Kontextzellen

Für das Training von rückgekoppelten Netzen existieren im Wesentlichen zwei Verfah-

ren [Wil90]:

� BPTT (Backpropagation Through Time),

� RTRL (Real-Time Recurrent Learning).

Der Grundgedankte des BPTT besteht darin, dass sich jedes rekurrente Netzwerk als

großes Feedforward-Netz darstellen lässt, wenn man den Ausgang y(k − 1) als Eingang

in eine höhergelegene Schicht interpretiert, die y(k) generiert. Aus einem einschichti-

gen rekurrenten Netz mit K Iterationszyklen wird dadurch ein K-schichtiges statisches

Netz mit einem Iterationszyklus. Ein solches ausgefaltetes Netz kann dann mit dem

Backpropagation-Algorithmus wie ein statisches Netz trainiert werden. Dabei muss be-

achtet werden, dass die Gewichtungen in allen Schichten identisch sein müssen, und in

jeder Schicht neue Eingänge hinzukommen. Für eine genaue mathematische Beschreibung

des Verfahrens wird auf die einschlägige Literatur verwiesen (z. B. [Rig01b], [Wil90]).

Das RTRL ist eine Möglichkeit, unendliche Sequenzen zu trainieren, indem die Gewich-

tungen nach jedem Zeitschritt angepasst werden, und der Fehler nicht rückwärts durch

das Netz propagiert werden muss. Diese Methode ist auch für das online-Lernen geeig-

net. Allerdings beansprucht dieses Lernverfahren große Mengen von Arbeitsspeicher und

Rechenkapazität. Daher wird, sofern möglich, auf alternative Trainingsalgorithmen zu-

rückgegriffen. Zur genaueren Beschreibung mit einer ausführlichen mathematischen Be-

handlung sei wieder auf die weiterführende Literatur verwiesen (z. B. [Rig01b], [Wil90],

[Sch93]).

Neben diesen zwei grundlegenden Trainingsverfahren für RNN existiert eine Vielzahl von

weiteren abgeleiteten und optimierten Algorithmen, auf die in dieser Arbeit nicht einge-

gangen werden soll.
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4.1 Segmentierung mit Rekurrenten Neuronalen Netzen

4.1.2 Long Short-Term Memory Neuronale Netze

Rekurrente Neuronale Netze eignen sich aufgrund der Rückkopplungen für das Lernen von

korrelierten Sequenzen. Wie schon im vorherigen Abschnitt erwähnt, nimmt der Einfluss

vergangener Muster exponentiell ab. Dies hat Hochreiter in einer ausführlichen Analy-

se [Hoc91] untersucht. Durch den exponentiell abklingenden Einfluss werden in etwa nur

die letzten zehn angelegten Eingangsmuster berücksichtigt. Dadurch werden Zeitabstän-

de, die größer als zehn sind, vergessen. Manchmal kann von kurzen Beispielen auf lange

Sequenzen generalisiert werden, häufig ist das allerdings nicht der Fall.

Aus diesem Grund schlägt Hochreiter vor, einen konstanten Fehlerfluss einzuführen. Dies

führt zu dem sogenannten Long Short-Term Memory (LSTM) [Hoc97]. Damit wird es

möglich, Zeitabstände über 1000 zu berücksichtigen. Dabei bleibt das
”
Kurzzeitgedächt-

nis“ erhalten und die Komplexität steigt nur minimal.

Eingang

Ausgang
Blok Gate

Abbildung 4.5: Einfachstes LSTM-Netzwerk mit einem Eingang, einem Ausgang
und einem LSTM-Block anstelle der verborgenen Schicht.

In Abbildung 4.5 ist das einfachst mögliche LSTM-Netz gezeigt. Es besteht aus einem

Eingang, einem Ausgang und einem Memory-Block anstelle der verborgenen Neuronen.

Jeder Block hat zwei sogenannte Gates. Typischerweise gibt es gewichtete Verbindungen

von der Eingangsschicht zu den LSTM-Blöcken und den Gates. Zusätzlich gibt es rekur-

rente Verbindungen zwischen den LSTM-Blöcken und den Gates. Schließlich existieren

Verbindungen von den Blöcken zu der Ausgangsschicht.

Die verborgene Schicht eines konventionellen RNN wird durch LSTM-Blöcke ersetzt, die

aus einer oder mehreren LSTM-Zellen bestehen. Eine solche Zelle ist in Abbildung 4.6

gezeigt.

Im Zentrum einer LSTM-Zelle befindet sich ein einfaches lineares Neuron mit einem Selbst-

übergang mit dem Gewicht 1,0. Liegt kein Eingang an, so sorgt diese Verbindung dafür,

dass der gegenwärtige Zustand zum nächsten Zeitschritt erhalten bleibt. Diese Architektur

wird auch konstantes Fehler-Karussell genannt2. Die Gates sind dafür zuständig, zu ent-

scheiden, welche Information im Fehler-Karussell gespeichert wird, beziehungsweise wann

diese Information ausgegeben wird.

2englisch: Constant Error Carousel (CEC)
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Abbildung 4.6: Eine LSTM-Zelle. Im Zentrum das ”Fehler-Karussell“ mit kon-
stantem Gewicht 1,0. Die Input- und Output-Gates steuern den Zugang zur bzw.
Ausgang der LSTM-Zelle.

Der Input netcj
für eine LSTM-Zelle wird über eine nichtlineare Funktion g(x), die ty-

pischerweise eine logarithmische Funktion darstellt, in das innere der Zelle geleitet. Dort

wird er mit dem Ausgang yinj des Input-Gates multipliziert. Die Aktivierungsfunktion des

Input-Gates wird so gewählt, dass sie einen Wertebereich von 0 bis 1 besitzt. Dadurch

kann dieser Wert entscheiden, ob der Input netcj
zum Zentrum der Zelle durchgelassen

wird, oder nicht. Ist der Wert von yinj nahe 0, kann nichts zu dem Speicherelement durch-

dringen. Auf ähnliche Weise steuert der Ausgang youtj des Output-Gates, wann die Zelle

einen Ausgabewert ycj > 0 emittiert. Da der interne Zellzustand durch eine lineare Ein-

heit mit unbegrenztem Ausgangswertebereich repräsentiert wird, muss der Ausgang mit

einer geeigneten Funktion h(x) auf einen sinnvollen Wertebereich, typischerweise [−1; 1],

beschränkt werden. Der Ausgang ycj(t) zum Zeitpunkt t der Zelle cj kann damit folgen-

dermaßen beschrieben werden:

ycj(t) = youtj(t) h(scj
(t)) (4.3)

Der interne Zustand scj
ist dabei gegeben als:

scj
(0) = 0

scj
(t) = scj

(t− 1) + g(netcj
(t)) yinj(t) ∀t > 0

(4.4)

Die verschiedenen Elemente der LSTM-Zelle haben unterschiedliche Verantwortungsberei-

che: Das Input-Gate entscheidet, was gespeichert wird, die Zelle speichert die Information
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4.1 Segmentierung mit Rekurrenten Neuronalen Netzen

und das Output-Gate bestimmt, wann Information weitergegeben wird. Dadurch können

hervorstechende Ereignisse beliebig lange gespeichert werden und später abgerufen wer-

den. Durch mehrere LSTM-Blöcke ist es einem Netzwerk dann möglich, Ereignisse mit

unterschiedlichen Zeitskalen zu behandeln.

y
out

y
insc

y
forget

y
c

g

Abbildung 4.7: Erweiterung der LSTM-Zelle durch ein weiteres Gate (Forget-
Gate), welches das gezielte Vergessen von Information ermöglicht.

Aufgrund des konstanten Fehlerflusses im Inneren der Zelle kann eine einmal gelernte

Information nie mehr vergessen werden. Manchmal ist es aber gewünscht, eine Zelle zu-

rückzusetzen. Aus diesem Grund kann die LSTM-Zelle mit einem zusätzlichen Gate erwei-

tert werden, dem sogenannten Forget-Gate [Ger01a]. Dieses kann direkt auf das Fehler-

Karussell zugreifen und ein gezieltes Vergessen ermöglichen (siehe Abbildung 4.7). Somit

berechnet sich der interne Zustand zu

scj
(t) = yforgetj · scj

(t− 1) + g(netcj
(t)) · yinj(t) ∀t > 0 (4.5)

indem Gleichung (4.4) um den Wert yforgetj erweitert wird.

Die Netzwerktopologie eines LSTM-Netzwerkes besteht in der Regel aus einer Eingangs-

schicht, einer verborgenen Schicht und einer Ausgangsschicht. Die verborgene Schicht ist

vollständig mit sich selbst verknüpft und enthält LSTM-Zellen und Gates. Zusätzlich kön-

nen hier auch
”
konventionelle“ Neuronen enthalten sein. Alle Einheiten (mit Ausnahme

der Gates) haben direkte Verbindungen zu allen Einheiten in der übergeordneten Schicht.

Mehrere LSTM-Zellen können zu einem LSTM-Block zusammengefasst werden, indem sie

sich das Input- und Output-Gate teilen (siehe Abbildung 4.8). Dadurch können verteilte

Informationen leichter gespeichert werden, da sie auf mehrere Zellen aufgeteilt werden

können. Zudem ergibt sich unter Umständen ein leichter Vorteil in der Komplexität, da

sich die Anzahl der Knoten reduziert.
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Ausgänge zu anderen Neuronen

Abbildung 4.8: LSTM-Block, in dem mehrere LSTM-Zellen sich ein Input- und
Output-Gate teilen

Das Training eines LSTM-Netzes erfolgt über eine Kombination aus RTRL und BPTT.

Eine genaue Beschreibung des Verfahrens ist bei Hochreiter und Schmidhuber [Hoc97] zu

finden und wird hier nicht weiter erläutert.

Die Segmentierung einer Merkmalssequenz erfolgt implizit durch die zeitlich nacheinander

erfolgende Zuordnung eines Frames zu einer Gruppenaktion. Dabei können unter Um-

ständen jedem Zeitschritt unterschiedliche Klassen zugeordnet werden, so dass eine starke

Übersegmentierung auftreten kann. Um diese zu vermeiden, können die Ergebnisse mit ei-

nem Filter nachbearbeitet werden, oder aber, es werden andere Segmentierungsverfahren

vorgeschaltet, so dass LSTM-Netze nur für die Klassifizierung eingesetzt werden.

LSTM-Netzwerke wurden und werden erfolgreich in einer Vielzahl von Anwendungen

eingesetzt, unter anderem zum Lernen von kontextfreien und kontextsensitiven Spra-

chen [Ger01b], zur automatischen Komposition von Musik [Eck02], in der automatischen

Spracherkennung [Gra05] und zum Reinforcement-Lernen [Bak01].

4.2 Segmentierung mit einem Neuronalen Feldern

Dieser Abschnitt gibt zunächst einen Überblick über mögliche oder bereits vorhandene

Einsatzgebiete von Neuronalen Feldern, beschreibt danach die mathematischen Grundla-

gen, zeigt die Nähe zu Rekurrenten Neuronalen Netzen auf und entwickelt deren spezielle,

in dieser Arbeit verwendete, Form. Anschließend werden durchgeführte Experimente und

deren Ergebnisse präsentiert.
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4.2 Segmentierung mit einem Neuronalen Feldern

4.2.1 Überblick

Neuronale Felder sind ein mathematisches Modell, mit dessen Hilfe versucht wird, die

Vorgänge im menschlichen Gehirn zu erklären und nachzubilden. Darauf aufbauend wer-

den Systeme entwickelt, die die besonderen Fähigkeiten der Neuronalen Felder nutzen,

um zu zeigen, dass spezielle Probleme mit dieser Art von Modellen gelöst werden können.

Krekelberg [Kre92] zeigt, dass unter bestimmten Umständen ein Neuronales Feld einen

”
Winner-takes-it-all“ Algorithmus emuliert. Chang et al. [Cha93] weisen nach, dass es mit

Hilfe von kontinuierlichen neuronalen Systemen möglich ist, Muster zu speichern, bzw. ver-

rauschte Muster zu verbessern. Ebenso sei dieses Modell invariant gegenüber bestimmten

Transformationen. Dass es möglich ist, die Parameter von Neuronalen Feldern mit Hilfe

von Optimierungsmethoden zu bestimmen, zeigen Igel et al. [Ige01]. Eine erste konkretere

Anwendung wird von Giese [Gie00] beschrieben, wobei biologische Bewegungsmuster wie

zum Beispiel
”
gehen“ und

”
rennen“ mit Hilfen von Neuronalen Feldern unterschieden wer-

den können. Auch für die frühe Integration von auditivem und visuellem Kanal können

Neuronale Felder eingesetzt werden [Sch04a]. Andere Einsatzgebiete sind beispielsweise

im Fahrzeug im Bereich der Fahrerassistenz [Ahr99], [Ede01], oder um Fahrverhalten zu

modellieren [Lee01]. Desweiteren werden Neuronale Felder im Bereich der Robotik einge-

setzt, um das Verhalten von Robotern zu beschreiben [Ber99], [Men00], oder um Roboter

zu steuern [Ste97], [Ste00b], bzw. diese anthropomorpher zu gestalten [Ste00a].

Trotz der sehr allgemeinen Beschreibung haben sich Neuronale Felder im Bereich der

Mustererkennung bisher nicht etablieren können. Gerade für die Klassifikation statischer

Muster scheint ein so hochgradig dynamisches Modell nicht geeignet und nur mit tief-

greifenden Veränderungen des Modells möglich. Daher wird in dieser Arbeit erstmalig

versucht, durch geeignete Anpassung der Modellbeschreibung, ein Modell aus der Theorie

der Neuronalen Felder zu entwickeln, um damit eine Segmentierung von Besprechungen

zu erreichen (vgl. auch [Rei05c]).

Studien über Neuronale Felder und deren mathematische Beschreibung existieren schon

geraume Zeit (vgl. [Wil73], [Ama77], [Erm98]). Jedoch wurden sie, wohl aufgrund der

erst jetzt zur Verfügung stehenden Rechenleistung, bisher kaum für reale Anwendungen

verwendet. Erst in neuerer Zeit haben Forschergruppen dieses Modell wieder entdeckt.

Einen Überblick über aktuell vorhandene Arbeiten geben unter anderem Jirsa et al. [Jir01],

Vogels et al. [Vog05] und Coombes [Coo05].

4.2.2 Modellbeschreibung

Allen Arbeiten über Neuronale Felder gemeinsam ist die Beschreibung der Aktivität der

Neuronen mit Hilfe einer integralen Differentialgleichung:

τ
∂u(x, t)

∂t
= −u(x, t) +

∫
w(|x− y|)f [u(y)]dy + h+ s(x, t) (4.6)

Hierbei beschreibt u(x, t) das durchschnittliche Membranpotential zum Zeitpunkt t einer

Neuronenverteilung an der Stelle x. Die mittlere Aktivität wird durch die Transferfunktion
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f [u(t)] beschrieben, die eine beliebige Gestalt annehmen kann. Der Term s(x, t) bezeich-

net den Eingang für die Neuronenverteilung. Die Stärke der Konnektivität zwischen den

Neuronen im Abstand |y| zum Neuron x beschreibt w(|x − y|), eine Funktion des relati-

ven Abstands zweier Neuronen. τ bezeichnet die Zeitkonstante der Dynamik und h ≥ 0

den Ruhelevel, auf den der Ausgang u(x, t) des Neuronalen Feldes zurückfällt, wenn keine

Werte am Eingang anliegen. Als Konnetivitätsfunktion wird häufig eine Kombination aus

Exponentialfunktionen verwendet, die als sogenannte
”
Mexican Hat“ - Funktion bekannt

ist und in Abbildung 4.9 gezeigt ist.

x

W (x)

Abbildung 4.9: ”Mexican Hat“ - Funktion

Dieses Modell kann, wie oben kurz erwähnt, für diverse Aufgaben eingesetzt werden, bei

denen die Dynamik der Neuronalen Felder vorteilhaft ist. In dieser Arbeit wird allerdings

nur die Idee, bzw. der räumliche Aufbau übernommen, um aus den Neuronalen Feldern

ein Modell zu entwickeln, das in der Lage ist, Meetings in semantische Abschnitte zu

untergliedern.

Das Grundkonzept basiert auf der Idee, die Eingangsmerkmale einer Besprechung nicht,

wie sonst üblich, sequentiell dem Modell anzubieten, sondern alle Merkmale als Ganzes in

paralleler Weise. Die Merkmale an den Eingängen werden in die richtige zeitliche Reihen-

folge gebracht, in N Frames zusammengefasst und dem Modell dargeboten. Sodann liegt

im Idealfall am Ausgang eine Aktivitätsverteilung an, die die Segmentierung der Bespre-

chung repräsentiert. Abbildung 4.10 verdeutlicht diese Idee. Die berechneten Ausgänge

geben an, wann und in welcher Reihenfolge welche Gruppenaktionen auftreten.

Werden die Eingangsdaten in der vorgestellten Weise gehandhabt, so müssen die zeit-

lichen Verknüpfungen nicht mehr berücksichtigt werden, und die Zeitabhängigkeit kann

eliminiert werden. Aus dem Eingangsterm s(x, t) wird also s(x). Desweiteren sind für ei-

ne Klassifikation nur stabile Zustände des Modells von Interesse, d. h. die Aktivität der

Neuronen ändert sich nicht mehr. Dies ist in Gleichung (4.6) der Fall, wenn ∂u(x,t)
∂t

= 0.

Berücksichtigt man diese zwei Einschränkungen, so kann die Gleichung für die Aktivität

eines Neuronalen Feldes wie folgt geschrieben werden:

u(x) =

∫
w(|x− y|)f [u(y)]dy + h+ s(x) (4.7)
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t

123 ... N

presentation

discussionmonologue Aktivität

Eingänge

Neuronales Feld

Abbildung 4.10: Schematische Zeichnung des Modells nach der Idee der Neuro-
nalen Felder

Unter Beachtung der Tatsache, dass Rechner nur diskrete Werte verarbeiten können und

keinen kontinuierlichen Zahlenraum, muss Gleichung (4.7) diskretisiert werden. Wird also

das Integralzeichen durch ein Summenzeichen ersetzt, erhält man:

u(k) =
N∑

ξ=1

w(|k − ξ|)f [uξ(k − 1)] + h+ s(k) (4.8)

Der Index ξ läuft dabei von 1 bis N , der Anzahl aller Neuronen des Feldes.

Untersucht man den Aufbau von Gleichung (4.8), so fällt auf, dass eine gewisse Ähnlichkeit

mit Rekurrenten Neuronalen Netzen (RNN) vorhanden ist. So hat zum Beispiel die erste

Schicht eines Elman-Netzwerkes [Elm90] folgende Gleichung:

a1(k) = f

[∑
ξ

WL
ξ a

1
ξ(k − 1) +

∑
ξ

W I
ξ sξ(k)

]
+ h (4.9)

Hierbei bezeichnet WL die Gewichtsmatrix, s(k) den Eingang und h ist der Bias. Setzt

man nun für die Aktivierungsfunktion f die Identitätsfunktion f(x) = x und fasst man

die Summe der Eingänge zusammen zu s(k) =
∑

ξ W
I
ξ sξ(k), so ergibt sich die folgende

Gleichung, in der einzelne Terme ihre Entsprechung in der Gleichung des Neuronalen

Feldes haben:

a1(k) =
∑

ξ

W I
ξ a

1(k − 1) + h+ s(k) (4.10)

Unter diesen Annahmen ist es möglich ein äquivalentes Rekurrentes Neuronales Netz zu

definieren, ein Paralleles Rekurrentes Neuronales Netz (PRNN), das in etwa die gleiche

Architektur besitzt, wie das Modell, das aus dem Neuronalen Feld abgeleitet wurde. Der

Vorteil dabei ist, dass alle für RNN bekannte Trainingsalgorithmen ohne weitere Proble-

me angewendet werden können. Abbildung 4.11 zeigt die Architektur des PRNN, wie es

in dieser Arbeit zur Segmentierung und Klassifikation herangezogen wird. Generell sind

Verbindungen von allen Neuronen zu allen anderen Neuronen möglich. Jedoch sind in

dem vorgestellten Modell nur Neuronen in einer Umgebung miteinander verknüpft. Als

Koppelbreite wird die Anzahl der Neuronen definiert, zu denen von einem Neuron aus
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Abbildung 4.11: Architektur eines Parallelen Rekurrenten Neuronalen Netzes, ab-
geleitet von Neuronalen Feldern (nicht alle Verknüpfungen sind eingezeichnet)

rekursive Verknüpfungen bestehen. Diese Rückkopplungen simulieren die hemmende Ein-

wirkung benachbarter Neuronen, wie es bei den Neuronalen Feldern der Fall ist.

Die Besonderheit dieses Ansatzes besteht darin, dass alle Merkmale eines gesamten Mee-

tings parallel dem Modell übergeben werden. Im Gegensatz zu herkömmlichen RNN mit

einer zeitlichen Anordnung, erlaubt der räumliche Aufbau von PRNN eine gegenseitige

Einflussnahme der Merkmale sowohl vom Anfang des Meetings auf Aktionen am Ende

einer Besprechung, als auch umgekehrt.

4.3 Experimente und Ergebnisse

In den folgenden Abschnitten werden die Ergebnisse der Versuche mit den rückgekoppelten

Modellen präsentiert. Zunächst werden RNN, wie sie üblicherweise verwendet werden, mit

LSTM verglichen. Anschließend werden PRNN, die aus den Neuronalen Feldern abgeleitet

wurden, untersucht.

4.3.1 Ergebnisse mit Rekurrenten Netzen

Für die Segmentierung von Besprechungen werden hier die in Kapitel 4.1.2 vorgestell-

ten Modelle eingesetzt. In diesen Experimenten werden die semantischen Daten aus Ab-

schnitt 2.3.2 verwendet. Zum Vergleich mit den LSTM-Netzen werden RNN verwendet,

wie sie in Kapitel 4.1.1 beschrieben werden. Die Anzahl der Eingangsknoten beträgt stets

sieben, während die Anzahl der Ausgangsknoten acht beträgt, da acht verschiedene Klas-

sen unterschieden werden sollen. Die Kodierung der Klassen erfolgt binär, das heißt, jeder

Ausgangsknoten kann einen Wert zwischen null und eins annehmen. Derjenige Knoten

mit der höchsten Aktivität bestimmt die Zugehörigkeit zur Klasse. Untersucht werden bei

den LSTM-Netzen unterschiedlich viele LSTM-Blöcke in der verborgenen Schicht mit va-

riierenden Größen. Zur Bewertung der Klassifikationsleistung findet die Frame-Fehlerrate

(siehe Abschnitt 2.4.1) Anwendung. In Tabelle 4.1 sind die Frame-Fehlerraten von LSTM-

Netzen mit einem LSTM-Block und einer LSTM-Zelle bis zu acht LSTM-Blöcken mit
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LSTM-

Blöcke

LSTM-

Zellen

FER [%]

1 1 45,2

1 2 48,1

1 3 70,4

1 4 70,4

2 1 29,7

2 2 52,0

2 3 49,5

2 4 28,9

3 1 27,8

3 2 23,5

3 3 86,0

3 4 17,6

4 1 12,3

4 2 18,3

4 3 42,3

4 4 11,5

LSTM-

Blöcke

LSTM-

Zellen

FER [%]

5 1 15,1

5 2 51,6

5 3 11,7

5 4 18,8

6 1 12,8

6 2 68,5

6 3 23,3

6 4 14,7

7 1 19,6

7 2 13,1

7 3 88,8

7 4 32,2

8 1 33,2

8 2 30,1

8 3 99,1

8 4 55,8

Tabelle 4.1: Frame-Fehlerraten (FER) unterschiedlicher LSTM-Netzwerke mit va-
riierter Anzahl und Größe der LSTM-Blöcke, Merkmale SEM-A, Lexikon L8

vier Zellen zu sehen. Auffällig ist, dass kein offensichtlicher Zusammenhang zwischen der

Fehlerrate und der Anzahl der Blöcke bzw. Zellen zu bestehen scheint. Auch ist die Band-

breite der Ergebnisse sehr groß. Das beste Ergebnis mit einer FER von 11,5 % wird bei

vier LSTM-Blöcken mit jeweils vier LSTM-Zellen erhalten. Das schlechteste Resultat, bei

dem fast kein Frame richtig erkannt wird, liegt bei 99,1 % wenn acht Blöcke mit jeweils

drei Zellen eingesetzt werden.

Werden die Bereichsgrenzen der Gruppenaktionen vorgegeben und wiederum die Frames

durch das LSTM-Netz bestimmt, so kann mit Hilfe eines Mehrheitsentscheids bestimmt

werden, welche Aktion innerhalb eines Segments erkannt wurde. Dadurch erhält man eine

Erkennungsrate, die für die gleichen LSTM-Kombinationen wie oben in Tabelle 4.2 gezeigt

ist. Auch hier lässt sich wiederum keine Abhängigkeit der Erkennungsrate zur Struktur

des LSTM-Netzes ablesen.

Das beste Ergebnis wird auch hier mit vier LSTM-Blöcken mit einer Größe von jeweils

vier Zellen erreicht.

Vergleicht man nun die Erkennungsleistung von LSTM-Netzen mit der herkömmlicher

rekurrenter Netze, so kann man feststellen, dass die LSTM-Netze eine deutlich bessere

Leistung erbringen als andere Topologien von RNN. In Tabelle 4.3 ist das jeweils beste

Ergebnis angegeben, das mit der jeweiligen Art von RNN erzielt werden konnte. Das
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LSTM-

Blöcke

LSTM-

Zellen

Erkennungs-

rate [%]

1 1 59,6

1 2 56,0

1 3 34,9

1 4 34,9

2 1 75,2

2 2 50,5

2 3 53,2

2 4 75,2

3 1 76,2

3 2 80,7

3 3 14,7

3 4 89,9

4 1 95,4

4 2 90,8

4 3 63,3

4 4 96,3

LSTM-

Blöcke

LSTM-

Zellen

Erkennungs-

rate [%]

5 1 90,8

5 2 47,7

5 3 95,4

5 4 85,3

6 1 94,5

6 2 39,5

6 3 82,6

6 4 89,0

7 1 87,1

7 2 92,7

7 3 11,0

7 4 78,0

8 1 69,7

8 2 77,0

8 3 2,8

8 4 44,0

Tabelle 4.2: Erkennungsraten verschieden großer LSTM-Netzwerke bei vorgege-
benen Grenzen der Gruppenaktionen und Bestimmung der Klasse aufgrund eines
Mehrheitsentscheids innerhalb eines Segments, Merkmale: SEM-A, Lexikon L8

schlechte Abschneiden anderer Varianten von RNN deutet auf suboptimale Parameter

der Modelle hin. Die Klassifikationsrate von 96,3 % übertrifft sogar die der statischen

Klassifikatoren (vgl. Tabelle 3.3), bei denen die höchste Erkennungsrate bei 95,9 % lag.

4.3.2 Ergebnisse mit Parallelen Rekurrenten Neuronalen Netzen

Das in Kapitel 4.2 vorgestellte Modell des PRNN, das vom Aufbau einem neuronalen Feld

nachempfunden ist, wird nun auf die Aufgabe, Besprechungen in semantische Einheiten,

die Gruppenaktionen, zu unterteilen, angewendet (siehe dazu auch [Rei05a], [Rei05c]).

Als Daten werden hier die Merkmale, die aus der automatischen Sprechersegmentierung

gewonnen werden, und Global Motion Features (vgl. 2.3.1) verwendet. Alternativ kommen

auch die semantischen Merkmale, die Ergebnisse der automatischen Sprechersegmentie-

rung und der Gestenerkennung, zum Einsatz.

Das Parallele Rekurrente Neuronale Netz hat folgenden Aufbau: Für jeden Frame i ei-

nes Videos mit N Frames gibt es ein Neuron im RNN. Der Eingangsvektor besteht bei

Verwendung der Low-Level Merkmale aus sechs bzw. zwölf Einträgen (aus der Sprecher-

segmentierung bzw. Global Motion Merkmalen), je nachdem, ob ein unimodaler oder mul-
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Netzart Erkennungsrate [%]

Jordan-Netz 35,2

Elman-Netz 51,2

Direkte Rückkopplung 90,7

LSTM 96,3

Tabelle 4.3: Vergleich der Erkennungsraten von verschiedenen rekurrenten neuro-
nalen Netzen bei vorgegebenen Segmentgrenzen, Merkmale: SEM-A, Lexikon L8

timodaler Ansatz verfolgt wird. Der Ausgang des RNN ist binär kodiert. Daher besteht die

Ausgangsschicht aus 8 ·N Neuronen, da acht verschiedene Klassen unterschieden werden.

Für jeden der N Frames wird die erkannte Gruppenaktion durch den Neuronenausgang

mit dem höchsten Wert bestimmt.

Die Merkmale werden mit einer Rate von fünf Hertz erzeugt. Dadurch ergibt sich unter

der Annahme, dass eine Besprechung eine Länge von circa fünf Minuten besitzt, eine Ge-

samtzahl von 5min · 60 s
min

· 51
s

= 1500 Frames. Ein RNN mit einer solch großen Anzahl

von Eingängen ist rechentechnisch nicht mehr handhabbar. Daher müssen die Daten re-

duziert werden. Dies geschieht durch einfache Mittelung der Merkmale über die Anzahl

der zusammenzufassenden Frames. Als praktischer Nebeneffekt stellt sich dabei ein, dass

auf diese Weise zudem eine gewisse Mindestlänge einer Gruppenaktion bestimmt werden

kann. Werden zum Beispiel Merkmale von zwei Sekunden zusammengefasst, kann auch

keine erkannte Gruppenaktion kürzer als zwei Sekunden sein.

Es wurden verschiedene Experimente mit einer unterschiedlichen Anzahl von Eingängen

sec. FER (ST) [%] FER (GM) [%] FER (ST+GM) [%]

2 42,6 59,0 53,1

4 42,4 62,2 46,8

6 40,3 62,7 44,3

8 42,1 54,3 49,8

10 37,1 52,4 42,8

12 40,3 54,3 44,8

14 42,0 52,4 41,8

16 39,5 49,6 46,9

18 39,0 55,5 45,7

20 33,3 51,1 43,8

Tabelle 4.4: Frame-Fehlerraten (FER) von Parallelen Rekurrenten Neuronalen
Netzen mit verschiedener Mindestlänge der Gruppenaktion bei einer festen Kop-
pelbreite von 3 Neuronen, die erste Spalte zeigt die Mindestlänge einer Grup-
penaktion in Sekunden, die weiteren Spalten die Frame-Fehlerraten. Merkma-
le:Sprechersegmentierung (ST),Global Motion Merkmalen (GM) und beide Moda-
litäten (ST+GM), Lexikon L8
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und Zeitschritten (d. h. Anzahl der Sekunden, über die die Merkmale zusammengefasst

werden) durchgeführt. Zunächst wurden nur Versuche mit einer Modalität (Sprecherseg-

mentierung) durchgeführt. In Tabelle 4.4 sind die Ergebnisse bei fester Koppelbreite und

verschiedener Mindestlänge einer Gruppenaktion gezeigt.

Das beste Ergebnis wird hier erzielt, wenn die Mindestdauer einer Gruppenaktion 20

Sekunden beträgt. Die Frame-Fehlerrate beträgt dabei nur 33,3 %. Eine längere Mindest-

dauer zu wählen ist nicht sinnvoll, da die Gruppenaktionen teilweise nicht länger sind.

Eine Abhängigkeit zwischen der Frame-Fehlerrate und der Mindestdauer lässt sich nicht

ablesen.

Werden die gleichen Versuche nur mit Global Motion Merkmalen durchgeführt, so erhält

man bei der gleichen Mindestlänge deutlich schlechtere Ergebnisse. Eine Abhängigkeit

von Mindestdauer und Frame-Fehlerrate ist auch hier nicht auszumachen. Insbesondere

liegt hier das Minimum bei 16 Sekunden Mindestlänge mit einer Frame-Fehlerrate von

49,6 %. Die niedrigste FER mit 46,3 % konnte bei einer Mindestlänge von 20 Sekunden

und keiner Koppelung unter benachbarten Neuronen erreicht werden. Untersucht man

N FER (ST) [%] FER (GM) [%] FER (ST+GM) [%]

1 39,3 46,3 45,5

2 34,2 55,5 45,0

3 33,3 51,1 43,8

4 40,5 53,2 41,8

5 36,0 51,2 39,5

6 40,7 48,2 44,5

7 42,6 54,4 45,8

8 36,8 48,0 42,5

9 39,7 50,1 40,6

10 39,3 50,2 46,2

11 41,4 58,6 43,8

12 41,6 51,2 44,8

13 40,1 67,0 44,3

14 36,0 50,0 41,9

15 35,8 49,7 43,7

17 38,2 46,4 49,1

19 38,2 46,4 49,1

20 38,2 46,4 49,1

Tabelle 4.5: Ergebnisse der Versuche mit unterschiedlicher Koppelbreite (d. h. An-
zahl der Neuronen, die sich gegenseitig beeinflussen können). Die minimale Länge
einer Gruppenaktion beträgt 20 Sekunden. Die erste Spalte bezeichnet die Koppelbrei-
te (N), die anderen Spalten jeweils die Frame-Fehlerraten. Merkmale: Sprecherseg-
mentierung (ST), Global Motion Merkmale (GM) und beide Modalitäten (ST+GM),
Lexikon L8
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die Frame-Fehlerrate in Abhängigkeit der Koppelbreite, so lässt sich auch hier keine ein-

deutige Tendenz feststellen (siehe Tabelle 4.5). Die besten FER werden mit Merkmalen

der Sprechersegmentierung mit einer Koppelbreite von N = 3 Neuronen erzielt, mit Glo-

bal Motion Merkmalen mit N = 1. Die Kombination beider Modalitäten erreicht eine

minimale FER bei einer Koppelbreite von N = 5 Neuronen.

In allen Fällen hat sich gezeigt, dass die Verwendung der Daten der Sprechersegmentierung

alleine bessere Ergebnisse erzielt, als die frühe Fusion der Merkmale aus Sprechersegmen-

tierung und Global Motion Merkmalen. Dies legt den Schluss nahe, dass entweder die

Merkmale, insbesondere die Global Motion Merkmale, für diese Aufgabe nicht geeignet

sind, oder aber, dass das vorgestellte Modell mit den zusätzlichen Informationen nicht

zurechtkommt.

Um die Erkennungsleistung besser mit anderen Verfahren vergleichen zu können, werden

auch Experimente zur Erkennung von Gruppenaktionen in vordefinierten Zeitfenstern

durchgeführt (also nur Klassifikation, keine Segmentierung). Die resultierende Gruppen-

aktion wird in den Zeitfenstern durch einen Mehrheitsentscheid bestimmt. Tabelle 4.6

zeigt die Erkennungsraten, die das Modell auf unterschiedlichen Merkmalssets erreicht.

Merkmale Mindestlänge Koppelbreite Erkennungsrate [%]

Low-Level Merkmale

(LOW)

6 7 60,4

Sprechersegmentierung 20 3 67,3

Global Motion Merkmale 4 9 57,8

Sprechersegmentierung +

Global Motion Merkmale

4 8 66,0

semantische Merkmale

(SEM-A)

1 16 65,1

Tabelle 4.6: Erkennungsraten von PRNN mit verschiedenen Merkmalssets, Lexi-
kon L8

Da die Ergebnisse im Schnitt deutlich schlechter ausfallen, als mit anderen Methoden, die

auf den gleichen Daten angewendet werden (siehe Tabelle 4.7 und z. B. Tabellen 3.3, 3.10

oder 4.3), wurden weitere Untersuchungen mit diesem Modell nicht durchgeführt. Es

scheint, als sei die vorgestellte Architektur eher für anders geartete Probleme, wie in

der Literatur gezeigt, anwendbar.

Klassifikator Erkennungsrate [%]

MLP 95,9

LSTM 96,3

RNN-parallel 65,1

Tabelle 4.7: Vergleich unterschiedlicher NN-Architekturen, Merkmale: SEM-A, Le-
xikon L8
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4.4 Kapitelzusammenfassung

In diesem Kapitel wurden Rekurrente Neuronale Netze mit unterschiedlichen Architek-

turen vorgestellt und verglichen. Long Short-Term Memory Neuronale Netze haben sich

hierbei als sehr effizient in der Klassifizierung von Gruppenaktionen bei gegebenen Gren-

zen erwiesen. Es konnte eine Erkennungsrate von 96,3 % erreicht werden. Der in dieser

Arbeit neu präsentierte Ansatz des Parallelen Rekurrenten Neuronalen Netzes (PRNN),

der die zeitlich aufeinanderfolgenden Merkmale in eine räumliche Verteilung transformiert,

konnte die gewünschte Leistung nicht erbringen. Die höchste erzielbare Erkennungsrate

lag bei 65,1 %. Deshalb wurden keine weiteren Experimente mit PRNN durchgeführt.
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Kapitel 5

Segmentierung mit dynamischen

Klassifikationsverfahren

In den vorangegangenen Kapiteln wurden Mustererkennungsverfahren vorgestellt, die für

ein Segment mit vorgegebenen Segmentgrenzen die Klassenzugehörigkeit bestimmen konn-

ten. In Kapitel 3.3 wurde für diese Verfahren eine Methodik eingeführt, um die Segment-

grenzen automatisch zu bestimmen. In diesem Kapitel werden zwei Klassifikatoren erläu-

tert, die die Segmentierung und die Klassifikation in einem Dekodierungsschritt vereinen:

Hidden-Markov-Modelle und Hidden Conditional Random Fields.

5.1 Segmentierung mit Hidden-Markov-Modellen

Hidden-Markov-Modelle (HMM) sind mächtige und flexible Klassifikatoren, die bei ei-

ner Vielzahl von Klassifikationsaufgaben zum Einsatz kommen. Sie werden zum Beispiel

erfolgreich in der Spracherkennung [ST95], in der Handschrifterkennung [Rig96a] oder

in der Gestenerkennung [Wu99] eingesetzt. Im Umfeld der Besprechungsanalyse werden

HMM zum Beispiel zur Erkennung von individuellen Aktionen der Teilnehmer verwen-

det [Wal04b].

Die besonderen Vorteile von HMM gegenüber statischen Klassifikatoren bestehen darin,

dass zum einen durch geeignete Modellierung Streuungen innerhalb ähnlicher Merkmals-

vektoren zugelassen werden, zum anderen aufgrund der Struktur eine temporale Variabi-

lität ermöglicht wird, um unterschiedlich lange Musterfolgen zu generieren.

Ein HMM besteht aus zwei überlagerten Zufallsprozessen. Der erste Zufallsprozess besteht

aus einer Markov-Kette, die mit Zuständen und Übergangswahrscheinlichkeiten beschrie-

ben werden kann. Ein zweiter Zufallsprozess erzeugt zu jedem Zeitpunkt eine Beobachtung

gemäß einer Wahrscheinlichkeitsverteilung. Die jeweils zu einem Zustand gehörigen Mu-

stervektoren werden bei kontinuierlichen HMM durch multivariate Normalverteilungen

beschrieben, bei diskreten HMM durch diskrete Wahrscheinlichkeiten.

Da ein HMM nur Merkmalsequenzen einer Klasse Ωκ nachbilden kann, werden für die

Unterscheidung von K Klassen K HMM benötigt. Es wird bei der Erkennung einer Mu-

stersequenz dasjenige Modell λκe gesucht, das die größte Produktionswahrscheinlichkeit

für eine zu generierende Beobachtung O = (o1, . . . ,oT ) erzeugt. Es wird also das Modell

gewählt, das die größte a-posteriori Wahrscheinlichkeit bei gegebener Beobachtungsse-
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quenz O besitzt:

κe = arg max
κ

P (λκ|O) (5.1)

Da die Wahrscheinlichkeit P (λκ|O) nicht direkt bestimmt werden kann, wird mit Hilfe

des Satzes von Bayes die Wahrscheinlichkeit wie folgt umgeformt:

P (λκ|O) =
P (O|λκ)P (λκ)

P (O)
(5.2)

Da P (O) nicht von dem Modell λκ abhängt, kann dieser Term bei der Maximumfindung

vernachlässigt werden. Die Bestimmung der a-priori Wahrscheinlichkeit P (λκ) ist je nach

Einsatzgebiet nur schwer oder gar nicht möglich. Häufig geht man jedoch bei einer An-

zahl von K Klassen von einer Gleichverteilung aller Modelle aus, so dass P (λκ) = 1/K

gilt. Dann trägt dieser Term ebenfalls nicht mehr zur Maximumbildung bei, sodass sich

Gleichung (5.1) auch schreiben lässt als

κe = arg max
κ

P (O|λκ) (5.3)

Zur Klassifikation muss also nur die deutlich leichter zu bestimmende Wahrscheinlichkeit

P (O|λκ) anstelle von P (λκ|O) ermittelt werden.

5.1.1 Modellbeschreibung

Ein HMM λ lässt sich mit den folgenden Parametern beschreiben: Die Menge der Zustände

des HMM sei gegeben durch S = {s1, . . . , sNS
}. Die Anzahl der Zustände beschreibt NS.

Zu jedem Zeitpunkt t ist immer nur ein Zustand aktiv. Der aktive Zustand qt ∈ S hängt

aufgrund der Markovbedingung nur von dem direkt vorausgehenden Zustand qt−1 ab. Eine

Zustandsfolge q der zu den Zeitpunkten t = {1,2, . . . , T} aktiven Zustände qt ist definiert

als

q = q1, q2, . . . , qT ; qt ∈ S (5.4)

Den Übergang eines Zustands in einen anderen Zustand beschreibt die Wahrscheinlichkeit

P (qt|qt−1). Alle Übergangswahrscheinlichkeiten können in eine Matrix A der Dimension

NS×NS geschrieben werden. Dabei müssen die Einträge den Randbedingungen
∑
j

aij = 1

und aij > 0 für alle aij genügen.

A = [aij]NS×NS
mit aij = P (qt = sj|qt−1 = si) (5.5)

Zusätzlich muss angegeben werden, in welchen Zustand mit der Generation eines Musters

begonnen wird. Dies geschieht mit dem Zustandseinsprungsvektor π = [πi]NS×1:

πi = P (q1 = si) ,
∑

i

πi = 1 (5.6)

In Abbildung 5.1 ist ein Links-Rechts-Modell gezeigt, bei dem der Einsprungsvektor π nur

an der ersten Stelle einen von Null verschiedenen Eintrag hat. Die A-Matrix des Links-

Rechts-Modells hat eine obere Dreiecksform. Ist die A-Matrix voll besetzt, sind also auch
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S1 S2 S3 S4

b1(o) b2(o) b3(o) b4(o)

π1 a12 a23 a34 a4E

a11 a22 a33 a44

Abbildung 5.1: Links-Rechts-HMM mit vier Zuständen

Rücksprünge erlaubt und von jedem Zustand jeder andere Zustand erreichbar, so spricht

man von einem ergodischen HMM.

Ein Beobachter sieht während des Durchlaufens einer Zustandsfolge nur die emittier-

ten Observationen O = o1, . . . ,oT , während die Abfolge der tatsächlich eingenommenen

Zustände q verborgen bleibt. Dies erklärt auch das Präfix
”
Hidden“, da nicht unmit-

telbar nachvollziebar ist, welche Zustandsfolge eine Beobachtung generiert hat. Dabei

gilt, dass die Produktion einer Observation nur vom aktuellen Zustand abhängt. Dies

setzt die implizite Annahme der Unabhängigkeit der Beobachtungen voraus. Damit gilt

P (ot|o1, . . . ,ot−1, q1, . . . , qt) = P (ot|qt). Die Beobachtungswahrscheinlichkeit kann somit

geschrieben werden als

B = [bi]NS×1 , mit bi(o) = P (ot|qt) (5.7)

Durch die Angabe der Parameter π,A und B kann ein HMM λ vollständig beschrieben

werden.

λ = (π,A,B) (5.8)

Die Beobachtungswahrscheinlichkeit kann diskret oder kontinuierlich gestaltet sein. Diese

beiden typischen Verteilungen werden im Folgenden vorgestellt.

Diskrete HMM

Beschreiben die Beobachtungswahrscheinlichkeiten diskrete Symbole, so kann zu jedem

Zeitpunkt ein Zustand si mit der Wahrscheinlichkeit bj(m) eine Beobachtung vm aus dem

Symbolvorrat V = {v1, . . . , vM} erzeugen, d. h. es gilt:

bi(m) = P (ot = vm|qt = si) (5.9)

Kontinuierliche HMM

Bei Verwendung von kontinuierlichen HMM wird die Wahrscheinlichkeitsdichtefunktion

durch Überlagerung von mehreren Normalverteilungen N erzeugt. Wählt man die Anzahl
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der Gauß-Mixturen hoch genug, so kann im Prinzip fast jede gewünschte Dichtefunktion

approximiert werden (vgl. Kapitel 3.1.2).

bi(ot) = P (ot|si) =

NM∑
m=1

cimN (ot|µim,Σim) (5.10)

N (ot|µim,Σim) =
1√

(2π)NM |Σim|
· e−

1
2
(ot−µim)T Σ−1

im(ot−µim) (5.11)

Die K Verteilungen werden jeweils mit einem Gewicht cik beaufschlagt und addiert. Die

Gewichte unterliegen dabei der Bedingung:

cim ≥ 0,

NM∑
m=1

cim = 1 (5.12)

In dieser Arbeit werden zur Segmentierung von Gruppenaktionen stets kontinuierliche

HMM eingesetzt.

5.1.2 Berechnung der Produktionswahrscheinlichkeit

Soll eine Beobachtungssequenz O in einer Klassifizierungsaufgabe einer bestimmten Klasse

zugeordnet werden, so ist es notwendig, die Produktionswahrscheinlichkeit P (O|λ) eines

HMM zu berechnen. Dasjenige HMM, das die größte Produktionswahrscheinlichkeit lie-

fert, bestimmt die Klassenzugehörigkeit. Für die Pfadwahrscheinlichkeit, die Emission O

mit der Abfolge der Zustände q = q1, . . . , qT zu beobachten, gilt:

P (O, q|λ) = πq1bq1(o1) · aq1q2bq2(o2) · · · aqt−1qtbqt(ot) · · · aqT−1qT
bqT

(oT )

= πq1bq1(o1) ·
T∏

t=2

aqt−1qtbqt(ot)
(5.13)

Die Wahrscheinlichkeit p(O|λ) ist die Summe der Wahrscheinlichkeiten aller Pfade, die

zur gewünschten Beobachtung O führen:

P (O|λ) =
∑
q∈Q

P (O, q|λ) (5.14)

Gleichung (5.13) in Gleichung (5.14) eingesetzt ergibt:

P (O|λ) =
∑
q∈Q

πq1bq1(o1) ·
T∏

t=2

aqt−1qtbqt(ot) (5.15)

Hierbei beschreibt Q die Menge aller möglichen Pfade durch das Modell λ. Diese Me-

thode der Berechnung der Produktionswahrscheinlichkeit ist aufgrund der Komplexität

praktisch nicht umsetzbar. Es müssen näherungsweise 2T ·NT Berechnungen durchgeführt

werden [Rab89]. Deshalb wird in der Praxis oftmals der Vorwärts-Algorithmus eingesetzt,

mit dessen Hilfe die Komplexität auf N2T Schritte reduziert werden kann.
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Anders als bei der Berechnung der Wahrscheinlichkeit nach Gleichung (5.15) wird beim

Vorwärts-Algorithmus die Wahrscheinlichkeit eines Teilpfades nur einmal berechnet. Als

Vorwärts-Wahrscheinlichkeit αt(i) wird zunächst definiert:

αt(i) = P (o1,o2, . . . ,ot, qt = si|λ) (5.16)

Das ist die Wahrscheinlichkeit, dass die Teilbeobachtung {o1,o2, . . . ,ot} gemacht wurde

und sich das HMM im Zustand si befindet. Diese Vorwärts-Wahrscheinlichkeit lässt sich

nach der Initialisierung rekursiv berechnen:

1. Initialisierung:

α1(i) = πibi(o1) (5.17)

2. Induktion:

αt+1(j) =

[
NS∑
i=1

αt(i) aij

]
bj(ot+1), 1 ≤ t ≤ T − 1, 1 ≤ j ≤ NS (5.18)

3. Abschluss:

P (O|λ) =

NS∑
i=1

αT (i) (5.19)

Dieser Algorithmus stellt eine effiziente Methode für die Berechnung der Wahrscheinlich-

keit P (O|λ) dar.

5.1.3 Training von HMM

Werden die Parameter λ eines HMM geeignet gewählt, so sind HMM in der Lage, Merk-

malssequenzen robust zu klassifizieren, ohne durch Störungen in den Merkmalen beein-

trächtigt zu werden. Die Bestimmung der Parameter λ = (π,A, b) erfolgt häufig mit dem

Baum-Welch Algorithmus, der hier in seinen Grundzügen vorgestellt werden soll.

Zur Bestimmung der geschätzten Parameter λ = (π,A, b) wird neben der Vorwärts-

Wahrscheinlichkeit αt(i) zusätzlich die Rückwärts-Wahrscheinlichkeit βt(i) benötigt, die

angibt, mit welcher Wahrscheinlichkeit eine Restbeobachtung {ot+1,ot+2, . . . ,oT} emit-

tiert wird, wenn sich das HMM zum Zeitpunkt t im Zustand si befindet:

βt(i) = P (ot+1,ot+2, . . . ,oT |qt = si, λ) (5.20)

Diese Rückwärts-Wahrscheinlichkeit lässt sich analog zu den Vorwärtswahrscheinlichkei-

ten rekursiv berechnen:

1. Initialisierung

βT (i) = 1, 1 ≤ i ≤ NS (5.21)

2. Induktion

βt(i) =

NS∑
j=1

aijbj(ot+1)βt+1(j), t = T − 1, T − 2, . . . ,1, 1 ≤ i ≤ NS (5.22)
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Zusätzlich werden die ergänzende Variablen γt(i) = P (qt = si|O, λ), die Wahrscheinlich-

keit, dass sich das HMM zum Zeitpunkt t im Zustand si befindet, und die zusätzliche

Variable ξt(i, j) = P (qt = si, qt+1 = sj|O, λ), die Wahrscheinlichkeit, dass sich das HMM

zum Zeitpunkt t im Zustand si und zum Zeitpunkt t+1 im Zustand sj befindet, definiert:

γt(i) =
αt(i)βt(i)

P (O|λ)
=

αt(i)βt(i)
NS∑
i=1

αt(i)βt(i)

(5.23)

ξt(i, j) =
αt(i) aij bj(ot+1) βt+1(j)

P (O|λ)
=
αt(i) aij bj(ot+1) βt+1(j)

NS∑
i=1

αt(i)βt(i)

(5.24)

Damit können Schätzformeln für die einzelnen Parameter formuliert werden [Rab89]:

πi =
”
erwartete Verweildauer im Zustand si zum Zeitpunkt (t = 1)“ = γ1(i) (5.25)

aij = ”
erwartete Anzahl von Sprüngen von si nach sj“

”
erwartete Sprünge aus si“

=

T−1∑
t=1

ξt(i, j)

T−1∑
t=1

γt(i)

(5.26)

bt(k) = ”
erwartete Verweildauer im Zustand sj mit Beobachtung von vk“

”
erwartete Verweildauer im Zustand sj“

=

T∑
t=1

ot=vk

γt(j)

T∑
t=1

γt(j)

(5.27)

Da sich die Gleichungen (5.25) bis (5.27) auch durch Ableitung aus dem EM-Algorithmus1

[Dem77] ergeben, ist sichergestellt, dass P (O|λ) ≥ P (O|λ) gilt. Durch iterative Anwen-

dung der Gleichungen (5.25) bis (5.27) wird ein Parametersatz λ gefunden, der die Wahr-

scheinlichkeit P (O|λ) maximiert. Zu beachten ist, dass beim Training ein lokales Maxi-

mum gefunden wird, welches nicht das globale Maximum sein muss. Die hier gezeigten

Formeln gelten für diskrete Beobachtungen; für kontinuierliche HMM können entspre-

chende Gleichungen aufgestellt werden [Rab89]. Eine Herleitung der Gleichungen ist unter

anderem bei Bilmes [Bil98] zu finden.

5.1.4 Automatische Segmentierung mit dem Viterbi-Algorithmus

Die bisher erwähnten Verfahren zur Bestimmung von Produktionswahrscheinlichkeiten

setzten eine vorsegmentierte Merkmalssequenz voraus. Durch eine geschickte Verkettung

mehrerer HMM ist es jedoch möglich, eine in gewissem Sinne optimale Zuordung un-

terschiedlicher HMM auf unterschiedliche Abschnitte einer unsegmentierten Merkmalsse-

quenz vorzunehmen.

1Der Expectation-M aximization-Algorithmus berechnet iterativ verbesserte Parameter in zwei Schrit-
ten: der Erwartungswert der zu optimierenden Größe wird aus alten Parametern berechnet (E-Schritt),
daraus wird eine verbesserte Schätzung der Parameter abgeleitet (M-Schritt).
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Das Vorgehen entspricht weitgehend dem in der automatischen Spracherkennung. Die

kleinsten Einheiten bei dem hier behandelten Problem der Erkennung von Gruppenaktio-

nen stellen die Gruppenaktionen selbst dar. Können die Modelle der einzelnen Gruppen-

aktionen unter Umständen noch isoliert trainiert werden, so müssen bei der Dekodierung

alle Modelle berücksichtigt werden. Dies geschieht dadurch, dass alle HMM hintereinan-

der gehängt werden, d. h. es wird ein Übergang vom letzten Zustand eines HMM zum

ersten Zustand der anderen HMM erzeugt. Mit diesem Super-HMM können prinzipi-

ell alle Kombinationen von Gruppenaktionen gebildet werden. Die Besetzung der neu

erzeugten Übergänge mit geeigneten Wahrscheinlichkeiten erfolgt meist unter Verwen-

dung einer Grammatik und einer Statistik des Trainingsmaterials. Mit Hilfe des Viterbi-

Algorithmus [Vit67] kann die optimale Zustandssequenz aller HMM, und damit die op-

timale Zerlegung der Sequenz in Gruppenaktionen bestimmt werden. Das Ziel besteht

darin, einen optimalen Pfad durch das Super-HMM zu finden. Die Dekodierung erfolgt

dabei in ähnlicher Weise wie die Berechnung der Produktionswahrscheinlichkeit, wobei

neben der Berechnung einer vorwärts gerichteten Größe δt(i), definiert als

δt(i) = max
q1,...,qt−1

P [q1, q2, . . . , qt−1 = i,o1,o2, . . . ,ot|λ] (5.28)

auch eine Information über den Vorgängerzustand in einem Array ψt(j) festgehalten wer-

den muss. Der Viterbi-Algorithmus kann wie folgt dargestellt werden:

1. Initialisierung:

δ1(i) = πi bi(o1), 1 ≤ i ≤ NS (5.29)

ψ1(t) = 0, 1 ≤ i ≤ NS (5.30)

2. Rekursion:

δt(j) = max
1≤i≤NS

[δt−1(i) aij] bi(ot), 2 ≤ t ≤ T, 1 ≤ j ≤ NS (5.31)

ψt(j) = arg max
1≤i≤NS

[δt−1(i) aij] , 2 ≤ t ≤ T, 1 ≤ j ≤ NS (5.32)

3. Abschluss:

P ∗ = max
1≤i≤NS

δT (i) (5.33)

q∗T = arg max
1≤i≤NS

δT (i) (5.34)

4. Backtracking:

q∗t = ψt+1(q
∗
t+1), t = T − 1, T − 2, . . . , 1 (5.35)

Durch das Backtracking am Ende des Viterbi-Algorithmus kann auf die aktiven Zustän-

de des Super-HMM und damit auf die erkannte Sequenz von Klassen zurückgeschlossen

werden.
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5.2 Segmentierung mit Hidden Conditional Random

Fields

In diesem Kapitel wird das Konzept der Hidden Conditional Random Fields (HCRF) ein-

geführt, die dann auch zur Segmentierung von Besprechungen eingesetzt werden. HCRF

können als verallgemeinernde Erweiterung von Hidden-Markov-Modellen angesehen wer-

den. Im Folgenden werden zunächst die Grundlagen von Conditional Random Fields

(CRF) erläutert. Anschließend werden die Modelle um verborgenen Zustände erweitert zu

HCRF. Danach werden die Ergebnisse bei der Anwendung auf das Problem der Meeting-

Segmentierung erläutert.

5.2.1 Conditional Random Fields

In vielen Bereichen der Signalverarbeitung und Mustererkennung besteht die Aufgabe,

einer Sequenz von beobachteten Daten Bezeichnungen zuzuordnen, sogenannte Labels.

Diese Aufgabe besteht zum Beispiel in der Bioinformatik, Computerlinguistik und Spra-

cherkennung. Ein Beispiel für die Aufgabe der Zuordnung eines Lables zu einer Beob-

achtung ist der Einsatz in der natürlichen Sprachverarbeitung (vgl. [Wal04a]), bei dem

zu jedem beobachteten Wort eines Satzes die zugehörige Wortbedeutung innerhalb die-

ses Satzes bestimmt wird (also Substantive, Verben, Adjektive usw.), zum Beispiel (nach

[Gut05]):

Beobachtung: [Der], [rote], [Ball], [platzt], [.]

Zuordnung: [Artikel], [Adjektiv], [Substantiv], [Verb], [Satzzeichen]

Aufgrund dieser Zuordnung der Funktion eines Wortes kann der Inhalt eines Satzes unter

Umständen besser erfasst und automatisch ausgewertet werden.

Für das Tagging von Sequenzen werden Conditional Random Fields (CRF) [Laf01] ein-

gesetzt, eine Variante eines ungerichteten graphischen Modells. Eine von Gunawardana

[Gun05] entwickelte Erweiterung der CRF um verborgene Zustände zu Hidden Conditio-

nal Random Fields ermöglicht es, dass nicht zu jeder einzelnen Beobachtung ein Label

vergeben werden muss, sondern dass ganze Sequenzen mit einem Label bezeichnet werden

können. Dadurch ist es möglich, HCRF auf die in dieser Arbeit beschriebene Aufgabe der

Meeting Event Segmentierung und Erkennung anzuwenden.

Im nächsten Abschnitt sollen zunächst ungerichtete Graphische Modelle als Grundlage

von CRF und auch HCRF erläutert werden.

Ungerichtete Graphische Modelle

Ungerichtete Graphische Modelle, auch Markov Random Fields genannt, bestehen aus

einem Graph G = (V,E), wobei V eine endliche Menge von Knoten und E eine endliche

Menge von ungerichteten Kanten darstellt2. Die Knoten V repräsentieren kontinuierliche

2V steht für vertex, engl. für Knoten, E für edge, engl. für Kante
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oder diskrete Zufallsvariablen. Eine Kante e ∈ E ist eine Menge von zwei Elementen

{v1, v2} mit v1, v2 ∈ V und v1 6= v2. Ein beispielhaftes Modell ist in Abbildung 5.2 gezeigt.A B CD E F G
Abbildung 5.2: Ein ungerichteter Graph

Die Struktur des Graphen legt die Beziehungen zwischen den Knoten untereinander fest.

Knoten, die nicht durch eine Kante verbunden sind, sind voneinander unabhängig.

Beziehungen von Knoten in einem ungerichteten Graph können über sogenannte Poten-

tialfunktionen ausgedrückt werden. Jede Potentialfunktion ΨC wird auf einem Subset der

Knoten, einer Clique C definiert. Eine Clique C ist eine Teilmenge C ⊆ V , mit der

Eigenschaft, dass alle Kanten direkt paarweise miteinander verbunden sind; es gilt also:

{ci, cj} ∈ E, ∀ci, cj ∈ C, mit i 6= j. Um die Unabhängigkeit der Knoten zu berücksichtigen,

muss sichergestellt sein, dass unabhängige Knoten nicht in der selben Potentialfunktion

vorkommen. Deshalb verwendet man Potentialfunktionen, die auf Knoten definiert sind,

die eine maximale Clique bilden. Eine Clique heißt maximal, wenn sie selbst nicht mehr

in einer anderen Clique enthalten ist. Im einfachsten Fall eines Markov-Modells, einer

Kettenstruktur, wird eine Potentialfunktion immer auf zwei benachbarten Knoten defi-

niert (vgl. Abbildung 5.3). X entspricht einer Eingabesequenz, die Variablen Yi bilden

Y1 Y2 Y3 Yn−1 Yn

X = X1, . . . , Xn−1, Xn

Abbildung 5.3: Graphische Struktur eines einfachen CRF mit Kettenstruktur. Va-
riablen von schattierten Knoten werden vom Modell erzeugt.

eine gleich lange Ausgabesequenz. Die Potentiale sind Funktionen, mit dem Wertebereich

R+. Das Ergebnis der Potentialfunktionen sind keine Wahrscheinlichkeiten, da der Wer-

tebereich nicht beschränkt ist. Jedoch gilt, dass je höher der Wert eines Potentials ist,

desto besser diese Belegung ist. Aus den Potentialen kann die Wahrscheinlichkeit einer

Variablenbelegung berechnet werden [Cli90]. Das Produkt der Potentialfunktionen wird
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dazu normiert. Es gilt:

P (Y1, Y2, . . . , Yn) =
1

Z

∏
C∈C

ΨC(YC) (5.36)

Dabei ist C die eindeutige Menge aller maximalen Cliquen von G. Für den Normierungs-

faktor Z gilt:

Z =
∑
YC

∏
C∈C

ΨC(YC) (5.37)

Das Maximum-Entropie Prinzip

Die Wahl der Potentialfunktionen basiert nach Lafferty et al. [Laf01] im Wesentlichen

auf dem Prinzip der maximalen Entropie. Es wird diejenige Wahrscheinlichkeitsverteilung

gesucht, welche die Entropie [Sha48]

H(p) =
∑

i

−pi log pi (5.38)

unter der Berücksichtigung von Randbedingungen maximiert. Es kann gezeigt werden

([Ber96], [Del95], [Rat97]), dass die parametrische Form der Wahrscheinlichkeitsverteilung

wie folgt aussieht:

P (y|x) =
1

Z(x)
exp

(∑
k

λkfk(x,y)

)
(5.39)

Dabei ist Z(x) ein Normierungsfaktor und die λk können als Gewichtungsfaktoren für die

Merkmalsfunktionen fk aufgefasst werden. x und y beschreiben eine Beobachtungssequenz

bzw. die dazu gehörige Ausgabesequenz.

Potentialfunktionen für CRFs

Aus dem Prinzip der Maximum-Entropie folgt, dass die Potentialfunktionen eines CRF

eine Form besitzen müssen, die ähnlich wie Gleichung (5.39) aussieht. Daher kann jede

Potentialfunktion allgemein definiert werden als:

ΨYC
(yc) = exp

(∑
k

λkfk(c,yc,x)

)
(5.40)

Legt man eine Kettenstruktur zugrunde, wie in Abbildung 5.3, eine Struktur, die häufig

für die Modellierung von sequenziellen Daten verwendet wird, so kann man die Potential-

funktionen aufteilen:

ΨYC
(yc) = exp

(∑
k

λkfk(yi−1,yi,x) +
∑

k

µkgk(yi,x)

)
(5.41)

Der erste Teil, fk(yi−1,yi,x) beschreibt die Beziehungen der ganzen observierten Sequenz

mit den Werten an Position i und i− 1 der zugehörigen Ausgabesequenz, der rechte Teil,
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gk(yi,x), ist ein Merkmal der Bezeichnung an der Position i und der Beobachtungsse-

quenz. Damit kann die Wahrscheinlichkeit P (y|x) wie folgt geschrieben werden:

P (y|x) =
1

Z(x)
exp

(∑
i

∑
k

λkfk(yi−1,yi,x) +
∑

i

∑
k

µkgk(yi,x)

)
(5.42)

mit der Normierungskonstanten

Z(x) =
∑

alleModelle

exp

(∑
i

∑
k

λkfk(yi−1,yi,x) +
∑

i

∑
k

µkgk(yi,x)

)
(5.43)

CRF als Lösung des Label Bias Problems

Aufgrund der definierten Wahrscheinlichkeitsverteilungen eines Conditional Random Field

besteht das Label Bias Problem hier nicht (vgl. [Laf01], [Wal02]). Dieses kann bei anderen

probabilistischen Modellen auftreten. Durch die Normalisierung der Wahrscheinlichkeits-

verteilungen in jedem Zustand ist es möglich, dass Teile des Eingangsmusters bei der

Klassifikation nicht berücksichtigt werden, und stattdessen immer das während des Trai-

nings am häufigsten beobachtete Ergebnis zurückgeliefert wird.

Conditional Random Fields sind allerdings so gestaltet, dass keine Normalisierung der

Wahrscheinlichkeitsverteilungen nötig ist. Jeder Potentialfunktion steht die komplette

Eingangssequenz zur Verfügung. Dadurch kann vermieden werden, dass sich das Modell

vorzeitig auf eine Lösung beschränkt.

5.2.2 Hidden Conditional Random Fields

Conditional Random Fields sind gut geeignet für Aufgaben, bei denen die Ausgabesequenz

ebenso lang ist wie die Eingangssequenz. Dies ist zum Beispiel beim
”
Part-of-speech“ Tag-

ging der Fall (vgl. [McC00], [Laf01]). Jedem Symbol der Eingangssquenz wird ein Symbol

der Ausgangssequenz zugeordnet. Bei allgemeinen Klassifikationsaufgaben, beispielsweise

in der automatischen Spracherkennung, ist diese Voraussetzung nicht gegeben. Hier ist

die genaue Verteilung von Eingangsdaten und Ausgangssymbolen
”
verborgen“. Aus die-

sem Grund werden hier vor allem HMM eingesetzt, die mit Hilfe des Viterbi-Algorithmus

eine optimale Zuordnung der Zustände auf die Eingangssequenz durchführen können.

Erweitert man CRF nach einem Vorschlag von Quattoni et al. [Qua05] und Gunawardana

et al. [Gun05] um verborgene Zustände, so erhält man Hidden Conditional Random Fields

(HCRF). Eine Veranschaulichung als Graphisches Modell ist in Abbildung 5.4 gegeben. Im

Unterschied zu HMM besitzen HCRF keine normierten Wahrscheinlichkeitsverteilungen

für die Zustandsübergänge und die Ausgabewahrscheinlichkeiten. Aufgrund der verbor-

genen Zustände ist es möglich, ähnlich wie mit HMM, Sequenzen zu klassifizieren, ohne

dass die Ausgabesequenzen die gleiche Länge besitzen wie die Eingabesequenzen.

HCRF werden mittlerweile in vielen Bereichen der Mustererkennung erfolgreich einge-

setzt. Quattoni et al. [Qua05] verwendet solche Modelle zur Erkennung von Objekten.

HCRF werden auch zur Gestenerkennung herangezogen [Qua06], [Wan06]. In der Sprach-

verarbeitung werden HCRF im Bereich der Phonemerkennung eingesetzt [Gun05].
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S1 S2 S3 Sn−1 Sn

X

Y

Abbildung 5.4: Struktur eines HCRF als Graphisches Modell. Schattierte Knoten
sind beobachtbar, während weiße Knoten verborgen (hidden) sind (nach [Qua05]).

Modellbeschreibung

Das HCRF-Modell beschreibt die bedingte Wahrscheinlichkeit einer Klasse Ωκ unter der

Beobachtung o = (o1, o2, . . . , oT ):

p(Ωκ|o; λ) =
1

Z(o; λ)

∑
q∈Q

exp{λ · f(κ, q,o)} (5.44)

Der Vektor q = (q1, q2, . . . , qT ) beschreibt dabei eine verborgene Abfolge der Zustände,

vergleichbar mit denen bei HMM. Q ist die Menge aller möglichen Pfade durch ein Modell.

λ stellt den Parametervektor dar, den man auch als Gewichtsvektor auffassen kann. f ist

der Vektor der ausreichenden Statistik, oder wie er im Kontext der CRF genannt wird,

der Merkmalsvektor3. Die Funktion Z(o; λ) dient zur Normierung, sodass das Modell eine

normalisierte Wahrscheinlichkeit ausgibt, und ist definiert als:

Z(o; λ) =
∑

κ

∑
q∈Q

exp{λ · f(κ, q,o)} (5.45)

Dem Vorschlag von Gunawardana [Gun05] folgend wird der Merkmalsvektor f so gewählt,

dass die gleichen statistischen Abhängigkeiten modelliert werden wie es bei HMM der Fall

3In diesem Zusammenhang bezeichnet der Begriff ”Merkmalsvektor“ den Vektor, der die statistischen
Abhängigkeiten des Modells ausreichend beschreibt, nicht den Vektor der durch die Vorverarbeitung
gewonnenen Signaldaten. Dieser Vektor wird in diesem Abschnitt als ”Beobachtungsvektor“ bezeich-
net.
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ist. Dies führt zur folgenden Form:

f
(LM)
κ′ (κ, q,o) = δ(κ = κ′) ∀κ′ (5.46a)

f
(Tr)
ij (κ, q,o) =

T∑
t=1

δ(qt−1 = si) δ(qt = sj) ∀si, sj (5.46b)

f
(Occ)
i (κ, q,o) =

T∑
t=1

δ(qt = si) ∀si (5.46c)

f
(M1)
i (κ, q,o) =

T∑
t=1

δ(qt = si) ot ∀si (5.46d)

f
(M2)
i (κ, q,o) =

T∑
t=1

δ(qt = si) o
2
t ∀si (5.46e)

Hierbei bezeichnet δ(qt = si) die Delta-Funktion, die gleich 1 ist, wenn qt = si gilt,

andernfalls 0. f
(LM)
κ ist 1, wenn die Klasse Ωκ auftritt. Die Übergangsmerkmale f

(Tr)
ij

zählen die Anzahl der Übergänge von Zustand si nach sj der Zustandsabfolge q, während

die Belegungsmerkmale f
(Occ)
i die Häufigkeit des Zustandes si zählen. Die ersten und

zweiten Momente f
(M1)
i und f

(M2)
i beschreiben die Summe bzw. die Summe der Quadrate

der Beobachtungen, die mit dem Zustand si verbunden sind.

Da die beschreibende Statistik nur paarweise Nachbarschaften berücksichtigt, genügt die

Zustandsabfolge der Markov-Bedingung. Aus diesem Grund können Verfahren der Dy-

namischen Programmierung, wie der Vorwärts-Rückwärts-Algorithmus und der Viterbi-

Algorithmus, wie bei HMM angewendet werden.

5.2.3 HCRF als Generalisierung von HMM

Legt man wie oben beschrieben dem HCRF-Modell eine Kettenstruktur zugrunde und

definiert den Merkmalsvektor derart, dass die Markov-Bedingung eingehalten wird, so

kann man zeigen, dass bei geeigneter Wahl der Parameter λ ein HCRF äquivalent zu ei-

nem HMM ist (vgl [Gun05]). Da die Parameter in einer Exponentialfunktion stehen, wird

beispielsweise λ
(LM)
κ mit dem Logarithmus der Klassenauftrittswahrscheinlichkeit P (Ωκ)

gleichgesetzt. Gleiches gilt auch für die Zustandsübergänge λ
(Tr)
ij , die dem Logarithmus der

Zustandsübergangswahrscheinlichkeiten aij entsprechen. Für die bei HMM häufig verwen-

dete Normalverteilung mit diagonalen Kovarianzmatrizen, d. h. σij = 0 für i 6= j, ergibt
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sich folgende Umformung:

N (o|µ,σ) =
1

(2π)
N
2

√
N∏

i=1

σ2
i

· e
− 1

2

NP
i=1

(oi−µi)
2

σ2
i

= e
− 1

2
log

"
(2π)N

NQ
i=1

σ2
i

#
· e

− 1
2

"
NP

i=1

o2
i

σ2
i

+
NP

i=1

−2oiµi
σ2

i

+
NP

i=1

µ2
i

σ2
i

#

= e
− 1

2

(
log

"
(2π)N

NQ
i=1

σ2
i

#
+

NP
i=1

µ2
i

σ2
i

)
+ e

NP
i=1

µi
σ2

i

oi

+ e
− 1

2

NP
i=1

1

σ2
i

o2
i

= eλ(Occ)

+ eλ(M1)o + eλ(M2)o2

(5.47)

Damit ergibt sich folgende Korrespondenz der Parameter von HCRF und HMM:

λ(LM)
κ = logP (Ωκ) ∀κ (5.48a)

λ
(Tr)
ij = log aij ∀i, j (5.48b)

λ
(Occ)
i = −1

2

(
log 2πσ2

i +
µ2

i

σ2
i

)
∀i (5.48c)

λ
(M1)
i =

µi

σ2
i

∀i (5.48d)

λ
(M2)
i = − 1

2σ2
i

∀i (5.48e)

Hierbei bezeichnet aij die Übergangswahrscheinlichkeiten, µi und σi die Mittelwerte bzw.

Standardabweichung der Beobachtung und P (Ωκ) die Klassenwahrscheinlichkeit.

Gleichung (5.44) ergibt mit dem Merkmalsvektor f aus Gleichung (5.46) eine gültige be-

dingte Wahrscheinlichkeit für jede Belegung des Parametervektors λ. Allerdings entspricht

nicht jeder Wert dem eines HMM. So kann zum Beispiel λ
(M2)
i nicht-negativ sein, und die

λ
(Occ)
i und λ

(Tr)
ij können Gewichte beinhalten, die einen speziellen Zustand oder Zustands-

übergang betonen oder abschwächen. Indem HMM die gleichen Abhängigkeiten durch die

gleichen statistischen Bindungen modellieren, bilden sie also eine Untermenge der von

HCRF modellierbaren bedingten Wahrscheinlichkeiten. Aufgrund der großen Ähnlichkeit,

können HCRF auch als abgeänderte HMM aufgefasst werden, wobei der größte Unter-

schied die fehlende Normierung darstellt. Die Übergänge λ
(Tr)
i beinhalten, anders als bei

HMM, zusätzlich Gewichtungen. Es kann zudem sein, dass die Exponentialfunktion von

Gleichung (5.47) nicht normierbar ist. So stellen dann die
”
Emissionswahrscheinlichkei-

ten“ keine ordentliche Wahrscheinlichkeitsverteilung über der Emission o dar. Es können

damit Verteilungen mit
”
negativen Varianzen“ gebildet werden [Gun05].
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5.2.4 Berechnung der Modellwahrscheinlichkeit

Für die Berechnung der Modellwahrscheinlichkeit p(Ωκ|O; λ) kann wie bei den HMM der

Vorwärtsalgorithmus eingesetzt werden. Es wird eine Vorwärtswahrscheinlichkeit αt(i)

definiert als

αt(i) = P (o1o2 . . .ot, qt = si|λ) (5.49)

das heißt, die Wahrscheinlichkeit der partiellen Beobachtungssequenz O1:t = o1,o2, . . .ot

bis zum Zeitpunkt t und Zustand Si zum Zeitpunkt t, unter der Bedingung des Modells λ.

Die Wahrscheinlichkeiten αt(i) können induktiv berechnet werden (vgl. Gleichungen (5.17)

bis (5.19)):

1. Initialisierung:

α1(i) = eλ
(Tr)
01 · e

“
λ
(Occ)
i +λ

(M1)
i ·o1+λ

(M2)
i ·o2

1

”
; ∀i ∈ S (5.50)

2. Induktion:

αt+1(j) =

(
NS∑
i=1

αt(i)e
λTr

ij

)
·e

“
λ
(Occ)
j +λ

(M1)
j ·ot+1+λ

(M2)
j ·o2

t+1

”
; 1 ≤ t ≤ T−1, 1 ≤ j ≤ NS

(5.51)

3. Abschluss:

P̃ (Ωκ|O,λ) =

NS∑
i=1

αT (i) (5.52)

Abschließend müssen die Modellwahrscheinlichkeiten P̃ (Ωκ|O,λ) normiert werden, so

dass sich eine echte Wahrscheinlichkeitsverteilung ergibt:

P (Ωκ|O,λ) =
P̃ (Ωκ|O,λ)

K∑
κ=1

P̃ (Ωκ|O,λ)

(5.53)

Die Rückwärtswahrscheinlichkeiten βt(i) = P (ot+1,ot+2, . . . ,oT |qt = si,λ), die für das

Training wichtig sind, können analog dazu wie folgt berechnet werden:

1. Initialisierung:

βT (i) = 1; 1 ≤ i ≤ NS (5.54)

2. Induktion:

βt(i) =

NS∑
j=1

eλ
(Tr)
ij · eλ

(Occ)
i +λ

(M1)
i ·ot+λ

(M2)
i ·o2

t · βt+1(j) (5.55)
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5.2.5 Training von HCRF

Die Parameter der HCRF sind mit Hilfe von ausreichenden Trainingsdaten mit geeigneten

Trainingsverfahren zu bestimmen. Ein EM-Training wie bei HMM ist hier aufgrund der

fehlenden Normierung der Parameter, und dem damit verbundenen Fehlen der Randbe-

dingungen nicht möglich. Aus diesem Grund greift man auf gradientenbasierte Verfahren

zurück [Mah06].

Das Ziel beim Gradiententraining besteht darin, die Log-Likelihood L der Trainingsdaten

L(λ) =
N∑

n=1

log p(Ω(n)
κ |o(n);λ) (5.56)

zu maximieren. Dazu ist es notwendig, den Gradienten ∇L(λ) zu bestimmen. Für jede

präsentierte Trainingssequenz wird der Gradient berechnet und werden die Parameter

nach folgender Regel verändert:

λ(n+1) = λ(n) + η(n)∇λ log p(Ω(n)
κ |o(n);λ(n)) (5.57)

Hierbei ist η(n) die Lernrate, die angibt, mit welcher Schrittweite die Parameter verändert

werden.

Um beim Training nicht ein Modell zu bevorzugen, werden in dieser Arbeit HCRF mit

Maximum Mutual Information (MMI) trainiert (vgl. [Bah86], [Dro05]). Im Unterschied

zu Maximum Likelihood Training (ML) werden beim MMI die Parameter gesucht, mit

denen die bestmöglichen Trennbarkeit der zu unterscheidenden Klassen erreicht wird. Die

Beschreibung des Trainings folgt der von Warakagoda [War94]:

Alle Modelle, die mit MMI trainiert werden sollen, werden zusammengefasst in ein Set

Λ = {λκ, 1 ≤ κ ≤ K}. K bezeichnet dabei die Anzahl der Klassen. Ziel des Trainings ist

es, die Unsicherheit einer Klasse Ωκ bezüglich der Beobachtungssequenz o zu minimieren.

Diese Aufgabe ist äquivalent zur Minimierung der Information

I(Ωκ|o, λκ) = − log p(Ωκ|o, λκ) (5.58)

in Bezug auf λκ. Gleichung (5.58) kann mit Hilfe des Satzes von Bayes umgeschrieben

werden, so dass die zu minimierende Zielfunktion EMMI wie folgt lautet:

EMMI = − log p(Ωκ|o, λκ)

= − log
p(Ωκ,o|λκ)

p(o|λκ)

= − log
p(Ωκ,o|λκ)∑
κ p(Ωκ,o|λκ)

(5.59)

Dies entspricht genau dem negativen Logarithmus der Modellwahrscheinlichkeit aus Glei-

chung (5.53).
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Zur einfacheren Beschreibung sei im Folgenden der Zähler mit Lκ und der Nenner mit

Ltot bezeichnet:

Lκ := p(Ωκ,o|λκ) =

NS∑
i=1

αt(i)βt(i)
∣∣∣
κ

(5.60)

Ltot :=
∑

κ

p(Ωκ,o|λκ) =
∑

κ

[
NS∑
i=1

αt(i)βt(i)

]
κ

(5.61)

so dass gilt:

EMMI = − log
Lκ

Ltot

(5.62)

Die Parameter seien mit ϑ bezeichnet. Dann gilt für einen beliebigen neuen Parameter:

ϑneu = ϑalt − η

[
∂EMMI

∂ϑ

]
ϑ=ϑalt

(5.63)

Zu Berechnen ist nun also die partielle Ableitung von EMMI nach den Parametern ϑ. Für

beliebiges ϑ gilt:
∂EMMI

∂ϑ
=

1

Ltot

∂Ltot

∂ϑ
− 1

Lκ

∂Lκ

∂ϑ
(5.64)

Unter Verwendung der Berechnungsvorschrift für die Vorwärtswahrscheinlichkeit αt(i) =

bj(ot)
NS∑
i=1

αt−1(i)aij (vgl. [Rab89]), kann die Ableitung nach den Übergangsparametern

durch Anwendung der Kettenregel wie folgt ermittelt werden:

∂L

∂aij

=
T∑

t=1

∂L

∂αt(j)
· ∂αt(j)

∂aij

· ∂aij

∂λ
(Tr)
ij

(5.65)

Mit
∂αt(j)

∂aij

= bj(ot)αt−1(i) (5.66)

und

∂Ltot

∂αt(j)
= βt(j) (5.67)

bzw.

∂Lκ

∂αt(j)
= βt(j) · δkκ (5.68)

gilt:

∂Ltot

∂aij

=
T∑

t=1

βt(j) · bj(ot) · αt−1(i) (5.69)

∂Lκ

∂aij

= δkκ

T∑
t=1

βt(j) · bj(ot) · αt−1(i) (5.70)
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Hierbei ist δkκ = 1, falls die Klasse k der Sequenz o dem Modell κ entspricht und 0 sonst.

Damit kann nun die Ableitung nach λ
(Tr)
ij vollständig beschrieben werden als:

∂EMMI

∂λ
(Tr)
ij

=

[
1

Ltot

− δkκ

Lκ

] T∑
t=1

αt−1(i) · βt(j) · bj(ot) · eλ
(Tr)
ij (5.71)

Analog zu dem oben beschriebenen Vorgehen zur Ermittlung der Ableitung nach den

Übergangsparametern können die Ableitungen nach den übrigen Parametern ermittelt

werden (λ(x) steht für einen beliebigen Parameter):

∂L

∂λ(x)
=

∂L

∂αt(j)
· ∂αt(j)

∂bj(ot)
· ∂bj(ot)

∂λ(x)
(5.72)

Es gilt (analog zu oben):

∂Ltot

∂αt(j)
= βt(j)

∂Lκ

∂αt(j)
= δkκβt(j) (5.73a)

∂αt(j)

∂bj(ot)
=
αt(j)

bj(ot)

∂bj(ot)

∂λ
(Occ)
i

= bj(ot) (5.73b)

∂bj(ot)

∂λ
(M1)
i

= bj(ot) · ot
∂bj(ot)

∂λ
(M2)
i

= bj(ot) · o2
t (5.73c)

Unter Verwendung von Gleichung (5.64), (5.72) und (5.73) können die Ableitungen nach

den Parametern λ(x) wie folgt ausgedrückt werden:

∂EMMI

∂λ
(Occ)
i

=

[
1

Ltot

− δkκ

Lκ

]
αt(i) · βt(i) (5.74a)

∂EMMI

∂λ
(M2)
l

=

[
1

Ltot

− δkκ

Lκ

]
αt(i) · βt(i) · ol

t (5.74b)

∂EMMI

∂λ
(M2)
l

=

[
1

Ltot

− δkκ

Lκ

]
αt(i) · βt(i) · (ol

t)
2 (5.74c)

Damit sind nun alle Ableitungen, die für die Verbesserung der Parameter nötig sind,

bestimmt.

Varianten des Trainings

Für das Update der Parameter beim Gradientenverfahren sind mehrere Methoden be-

kannt: Eine Variante besteht im direkten Update nach der Präsentation einer Sequenz

nach Gleichung (5.57). Unter Umständen kann es aber günstiger sein, nicht nach jeder

Sequenz ein Parameterupdate durchzuführen, sondern erst nachdem alle Trainingssätze

verarbeitet wurden. Dann wird der Gradient über alle Sequenzen gemittelt (vgl. [Dro05]).

Eine weitere Variante ist das sogenannte Resilient Propagation Verfahren (RProp), das

zuerst von Riedmiller und Braun vorgestellt wurde [Rie93]. Hierbei wird für die aktuelle
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5.2 Segmentierung mit Hidden Conditional Random Fields

Parameteränderung zusätzlich die letzte Änderung mit einbezogen. Es wird auch nicht

mehr eine konstante Lernrate η verwendet, sondern diese wird je nach Gestalt des Gradi-

enten angepasst. Für das Update der Parameter gilt:

λ
(k+1)
i = λ

(k)
i + η

(k)
i sgn

(
∂L(λ(k))

∂λi

)
(5.75)

Die aktuelle Lernrate ist abhängig von den Vorzeichen des aktuellen Gradienten und des

vorangegangenen Gradienten:

η
(r+1)
i =

0.5 · η(r)
i falls sgn

(
∇iL(λ(k)) · ∇iL(λ(k−1))

)
< 0

1.2 · η(r)
i falls sgn

(
∇iL(λ(k)) · ∇iL(λ(k−1))

)
> 0

(5.76)

Die Lernrate kann also adaptiv an die jeweilige Situation angepasst werden. Dadurch

konvergiert das Trainingsverfahren oftmals schneller als der normale Gradientenabstieg.

Anmerkung zur Implementierung

Skalierung: Ähnlich wie bei HMM kommt es auch bei HCRF während der Berechnung

der Produktionswahrscheinlichkeit sehr schnell zu einem Unterschreiten der Rechengenau-

igkeit, da eine Vielzahl von Zahlenwerten zwischen 0 und 1 multipliziert werden. Dadurch

wird das Produkt so klein, dass ein Unterlauf stattfindet. Abhilfe verschafft in diesem

Fall eine Skalierung, die nach jedem Rechenschritt durchgeführt wird. Wie zum Beispiel

Levinson et al. [Lev83] erläutern, wird ein Skalierungskoeffizient

ct =

[
N∑

i=1

αt(i)

]−1

(5.77)

derart festgelegt, dass gilt:

N∑
i=1

ctαt(i) = 1, 1 ≤ t ≤ T (5.78)

Es kann dann gezeigt werden, dass gilt:

T∏
t=1

ct =
1

P
(5.79)

Aufgrund von Zahlenbereichsüberschreitungen kann dieses Produkt nicht berechnet wer-

den, sondern nur der logarithmierte Wert davon:

logP = −
T∑

t=1

log ct (5.80)

Dieser Wert ist allerdings ausreichend zur Bestimmung einer Klassenzugehörigkeit, da der

Logarithmus monoton ist.
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Addition logarithmierter Größen: Eine Alternative oder komplementäre Methode, die

Wahrscheinlichkeiten unter Einhaltung der Rechengenauigkeit zu berechnen, besteht in

der Logarithmierung. Bei der Berechnung der benötigten Größen während des Trainings

oder der Dekodierung benötigt man dann jedoch häufig den Logarithmus einer Summe

von Werten, die nur logarithmiert vorliegen. Aufgrund der Zahlenbereichsbeschränkung

des Computers ist ein direktes Berechnen (Delogarithmieren - Addieren - Logarithmieren)

unmöglich, so dass eine Möglichkeit gefunden werden muss, log(a + b) als Funktion von

log a und log b darzustellen. Dies leistet die Kingsbury-Rayner-Formel [Kin71]:

log(a+ b) = log

[
a

(
1 +

b

a

)]
=

= log a+ log

(
1 +

b

a

)
=

= log a+ log
(
1 + elog b−log a

)
(5.81)

5.2.6 Automatische Segmentierung mit dem Viterbi-Algorithmus

Aufgrund der Verwandtschaft in Bezug auf die Struktur von HCRF und HMM ist es

auch bei HCRF möglich, den Viterbi-Algorithmus zur automatischen Segmentierung von

Merkmalsströmen zu verwenden (siehe Kapitel 5.1.4). Analog zu HMM muss für jede zu

unterscheidende Klasse ein separates Modell erstellt und trainiert werden. Durch Verket-

tung aller Modelle zu einem großen Super-Modell kann mit dem Viterbi-Algorithmus die

optimale Abfolge von Klassen, gefunden werden. Im Unterschied zu HMM sind die er-

haltenen Produktionswahrscheinlichkeiten von HCRF eher als ein Maß für die Fähigkeit

eines Modells, eine Sequenz zu erzeugen zu interpretieren, als als echte Wahrscheinlichkeit.

Insbesondere können aufgrund der fehlenden Normierung Werte kleiner null und größer

eins auftreten. Da für eine Zuordnung einer optimalen Klassenfolge allerdings nur relative

Vergleiche benötigt werden, ist dieses Vorgehen gerechtfertigt.

5.3 Experimente und Ergebnisse

Im Folgenden werden die Experimente und die Ergebnisse beschrieben, die mit den dyna-

mischen Klassifikatoren HMM und HCRF durchgeführt worden sind. Dabei wird unter-

schieden, auf welchen Daten die jeweiligen Modelle trainiert wurden, und welches Klassi-

fikationsschema verwendet wurde.

5.3.1 HMM mit Transkriptionen

Eine Möglichkeit der Erkennung von Gruppenaktionen besteht in der Auswertung der

Wörter, die die Meeting-Teilnehmer gesprochen haben. Eine automatische Spracherken-

nung versucht, die in einer Besprechung gesprochenen Äußerungen möglichst genau in

einen schriftlicher Form zu konvertieren. Dazu müssen für gewöhnlich Modelle trainiert

werden, die eine exakte Transkription der gesprochenen Sprache benötigen. Diese Tran-

skriptionen werden manuell erzeugt. Da die Erstellung der Transkriptionen personell sehr
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aufwendig ist, beschränkte man sich auf die Erstellung derselben von ausgewählten Bespre-

chungen mit insgesamt 99 Instanzen von Gruppenaktionen. Man kann sie auch als ideali-

sierte Erkennungsresultate eines Spracherkenners auffassen. Basierend auf den Transkrip-

tionen können in Anlehnung an Verfahren der Topic-Segmentierung und -Klassifikation

(vgl. [Sch97b],[Ima97], [Wal99]) Statistiken über die Häufigkeiten der vorkommenden Wör-

ter erstellt werden. Mit einer geeigneten Auswertung und einem entsprechenden statisti-

schen Modell, können dann Bereiche identifiziert werden, die der gleichen Gruppenaktion

angehören. Im Allgemeinen wird für die Klassifikation ein 1-State-HMM verwendet. Wird

ein so gestaltetes HMM mit den Statistiken erstellt, ergeben sich die nachfolgenden Er-

gebnisse. Werden alle möglichen zehn Klassen unterschieden (siehe Abschnitt 2.1.3), so

liegt die Erkennungsrate unbekannter Segmente bei 44 %. Die Konfusionsmatrix ist in

Tabelle 5.1 gezeigt.
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Discussion 18 0 0 0 0 0 0 0 6 1

Monologue1 1 1 0 0 0 0 3 0 0 0

Monologue2 0 3 0 1 0 0 1 3 0 0

Monologue3 1 3 1 0 3 0 1 1 0 0

Monologue4 0 4 0 1 0 0 2 0 0 0

Note-taking 0 0 0 0 0 2 0 0 0 0

Presentation 2 4 2 1 2 0 2 0 0 0

Whiteboard 3 0 1 1 0 0 2 3 1 0

Consensus 0 0 0 0 0 0 0 0 10 0

Disagreement 0 0 0 0 0 0 0 0 0 8

Tabelle 5.1: Konfusionsmatrix der Erkennung von Segmenten von Besprechungen
mit einem 1-State-HMM. Merkmale: manuell erzeugte Transkriptionen, Lexikon L8
+ Consensus + Disagreement

Darin ist ersichtlich, dass eine Unterscheidung der Monologe auf diese Art und Weise nicht

möglich ist. Dies ist dadurch zu erklären, dass in den Transkriptionen keine Hinweise auf

den Sprecher enthalten sind. Fasst man also die Monologe zusammen, und verringert die

Anzahl der Klassen damit auf sieben, verbessert sich die Erkennungsrate auf 61 %.

Beachtenswert ist bei diesem Verfahren, dass die Unterscheidung von Consensus und

Disagreement zuverlässig funktioniert. Dies ist bei anderen in dieser Arbeit vorgestell-

ten Methoden nicht der Fall. Deshalb könnte man mit Hilfe einer Fusion von mehreren

Algorithmen eventuell diese Unterscheidung zusätzlich treffen. Allerdings bleibt das Pro-

blem der Verwechslung mit der Aktion Discussion nach wie vor bestehen. Fasst man die

Aktionen Consensus und Disagreement als Discussion auf, so verbessert sich das Erken-

nungsergebnis nochmals auf insgesamt 68 %.
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5.3.2 HMM mit MFCC

Die Verwendung von Mel-Frequenz-Cepstral-Koeffizienten (MFCC) hat in der Spracher-

kennung große Verbreitung gefunden. Sie sind zu einem Standard geworden, um gesproche-

ne Äußerungen in Textform zu bringen. Meist werden sie dann mit HMM als Klassifikator

verarbeitet. In dieser Arbeit werden MFCC zur Klassifikation von Gruppenaktionen ver-

wendet. Die Idee dabei ist, dass die Modelle nicht nur eine – wenn auch primitive – Art von

Spracherkennung betreiben, sondern darüber hinaus eine semantisch höhere Bedeutung

der Merkmale unterscheiden. Man kann diesen Ansatz also in gewissem Maße als Erweite-
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Discussion 49 1 1 0 0 0 0 0

Monologue1 3 6 0 0 0 0 0 0

Monologue2 0 0 4 1 0 0 0 5

Monologue3 2 0 0 10 0 0 0 0

Monologue4 2 0 0 0 6 0 0 0

Note-taking 2 0 0 0 0 1 0 0

Presentation 3 4 0 0 0 0 4 3

Whiteboard 0 0 0 0 0 0 0 16

Tabelle 5.2: Konfusionsmatrix der Erkennung von Segmenten von Besprechungen
mit einem HMM mit 6 Zuständen, Merkmale: MFCC, Lexikon L8

rung der Erkennung basierend auf den manuell erstellten Transkriptionen sehen. Werden

wieder zehn Klassen unterschieden, und wird ein HMM mit sechs Zuständen verwendet,

so liegt die Erkennungsrate bei 68 %. Allerdings ist eine zuverlässige Trennung der Klas-

sen Discussion, Consensus und Disagreement nicht möglich. Aus diesem Grund werden

die Abschnitte der beiden letztgenannten Klassen als Discussion gewertet. Damit ergibt

sich die eine Konfusionsmatrix, wie sie in Tabelle 5.2 gezeigt ist. Die Erkennungsrate liegt

dann bei 71 %.

Um bei der Erzeugung der MFCC die Quasi-Stationarität zu erhalten, muss der Daten-

strom gefenstert werden (siehe Abschnitt 2.3.1). Je nach Größe des Fensters ergibt sich

eine längere oder kürzere Merkmalssequenz. Untersucht wurden in dieser Arbeit Fenster

mit einer Länge von 10ms. In den Ergebnissen in Tabelle 5.3 ist deutlich zu erkennen, dass

eine größere Anzahl von Zuständen nicht mit einer höheren Erkennungsrate korrespon-

diert. So ergibt sich die beste Leistung mit einem HMM mit sechs Zuständen. Werden

mehr Zustände verwendet, verringert sich die Rate deutlich. Dies ist ein deutlicher Hinweis

darauf, dass die Anzahl der zur Verfügung stehenden Trainingsdaten nicht ausreichend

ist, um größere Modelle zu trainieren.

Die bisherigen Ergebnisse stellen nur die reine Erkennung von einzelnen Segmenten dar.

Für eine automatische Analyse einer Besprechung ist auch eine Segmentierung notwen-
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Fensterlänge Anzahl der Zustände Erkennungsrate [%]

10 ms 6 68,0

10 ms 32 54,1

10 ms 128 47,5

Tabelle 5.3: Erkennungsergebnisse bei einer Fensterung des Datenstroms von 10 ms
mit unterschiedlich großen HMM-Modellen, Merkmale: MFCC, Lexikon L8

dig. Hier wird versucht, eine Untergliederung mit Hilfe des BIC durchzuführen (vgl. dazu

Abschnitt 3.3.1, zu den Fehlermaßen siehe Kapitel 2.4). Damit kann die Klassifikations-

leistung von HMM unabhängig von der Segmentierung bewertet werden. In Tabelle 5.4

M1 M2 M3

Ef [%] Esb [%] Esc [%] E [%] INS [%] DEL [%] ACC [s] Ec [%]

38,4 83,3 62,7 73,0 8,4 44,9 19,6 53,6

Tabelle 5.4: Segmentierung mit BIC und Klassifikation mit HMM, Merkmale:
MFCC, Lexikon L8

ist zu erkennen, dass die Löschungsrate recht hoch ist. Ebenso weicht die Genauigkeit der

gefundenen Grenzen mit durchschnittlich 19.6 Sekunden unakzeptabel von den echten

Grenzen ab. Die Erkennungsrate mit 46.4 % ist zudem nicht besonders gut. Die Akkurat-

heit beträgt 49.2 %.

5.3.3 HMM mit Sprecheraktivität

Eine reduzierte Variante von Merkmalen besteht darin, nur die Aktivität eines Sprechers

zu verwenden, nicht den Inhalt, oder andere informationstragende Einheiten. Dadurch

wird zwar viel an Information verworfen, allerdings kann man auf diese Weise einfach und

schnell grundlegende Tests durchführen. Das Profil der Sprecheraktivität besteht nur aus

den Einträgen 1, falls die jeweilige Person aktiv ist, oder 0 falls sie ruhig ist. Daher spricht

man auch von einem Binariy Speech Profile (BSP). Die Ergebnisse der Versuche mit BSP

und HMM sind in Tabelle 5.5 und 5.6 gezeigt4.

In Tabelle 5.6 werden wieder die Klassen Consensus und Disagreement als Discussion ge-

wertet. Bei allen Modellen wird nur eine Gaussverteilung zur Modellierung der Parameter

eingesetzt. Versuche mit mehreren Mixturen ergeben zum Teil deutliche Verschlechte-

rungen in der Erkennungsleistung, was sicherlich darauf zurückzuführen ist, dass nicht

genügend Trainingsmaterial vorhanden ist, um komplexere Modelle trainieren zu können.

4Die teilweise hohe Anzahl an Zuständen wurde gewählt, um der Gefahr der Übersegmentierung zu
begegnen. Dies gelingt im vorliegenden Fall nur eingeschränkt, da nicht genügend Trainingsmaterial
für das Training solch großer Modelle vorhanden ist.
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Zustände Akkuratheit [%]

60 47,5

70 50,8

75 54,1

Tabelle 5.5: Akkuratheit der Segmentierung mit HMM mit einer Mixtur, Merkmale:
Binary Speech Profile, Lexikon L8 + Consensus + Disagreement

Zustände Akkuratheit [%]

2 66,1

3 72,5

6 74,3

8 68,8

75 63,3

Tabelle 5.6: Akkuratheit der Segmentierung mit HMM mit einer Mixtur, Merkmale:
Binary Speech Profile, Lexikon L8

5.3.4 HMM mit semantischen Merkmalen

Zustände Mixturen Akk. [%]

2 1 79,8

2 2 85,3

2 3 91,7

3 1 88,1

3 2 91,7

3 3 89,9

4 1 87,2

4 2 89,9

4 3 94,5

Zustände Mixturen Akk. [%]

5 1 87,2

5 2 90,8

5 3 87,2

6 1 89,0

6 2 89,0

6 3 87,2

7 1 89,9

7 2 88,1

7 3 95,4

Tabelle 5.7: Akkuratheit der Segmentierung unterschiedlicher HMM-
Konfigurationen, Merkmale: SEM-A, Lexikon L8

Ebenso wie bei den statischen Klassifikatoren (siehe Kapitel 3.4.2) wurden auch die HMM

mit den semantischen Merkmalen (siehe 2.3.3) getestet. Ausgewählte Ergebnisse sind in

Tabelle 5.7 gezeigt. Wie zu erwarten war, ist die Akkuratheit, die mit nur 2 Zuständen

erreicht werden kann, bereits zufriedenstellend hoch. Ein fast perfektes Ergebnis kann mit

7 Zuständen und 3 Gaußverteilungen erreicht werden. Allerdings bleibt anzumerken, dass

diese Resultate nur beschränkt aussagekräftig sind, da die Merkmale teilweise manuell un-

terstützt erstellt wurden. Deshalb ist eine Untersuchung der Leistungsfähigkeit von HMM

auf komplett automatisch erstellten Daten, wie zum Beispiel den Low-Level-Merkmalen
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unumgänglich.

5.3.5 HMM mit Low-Level Merkmalen

Die vorangegangenen Experimente haben gezeigt, dass eine Gliederung einer Besprechung

in Gruppenaktionen mit HMM gut möglich ist, wenn geeignete Merkmale vorliegen. Wa-

ren diese in den oben beschriebenen Versuchen entweder manuell unterstützt erstellt

oder stark vereinfacht, so werden hier multimodale Merkmale verwendet, die sowohl aus

dem Audiokanal als auch aus dem Videokanal automatisch extrahiert wurden (siehe Ab-

schnitt 2.3.1). Eine Übersicht über die verwendeten Merkmale gibt Tabelle 2.5 . Zunächst

werden wie vorhin auch die bekannten acht Klassen unterschieden. Ausgewählte Ergebnis-

se sind in Tabelle 5.8 gezeigt. Auch hier wurden die Modelle nur mit einer Gaußverteilung

modelliert, da die Größe der Trainingsdaten sehr beschränkt ist. Das HMM mit nur ei-

Zustände Akkuratheit [%]

1 84,2

2 83,5

3 92,1

4 89,9

5 83,5

6 84,9

7 91,4

8 86,3

Tabelle 5.8: Akkuratheit der Segmentierung unterschiedlicher HMM-
Konfigurationen mit einer Gaußverteilung, Merkmale LOW, Lexikon L8

nem Zustand entspricht faktisch einem Gauß-Mixtur-Modell (vgl. Kapitel 3.1.2). Das beste

Ergebnis wird in diesem Fall mit einem HMM mit 3 Zuständen erreicht. Grundsätzlich

ist anzumerken, dass die Anzahl der Zustände eines HMM, anders als zum Beispiel bei

der Phonemerkennung mit Anlaut und Auslaut etc., keine Entsprechung im Aufbau der

Merkmalssequenzen hat. Daher gibt es auch keine bevorzugte Anzahl an Zuständen.

Zusätzlich zu den Tests mit acht Klassen wurden Experimente mit dem erweiterten Lexi-

kon L14 (siehe Kapitel 2.1.3) durchgeführt. Die Anzahl der zu unterscheidenden Klassen

beträgt hierbei 14. Die Ergebnisse sind in Tabelle 5.9 gezeigt. Das beste Ergebnis erreichen

hier HMM mit vier Zuständen und zwei Gaußverteilungen je Zustand. Eine Verwendung

von mehr Mixturen bringt keine weitere Verbesserung der Erkennungsleistung, da mit den

ohnehin wenigen Daten noch zusätzliche Parameter trainiert werden müssten.

5.3.6 Experimente mit HCRF

HCRF können, wie in Kapitel 5.2.3 beschrieben, als eine Erweiterung von HMM aufge-

fasst werden. In diesem Abschnitt werden HCRF mit HMM mit dem gleichen Aufbau
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Zustände Mixturen Akk. [%]

1 1 74,8

2 1 67,6

3 1 67,6

4 1 69,1

5 1 69,1

6 1 71,9

7 1 64,8

8 1 67,6

Zustände Mixturen Akk. [%]

1 2 56,8

2 2 69,8

3 2 68,4

4 2 75,5

5 2 61,9

6 2 51,8

7 2 56,1

8 2 59,0

Tabelle 5.9: Akkuratheit der Segmentierung unterschiedlicher HMM-
Konfigurationen, Merkmale LOW, Lexikon L14

verglichen. Da das gradientenbasierte Training der HCRF leicht in einem lokalen Mini-

mum enden kann, werden die HCRF zunächst mit den Parametern von HMM mit der

gleichen Struktur initialisiert. Anschließend kann mit dem vorgestellten Gradiententrai-

ning das Modell weiter an die Trainingsdaten angepasst werden. Auf Basis der Low-Level

Merkmale werden extensive Tests mit einer Vielzahl von Konfigurationen durchgeführt

(siehe auch [Rei07]).

Mittelwert [%] Standardabweichung [%]

semantische Merkmale 0,1 0,8

Low-Level Merkmale 3,3 2,2

Tabelle 5.10: Übersicht der besseren Performanz bezüglich der Akkuratheit von
HCRF gegenüber HMM, Merkmale: SEM-A und LOW, Lexikon L8

Verwendung semantischer Merkmale

Bei der Verwendung semantischer Merkmale kann keine explizite Verbesserung oder Ver-

schlechterung der Erkennungsleistung beobachtet werden. Bei 80 verschiedenen Konfigu-

rationen ist der Mittelwert der Abweichung 0,1 %. Werden die HCRF mit den Parametern

von gut trainierten5 HMM initialisiert, so wird die gleiche Akkuratheit erreicht. Der Ein-

satz von HCRF lohnt sich daher bei semantischen Merkmalen nicht.

Verwendung von Low-Level Merkmalen

Im Folgenden werden Low-Level Merkmale verwendet. Werden HCRF nur mit den Pa-

rametern von HMM initialisiert, und Testdurchläufe gestartet, ohne dass sie noch weiter

trainiert werden, so ergibt sich im Durchschnitt eine Verbesserung der Akkuratheit von

5Die für die Initialisierung verwendeten HMM entsprechen denen, die zur Segmentierung in Kapitel 5.3.4
eingesetzt werden.
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5.4 Kapitelzusammenfassung

3,3 %. Die Standardabweichung liegt bei 2,2 %. Im besten Fall ergibt sich ein Zuwachs

der Akkuratheit von 10,1 %. Wird zur Unterteilung von Meetings das Lexikon L14 zu-

grunde gelegt (vgl. Tabelle 2.3), so ergibt sich ein ähnliches Bild. Im Mittel kann eine

Verbesserung der Akkuratheit von 0,2 % erziehlt werden. Das Maximum liegt bei 2,2 %,

die Standardabweichung bei 0,6 %. Schlussfolgernd ist festzuhalten, dass HCRF aufgrund

ihrer Fähigkeit Abhängigkeiten zu modellieren für die Segmentierung von Besprechungen

geeignet erscheinen.

Werden HCRF nach der Initialisierung weiter trainiert, so hängt das Ergebnis stark von

der Art der Merkmale ab. Je genauer die Klassengrenzen festgelegt sind, desto besser

funktioniert das Training. Wird ein integriertes Training (ähnlich wie bei HMM in der

Sprachverarbeitung) gewählt, so kann es passieren, dass durch ungenau festgelegte Klas-

sengrenzen das Modell sogar verschlechtert wird. Dass das Trainingsverfahren funktio-

niert, konnte verifiziert werden, indem HCRF Modelle mit schwach trainierten6 HMM

initialisiert wurden. Bei HMM, die die Merkmalssequenzen sehr gut nachbilden können,

ist jedoch so gut wie keine Verbesserung erreichbar.

5.3.7 Weitere dynamische Klassifikatoren

Erst in jüngster Zeit sind andere Arbeiten entstanden, die zwar prinzipiell mit dem glei-

chen Meeting-Material arbeiten, aber nur schwer vergleichbar sind, da meist anders ge-

artete Merkmale verwendet werden, oder leicht abweichende Lexika benutzt werden, so-

dass eine objektive Vergleichbarkeit nicht gegeben ist. Unter anderem werden Asynchrone

Hidden-Markov-Modelle zur robusten Erkennung von Gruppenaktionen bei gestörtem Vi-

deobild verwendet [AH07b]. Aber auch neuartige Verfahren wie Dynamische Graphische

Modelle werden aufgrund ihrer universellen Einsatzfähigkeit im Bereich der Gruppenak-

tionserkennung eingesetzt [AH05b], [Die07].

5.4 Kapitelzusammenfassung

Die Verwendung von dynamischen Klassifikationsverfahren mit Viterbi-Dekodierung er-

zielte im Vergleich zu statischen Verfahren einen entscheidenden Fortschritt im Hinblick

auf eine zuverlässige Segmentierung von Besprechungen in Gruppenaktionen. Mit HMM

konnten sehr hohe Akkuratheiten von über 92 % erzielt werden. Durch den Einsatz von

Hidden Conditional Random Fields (HCRF), einer Erweiterung von Conditional Random

Fields um verborgene Zustände, die auch als Verallgemeinerung von HMM angesehen wer-

den können, konnten diese Ergebnisse in einigen Konfigurationen noch übertroffen werden.

So lange jedoch keine ausgereiften Methoden zum Training für eine allgemeine Form von

HCRF, und damit für eine weitgehend beliebige Modellierung von Abhängigkeiten ent-

wickelt sind, bleibt abzuwägen, ob sich der etwas erhöhte Aufwand zur Bestimmung der

Parameter beim Einsatz von HCRF lohnt.

6Bei diesen HMM wurde das Training nach wenigen Iterationen abgebrochen.
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Kapitel 6

Segmentierung mit hybriden

Klassifikationsverfahren

Dieses Kapitel beschreibt erweiterte Verfahren zur Segmentierung von Besprechungen.

Im Besonderen wird auf zweistufige und hybride Methoden ebenso eingegangen, wie auf

fortgeschrittene Abwandlungen bekannter Klassifikatoren.

6.1 Tied-Posterior Ansatz

Hidden Markov-Modelle mit gaußverteilten Ausgabewahrscheinlichkeiten haben sich in

der Spracherkennung und auch in der Anwendung zur Segmentierung von Besprechungen

bewährt (vgl. Abschnitt 5.3). Bei den bisher verwendeten Verfahren wird für jede Klasse

die Beobachtungswahrscheinlichkeit separat mit Hilfe von Gauß-Mixtur-Modellen model-

liert. Der Einfluss von Kontextinformationen bleibt dabei allerdings unberücksichtigt. Um

Abhängigkeiten der Modelle modellieren zu können, können die Ausgabewahrscheinlich-

keiten mit einem diskriminativen Ansatz, wie zum Beispiel Neuronalen Netzen, geschätzt

werden. In der Spracherkennung wird dies mit gutem Erfolg durchgeführt (vgl. [Bou94],

[Rot00], [Sta03], [Sta06]). Ein Neuronales Netz schätzt hierbei die posteriori Symbolwahr-

scheinlichkeiten gemeinsam für alle Hidden-Markov-Modelle. Aus diesem Grund spricht

man auch von einem Tied-Posterior Ansatz.

Das Neuronale Netz ermittelt die a-posteriori-Wahrscheinlichkeit P (κj|xt) für das Auf-

treten der Klasse κj gegeben einen Eingangsvektor xt. Analog zur Gauß-Modellierung der

Beobachtungswahrscheinlichkeiten geschieht hier die Verknüpfung der einzelnen Ausgänge

des Neuronalen Netzes mit den HMM-Zuständen über zustandsabhängige Gewichtsfak-

toren. Durch Anwendung des Satzes von Bayes ergibt sich folgender Ausdruck für die

Ausgabedichten der HMM [Sta06]:

bi(xt) = p(xt|si) ∝
K∑

k=1

cik
P (κi|xt)

P (κi)
(6.1)

Dabei gilt für die Summe der Gewichtsfaktoren
∑K

k=1 cik = 1. In Abbildung 6.1 ist

veranschaulicht, wie ein solches hybrides HMM aussieht. Die Gewichtsfaktoren cij und

Übergangswahrscheinlichkeiten der Modelle werden, analog zu Abschnitt 5.1.3, mit dem
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S1 S2 SN

∑ ∑ ∑

c11 c12 c1K. . .
c21 c22 c2K. . .

cN1 cN2 cNK. . .

xt NeuronalesNe
tz 1

P (κ1)

1
P (κ2)

1
P (κi)

...... ......
...

p(xt|s1) p(xt|s2) p(xt|sN )

Abbildung 6.1: Aufbau eines hybriden HMM nach dem Tied-Posterior Ansatz mit
einem Neuronalen Netz als Wahrscheinlichkeitsschätzer

EM-Algorithmus trainiert. Durch diesen Ansatz ist es möglich, die Vorteile eines diskri-

minativen Klassifikators mit der vollen Flexibilität von HMM zu kombinieren.

6.2 Tandem-Verfahren

Eine alternative Möglichkeit, die diskriminativen Eigenschaften von Neuronalen Netzen

auszuschöpfen und dabei gleichzeitig die Vielseitigkeit von HMM zu erhalten, besteht in

der Modellierung der aus dem KNN gewonnenen Beobachtungswahrscheinlichkeiten mit

Gauß-Mixtur-Modellen. In der Literatur wird dieser Ansatz als Tandem-Modell [Her00]

bezeichnet. Rigoll et. al [Rig98b] schlagen vor, die diskriminativen Fähigkeiten von Neu-

ronalen Netzen in der Spracherkennung auszunutzen. Man fasst dabei das Neuronale Netz

als Teil der Merkmalsextraktion auf. Der diskriminativ trainierte Ausgangsvektor des NN

ist dann der neue Merkmalsvektor für das nachfolgende Gauß-HMM-System. Als zugrunde

liegendes KNN können die in den Kapiteln 3.1.3 und 4.1 vorgestellten Modelle verwendet

werden. Der grundlegende Ablauf dieses Vorgehens ist in Abbildung 6.2 gezeigt.

In dieser Arbeit wird zusätzlich erstmals ein verändertes Schema angewendet (siehe auch

[Rei06a]). Anstelle des üblichen MLP wird ein LSTM-RNN in der ersten Stufe eingesetzt.

Die Ergebnisse werden sodann mit Hilfe eines symmetrischen gleitenden Mittelwertfilters

(Simple-Moving-Average, SMA) [Smi97] geglättet. Dabei wird ein gleitendes Fenster über

den erhaltenen Signalverlauf verschoben und über eine ungerade Anzahl B von Werten

(der Filterbreite) des Eingangssignals x symmetrisch um jeden Wert xi gemittelt. Dadurch

ergibt sich der gemittelte Wert xi:

xi =
1

B

t+B−1
2∑

t=t−B−1
2

xt, mit t =
B − 1

2
, . . . , N − B − 1

2
(6.2)
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6.3 Zweischichtige Ansätze

Merkmale

Neuronales Netz (MLP)

PCA

HMM

Segmentierung

Merkmale

Neuronales Netz (LSTM)

Moving Average Filter

HMM

Segmentierung

Abbildung 6.2: Überblick über die einzelnen Schritte beim Tandem-Verfahren
(links) und dem abgewandelte Schema mit Filterung (rechts)

Für die Werte an den Randbereichen, für die nicht die volle Filterbreite zur Verfügung

steht, wird mit zunehmender Breite gefiltert (siehe hierzu auch [Sch06]).

Da das LSTM-Netz jeden Frame isoliert klassifiziert, können abrupte Sprünge in den

Klassifikationsergebnissen auftreten. Um die Auswirkungen dieser Sprünge zu vermindern

wird ein gleitender Mittelwertfilter eingesetzt, der einen gleichmäßigeren Merkmalsver-

lauf generieren kann. Die auf diese Weise geglätteten Erkennungsergebnisse werden dann

einem nachfolgenden HMM zugeführt, das die finale Segmentierung und Erkennung der

Gruppenaktionen durchführt.

6.3 Zweischichtige Ansätze

In diesem Abschnitt wird die Segmentierung und Erkennung von Gruppenaktionen in zwei

unterschiedliche Schichten aufgeteilt. Jede Schicht erkennt unterschiedliche Ereignisse mit

einer unterschiedlichen zeitlichen Auflösung. Auf diese Weise kann die Erkennung der se-

mantischen high-level Gruppenaktionen in eine Erkennung einer Reihe von Sub-Aktionen

zerlegt werden. Anders als bei den Verfahren zuvor, werden in den beiden Schichten un-

terschiedliche Klassen unterschieden. Die untere Schicht beschreibt individuelle Aktionen

der Teilnehmer, während die darüberliegende Schicht die Gruppenaktionen modelliert.

Man verspricht sich dadurch eine zuverlässigere Klassifikation, eine bessere Ausnutzung

des Trainingsmaterials und dadurch eine höhere Robustheit der Segmentierung.

Mehrschichtige Ansätze zur Modellierung komplexer Vorgänge werden bereits in unter-

schiedlichen Bereichen eingesetzt. Ivanov und Bobick [Iva00] verwenden Sub-HMMs zur

Erkennung individueller Handbewegungen und High-Level-HMM, um Sequenzen dieser

Bewegungen als semantisch höherwertige Aktion zu erkennen. Für ein automatisches

Selektieren der interessantesten Kamera in Meetings verwendet Al-Hames zwei Schich-

ten [AH07a]. Die erste Schicht bestimmt Aktionen der Teilnehmer, während die zweite

Schicht die eigentliche Kameraselektion durchführt. Hierarchische HMM (HHMM) [Fin98]
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Merkmale1 Merkmale2 Merkmale3 Merkmale4

Gruppenaktion

Merkmale1 Merkmale2 Merkmale3 Merkmale4

Teilnehmer1 Teilnehmer2 Teilnehmer3 Teilnehmer4

Gruppenaktion

Abbildung 6.3: Schematischer Vergleich des einstufigen (links) und zweistufigen
(rechts) Ansatzes

werden zum Beispiel verwendet, um DNA-Sequenzen zu beschreiben [Hu00]. HHMM wer-

den auch zur Gewinnung von Information bei der Verarbeitung natürlicher Sprache ein-

gesetzt [Sko03]. Probleme der HHMM bestehen in der großen Anzahl der Parameter, die

bestimmt werden müssen, und in der Gefahr des Overfittings, wenn zu wenig Material

zum Training zur Verfügung steht.

6.3.1 Vorüberlegungen

Im Bereich der Analyse von Besprechungen liegt es nahe, Gruppenaktionen als eine Kom-

bination von Einzelaktionen bzw. Teilnehmerzuständen der Teilnehmer zu modellieren.

Eine Gruppenaktion besteht also aus einer Abfolge verschiedener Einzelaktionen oder

Teilnehmerzuständen der an der Besprechung teilnehmenden Personen. In einem Vorab-

test wurden fünf Zustände festgelegt, in denen sich Teilnehmer befinden können. Diese

sind in Tabelle 6.1 aufgelistet1.

Zustand Beschreibung

sitting-silent ein Teilnehmer sitzt auf seinem Platz und spricht nicht

sitting-silent-writing ein Teilnehmer sitzt auf seinem Platz, spricht nicht und

macht Notizen

sitting-talking ein Teilnehmer sitzt auf seinem Platz und spricht

standing-talking ein Teilnehmer steht und spricht

standing-talking-writing ein Teilnehmer steht, spricht und schreibt (z.B. auf das

Whiteboard)

Tabelle 6.1: Beschreibung der Teilnehmerzustände für die Vorüberlegungen

Um zu testen, ob diese Vorgehensweise generell sinnvoll ist, werden Tests mit den ma-

nuell erstellten Annotationen durchgeführt. Aus den definierten Abschnitten wird für

jeden Teilnehmer ein Zustand festgelegt. Dieser kann ähnlich wie in Kapitel 3 mit stati-

schen Klassifikatoren modelliert werden. Darauf aufbauend kommt ebenfalls ein statischer

1Ein sechster Zustand standing-silent-writing, der die Liste der Zustände vervollständigt, tritt in den
verwendeten Daten der M4-Datenbank nicht auf.
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Klassifikator zum Einsatz. Werden für beide Stufen SVM verwendet, so konnte bei der

reinen Erkennung der Gruppenaktionen eine Erkennungsrate von 100 % erzielt werden.

Allerdings bleibt anzumerken, dass die Daten manuell aufbereitet sind und deshalb diese

Erkennungsrate nicht aussagekräftig ist.

Aktion Beschreibung

speaking ein Teilnehmer spricht

writing ein Teilnehmer macht Notizen

idle ein Teilnehmer spricht nicht und schreibt nicht

Tabelle 6.2: Beschreibung der individuellen Aktionen

Für eine echte automatische Erkennung und Segmentierung in einem zweistufigen Ansatz

wird die Anzahl der individuellen Aktionen auf drei reduziert. Diese sind in Tabelle 6.2

aufgeführt. Die Anzahl der Instanzen der individuellen Aktionen ist ausreichend, um diese

durch HMM in der unteren Ebene zu modellieren (vgl. Tabelle 6.3). Da diese individuellen

Aktionen nur lokal für einen Teilnehmer gelten, müssen für die Weiterverarbeitung die

Ergebnisse mit relevanten gruppenbezogenen Informationen erweitert werden.

Aktion Training Test

idle 1423 1485

speaking 1057 1022

writing 351 476

gesamt 2831 2983

Tabelle 6.3: Anzahl der individuellen Aktionen im Trainings- und Testdatensatz

Für die Bestimmung der individuellen Aktionen werden aus den vorhandenen Merkmalen

nur diejenigen verwendet, die personenspezifisch für einen Teilnehmer sind (siehe Tabel-

le 2.5). Nach der Erkennung der individuellen Aktionen, werden die Ergebnisse mit den

Gruppen-Merkmalen angereichert und der zweiten Schicht zur Segmentierung und Klas-

sifikation der Gruppenaktionen weitergegeben.

Zur einfacheren mathematischen Beschreibung seien die individuellen Aktionen zur Menge

Φ = {ϕ1, . . . , ϕK} zusammengefasst. K beschreibt dabei die Anzahl der zu unterscheiden-

den Klassen, hier also drei.

6.3.2 Layered HMM

Ein Lösungsansatz für ein zweistufiges System basierend auf HMM wird von Oliver et al.

[Oli02b] [Oli04] mit den Layered HMM vorgestellt. Diese Art der HMM benötigt weni-

ger Trainingsdaten, da die untere Schicht separat trainiert werden kann. Ebenso bietet

dieser Ansatz den Vorteil, dass die HMM in der unteren Schicht unabhängig von der dar-

überliegenden Schicht verändert werden können, ohne dass am darüberliegenden System
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etwas geändert werden muss. Einen Überblick über das System bietet Abbildung 6.4.

Mikrophone

Kameras

Teilnehmer 1 AV Merkmale

Teilnehmer 2 AV Merkmale

Teilnehmer N AV Merkmale

Gruppe AV Merkmale

.
.
.
.
.

I-HMM 1

I-HMM 2

I-HMM N

.
.
.
.
.

G-HMM

Abbildung 6.4: Überblick des Layered HMM System (nach [Zha06a])

Low-Level Merkmale werden benutzt, um die HMM der individuellen Aktionen (I-HMM)

zu trainieren. Die Ergebnisse werden mit den Gruppenmerkmalen kombiniert. Dies muss

zeitsynchron erfolgen, außerdem ist eine Wahrscheinlichkeit für jede individuelle Aktion zu

jedem Zeitpunkt t erwünscht. Um dies zu erreichen, verwendet man den Vorwärtsalgorith-

mus, der bei der Berechnung der Produktionswahrscheinlichkeiten von HMM eingesetzt

wird. Hierbei ist

αi(t) = P (o1, . . . ,ot; qt = si) (6.3)

die Wahrscheinlichkeit, die Beobachtung vom Anfang bis zum Zeitpunkt t gemacht zu ha-

ben und im Zustand si zu sein. In den ursprünglichen Layered HMM von Oliver [Oli02a]

werden die verschiedenen Ebenen durch eine binäre Entscheidung, welches I-HMM die

größte Wahrscheinlichkeit gibt, verbunden. Eine andere Möglichkeit besteht in der Verwen-

dung der logarithmierten Summe der αi(t) über alle Zustände eines Modells (vgl. [Bar05]).

In dieser Arbeit wird eine normierte Größe verwendet, die als Wahrscheinlichkeit inter-

pretiert werden kann:

P (ωt = ϕk) =
1∑Ntot

s
j αt(j)

Nk
S∑
i

αt(i) (6.4)

Hierbei bezeichnet ωt eine individuelle Aktion, ϕk ist eine Repräsentation einer Aktion, Nk
S

beschreibt die Anzahl der Zustände des Modells k und N tot
S =

∑
k N

k
S gibt die Gesamtzahl

der Zustände aller Modelle an.

Diese Wahrscheinlichkeit wird für jeden Zeitschritt und für jeden Besprechungsteilnehmer

für alle zu unterscheidenden Unterklassen (individuelle Aktionen) berechnet. Im konkreten

Fall besteht der so entstandene Vektor für jeden Zeitschritt aus 3 cot 4 = 12 Einträgen, da

drei individuelle Aktionen und vier Teilnehmer unterschieden werden. Um die Gruppenak-

tionen zuverlässig daraus bestimmen zu können, wird der Vektor mit gruppenspezifischen

Low-Level Merkmalen angereichert (siehe dazu auch Tabelle 2.5). Die daraus erhaltene

Merkmalssequenz mit 16-dimensionalen Vektoren bildet das Eingangssignal für die im

zweiten Schritt angewendeten G-HMM, welche die Segmentierung der Besprechung in

Gruppenaktionen durchführen.
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6.3 Zweischichtige Ansätze

6.3.3 Varianten der Layered HMM

Für die Erkennung der individuellen Aktionen müssen nicht notwendigerweise HMM ver-

wendet werden. Auch andere Klassifikatoren sind hier denkbar, besonders, da jeder Zeit-

schritt isoliert behandelt werden kann und keine Merkmalssequenzen verarbeitet wer-

den müssen. Alternativen zu den I-HMM werden in diesem Abschnitt vorgestellt (siehe

auch [Rei06b]).

MLP-HMM

Ähnlich wie schon beim Tandem Ansatz oder dem Tied-Posterior Ansatz kann ein MLP

verwendet werden, um die Wahrscheinlichkeiten für eine individuelle Aktion in einem Zeit-

schritt zu schätzen. Dies geschieht hier im Unterschied zu den I-HMM ohne Einbeziehung

der zuvor beobachteten Merkmalssequenz und ist vollkommen isoliert zu betrachten. In

der Ausgabeschicht wird die Softmax-Funktion verwendet, so dass für jeden Zeitschritt t

für alle Klassen der individuellen Aktionen eine Auftrittswahrscheinlichkeit angegeben

werden kann.

LSTM-HMM

Sehr ähnlich wie bei den MLP können rekurrente Neuronale Netze zur Erkennung der

individuellen Aktionen verwendet werden. In dieser Arbeit werden LSTM herangezogen,

die schon bei der Erkennung der Gruppenaktionen gute Ergebnisse erbracht haben (vgl.

Abschnitt 4.3). Hier werden die einzelnen Ausgänge yi eines LSTM mit der Summe aller

Ausgänge
∑N

j=1 yj normiert, um dadurch als Wahrscheinlichkeiten interpretiert werden zu

können:

ŷi =
yi

N∑
j=1

yj

(6.5)

SVM-HMM

Als dritte Alternative zu den I-HMM kommen Support-Vektor-Maschinen zum Einsatz.

Auch dieser Klassifikator hat sich bereits in der Erkennung von Gruppenaktionen be-

währt (siehe Kapitel 3.4.1). Der Ausgang eines SVM kann nicht direkt als Wahrschein-

lichkeit interpretiert werden, da dieser bei einer binären SVM-Klassifikation die Distanz

des Testmusters zur Hyperebene beschreibt, und somit prinzipiell einen unbeschränkten

Wertebereich besitzt. Um die Ausgänge der SVM dennoch als Wahrscheinlichkeiten in-

terpretieren zu können, werden die bei der Klassifizierung erhaltenen Werte durch eine

Softmax-Funktion transformiert, so dass der Wertebereich zwischen null und eins liegt

und die Summe der Werte eins ergibt.
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6.4 Experimente und Ergebnisse

In diesem Abschnitt sind die Ergebnisse der in den vorigen Abschnitten beschriebenen

hybriden Verfahren im Bereich der Segmentierung und Erkennung von Gruppenaktionen

aufgeführt. Bei allen Versuchen werden entweder die semantischen Daten oder die Low-

Level Merkmale (siehe Kapitel 2.3.3) verwendet. Die Segmentierung erfolgt stets mit Hilfe

des Viterbi-Algorithmus.

6.4.1 Ergebnisse mit semantischen Merkmalen

Die Tests mit semantischen Merkmalen wurden durchgeführt, um die Ergebnisse mit de-

nen anderer Verfahren auf diesen Daten vergleichen zu können. Wie aus der Tabelle 6.4

zu entnehmen ist, sind die hier gezeigten Verfahren zum Beispiel denen in Kapitel 3.4.2

deutlich überlegen. Das vorgestellte abgewandelte Verfahren mit LSTM in der Vorverar-

beitungsstufe ist dem Standard-Tandem Ansatz überlegen, wenn die hier vorgeschlagene

Mittelwertfilterung eingesetzt wird. Die Akkuratheit von 92,7 % ist nur 3.6 % unter dem

Ergebnis, wenn die Segmentgrenzen manuell vorgegeben werden und die Gruppenaktionen

nur durch das Ergebnis der LSTM mit Mehrheitsentscheid bestimmt werden. Dies stellt

das beste Ergebnis dar, das mit den semantischen Merkmalen erreicht werden konnte.

Modell Akkuratheit [%]

Tied-Posterior (L8) 87,2

Tied-Posterior (L14) 85,3

Tandem (MLP-HMM) (L8) 88,1

LSTM-vorsegmentiert (L8) 96,3

LSTM-HMM (L8) 87,2

LSTM-filter-HMM (L8) 92,7

Tabelle 6.4: Akkuratheit hybrider Verfahren bei der Segmentierung von Gruppen-
aktionen, Merkmale: SEM-A, Lexikon L8 bzw. L14

6.4.2 Ergebnisse mit Low-Level Merkmalen

Wie bei den anderen vorgestellten Verfahren in den vorangegangenen Kapiteln, werden

auch hier Experimente mit Low-Level Merkmalen durchgeführt.

Tied-Posterior und Tandem

Tabelle 6.5 zeigt die Akkuratheit bei der Segmentierung und Erkennung von Gruppenak-

tionen, wenn die acht Klassen des Lexikon L8 unterschieden werden. Aufgrund der hohen

Abtastrate konnten die Merkmalssequenzen nicht mehr ausreichend mit LSTM model-

liert werden, so dass das zweistufige Verfahren, das aus dem Tandem-Verfahren abgeleitet

wurde, hier nicht mehr eingesetzt werden kann. Im oberen Teil der Tabelle 6.5 sind die
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Modell Akkuratheit [%]

Tied-Posterior 82,7

Tandem (MLP-HMM) 77,7

Tabelle 6.5: Akkuratheit hybrider Verfahren bei der Segmentierung von Gruppen-
aktionen, Merkmale: LOW, Lexikon L8

Ergebnisse der hybriden Verfahren gezeigt. Wie aufgrund der Merkmale zu erwarten ist,

sind die Ergebnisse schlechter, als bei der Verwendung der semantischen Merkmale. Es hat

sich gezeigt, dass diese Ansätze nicht die Erkennungsleistung erbringen, die ein einfaches

HMM leisten kann.

Zweischichtige Verfahren

Die erste Schicht dieser Ansätze modelliert individuelle Aktionen der Besprechungsteil-

nehmer. Diese Aktionen werden frameweise erkannt, wodurch der Einsatz von statischen

Klassifikatoren möglich wird. Für den Einsatz von LSTM-Netzwerken wurden die Merk-

male auf eine Abtastrate von 1 Hz konvertiert.

Modell Erkennungsrate [%]

HMM 90,4

MLP 89,8

LSTM 91,2

SVM 90,4

Tabelle 6.6: Erkennungsraten der individuellen Aktionen (idle, speaking, writing)
mit verschiedenen Klassifikatoren, Merkmale: LOW

Die Erkennungsleistung liegt bei allen vier verwendeten Klassifikatoren in der Größen-

ordnung von 90 % (siehe Tabelle 6.6). Das beste Resultat wird mit LSTM erzielt, wobei

dies zum Teil auf die verminderte Abtastrate der Merkmale zurückzuführen ist, da hier in

jedem Frame die Informationen eines größeren Zeitraums enthalten sind. Die Ergebnisse

von HMM und SVM unterscheiden sich kaum, sodass keinem dieser beiden Erkennern

eine Präferenz gegeben werden kann. Konfusionsmatrizen der verschiedenen Ansätze sind

in den Tabellen 6.7 bis 6.10 angegeben. Hier ist zu sehen, dass vor allem die Aktionen

idle und speaking bei den HMM und MLP häufiger verwechselt werden. Bei den SVM

hingegen ergibt sich eine größere Verwechslung zwischen den Aktionen idle und writing

bzw. speaking und writing. Dies ist auf eine Überadaption aufgrund der ungleichmäßi-

gen Verteilung der einzelnen Klassen zurückzuführen. Dennoch sind die Erkennungsraten

hoch genug, um eine gute Grundlage für die Weiterverarbeitung der Ausgänge für die

Erkennung von Gruppenaktionen zu bilden.

Die Weiterverarbeitung der Ergebnisse der Klassifikatoren der individuellen Aktionen er-

folgt mit HMM. Tabelle 6.11 zeigt die Akkuratheit der vier unterschiedlichen zweischich-
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[%] Idle Speaking Writing

Idle 92,59 0,55 6,86

Speaking 22,55 76,68 0,77

Writing 2,53 0,01 97,47

Tabelle 6.7: Konfusionsmatrix der erkannten individuellen Aktionen mit HMM
(Zeilen: tatsächliche Aktion, Spalten: erkannte Aktion), Merkmale: LOW

[%] Idle Speaking Writing

Idle 92,71 4,06 3,24

Speaking 15,16 84,39 0,45

Writing 14,81 0,46 84,73

Tabelle 6.8: Konfusionsmatrix der erkannten individuellen Aktionen mit MLP
(Zeilen: tatsächliche Aktion, Spalten: erkannte Aktion), Merkmale: LOW

[%] Idle Speaking Writing

Idle 92,77 3,74 3,49

Speaking 14,10 85,53 0,37

Writing 8,02 0,42 91,56

Tabelle 6.9: Konfusionsmatrix der erkannten individuellen Aktionen mit LSTM
(Zeilen: tatsächliche Aktion, Spalten: erkannte Aktion), Merkmale: LOW

[%] Idle Speaking Writing

Idle 86,78 0,21 13,01

Speaking 0,95 81,11 17,94

Writing 5,06 1,17 93,77

Tabelle 6.10: Konfusionsmatrix der erkannten individuellen Aktionen mit SVM
(Zeilen: tatsächliche Aktion, Spalten: erkannte Aktion), Merkmale: LOW
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tigen Ansätze, in der zweiten Spalte für das Lexikon L8, in der dritten Spalte für das

Lexikon L14. Wie zu erwarten, fallen die Ergebnisse mit zunehmender Anzahl von Klas-

sen deutlich ab. Das beste Ergebnis mit Lexikon L8 (SVM - HMM) liegt 2,2 % absolut

über der besten Akkuratheit bei der Verwendung von einschichtigen HMM. Dies stellt das

beste Ergebnis dar, das mit diesen Merkmalen mit dem Lexikon L8 erreicht wurde.

Modell 8 Klassen [%] 14 Klassen [%]

HMM - HMM 87,8 82,0

MLP - HMM 92,8 84,2

LSTM - HMM 92,1 85,6

SVM - HMM 94,3 88,5

Tabelle 6.11: Akkuratheit zweischichtiger Verfahren zur Segmentierung von Grup-
penaktionen, Merkmale: LOW, Lexikon L8 bzw. L14

Wird (wie zum Beispiel mit Lexikon L14) eine größere Anzahl von Klassen unterschieden,

so liegen die Ergebnisse unter denen, die bei der Unterscheidung von nur acht Klassen

erreicht werden. Jedoch sind die Akkuratheiten immer noch hoch genug, um eine vernünf-

tige Gliederung einer Besprechung zu gewährleisten. Ähnliche Arbeiten auf dem gleichen

Datensatz von Zhang [Zha06a], [Zha06b], [Zha04a] erreichen ähnlich hohe Erkennungsra-

ten, konnten aber mit dem zweischichtigen SVM - HMM - System deutlich übertroffen

werden.

Zusammenfassend ist festzuhalten, dass hybride Modelle nicht automatisch zu einer hö-

heren Akkuratheit führen. Das haben die Experimente mit Tied-Posterior- und Tandem-

Ansatz gezeigt. Durch die Aufspaltung der Gliederung von Besprechungen in zwei un-

terschiedliche Ebenen konnten dagegen durchweg gleichwertige oder bessere Ergebnisse

erzielt werden. Dadurch, dass individuelle Aktionen teilnehmerübergreifend modelliert

werden können, wird das Problem, zu wenig Daten zur Verfügung zu haben, relativiert.

Ebenso kann auf diese Weise das jetzige System, das auf vier Personen ausgelegt ist, rela-

tiv einfach auf einen größeren Teilnehmerkreis erweitert werden. Es muss im Prinzip nur

das HMM der oberen Schicht, das die Segmentierung durchführt, neu erstellt werden.

Ein weiterer Schritt zu einer noch genaueren Segmentierung von Besprechungen wäre die

Einbeziehung von HCRF anstelle der HMM. Zhang [Zha06a] verwendet in seiner Arbeit

CRF, um bessere Segmentierungsergebnisse zu erhalten. Deshalb ist davon auszugehen,

dass mit HCRF eine noch genauere Gliederung einer Besprechung erreicht werden kann.

6.5 Kapitelzusammenfassung

Hybride Verfahren kombinieren die Vorteile zweier unterschiedlicher Ansätze, wodurch

stabilere und bessere Leistungen erbracht werden sollen. In anderen Anwendungsgebieten

erfolgreiche Verfahren, wie der Tied-Posterior-Ansatz und das Tandem-Verfahren, haben

sich für die Untergliederung von Besprechungen nicht als geeignet erwiesen. Erst durch

Abwandlung der Topologie des Tandem-Verfahrens mit dem in dieser Arbeit eingeführten
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Filter und LSTM-Netzwerken anstelle von MLP konnte mit 92,7 % die höchste Akkurat-

heit erzielt werden, wenn semantische Merkmale verwendet wurden.

Zweischichtige Verfahren, die über einen Zwischenschritt die gewünschte Klassifizierung

durchführen, sind in der vorliegenden Anwendung weniger anfällig für den häufigen Fall

der zu geringen Trainingsmenge. Als Zwischenschritt wurden individuelle Aktionen der

Teilnehmer modelliert. Darauf aufbauend konnte ein HMM trainiert werden, das die Seg-

mentierung durchführte. Mit einem Ansatz, der Support-Vektor-Maschinen mit Hidden-

Markov-Modellen kombiniert, konnte mit 94,3 % die höchste Akkuratheit auf diesem Da-

tensatz erreicht werden.
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Kapitel 7

Zusammenfassung und Ausblick

In der vorliegenden Arbeit wurden neuartige Verfahren zur automatischen Gliederung von

Besprechungen vorgeschlagen.

Die automatische Analyse von Besprechungen wurde motiviert mit der ständig wachsen-

den Zahl von geschäftlichen Meetings und der daraus folgenden Informationsfülle, die ohne

technische Hilfmittel nur schwer in den Griff zu bekommen ist. Während die Untersuchung

von Besprechungen schon lange ein Thema psychologischer Forschung darstellt, hat die

Informationstechnik diesen Bereich erst in jüngster Zeit entdeckt. Anliegen dieser Arbeit

war es, eine grobe Gliederung einer Besprechung zu geben, um darauf aufbauend weitere

und tiefergehendere Analysen durchführen zu können.

Zunächst wurde die zugrunde liegende Datenbank, die M4-Datenbank, und die daraus

abgeleiteten Merkmale vorgestellt. Hierbei wurde zwischen manuell erzeugten Merkmalen,

semantischen Merkmalen und Low-Level Merkmalen unterschieden. Zur Beurteilung der

entwickelten Algorithmen wurden verschiedene Bewertungsmaße vorgestellt.

Statische Klassifikationsverfahren stellen eine Möglichkeit dar, Mustervektoren zu klassi-

fizieren. Für die Unterscheidung von Gruppenaktionen haben sich verschiedene Klassifi-

katoren als geeignet erwiesen: Naive-Bayes-Klassifikator, Neuronale Netze und Support-

Vektor-Maschinen. Die Segmentierung der Gruppenaktionen wurde mit zwei verschiede-

nen neu entwickelten Algorithmen durchgeführt, einem integrierten Verfahren und einem

zweistufigen Verfahren. Dabei hat sich herausgestellt, dass das integrierte Verfahren zwar

bessere Segmentierungsergebnisse liefert, der zweistufige Ansatz allerdings um ein vielfa-

ches schneller abgearbeitet werden kann.

Weitere Ansätze zur Klassifikation von Mustern stellten Modelle dar, die neurobiologisch

motiviert sind, wie Rekurrente Neuronale Netze und Neuronale Felder. Long-Short-Term-

Memory Neuronale Netze haben sich als sehr effektiv im Bereich der Gruppenaktions-

erkennung erwiesen. Die Besonderheit dieses Modells liegt in dem konstanten Fehler-

Karussell, das ein Vergessen zeitlich zurückliegender Informationen verhindert. Wurden

die räumlichen Abstände der Neuronen von rekurrenten Neuronalen Netzen immer weiter

verringert, bis sie quasi kontinuierlich verteilt sind, so erhielt man ein Neuronales Feld.

Durch Rückkopplungen entstand ein hochdynamisches Modell. Es konnte gezeigt werden,

dass durch Diskretisierung und nach Elimination der Dynamik eine Art Rekurrentes Neu-

ronales Netz entsteht. Für die Anwendung zur Erkennung von Gruppenaktionen wurde

ein Paralleles Rekurrentes Neuronales Netz verwendet, das alle zeitlichen Eingänge gleich-

zeitig verarbeiten konnte. Dieser Ansatz hat sich allerdings in Bezug auf die Gliederung
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von Besprechungen als nicht sehr leistungsfähig herausgestellt.

Für die Untergliederung von Merkmalssequenzen werden klassischerweise dynamische

Klassifikatoren mit Viterbi-Algorithmus eingesetzt. Auch in dieser Arbeit wurden Hidden-

Markov-Modelle mit kontinuierlichen Ausgabewahrscheinlichkeiten für die Segmentieru-

ung von Besprechungen verwendet. Eine Erweiterung der HMM stellten Hidden Conditio-

nal Random Fields dar, die die Einschränkung der Unabhängigkeit zweier Beobachtungen

aufheben konnten. Mit beiden dynamischen Ansätzen konnten sehr gute Ergebnisse er-

reicht werden.

Aufgrund der Tatsache, dass nur eine sehr geringe Menge von Material zum Trainieren

der Parameter komplexer Modelle vorhanden ist, konnten die vorherigen Verfahren un-

ter Umständen nicht optimal trainiert werden. Daher wurde der Prozess der Untergliede-

rung von Besprechungen in zwei aufeinanderfolgende Stufen unterteilt. In der ersten Stufe

wurden teilnehmerspezifische Aktivitäten detektiert; die zweite Stufe erkannte unter Ver-

wendung der Ergebnisse der ersten Stufe die Gruppenaktionen. Mit einer Kombination

aus Support-Vektor-Maschinen in der unteren Schicht und Hidden-Markov-Modellen in

der zweiten Schicht konnten die besten Ergebnisse erzielt werden. Die Ergebnisse anderer

Forschungsgruppen auf diesem Gebiet konnten erreicht und übertroffen werden.

Zusammengefasst wurde somit das Ziel dieser Arbeit, eine Untergliederung von Bespre-

chungen in sinnvolle Abschnitte durchzuführen, um darauf aufbauend weitergehende Ana-

lysen vorzunehmen, erreicht. Die vorgestellten statischen Klassifikationsverfahren sind in

der Lage, mit semantischen Merkmalen eine sinnvolle Segmentierung durchzuführen. Für

Low-Level Merkmale jedoch sind diese nur eingeschränkt geeignet. Der innovative An-

satz eines Parallelen Neuronalen Netzes konnte die Erwartungen nicht erfüllen und wurde

daher wieder verworfen. Deutlich bessere Ergebnisse, besonders bei der Zuordnung der

Segmentgrenzen, konnten mit dynamischen Klassifikationsverfahren erreicht werden; die

Spärlichkeit der Trainingsdaten machte es jedoch schwierig, diese Modelle ausreichend

genau zu trainieren. Daher wurden die stabilsten und besten Ergebnisse mit einem hy-

briden zweistufigen Verfahren erreicht, das die Vorteile von SVM und HMM erfolgreich

kombiniert.

Abschließend wird hier noch auf mögliche künftige Forschungsaktivitäten hingewiesen, die

sich aus dieser Arbeit ergeben. Zur Modellierung einzelner Segmente könnte eine Zeitrei-

henanalyse vorgenommen werden. Diese Methode hat sich auf anderen Gebieten bereits

bewährt [Sch06] und kann für diese Thematik ebenso geeignet sein.

Für eine robustere Segmentierung der Gruppenaktionen lohnt es sich, ein Sprachmodell

einzuführen, wie es in der Spracherkennung schon lange der Fall ist.

In dieser Arbeit wurde eine feste Konfiguration eines Meetingraumes und eine feste An-

zahl von Teilnehmern behandelt. In weitergehenden Untersuchungen muss die Anzahl

der Besprechungsteilnehmer variabel gehalten werden. Personen können innerhalb eines

Meetings den Raum verlassen, oder hereinkommen. Auch diese Vorkommnisse können

mit einer Erweiterung der Algorithmen behandelt werden. Der feste Aufbau der Kameras

und der Mikrophone stellt eine Einschränkung dar, die es in Zukunft zu überwinden gilt.
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So sollte es möglich sein, auch mit nur einer Kamera, beispielsweise einer omnidirektio-

nalen Kamera, eine Besprechung aufzuzeichnen. Die Ansteckmikrophone, die die Bewe-

gungsfreiheit der Teilnehmer beeinträchtigen, könnten in Zukunft durch eine verbesserte

Auswertung der Signale eines Mikrophonarrays ersetzt werden.

Mit dieser Arbeit wurde mit dazu beigetragen, Besprechungen automatisch zu analysieren

und zu verstehen. Zukünftige Arbeiten können die begonnenen Arbeiten fortsetzen und

ein leistungsfähiges Gesamtsystem erstellen.
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Anhang A

Abkürzungen und Formelzeichen

Abkürzungen

AER Action Error Rate

BSP Binary Speech Profile

CRF Conditional Random Field

DCT Discrete Cosinus Transform

EM Expectation Maximization

FER Frame Error Rate

GMF Global Motion Features

GMM Gaussian Mixture Model

HCRF Hidden Conditional Random Field

HMM Hidden-Markov-Model

KNN Künstliches Neuronales Netz

L8 Lexikon mit acht Klassen

L14 Lexikon mit 14 Klassen

LOW automatisch erzeugte Low-Level Merkmale

MFCC Mel-Frequency Cepstral Coefficient

MLP Multi-Layer Perceptron

MRF Markov Random Field

PRNN Paralleles Rekurrentes Neuronales Netz

RBF Radial Basis Funktion

RNN Rekurrentes Neuronales Netz

SEM-M manuell erzeugte semantische Merkmale (Annotationen)

SEM-M+S SEM-M mit automatischer Sprechersegmentierung

SEM-A automatisch erzeugte semantische Merkmale

SIFT Simple Inverse Filter Tracking

SMA Simple-Moving-Average, Gleitender Mittelwertfilter

SRP Steered Response Power

SVM Support-Vektor-Maschine
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Griechische Formelzeichen

αi Lagrange-Multiplikator

αt(i) Vorwärtswahrscheinlichkeit

βt(i) Rückwärtswahrscheinlichkeit

∆ Differenz

ε Lernfehler

η Lernrate

ϑ allgemeine Parameter

κ Klassenindex

κe Index der erkannten Klasse

µ Mittelwertvektor

σ(t) Standardabweichung

Σ Kovarianzmatrix

Ω Menge der Klassen

Ωκ Musterklasse mit Ωκ ∈ Ω und κ = 1, . . . , K

Lateinische Formelzeichen

Acc Akkuratheit, Genauigkeit

ci Cepstralkoeffizient mit Index i

E Signalenergie

E Fehlerrate

f Frequenz

F0 Grundfrequenz

K Anzahl der zu unterscheidenden Klassen K=|Ω|
n Laufvariable

N Dimension eines Vektors oder Feldes

N Anzahl der Cepstralkoeffizienten

NM Anzahl der Gauß-Mixturen eines HMM

NS Anzahl der verborgenen Zustände eines HMM oder HCRF

N Normalverteilung

O Beobachtungssequenz eines dynamischen Modells

o Einzelne Beobachtung eines dynamischen Modells

P(.) allgemeine Wahrscheinlichkeit

Rn Reeller Raum der Dimension n

TI , TR Schwellwert

wi Gewichtungsfaktor

W Gewichtsmatrix

x Variable, Koordinate

x Merkmalsvektor

x1, . . . ,xN Sequenz von Merkmalsvektoren

y Variable, Koordinate
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yi Ausgang eines Neuronalen Netzes

Funktionen

F (s) Aktivierungsfunktion

G(x) Propagierungsfunktion

i(t) Intensität einer Bewegung

Ia(x, y, t),Ib(x, y, t) Intensität eines Grauwerts am Ort (x,y) zum Zeitpunkt t

Id(x, y, t) Intensität des Differenzbildes am Ort (x,y) zum Zeitpunkt t

K(x1,x2) Kernelfunktion

m′(t) Massenschwerpunkt

m(t) Zentrum einer Bewegung

Mel(f) Mel-Skala in Abhängigkeit der Frequenz f

s(n) Zeitsignal

w(n) Allgemeine Fensterfunktion

wHam(n) Hamming-Funktion

(.)T Transponierte eines Vektors

(.)−1 Matrixinvertierung
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August 1996.

[Rig96b] Gerhard Rigoll und Christoph Neukirchen. “A New Approach to Hybrid

HMM/ANN Speech Recognition using Mutual Information Neural Networks.”

In NIPS, Seiten 772–778. 1996.

[Rig98a] Gerhard Rigoll, Andreas Kosmala und Stefan Eickeler. “High Performance Real-

Time Gesture Recognition Using Hidden Markov Models”. Lecture Notes in

Computer Science, Band 1371, Seiten 69–81, 1998.

[Rig98b] Gerhard Rigoll und Daniel Willett. “A NN/HMM Hybrid for Continuous Speech

Recognition with a Discriminant Nonlinear Feature Extraction”. In International

Conference on Acoustics, Speech, and Signal Processing (ICASSP), Seiten 9–12.

Seattle, USA, 1998.

[Rig01a] Gerhard Rigoll. “Neuroinformatik 1”. Skriptum zur Vorlesung, Gerhard Merca-

tor Universität Duisburg, 2001.

[Rig01b] Gerhard Rigoll. “Neuroinformatik 2”. Skriptum zur Vorlesung, Gerhard Merca-

tor Universität Duisburg, 2001.

[Rig05] Gerhard Rigoll. “Pattern recognition”. Skriptum zur Vorlesung, Technische

Universität München, 2005.

136



Literaturverzeichnis

[Rob94] Anthony J. Robinson. “An application of recurrent nets to phone probability

estimation”. IEEE Transactions on Neural Networks, Band 5, Nr. 2, Seiten

298–305, März 1994. doi:10.1109/72.279192.

[Rom01] Nicholas C. Romano und Jay F. Nunamaker. “Meeting Analysis: Findings from

Research and Practice”. In Proceedings of the 34th Annual Hawaii International

Conference on System Sciences (HICSS), Seite 1072. IEEE Computer Society,

Washington, DC, USA, 2001. ISBN 0-7695-0981-9.

[Rot00] Jörg Rottland und Gerhard Rigoll. “Tied Posteriors: An Approach for Effective

Introduction of Context Dependency in Hybrid NN/HMM LVCSR”. In Procee-

dings of the International Conference on Acoustics, Speech and Signal Processing

(ICASSP). Istambul, Türkei, Juni 2000.

[Rus02] Günther Ruske. “Mustererkennung in der Sprachverarbeitung”. Skriptum zur

Vorlesung, Technische Universität München, 2002.

[Sch78] Gideon Schwarz. “Estimating the Dimension of a Model”. Annals of Statistics,

Band 6, Nr. 2, Seiten 461–466, März 1978.

[Sch93] Jürgen Schmidhuber. “Netzwerkarchitekturen, Zielfunktionen und Kettenregel”.

Habilitationsschrift, Technische Universität München, April 1993.

[Sch96] Michael S. Schmidt. “Identifying Speakers With Support Vector Networks”. In

Proceedings of Interface ’96. Sydney, Australien, Juli 1996.

[Sch97a] Robert J. Schalkoff. Artificial neural networks. McGraw-Hill, 1997, 422 Seiten.

[Sch97b] Richard Schwartz, Toru Imai, Francis Kubala, Long Nguyen und John Makhoul.

“A Maximum Likelihood Model for Topic Classification of Broadcast News”. In

Proceedings of EUROSPEECH. Rhodos, Griechenland, September 1997.

[Sch01a] Tanja Schultz, Alex Waibel, Michael Bett, Florian Metze, Yue Pan, Klaus Ries,

Thomas Schaaf, Hagen Soltau, Martin Westphal, Hua Yu und Klaus Zechner.

“The ISL Meeting Room System”. In Proceedings of the Workshop on Hands-

Free Speech Communication (HSC). Kyoto, Japan, April 2001.

[Sch01b] Bernhard Schölkopf. “Tutorial: SVM and Kernel methods”. In Proceedings of

Neural Information Processing Systems (NIPS). Vancouver, Kanada, 2001.

[Sch04a] Carsten Schauer und Horst-Michael Groß. “Design and Optimization of Amari

Neural Fields for Early Auditory-Visual Integration”. In In Proceedings of the

International Joint Conference on Neural Networks (IJCNN), Seiten 2523–2528.

Budapest, Ungarn, 2004.

[Sch04b] Bjöm Schuller, Gerhard Rigoll und Manfred Lang. “Discrimination of Speech

and Monophonic Singing in Continuous Audio Streams Applying Multi-Layer

137



Literaturverzeichnis

Support Vector Machines”. In Proceedings of the International Conference on

Multimedia and Expo (ICME). Taipei, Taiwan, Juni 2004.

[Sch06] Björn Schuller. Automatische Emotionserkennung aus sprachlicher und manuel-

ler Interaktion. Dissertation, Lehrstuhl für Mensch-Maschine-Kommunikation,

Technische Universität München, Juni 2006.

[Sha48] Claude E. Shannon. “A mathematical theory of communication”. Bell System

Technical Journal, Band 27, Seiten 379–423 and 623–656, Juli and Oktober 1948.

[Sko03] Marios Skounakis, Mark Craven und Soumya Ray. “Hierarchical Hidden Markov

Models for Information Extraction”. In Proceedings of the 18th International

Joint Conference on Artificial Intelligence. Acapulco, Mexiko, 2003.

[Smi97] Steven W. Smith. The Scientist and Engineer’s Guide to Digital Signal Proces-

sing. California Technical Publishing, San Diego, Kalifornien, USA, 1997, 626

Seiten.

[ST95] Ernst Günter Schukat-Talamazzini. Automatische Spracherkennung. Vieweg

Verlag, 1995.

[Sta95] Thad Starner und Alex Pentland. “Visual Recognition of American Sign Lan-

guage Using Hidden Markov Models”. In M. Bichsel (Herausgeber), Proceedings

of the International Workshop Automated Face and Gesture Recognition, Seiten

189–194. IEEE Press, Piscataway, N.J., Juni 1995.

[Sta03] Jan Stadermann und Gerhard Rigoll. “Comparing NN paradigms in hybrid

NN/HMM speech recognition using tied posteriors”. In Workshop on Automa-

tic Speech Recognition and Understanding (ASRU). St. Thomas, U. S. Virgin

Islands, Dezember 2003. doi:10.1109/ASRU.2003.1318409.

[Sta06] Jan Robert Stadermann. Automatische Spracherkennung mit hybriden akusti-

schen Modellen. Dissertation, Lehrstuhl für Mensch-Maschine-Kommunikation,

Technische Universität München, 2006.
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