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1 Einfiihrung

Um komplexe Modelle der Versicherungs- und Finanzmathematik schitzen zu kénnen, ge-
winnen neuere computerintensive statistische Verfahren immer groflere Bedeutung. In die-
sem Artikel wird eine solche Klasse von Verfahren, nimlich die Markov Chain Monte Carlo
(MCMC) Verfahren, eingefithrt und diskutiert. Damit wollen wir diese Methoden einem
grofleren Kreis von Anwendern zugénglich zu machen.

Bevor wir MCMC Verfahren allgemein einfiihren, betrachten wir zunéchst den klassi-

schen Ansatz der Statistik. Es seien die Daten & = (zy,---,x,) als Realisierungen der
Zufallsvariablen X, -- -, X,, mit gemeinsamer Dichte f(x|@) gegeben. Beim klassischen An-
satz wird angenommen, dass der Parameter @ = (61, --- ,0,) fest und unbekannt ist. Dieser

wird dann hiufig durch die Maximum Likelihood (ML) Methode geschiitzt. Im Gegensatz
dazu wird beim Bayesianischen Ansatz der Parameter 6 als zuféllig mit a-priori Dichte 7 (0)
angenommen. Nach der Beobachtung der Daten & wird das Wissen iiber die Verteilung von
0 angepasst. Insbesondere ist man an der a-posteriori Verteilung von 6 interessiert, deren

Dichte durch
H(6la) — @O
J f(x|0)7(0)d6

gegeben ist. Beim Bayesianischen Ansatz (siehe zum Beispiel die Monografien von Lee (1997)
und Gelman et al. (1995)) wird @ durch den Erwartungswert oder Modus der a-posteriori
Verteilung geschétzt. Im Gegensatz zum klassischen Ansatz hat man nicht nur Punktschatzer
fiir die Inferenz zur Verfiigung, sondern die gesamte a-posteriori Verteilung. Daneben kann
man direkte Wahrscheinlichkeitsaussagen iiber @ treffen, was im klassischen Ansatz nicht
moglich ist. Die a-posteriori Verteilung erlaubt damit die Bestimmung von Intervallen oder
Regionen, in denen @ mit a-posteriori Wahrscheinlichkeit 1 — o liegt. Ein weiterer Vorteil
eines Bayesianischen Ansatzes ist die Moglichkeit sowohl Parameterunsicherheit als auch
Modellunsicherheit zu beriicksichtigen. Die Beriicksichtigung der Parameterunsicherheit wird
spiter in dem Anwendungsbeispiel illustriert, wihrend die Modellunsicherheit mit Hilfe von
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Bayes factors untersucht werden kann (siehe z.B. Hoeting, Madigan, Raftery, und Volinsky
(1999)).

Falls man eine nicht informative a-priori Verteilung fiir @ wihlen kann, dann stimmen
der ML Schiétzer und der a-posteriori Modusschétzer iiberein. Unter Regularitdtsbedingun-
gen ist die asymptotische a-posteriori Verteilung normalverteilt mit Erwartungwert 6 und
Kovarianzmatrix gegeben durch die Inverse der Fisher Informationsmatrix (Berger 1985, S.
224). Hier bezeichnet 6 den ML Schiitzer von 6. Dies bedeutet, dass der Einflufy der a-priori
Verteilung auf die Bayesianische Schitzung fiir n — oo verschwindet.

In komplexen statistischen Modellen insbesondere mit zeitlichen und/oder rdumlichen
Abhingigkeitsstrukturen kann sowohl die Berechnung des ML Schétzers als auch der a-
posteriori Verteilung nicht nur analytisch sondern auch numerisch nicht mehr berechenbar
sein. Insbesondere wird dies der Fall sein, wenn man hoch dimensionale Integrale berechnen
muss. Diese treten bei a-posteriori Verteilungen im Nenner und bei Modellen mit latenten
Variablen bei der Berechnung des Likelihoods auf. Mit Hilfe von MCMC Verfahren kann
man dort jedoch noch gute Approximationen der a-posteriori Verteilung erhalten.

Im Abschnitt 2 werden wichtige Grundlagen der MCMC Verfahren zusammengefasst
und in dem Abschnitt 3 die speziellen MCMC Verfahren Gibbs Sampler und Metropolis
Hastings Algorithmus dargestellt. Der Abschnitt 4 beschreibt statistische Softwarepakete
zur Implementierung von MCMC Verfahren. Im letzten Abschnitt werden zur Illustration
zwei klassische Gesamtschadenmodelle mit Hilfe von MCMC Verfahren geschitzt. Dabei
wird ein bekannter Datensatz aus der Extremwerttheorie, nimlich Daten einer dénischen
Feuerversicherung verwendet.

2 Theoretische Grundlagen der Markov Chain Monte
Carlo Verfahren

MCMC Verfahren sind Simulationsverfahren bei denen Markovketten mit vorgegebener
Grenzverteilung 7 konstruiert werden. Solche Verfahren werden notwendig, wenn die Grenz-
verteilung 7 so komplex ist, dass sie direkt nicht berechenbar ist. Mit Hilfe der Markovkette
werden nun approximativ Beobachtungen von der Grenzverteilung 7 erzeugt. Im Zusammen-
hang mit Parameterschitzungen in komplexen statistischen Modellen wird die gewiinschte
a-posteriori Verteilung als Grenzverteilung gewéhlt.

Im folgenden werden einige notwendige Begriffe aus der Theorie der Markovketten in
Erinnerung gerufen. Eine ausfiihrlichere Darstellung kann man z.B. in den Monografien von
Guttorp (1995) und Resnick (1992) finden. Eine diskrete Markovkette ist ein stochastischer
Prozess {6, n > 0} mit Werten im Zustandsraum S, der die Markoveigenschaft

PO ¢ A|9™ = 2,00D € A,y ... 00 € Ay) = P(O"Y € A|9™ = z)

fiir alle n, Ag,.., A, 1,A C S und o € S erfiillt. Hingt P(#™*) € A|#"™ = z) nicht von n
ab, so spricht man von einer homogenen Markovkette.

Falls S = {x1, 29, ...} diskret und die Markovkette homogen ist, dann reicht es aus, die
Ubergangswahrscheinlichkeiten

P(w,y) = P(") = y|o™ = z)
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und deren Ubergangsmatrix 1. Ordnung P := (P(x;,7;)); jes zu studieren. Man kann mit Hil-
fe  der Chapman-Kolmogorov Gleichungen die Ubergangsmatrix n-ter Ordnung
P := (P"(2;,7)ijes), mit P"(z,y) := P(0™ = y|0Y) = z), als Matrixprodukt von

P-..-P

—

n—mal

berechnen. Insbesondere ist man an dem Grenzverhalten von P" fiir n — oo interessiert.
Mit Hilfe von stationdren Verteilungen ist es moglich, die Grenzverteilung von P" zu cha-
rakterisieren. Eine Verteilung 7 heif}t stationir falls

7=nP fiir 7= (nw(x),7(x3),...)

gilt. Dies bedeutet, dass die Verteilung von 8™ gleich 7 ist fiir alle n, falls die Markov-
kette mit Anfangsverteilung 7 startet. Im Falle einer diskreten Markovkette mit diskretem
Zustandsraum S existiert unter Regularititsbedingungen wie Irreduzibilitit, positive Re-
kurrenz und Aperiodizitit eine eindeutige stationédre Verteilung =, und diese ist auch die
Grenzverteilung, d.h. es gilt

lim P"(z,y) =7(y) Vax,y € S.

n—00

Wie im Fall von unabhéngigen Zufallsvariablen gilt fiir jede Funktion ¢(0) mit E,(¢(6)) < oo
I :
tyi=—) t(0") = E-(t(0)) mit W-keit 1.
" ; (6*) (¢(0)) mit W-kei

Unter weiteren Regularititsbedingungen gilt auch ein zentraler Grenzwertsatz fiir Markov-
ketten, d.h. dass ¢, asymptotisch normalverteilt ist. Fiir stetige Zustandsriume kann man
dhnliche Resultate herleiten (siehe z.B. Meyn und Tweedie (1993)). Man betrachtet hier den
Ubergangskern, der durch

p(x,y) == PO < y|d™ = )

gegeben ist anstatt Ubergangswahrscheinlichkeiten. Es sei anzumerken, dass es in komplexen
statistischen Modellen schwierig ist, die Regularitdtsbedingungen fiir Stationéritit, die Exi-
stenz der Grenzverteilung und dem zentralen Grenwertsatz fiir Markovketten nachzuweisen.
Fiir diskrete Zustandsraume kann man auch direkt Ubergangskerne verwenden.

Um MCMC Verfahren praktisch durchzufiihren, muss man in der Lage sein Realisierun-
gen einer Markovkette zu erzeugen. Im Falle einer Markovkette {0(”),71 > 0} mit stetigen
Zustandsraum S C R?, Ubergangskern p(z,y) und Startverteilung 7(®) geschieht dies wie
folgt:

e Erzeuge 8% ~ 7).

o Erzeuge 81 ~ p(6©), ).

e Erzeuge 8™ ~ p(f=1 ).



Falls die Regularitdtsbedingungen erfiillt sind, so dass eine Grenzverteilung 7 existiert,
werden die so erzeugten Realisierungen fiir grofle n eine Verteilung nahe der Grenzverteilung
7 besitzen und kénnen daher als eine approximative Stichprobe von 7 betrachtet werden. In
der Praxis bedeutet dies, dass man fiir m > 1 geeignet gew#hlt die Werte (0(’"), cee 0(”)) als
Stichprobe der Grenzverteilung betrachtet. Der Wert m wird als burnin bezeichnet.

3 Spezielle Markov Chain Monte Carlo Verfahren

Die beiden héufigsten MCMC Verfahren sind der Gibbs Sampler und der Metropolis Hastings
Algorithmus, die wir nun vorstellen. Roberts und Smith (1994) geben einfache Bedingungen
an, unter denen diese Verfahren konvergieren.

3.1 Gibbs Sampler

Der Gibbs Sampler war das erste Simulationsverfahren fiir die Erzeugung von Realisierungen
von einer Markovkette bei gegebener Grenzverteilung. Es wurde zun#chst zur Simulation der
Gibbsverteilung aus der Bildanalyse verwendet, daher sein Name. Geman und Geman (1984)
beschéftigten sich mit diesem Problem, und Gelfand und Smith (1990) waren die ersten die
bemerkten, dass der Gibbs Sampler auch fiir Realisierungen anderer Verteilungen verwendet
werden kann.

Der Gibbs Sampler ist ein MCMC Verfahren, wobei der Ubergangskern mit Hilfe der
vollstindigen bedingten Verteilungen, im Englischen ‘full conditionals‘, gebildet wird. Fiir
0 = (01,..,0,)" definiere folgende Vektoren aus R?~', bei denen jeweils eine Komponente
weggelassen wurde:

0_; = (01,..,0i_1,0i41,..,00) firi=1,--- ,d.

Bezeichne die interessierende Verteilung von @ mit 7. Die vollstdndigen bedingten Verteilun-
gen sind nun durch die bedingten Dichten von 6; gegeben 0_;, die mit

7T(91|0—z) 1= ]_,,d

bezeichnet werden, definiert. Damit kann der Gibbs Sampler wie folgt beschrieben werden:
Gibbs Sampler Algorithmus:
1. Setze j = 1 und wilhle Startwerte 8© = (617, .., 8!
2. Erzeuge 89 = (8, 69} durch
0~ (0:1657,...09 ")
0F ~ (00,050, .00

07~ (0al0?, .00,



3. Setze j = j + 1 und wiederhole Schritt 2 bis die erzeugte Markovkette sich stationér
verhilt.

Zum Beispiel in Gamerman (1997) wird gezeigt, dass dieses Verfahren unter Reguliritits-
bedingungen eine Markovkette mit stationdrer Grenzverteilung 7 erzeugt. Um den Gibbs
Sampler anwenden zu konnen, muss man in der Lage sein, von allen 7(6;|0_;) zufillige
Realisierungen ziehen zu kénnen. Oft sind einige dieser bedingten Dichten nur bis auf eine
Proportionalititskonstante bekannt. In diesem Fall bené6tigt man den Metropolis Hastings
Algorithmus.

3.2 Metropolis Hastings Algorithmus

Chib und Greenberg (1995) geben eine verstindliche Einfiihrung in den Metropolis Hastings
Algorithmus, der von Metropolis et al. (1953) und Hastings (1970) entwickelt wurde. Dieser
Algorithmus erzeugt eine reversible Markovkette, d.h. es gilt

m(0)p(0,¢) = w(¢)p(¢,0) VO,¢ €5

Es ist leicht zu sehen, dass dann (@) stationir ist. Um Reversibilitéit zu erreichen, benotigt
man eine

e Vorschlagsdichte ¢(8,-) und die

e Akzeptanzwahrscheinlichkeit

g m(@)i(6.0)
0. ¢) = min{ 1. TGS )

Mit diesen Bezeichnungen ist dann der Metropolis Hastings Algorithmus gegeben durch

Metropolis Hastings (MH) Algorithmus
1. Setze j = 1 und wihle Startwerte 8© = (61”, ., 9yt
2. Erzeuge eine Realisierung ¢ der Vorschlagsdichte ¢(8Y~Y, ).

3. Berechne die Akzeptanzwahrscheinlichkeit a(O(j -1, o).
Mit dieser Wahrscheinlichkeit wird ¢ akzeptiert, in diesem Fall setze

ol) — o,

ansonsten
ol — glu—1)

()
(8)
Dies bedeutet, dass man die Grenzverteilung 7w nur bis auf eine Konstante kennen muss. Das
ist insbesondere niitzlich fiir die Simulation von a-posteriori Verteilungen, die hiufig wegen
der Nichtberechenbarkeit des Integrals im Nenner nur bis auf Proportionalitit bekannt sind.

Es reicht aus zu kennen, um die Akzeptanzwahrscheinlichkeit berechnen zu konnen.
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Das Acceptance-Rejection Verfahren (siehe z.B. Gamerman (1997) S.24-26) benétigt zwar
auch keine Normierungskonstante, dafiir braucht man jedoch eine Vorschlagsdichte, die die
Grenzverteilung 7 so gering iiberdeckt, dass diese nicht zu kleinen Akzeptanzraten fiihrt.

Folgende zwei Spezialféille werden in der Praxis hdufig verwendet. Falls man die Vor-
schlagsdichte symmetrisch wihlt, d.h. ¢(6, ¢) = ¢(¢ , @), dann spricht man von einem sym-
metrischen MH. Fiir einen symmetrischen MH verwendet man h&ufig eine symmetrische
Verteilung mit Erwartungswert ¢ als Vorschlagsdichte ¢(0, ¢). Beim Unabhéingigkeits MH
Algorithmus w#hlt man die Vorschlagsdichte unabhéngig vom momentanen Zustand der
Markovkette, d.h. es gilt ¢(8,-) = f(-).

Nach Konstruktion ist es bei dem MH Algorithmus moglich, dass die erzeugte Markov-
kette sich nicht bewegt. Daher sollte man immer die Akzeptanzrate, d.h. den prozentuale
Anteil aller Iterationen bei denen sich die Markovkette bewegt, bestimmen. Man ist an hohen
Akzeptanzraten interessiert. Diese kann man z.B. erreichen, falls man als Vorschlag in der
j-ten Iteration eine multivariate Normalverteilung mit Erwartungswertvektor 6Y~Y und Ko-
varianzmatrix mit kleinen diagonalen Eintrdgen verwendet. Diese Wahl fiihrt zu kleinen Be-
wegungen der Markovkette und daher zu einer Akzeptanzrate nahe 1. Anderseits miissen die
Realisierungen der Markovkette jedoch den gesamten Parameterraum durchlaufen kdnnen,
damit diese konvergiert. Kleine Bewegungen fiihren jedoch zu einer langsamen Konvergenz
der Markovkette. Auf der anderen Seite fallen grofle Bewegungen in die Schwénze der Vertei-
lung, was wiederum zu einer niedrigen Akzeptanzrate fithrt. Daher sollte die Vorschlagdichte
so gewdhlt sein, dass grossere Bewegungen vom momentanen Wert mit grosserer Akzep-
tanzwahrscheinlichkeit mdoglich sind. Bennett et al. (1996) und Besag et al. (1995) raten
Vorschlagsdichten so zu wihlen, dass man eine Akzeptanzrate von 20-50% erhilt.

Die Monografie von Gamerman (1997) gibt eine allgemeine Einfiihrung zu MCMC Ver-
fahren, wihrend W.R. Gilks et al. (1996) viele Anwendungen enthilt. Ein Ubersichtsartikel
ist in Chib (2001) enthalten.

4 Statistische Software fiir MCMC Verfahren

Es gibt momentan noch keine kommerzielle statistische Software fiir den Entwickler von
MCMC Verfahren fiir komplexe Modelle. Solche Entwickler schreiben daher in der Regel
ihre eigenen Programme in C(++) und/oder MATLAB. Fiir den Anwender von bereits ent-
wickelten MCMC Verfahren bieten (win)bugs und BayesX eine reiche Auswahl von Modellen.
Beide Softwareprogramme sind free share Programme.

Das Paket (win)bugs wurde gemeinsam am MRC Biostatistics und Imperial College of
Medicine at St. Mary’s, London entwickelt und ist unter

http://www.mrc-bsu.cam.ac.uk/bugs/welcome.shtml
kostenlos erhéltlich. David Scollnik hat unter
http://www.math.ucalgary.ca/"scollnik/abcd/

(win)bugs Materialien fiir den Bereich Aktuarwissenschaften zusammengestellt und einen
Ubersichtsartikel (siehe Scollnik (2001)) geschrieben.



Viele interessante Beispiele, die (win)bugs verwenden, findet man in den Monografien
von Congdon (2001) und Congdon (2003).

Das Paket BayesX wurde am Institut fiir Statistik an der Universitdt Miinchen entwickelt
und ist ein Windows basiertes Anwendungstool. Es ist unter

http://www.stat.uni-muenchen.de/"lang/bayesx/bayesx.html

kostenlos erhéltlich.

Fiir den Anwender von MCMC Methoden ist es auch wichtig den burnin und das Kon-
verengenzverhalten der MCMC Iterationen zu beurteilen. Ein Plot der Iterationen und die
Betrachtung der geschétzten Autokorrelationen geben dabei einen ersten Einblick. Mathema-
tische Methoden basieren auf der Theorie der Markovketten und sind momentan in der Praxis
nur beschréinkt anwendbar. Cowles und Carlin (1996) und Brooks und Roberts (1998) geben
einen Uberblick iiber Methoden zur Konvergenzdiagnostik, die direkt aus den beobachte-
ten Iterationswerten bestimmt werden kénnen. Insbesondere ist die Gelman-Rubin Statistik
(Gelman und Rubin 1992) direkt in (win)bugs implementiert. Weitere Konvergenzdiagnosti-
ken sind in der Splus Library CODA() implementiert. Diese Library ist unter der gleichen
Internetadresse wie (win)bugs erhiltlich.

5 Anwendung auf Gesamtschadenmodelle

Wir werden nun die Bayesianischen Verfahren mit Hilfe von MCMC Methoden an einem ein-
fachen Gesamtschadenmodell illustrieren. Ein wichtiges Problem der Versicherungswirtschaft
ist die Vorhersage der Gesamtschadenverteilung. Der Gesamtschaden S; in der Zeitperiode
t ergibt sich als Summe der Einzelschéden, d.h.

Si=Yi1+--+ YN, (5.1)

wobei Y; 1, .., Yy n, die Einzelschdden und NV, die Anzahl der Schéden in der Zeitperiode t be-
zeichnen. Fiir erste einfache Modelle wird angenommen, dass die Einzelschdden unabhéngig
und identisch verteilt sind. Eine weitere Annahme ist, dass die Einzelschiden unabhéngig
von der Anzahl der Schadensfille auftreten. In dem klassischen Ansatz der mathematischen
Statistik erfolgte die Parameterschitzung fiir die Einzelschadenverteilung und die Verteilung
der Anzahl der Schiden durch Maximum Likelihood. Rekursive Methoden zur Bestimmung
der Gesamtschadenverteilung miissen eingesetzt werden (siehe z.B. Klugman et al. (1998))
Hierbei wird angenommen, dass die geschétzten Parameter die wahren Parameter sind. Dies
vernachlissigt die Parameterunsicherheit, und Dickson et al. (1998) zeigen z.B., dass die Vor-
hersage der Gesamtschadenverteilung stark fehlerbehaftet sein kann. Dieses Problem kann
durch einen Bayesianischen Ansatz gelost werden. Panjer und Willmot (1983) schreiben:

The operational actuarial interpretation is that the risk is first selected from the
whole set of risks in accordance with the risk distribution, and the performance
of the selected risk is then monitored. The statistical interpretation is essentially
Bayesian.
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Abbildung 1: Autokorrelationen fiir das GPD-Poisson Modell

Wir stellen nun einen Bayesianischen Ansatz fiir das Gesamtschadenmodell (5.1) mit
den vereinfachenden Annahmen vor und zeigen wie (win)bugs genutzt werden kann, um die
Parameterunsicherheit in der Gesamtschadenverteilung zu beriicksichtigen. Wir lassen dabei
zunéchst folgende Einzelschadenverteilungen zu:

e Pareto Verteilung
Y, ~ Pareto(a,b) mit Dichte
ab®

f(y)zﬁ,yzb>0,a>0. (5.2)

e Generalisierte Pareto Verteilung (GPD) mit a > 0
Y, ~ GPD(a, j1,0) mit Dichte

= yy>pn € R o >0,a> 0. 5.3

fy) STt L] ™ = (5-3)

Die Pareto Verteilung ist eine Standardschadenverteilung, wihrend die GPD Verteilung in
der Extremwerttheorie auftaucht (siehe z.B. die Monografie von Embrechts, Kliippelberg,
und Mikosch (1997)). Die GPD Verteilung tritt als Grenzverteilung fiir Uberschreitungen
eines Schwellenwert, falls der Schwellenwert gegen unendlich konvergiert, (sieche Balkema
und de Haan (1974) und Pickands (1975)). Insbesondere kann man die GPD Verteilung mit
a > 0, als die Verteilung von Y = p+a x o x (X — 1), wobei X ~ Pareto(a, 1) identifizieren.
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Abbildung 2: MCMC Iterationen fiir das GPD-Poisson Modell mit a > 0

Wir betrachten hier den Schwellenwert b in der Pareto Verteilung als bekannt. David Scollnik
lasst fiir Pareto verteilte Schiden auch einen unbekannten Schwellenwert zu.
Fiir die Verteilung der Anzahl der Schiden nehmen wir folgendes Mischungsmodell an:

N A ~ Poisson(A) mit A ~ Gamma(a, [3) a>0,6>0 (5.4)

Dies erlaubt die Modellierung von Uberdispersion in der Anzahl der Schiiden, d.h.
Var(N;) > E(N;), insbesondere gilt, dass die marginale Verteilung von N, negativ bino-
mial verteilt ist.

Wir wenden nun diese Modelle auf einen bekannten Datensatz aus der Extremwerttheo-
rie an, ndmlich auf Daten einer dénischen Feuerversicherung, die schon in McNeil (1997)
und Resnik (1997) untersucht worden sind. Der Datensatz ist auf der Homepage von EVIS
(http://www.math.ethz.ch/ mcneil/software.html) erhiltlich. Der Gesamtdatensatz
enthilt 2157 Einzelschiden mit einer Schadensumme von iiber 1 Million Dénischen Kronen
(DKK) aus den Jahren 1980 bis einschlieBlich 1990. Wir beschrénken uns auf die Anpassung
der Schiden, deren Schadenhéhe 20 Millionen DKK iiberschreiten. Dies war bei 36 Schiden
der Fall. McNeil (1997) zeigt in einer explorativen Datenanalyse, dass es keine Hinweise gibt,
dass die Einzelschéden in diesem Datensatz nicht unabhéngig und identisch verteilt sind. Im
Anhang sind die entsprechenden (win)bugs Programme zu finden, die Pareto und GPD ver-
teilte Einzelschéiden in Kombination mit dem hierarchischen Poisson Mischungsmodell (5.4)
fiir die Anzahl der Schidden schétzen. Die MCMC Iterationen wurden daher in (win)bugs
durchgefiihrt und die Abbildungen wurden mit der Statistiksoftware Splus erzeugt.
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Abbildung 3: a-posteriori Dichteschétzungen fiir das GPD-Poisson Modell mit a > 0

Fiir alle Modelle wurden 10000 MCMC Iterationen durchgefiihrt und ein burnin von 500
[terationen hat sich nach Ansicht der MCMC Iterationen als ausreichend erwiesen. Insbeson-
dere sind auch die beobachteten Autokorrelationen zwischen den Iterationen recht niedrig
(sieche Abbildung 1). Dies deutet auf eine schnelle Konvergenz des MCMC Algorithmus hin.
Fiir das GPD-Poisson Modell zeigt Abbildung 2 die Iterationswerte und Abbildung 3 die
dazugehorigen a-posteriori Dichteschédtzungen.

Auch die hier nicht gezeigten MCMC Iterationen und Autokorrelationen des Pareto-
Poisson Modells zeigen schnelle Konvergenz auf. In Tabelle 1 kann man fiir beide Modelle
die a-posteriori Punkt- und Intervalschitzungen basierend auf den letzten 9500 Iterationen
finden.

Um die Anpassungsgiite der verschiedenen Modelle zu beurteilen, wurde die Verteilungs-
funktion der Einzelschdden durch die empirische Verteilung, die geschitzte Verteilungfunk-
tion basierend auf ML Schéitzung und durch die geschétzte a-posteriori Verteilungfunktion
angepasst. Bei der Bayesianischen Schétzung der Verteilungsfunktion wurden a-posteriori
Mediane verwendet. Punktweise 95 % Bayesianische Vertrauensintervalle wurden auch be-
stimmt. Die Ergebnisse sind in Abbildung 4 zu sehen. Insbesondere sieht man, dass die ML
Schitzung die Verteilung unterschétzt, wenn ein Pareto Modell fiir die Einzelschédden ver-
wendet wird. Dagegen iiberschétzt der ML Schiitzer fiir das GPD Modell die Verteilung. Die
Bayesianische Schétzung stimmt gut mit der ML Schétzung im Fall des Pareto und GPD
Modells iiberein. Die Bayesianischen Intervallschdtzungen sind préziser fiir das Pareto als
fiir das GPD Modell. Dies ist zu erwarten, da das GPD Modell einen Parameter mehr als
das Pareto Modell verwendet. Fiir beide Modelle {iberdecken die Intervallschétzer die empi-
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GPD-Poisson Modell mit a > 0 (siehe (5.3))

node | mean sd | 2.5 % | median 97.5 %
a| 1.708 | 1.117 | .708 1.484 3.893
o | 10.270 | 3.211 | 5.229 9.871 17.640
Al 3.295 | 574 | 2.294 3.258 4.519

Pareto-Poisson Modell (siehe (5.2))

node | mean sd | 2.5 % | median 97.5 %
a| 1.810 | .298 | 1.270 1.796 2.422
A 3.305 | 57T | 2.273 3.267 4.550

Tabelle 1: A-posteriori Punkt- und Intervallschdtzungen

rischen Werte. Da die Uberschitzung im Pareto Modell geringer ist als fiir das GPD Modell
und die Intervallschétzer genauer, scheint das Pareto Modell geeigneter zu sein fiir diesen
Datensatz. Mehr formale Bayesianische Modellwahlansitze wie Bayesfaktoren (siehe (Kass
und Raftery 1995) und (Han und Carlin 2001)) fiir nicht geschachtelte Modelle und das DIC
Kriterium (Spiegelhalter et al. (2002)) sind hier auch denkbar.

Wir wenden uns nun den Bayesianischen Vorhersagen zu. Eine zukiinftige Beobachtung
X, 41 basierend auf den Daten X = (X7y,...,X,) mit a-posterori Verteilung 7(6|X) wird
mit Hilfe der prediktiven Dichte

Pl o) = /f(xn+1|0)  7(6]X)d0

vorhergesagt. Diese Dichte kann approximiert werden durch

R

i=B+1

1
R —

f(zp|ze, . xn) = 5

wobei {O(i),i =1,.., R} der Output eines MCMC Verfahrens mit burnin= B ist. Fiir unser
Modell bedeutet dies fiir die Anzahl der Schadenfille im Jahr 1991, dass die prediktiven
Wahrscheinlichkeiten durch

1 .
P(Ng; = n|Daten) = Tz Z P(Ng = n|A®)
=Bt
B 1 R e—A(i) [)\(z)]n
- R o B i=B+1 n'

geschitzt werden konnen. Hierbei ist A®) der i-te Iterationswert fiir A. Fiir unseren Datensatz
sind diese prediktiven Wahrscheinlichkeiten in Tabelle 2 enthalten. Wir sehen, dass die Wahl
des Modells fiir die Einzelschadenverteilung keinen Einfluss hat. Dies ist zu erwarten, da an-
genommen wurde, dass die Anzahl der Schiden unabhéngig von der Hohe der Einzelschiden
ist.
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Abbildung 4: Schitzungen der Verteilungsfunktion der Einzelschiden (Empirisch, ML und
Bayesianisch mit 95 % Vertrauensintervalle) fiir das Pareto und GPD Einzelschadenmodell

Fiir den Gesamtschaden im Jahr 1991

S = 1/9171 + ..+ }/E)LNQI falls Ng; >0
M7 0 sonst

ist die prediktive Dichte fiir das Pareto-Poisson Modell gegeben durch

f(So1|Daten) = /00 /oof(5’91|)\,a)f()\,a|Daten)d)\ da.
o Jo

Hierbei ergibt sich das Problem, dass f(Sg1|A, a) rekursiv berechnet werden muss. Daher ist
es einfacher die prediktive Dichte zu simulieren. Hierzu wird fiir « = B+ 1,--- , R folgende
Simulation durchgefiihrt

1. Erzeuge N§) ~ Poisson(\®)

12



GPD-Poisson Modell | Pareto-Poisson Modell
n P(Nyy = n|Daten) P(Ny; = n|Daten)
0 0.044 0.043
1 0.130 0.129
2 0.201 0.200
3 0.212 0.212
4 0.173 0.173
5 0.116 0.117
6 0.066 0.067
7 0.033 0.034
8 0.015 0.015
9 0.006 0.006
10 0.002 0.002
11 0.001 0.001
12 0.000 0.000

Tabelle 2: A-posteriori Vorhersage der Anzahl der Schiden im Jahr 1991

2. Falls Né? = 0, dann setze Séil) =0
3. Falls Ng(? > 0, dann erzeuge
YO ~ Pareto(a,b) firk =1 N
91,k ) — ool

und setze Si = Yg(fy)l +..+ Yg(lz,)Né?’

falls das Pareto-Poisson Modell verwendet wird. Fiir das GPD-Poisson Modell wird die Pa-
reto Verteilung im Schritt 3 durch die GPD Verteilung ersetzt. Die prediktive Dichte wird
nun durch die empirische Verteilung von {Sézl),i = B + 1, .., R} approximiert. Dafiir wurden
die letzten 5000 MCMC Iterationen verwendet. Die entsprechenden geschétzten prediktiven
Dichten fiir einen von Null verschiedenen Gesamtschaden im Jahr 1991 sind in Abbildung
5 enthalten. Die ML Schétzungen sind wie erwartet konzentrierter als die Bayesianischen
Schétzungen. Das Pareto-Poisson Modell sagt einen grofleren Gesamtschaden fiir Schiden
iiber 20 Millionen DKK vorher als das GPD-Poisson Modell. Dies ist zu erwarten, da nach
Abbildung 4 die erwartete Hohe eines Einzelschadens im Pareto-Poisson Modell grofler ist
als die erwartete Hohe eines Einzelschaden im GPD-Poisson Modell. Die geschétzte Wahr-
scheinlichkeit fiir keinen Schaden iiber 20 Millionen DKK in 1991 ist .0358 (.0398) fiir das
GPD-Poisson Modell wenn ML (Bayesianische) Schitzung verwendet wird. Fiir das Pareto-
Poisson Modell ist diese Wahrscheinlichkeit .0386 (.0426). Zusammenfassend kann man sa-
gen, dass bei diesem Datensatz die Parameterunsicherheit nicht zu gross ist und dass das
Pareto-Poisson Modell eine gute Anpassung der Daten erlaubt.

Zielsetzung dieses Artikels ist es, MCMC Verfahren einem neuen Kreis von Anwendern
zuginglich zu machen. Deswegen wurde ein einfaches Beispiel zur Illustration gewahlt, was
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Abbildung 5: A-posteriori und ML Dichteschédtzungen fiir einen von Null verschiedenen Ge-
samtschaden im Jahr 1991

jedoch nur beschriankt die Moglichkeit der Parameterschitzung in komplexen Modellen auf-
zeigen kann. Abschliessend mo6chten wir deswegen auf Literatur verweisen, die diese Moglich-
keiten mehr ausschopfen.

Im Bereich von Versicherungsdaten verwenden Bottolo et al. (2003) Reversible Jump
MCMC Verfahren, um Heterogenitéit bei extremen Ereignissen zu beriicksichtigen. Diese
Heterogenitéit wird durch einen Mischansatz modelliert, wobei die Anzahl der Komponen-
ten der Mischverteilung gemeinsam mit den anderen Parametern geschitzt wird. Fiir die
Schétzung der durchschnittlichen Schadenhéhe in einem Portfolio verwenden Dimakos und
di Rattalma (2002) einen Poisson/Gamma Ansatz im Modell (5.1). Da alle Schiden betrach-
tet werden, wird hier die Gamma Verteilung als Verteilung der Einzelschiden herangezogen.
Sowohl auf der Ebene Schadenanzahl als auch auf der Ebene der Schadenhéhe werden fixe
Effekte von Kovariablen und zufillige Effekte zugelassen. Mit Hilfe von MCMC schitzen
Dimakos und di Rattalma (2002) alle Parameter gemeinsam und verwenden diese, um die
Risikoprédmie zu bestimmen. Hardy (2002) zeigt wie MCMC verwendet werden kann, um
Parameterunsicherheit im Bereich von Risikomanagement fiir eigenkapitalgebundene Ver-
sicherungen zu beriicksichtigen. Dabei werden sowohl regime-switching als auch GARCH
Modelle unter mehreren Risikostrategien untersucht.

Im Bereich von Finanzdaten untersucht Eraker (2001) Diffusionsmodelle mit Hilfe von
MCMC, wihrend Hedgingstrategien von Wechselkursen mit GARCH Modellen und stocha-
stische Volatilitdtsmodelle (SV) von Bos et al. (2001) betrachtet werden. Statistische Modelle
fiir multivariate Finanzzeitreihen und deren Schitzung mit MCMC Verfahren werden z.B.
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von Pitt und Shephard (1999) und Vrontos et al. (2001) entwickelt. Ein Modell fiir ordi-
nal skalierte Zeitreihen wie sie z.B. bei Preisverdnderungen bei hochfrequenten Finanzdaten
auftreten wurde von Miiller und Czado (2002) untersucht.

Zusammenfassung

Modellierung von realistischen Zusammenhéngen erfordern komplexe statistische Modelle.
Standard Schitzmethoden wie Maximum Likelihood sind dann oft auch numerisch nicht
mehr verwendbar, wihrend eine Bayesianische Schitzung noch durchfiihrbar ist. Dies ist
moglich durch das Einsetzen von Markov Chain Monte Carlo (MCMC) Methoden. Die-
ser Artikel beschreibt in Grundziigen wie MCMC Verfahren arbeiten und diskutiert zwei
Standardverfahren, ndmlich den Gibbs Sampler und den Metropolis Hastings Algorithmus.
Praktische Hinweise zur Implementierung und Auswertung werden gegeben. Dabei wird die
Software (win)bugs eingesetzt. Zum Abschluss wird die Implementierung von MCMC Al-
gorithmen und deren Bayesianische Auswertung an einem einfachen statistischen Modells
illustriert. Dabei wurden Standardmodelle wie das Pareto-Poisson und das GPD-Poisson
Modell fiir die Modellierung des Gesamtschaden in der Versicherungswirtschaft eingesetzt
und die Parameterunsicherheit bei der Vorhersage beriicksichtigt.

Introduction to Markov Chain Monte Carlo Methods
with Application to Aggregate Insurance Loss

Modeling of realistic dependency structures requires the usage of complex statistical models.
In this case standard estimating methods such as maximum likelihood are not even nume-
rically tractable in contrast to Bayesian approaches. This is facilitated by utilising Markov
Chain Monte Carlo (MCMC) methods. This paper introduces MCMC approaches such as
the Gibbs sampler and the Metropolis Hastings algorithm. Practical advice with regard to
implementation and evaluation will be given. The statistical software (win)bugs will be used.
Finally a data example requiring modeling of aggregate insurance loss will be discussed in de-
tail when parameter uncertainty is accounted for. In particular standard models such as the
Pareto-Poisson and the GPD-Poisson models were used to illustrate the Bayesian approach
with MCMC methods.
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Appendix

(win)bugs Programm fiir das Pareto-Poisson Modell

Model
model;
{
# Model structure for Pareto modeling.
for(i in 1:L){
Y[i] “dpar(a,20)
i
a“dgamma (0.001,0.001);
# Model structure for Poisson Modelling
N91 ~ dpois( lambda )
for( i in 1 : T ){
N[i] ~ dpois( lambda )
+
lambda ~ dgamma( 0.001, 0.001 )

Data

list( N = c¢(3, 4, 5, 0,0,3, 1, 4, 8, 5, 3),

Y = c(26.214641, 21.961933, 263.250366, 34.141547, 20.969856, 56.225426,
50.065531, 24.970273, 20.049941, 65.707491, 27.262595, 22.258226,

22.137567, 46.500000, 57.410636, 29.026037, 23.283859, 32.467532,
29.037106, 27.829314, 38.154392, 27.338066, 25.288376, 20.452529,
47.019521, 24.578527, 25.95386, 31.055901, 24.555461, 42.091448,

20.863675, 152.413209, 32.387807, 20.826733, 144.657591, 28.630363),

N91 = NA, T =10, L = 36)

Inits
list( a = 4, lambda=15)

(win)bugs Programm fiir das GPD-Poisson Modell

Model
model;
{
# Model structure for GPD modelling.
for(i in 1:L){
ones[il<-1
ones[i] “dbern(p[il)
plil<-pow(1/(1+((Y[i1-20)/(sigma*a))) ,a+1)/(bignum*sigma)
}
bignum<-100
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sigma~dgamma (0.001,0.001);
a~“dgamma( 0.001, 0.001 ) ;
# Model structure for Poisson Modelling
N91 ~ dpois( lambda )
for( i in 1 : T ){
N[i] ~ dpois( lambda )

}
lambda ~ dgamma( 0.001, 0.001 )
}
Data
list(... wie bei Pareto-Poisson Modell)
Inits

list(a = 4, lambda=15,sigma=10)
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