
1 Einleitung

Ziel des modernen Straßenverkehrs ma  -
na gements ist eine angepasste und umfas-
sende Unterstützung des Verkehrsteilneh-
mers durch individuelle Dienste  sowie die
netzoptimale Beeinflussung der Verkehrs-
teilnehmer über kollektiv wirkende Syste-
me. Dabei bildet das Wissen über aktuelle
und zukünftige Verkehrszustände bzw.
entsprechende Verkehrskenngrößen ein
zentrales Element.

1.1 Erfassung, Schätzung und Prognose
von Verkehrskenngrößen 

Lokale Kenngrößen werden in der Regel
kontinuierlich erfasst, sind jedoch in ihrer
Aussagekraft zunächst auf einen lokalen
Querschnitt beschränkt. Aus Nutzer- und
Betreibersicht relevante streckenbezogene
Größen wie Reisezeiten und Staulängen
lassen sich daraus nicht direkt heraus -
lesen. Die direkte Erhebung streckenbe -
zogener Kenngrößen ist heutzutage nicht

der Regelfall. Genutzt werden beispiels-
weise fahrzeuggenerierte Daten oder –
teilweise temporär installierte – Systeme
zur Fahrzeugwiedererkennung. Häufig ist
eine kontinuierliche Erfassung nicht mög-
lich und es entsteht ein „löchriges“ Bild.
Um diese Löcher zu schließen, aber auch
um die kurzfristige Entwicklung prog -
nostizieren zu können, müssen Modelle
oder Berechnungsverfahren eingesetzt
werden. Verfahren der Mustererkennung
können eingesetzt werden, wenn die ge-
suchten Verkehrskenngrößen zumindest
zufällig erfasst und archiviert wurden und
wenn zum Zeitpunkt der Modellierung be-
schreibende Variablen („Muster“) vorlie-
gen, die mit den historischen Mustern ver-
glichen werden können.

1.2 Mustererkennung zur Lösung 
von Regressionsproblemen

Der Forschungsgegenstand der Musterer-
kennung sind große, strukturierte Daten-
bestände und beinhaltet Verfahren zum

automatisierten Erkennen und Auswerten
von Mustern in ein- oder mehrdimensio-
nalen Signalen. Detaillierte Erläuterungen
zum Thema finden sich beispielsweise in
Hagedorn et al. [1997]. Die Regression
als Teilgebiet der Mustererkennung be-
schäftigt sich mit der Schätzung und Pro-
gnose von numerischen Daten. Dazu wer-
den auf Basis von Beobachtungen (Bei-
spiel- oder Trainingsdatensätzen) Zusam-
menhänge zwischen den zu prognos -
tizierenden  Größen (den abhängigen 
Variablen) y und gemessenen Größen (un -
abhängigen Variablen) X hergestellt:

Es existieren verschiedene Verfahren zur
Lösung von Regressionsproblemen. Bei re-
gressionsanalytischen Verfahren werden
Zusammenhänge zwischen einer (einfache
Regression) bzw. mehreren (multiple Re-
gression) unabhängigen Variablen und
 einer abhängigen Variablen angenommen
und geschlossen funktional formuliert.

y�= f (X), X = x1, … , xn .
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Ein instanzbasiertes Lernverfahren 
zur Schätzung und Prognose von 
Verkehrskenngrößen unter Nutzung 
räumlich-zeitlicher Verkehrsmuster
Axel Leonhardt

Der Artikel beschreibt ein instanzbasiertes Lernverfahren zur Schätzung und Prognose von Verkehrskenngrößen
auf Basis räumlich-zeitlicher Verkehrsmuster. Instanzbasierte Lernverfahren sind Mustererkennungsverfahren
und können zur Lösung von Regressionsproblemen verwendet werden. Wesentliches Merkmal dieser Verfah-
rensgruppe ist, dass der Schätzwert zur Laufzeit nur auf Basis der jeweils relevantesten historischen Beobach-
tungen gebildet wird. Das Verfahren kann eingesetzt werden, wenn historische Beobachtungen zusammen mit
relevanten unabhängigen Variablen vorliegen und diese unabhängigen Variablen zum Zeitpunkt der Schätzung
verfügbar sind. Dadurch wird das Verfahren insbesondere zur Schätzung von „zufällig“ im Netz beobachtbaren
Verkehrskenngrößen (z.B. Reisezeiten aus Fahrzeugpositionsmeldungen) auf Basis kontinuierlich erhobener
Verkehrsdaten (typischerweise aus lokalen Detektoren) interessant.

The paper describes an instance based learning method for the estimation and short term prediction of traffic
parameters, based on spatio-temporal traffic patterns. Instance based learning is a data mining method to
 solve regression problems. One important characteristic of such models is that the functional relationship
 between input and output variables is not estimated globally but only based on the most relevant observations.
The proposed method can generally be used to estimate any traffic parameter if there are historical observa -
tions of the respective parameter and if there are relevant features available at the time the estimation is
 made. This makes the method particularly useful for the estimation and prediction of occasionally observed
 variables (e.g. travel times from probe vehicles) based on continuously observed parameters (e.g. data from 
   local detector stations).

Verfasseranschrift:
Dr.-Ing. A. Leonhardt,
Technische Universität
München,
Lehrstuhl für Verkehrs -
technik,
Arcisstraße 21,
80333 München,
axel.leonhardt@vt.bv.tum.de



Künstliche Neuronale Netze sind flexible,
aus einfachen Verarbeitungseinheiten
(Neuronen) bestehende Funktionsapproxi-
matoren. Aufgrund ihrer Struktur existie-
ren effiziente Lernalgorithmen zur opti-
malen Verknüpfung der Neuronen mit
dem Ziel, den Zusammenhang zwischen
unabhängigen und abhängigen Variablen
herzustellen. Selbstlernende Expertensys -
teme sind hybride Verfahren, die Exper-
tenwissen über Zusammenhänge in Form
prototypischer Regeln, Fallbeispielen oder
Entscheidungsbäumen abbilden und diese
auf Basis von Trainingsdaten optimieren.
Instanzbasierte Lernverfahren (auch: Para-
meterfreie Regression) berechnen die Ähn-
lichkeit des aktuellen Musters X zu den
 historischen Instanzen entsprechend eines
vorgegebenen Ähnlichkeitsmaßes zur
Laufzeit und approximieren y aus den
 zugehörigen historischen abhängigen Va-
riablen direkt auf Basis der Trainings -
daten. Im folgenden Abschnitt wird diese
Verfahrensklasse detailliert beschrieben. 

1.3 Instanzbasierte Lernverfahren

Verfahrensprinzip

Instanzbasiertes Lernen kann mit einem
Zitat von M o o r e (2001) treffend be-
schrieben werden: 
"To make a prediction, search database for
similar datapoints, and fit with the local
points.”
Beim instanzbasierten Lernen wird also
keine globale Funktion zur Abbildung des
gesamten Wertebereichs gebildet (Bild 1,
links), sondern die vermutete Funktion
durch lokale Teillösungen direkt aus den
Beobachtungen angenähert (Bild 1, rechts).

Anwendungsvoraussetzungen für instanz -
basierte Lernverfahren

Bei der Verwendung instanzbasierter Lern-
verfahren sind einige Voraussetzungen zu
beachten: 
– Wie bei jedem Regressionsverfahren

muss ein Zusammenhang zwischen den

unabhängigen Variablen X und der zur
prognostizierenden abhängigen Varia-
ble y bestehen.

– Die aktuellen Daten und die histori-
schen Instanzen müssen der gleichen
Verteilung entstammen, es müssen also
die gleichen Randbedingungen gegeben
sein.

– Der Merkmalsraum sollte möglichst
vollständig von den Instanzen belegt
sein, es sollte also eine möglichst große
Basis an historischen Beobachtungen
vorliegen.

Eigenschaften instanzbasierter Lernverfahren

Instanzbasierte Lernverfahren bieten den
Vorteil, dass sie intuitiv verständlich sind
(keine „Black Box“) und dass durch die
kontinuierliche Ergänzung des Datenar-
chivs eine selbstgegebene Adaptivität
 erreicht wird. Aufgrund der lokalen Ap-
proximation muss keine globale Funktion
formuliert und gelernt werden, was bei zu
erwartenden stark nicht-linearen Zusam-
menhängen günstig ist. Hauptnachteil der
instanzbasierten Lernverfahren ist die
 benötigte Rechenzeit und der benötigte
Speicherbedarf, da das Modell nicht in
 einer vorgeschalteten offline-Trainings-
phase generiert wird, sondern bei jeder
Prognoseanforderung neu gebildet werden
muss.

Anwendungsbeispiele für instanzbasierte
Lernverfahren

Es finden sich zahlreiche Anwendungen
von instanzbasierten Lernverfahren zur
Schätzung und Kurzfristprognose von
 Verkehrskenngrößen. 
W i l d (1996) stellt ein Verfahren zur
Kurzfristprognose von Verkehrsstärken auf
 Basis historischer Verkehrsstärkegangli -
nien vor. Zur Prognose wird jeweils der
zur bisherigen Tagesganglinie ähnlichste
 Repräsentant der entsprechenden Tages-
klasse verwendet. Der Eingangsvektor ist
also ein lokales, zeitlich ausgedehntes
 Muster. 

M a i e r et al. (2008) beschreibt ein Ver-
fahren zur Kurzfrist-Prognose von Stö-
rungsausbreitungen auf Basis räumlicher  
Mustererkennung. Grundlage bilden Ver-
kehrszustände aus einem dynamischen
Routenwahl- und Umlegungsmodell. Aus
einer historischen Datenbasis werden die
zur aktuellen Situation am besten passen-
den Muster ausgewählt und zur Prognose
herangezogen. Der Eingangsvektor be-
schreibt ein räumlich ausgedehntes Muster
zu einem Zeitintervall. 
F ö r s t e r (2008) stellt ein Verfahren vor,
in dem die Verkehrsstärken für mehrere
Messstellen in einem Netz durch einen
Abgleich der aktuellen Messungen mit
 einer historischen Datenbasis für einen
Horizont von 20 Minuten prognostiziert
werden. Dabei wird die aktuelle Situation
in ihrer Gesamtheit (alle Messstellen über
mehrere Zeitintervalle) mit der Datenbasis
verglichen, die ähnlichste ausgewählt und
auf deren Basis die Prognose für alle
Messstellen abgeleitet. Der Eingangsvektor
beschreibt ein räumlich-zeitlich ausge-
dehntes Muster, das für alle betrachteten
Messstellen gilt. 
R o b i n s o n (2005) stellt ein Verfahren
zur Schätzung von Reisezeiten vor. Dabei
werden Reisezeiten der Kennzeichenerfas-
sung aus dem Londoner City-Maut System
als abhängige Variable und lokale Ver-
kehrsstärken sowie Belegungsgraden meh-
rerer Messstellen auf der jeweiligen Stre -
cke als unabhängige Variable betrachtet. 

2 Entwicklung eines instanzbasierten
Lernverfahrens zur räumlich-
zeitlichen Mustererkennung

Im Folgenden wird das Verfahren, ohne
andere Fälle auszuschließen, anhand der
Reisezeit als abhängige Variable und an-
hand von Belegungsgraden lokaler Detek-
toren als unabhängige Variable erklärt.
Grundlage ist eine strukturierte Datenba-
sis, in der alle Daten auf ein einheitliches
Zeitraster (hier: 15 Minuten) referenziert
sind.

2.1 Gesamtübersicht über das Verfahren

Das Bild 2 zeigt einen Gesamtüberblick
über die einzelnen Verfahrensschritte. Für
den zu schätzenden Wert y'r (t+�Δt) (im
Beispiel ist das die Reisezeit auf der Route
r=3 für einen Prognosehorizont von
�Δt=1) werden die zur Schätzung relevan-
ten Messstellen ausgewählt. Von diesen
Messstellen werden die Daten bis zu einem 
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Bild 1: Darstellung von globaler und lokaler Funktionsnäherung
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vorzugebenden maximalen Alter als be-
schreibendes Verkehrsmuster verwendet.
Die Verkehrskenngrößen werden für den
späteren Zugriff fortlaufend archiviert. Für
jedes historische Muster Xr(t+Δ∆t)hist,i, für
das die gewünschte Größe vorliegt (im
Beispiel liegen 2 Instanzen vor), wird die
Distanz (also die „Unähnlichkeit“) Di zu
dem aktuellen Muster berechnet. Die k
ähnlichsten Instanzen werden zur Pro g -
nose herangezogen. 

2.2 Berechnung der Ähnlichkeit 
zweier Situationen

Die Relevanz des jeweiligen Musters ist
proportional zu seiner Ähnlichkeit zur
 aktuellen Situation. Zur Bestimmung der
Ähnlichkeit wird die Distanz D zwischen
jeweils zwei Situationen berechnet. D wird
zur Summe aus der mit GV gewichteten
Distanz zwischen den berücksichtigten
Verkehrsdaten (den Verkehrsmustern) DV,
der Distanz der Kalendermerkmale (Wo-
chentag und Tageszeit) DK und einem
Strafterm für unvollständige Verkehrsmus -
ter SF definiert:

Auswahl und Gewichtung der 
Verkehrsmerkmale

Wird zu einem Zeitpunkt t eine Reisezeit-
prognose y' auf der Route r für den
 Zeitpunkt t + �Δt berechnet, dann werden
zunächst alle historischen Instanzen Xi
identifiziert, für die eine entsprechende
Beobachtung y vorliegt. Die Merkmale xi,j
(ds, dt) ∈ Xi sind lokale, auf das gewählte
Zeitraster aggregierte Belegungsgrade
 relevanter Detektoren. Bei der Ähnlich-
keitsberechnung werden die Merkmale
entsprechend dem Abstand ds des Detek-

�          

D�= GV · DV + DK + SF .
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tors von der Route r und entsprechend
 ihrem Alter dt mit dem Gewichtungsfaktor
gj gewichtet: 

Die räumliche Relevanz des Merkmals j
wird durch den stromabwärtigen Abstand
ds des Detektors zur betrachteten Route r
im Straßennetz berücksichtigt. Dem liegt
die Annahme zugrunde, dass sich inner-
orts die Information in Form der Nach -
frage primär in Flussrichtung ausbreitet
und dass sich relevante Ereignisse wie
Staus auch primär durch eine zu hohe
Nachfrage an den Knotenpunkten ein -
stellen. Alternativ können auch Korrela -
tionsanalysen oder Routenspinnen zur
Schätzung der Relevanz verwendet
 werden. dsmax ist der maximale Abstand,
innerhalb dessen ein Detektor berück -
sichtigt wird. Die zeitliche Relevanz eines
Merkmals geht über das Alter dt ein. Es
werden Merkmale bis zu einem Alter dtmax
berücksichtigt. Je älter ein Messwert im
aktuellen Muster und je weiter die ent-
sprechende Messstelle entfernt ist,  desto
geringer ist der Einfluss dieses  Messwertes.
Die lineare Form der Gewichtsfunktion
kann prinzipiell durch andere Formen (z.B.
Exponentialfunktion, Berücksichtigung
der Informationsfortpflanzungsgeschwin-
digkeit) ersetzt werden. 
Zur Berechnung der Ähnlichkeiten der aus
den relevanten Merkmalen bestehenden
Verkehrsmuster (dem aktuellen Verkehrs-
muster Xi

akt und dem historischen Ver-
kehrsmuster Xi

hist) wird die Distanz DV,r,i
auf Basis einer gewichteten, auf den 
Mittelwert der Merkmale des aktuellen 
Mus ters χ–i

akt normierten Lk-Norm verwen-
det:
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Bild 2: Schematische Darstellung des Mustererkennungsprozesses
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Mit einem großen Exponenten ke wird
 dabei eine größere Gewichtung einzelner
größerer Abstände erreicht. Die Normie-
rung wird zur Berücksichtigung mögli-
cherweise fehlender Messwerte benötigt.

Kalenderbasierte Distanz 

Tagesklasse und Tageszeit stellen aufgrund
typischer Nachfragestrukturen wichtige
Merkmale zur Schätzung und Prognose
verkehrlicher Kenngrößen dar. Daher wer-
den die Ähnlichkeit der aktuellen und der
historischen Tagesklasse, sowie die Über-
einstimmung der Tageszeiten als Merkmal
bei der Bewertung der Ähnlichkeit zweier
Situationen berücksichtigt. 
Die Tagesklassen werden anhand der Wo-
chentage und weiterer verkehrsrelevanter
Merkmale wie „Feiertag“ und „Brücken-
tag“ festgelegt. In einem Ereigniskalender
können einzelne Tage zusätzlich entspre-
chend verkehrswirksamer Ereignisse defi-
niert werden. 
Zur Beschreibung der kalenderbasierten
Distanz des aktuellen Musters zu einer
 historischen Instanz i wird das Distanz-
maß DK,i definiert. Dabei soll DK,i klein
sein, wenn sich der Erwartungswert der zu
prognostizierenden Größe für das Merk-
mal (Tagesklasse, Tageszeit) für die Muster
wenig unterscheidet. DK,i wird definiert
als:

Ey ist dabei der Erwartungswert der
 abhängigen Variablen je Tagesklasse T
und Zeitintervall Z. Durch Division durch
den Mittelwert der abhängigen Variablen
über die gesamte Stichprobe γ werden die
Unterschiede in den Erwartungswerten
 relativiert. 
Durch die Integration der Tagesklassen

�          

�         

DV,r,i = 

FFΣ j _gj(ds,dt) · |xakt (ds,dt)–xhist(ds,dt)|ke+GG ke
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mit 0 ≤ g ≤ 1.
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und der Tageszeit als Distanzfunktion wird
eine Berücksichtigung dieser insbesondere
für größere Prognosehorizonte relevanten
Merkmale möglich. Gleichzeitig ist durch
eine entsprechende Gewichtung das Ta-
gesklassen- und Tageszeit-übergreifende
Erkennen signifikanter Verkehrssituatio-
nen möglich, da der Mustervergleich nicht
ausschließlich auf identische Tagesklassen
beschränkt ist.

Strafterm zur Berücksichtigung fehlender
Messwerte

Aufgrund fehlender oder nicht verwend-
barer Messwerte kann es zu „Löchern“ in
der eigentlich kontinuierlichen lokalen
Datenerfassung kommen. Muster sollten
jedoch auch bei fehlenden Messwerten be-
züglich ihrer Ähnlichkeit bewertet werden
können. Die oben beschriebene Funktion
zur Berechnung der Distanz DV zweier
Verkehrsmuster ist normiert auf die An-
zahl der verwendbaren Muster. Ergebnis
ist also eine durchschnittliche Distanz der
einzelnen Merkmale. Die Distanz der
 Verkehrsmuster sollte jedoch stärker
 gewichtet werden, wenn das Muster
 vollständig ist. Ansonsten besteht die Ge-
fahr, dass stark unvollständige Muster mit
einzelnen zufällig ähnlichen Messwerten
als nächste Nachbarn identifiziert werden. 

Bei der Distanzberechnung wird daher der
Strafterm SF für fehlende Messwerte
 eingeführt. SF berechnet sich zu:

Dabei ist ngesamt,i die Anzahl der möglichen
Verkehrsmerkmale des Musters Xi. ngültig,i
ist die Anzahl der Merkmale, die sowohl
im aktuellen als auch im historischen Mu-
ster Xi vorhanden sind (Bild 3).

SF,i nimmt dabei, ebenso wie die Gewich-
tung der Ähnlichkeit der Verkehrsmuster,
proportional mit steigendem Prognoseho-
rizont tprog ab.
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2.3 Lokale Approximation der Daten 

Sortiert man die Instanzen aufsteigend
nach der berechneten Distanz, so erhält
man mit den k ersten Listeneinträgen die
so genannten „k nächsten Nachbarn“. Aus
diesen wird die Funktion lokal als gewich-
teter Mittelwert approximiert. 

Die lokale Approximation wird wiederum
als Regressionsproblem aufgefasst (nur
eben auf Basis der k relevantesten und
nicht allen vorliegenden Beobachtungen)
und kann entsprechend gelöst werden. 
Die Anzahl k bestimmt Glättung und
 Spezifität. Je größer k, desto stärker ge-
glättet und weniger spezifisch ist die
Schätzung für y. Für den Extremfall k = n
ist die Schätzung für y gleich dem Mittel-
wert über alle jemals gemachten Be -
o bachtungen. Für den Extremfall k = 1
entspricht der Schätzwert der zum ähn-
lichsten historischen Muster gehörenden
 Beobachtung. 
Zur Berechnung des Gewichts der k ähn-
lichsten Muster wird ein Gauß-Kern
 verwendet. Gauß-Kerne haben einige güns -
tige Eigenschaften: Das Gewicht konver-
giert mit steigender Distanz exponentiell
abnehmend gegen null. Somit werden
 Instanzen mit geringer Distanz deutlich
bevorzugt. Gleichzeitig wird das Gewicht
aber nie gleich null, so dass auch dann
 eine Lösung ermittelt werden kann, wenn
alle Instanzen eine relativ große Distanz
zum aktuellen Muster aufweisen. Des Wei-
teren besitzt der Gauß-Kern mit der
 Kernweite KW nur einen einzustellenden
Parameter. Das Gewicht wi der Instanz i
berechnet sich zu:

KW ist dabei die so genannte Kernweite
und bestimmt den Einfluss der berücksich-
tigten Instanzen als Funktion ihrer Distanz
zum aktuellen Muster. Wird KW groß
 gewählt, dann haben auch unähnliche
 Instanzen einen relativ großen Einfluss
auf die Prognose und die Prognose wird
konservativer. Die Distanz Di wird auf das
minimale Di, i = 1…k bezogen, so dass die
 Distanz der ähnlichsten Instanz auf den
Wert 1 normiert ist. 

2.4 Parameterkalibrierung

Das vorgestellte Verfahren zur Schätzung
von Verkehrskenngrößen besitzt sechs Pa-
rameter. Während die optimale Anpassung
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Bild 3: Ermittlung der Anzahl der gültigen Merkmale des Verkehrsmusters

x =

historisches Muster Xi aktuelles Muster nutzbare Merkmale i 



an die Trainingsdaten ein Teil des Muster-
erkennungsprozesses und damit automati-
siert ist, können die Modellparameter auf
Basis von Trainingsmustern kalibriert wer-
den. Da sich das Optimierungsproblem
nicht als ableitbare Funktion formulieren
lässt, eignen sich heuristische Optimie-
rungsverfahren wie Genetische Algorith-
men (siehe beispielsweise Bajwa et al.
(2003)). Dabei werden zu Beginn des
 Optimierungsprozesses Initiallösungen ge-
neriert und anhand ihrer Güte (Schätz-
/Prognosegenauigkeit) bewertet. Ist ein Ab-
bruchkriterium erreicht, wird die Lösung
verwendet und die Optimierung  beendet.
Wenn nicht, so werden auf Basis des Selek-
tionsschemas Individuen aus der aktuellen
Generation zur Fortpflanzung ausgewählt.
Aus den ausgewählten Individuen wird
über genetische Operatoren eine neue Ge-
neration gebildet und bewertet. Dieser Pro-
zess wird solange wiederholt, bis ein Ab-
bruchkriterium (Güte, Kon vergenz und ma-
ximale Anzahl an Iterationen) erfüllt ist.
Detailliertere Erläuterungen können in der
einschlägigen Literatur gefunden werden
(z.B. in Gerdes et al. (2004)). 
Im Bild 4 ist die Performanz in Form des
Zielfunktionswerts als Funktion der Gene-
ration dargestellt. Sowohl für den Bele-
gungsgrad, als auch für die Reisezeit ist
deutlich zu sehen, dass die Prognosegüte
für die Initiallösungen ebenso wie im
 weiteren Verlauf für die kleineren Progno-
sehorizonte höher ist. 
Der Parameter k ist ein wesentlicher Para-
meter des Verfahrens, er bestimmt die
Glättung der Schätzung. Der Literatur ist
zu entnehmen, dass es keine allgemeine
Regel zur Wahl von k gibt, k jedoch ≤ √––(n
= Anzahl aller Instanzen des Archivs)
 gewählt werden sollte (siehe J ö n s s o n

und Wo h l i n (2004)). Der Parameter Kw
bestimmt die Glättung innerhalb der aus -
gewählten k Beobachtungen. Mit Kw ge-
gen unendlich geht der negative Exponent
des Gauß-Kerns gegen null und jede der k
 Beobachtung wird unabhängig von der
Ähnlichkeit des zugehörigen Musters bei
der Schätzung berücksichtigt (arithmeti-
scher Mittelwert). Wird Kw klein gewählt,
wird die Distanz „verstärkt“; größere
 Distanzen führen zur überproportionalen
Abnahme des Gewichts w. In der Anwen-
dung kann das praktisch zu einer Reduzie-
rung der berücksichtigten Nachbarn k
führen, da Gewichte der unähnlicheren
Muster viel kleiner als die der ähnlichen
Muster sind. Für die Belegungsgrad -
prognose zeigt sich die Wahl eines hohen
Kw für große Prognosehorizonte als güns -
tig, d.h. für größere Horizonte werden die
Instanzen tendenziell gleich gewichtet,
was zu einer stärkeren Glättung führt. Für
die Reisezeitprognose ist diese Tendenz
nicht klar erkennbar. 
In den meisten Szenarien zeigt sich ein

hoher Wert von GV, also eine hohe
 Gewichtung des Verkehrsmusters relativ
zu den Kalendermerkmalen, als günstig. ke
ist eher niedrig zu wählen. D.h., eine über-
proportionale Gewichtung einzelner star-
ker Abweichungen im Verkehrsmuster ist
nicht sinnvoll. Für das optimale dtmax ist
keine klare Tendenz zu erkennen, der
 Parameter ist stark lokationsabhängig.
Insgesamt zeigen sich für alle Szenarien
relativ kleine Werte für dsmax als günstig.
Das bedeutet, dass die starke Gewichtung
entfernter Messstellen tendenziell ungüns -
tig ist. Wenn also Messstellen auf einer be-
trachteten Route zur Verfügung stehen,
kann es besser sein, nur diese zur Progno-
se zu verwenden und nicht auch entfernte
Messstellen. 

3 Anwendung und Bewertung 
des Verfahrens

Das Verfahren ist ein allgemeiner Schätzer,
der im Prinzip alle Größen schätzen 
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Bild 4: Visualisierung des Zielfunktionswertes MQF für verschiedene Prognose horizonte bei der Optimie-
rung der Be legungsgradprognose (links) und der  Reisezeitprognose (rechts) mit Genetischen Algorithmen
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und prognostizieren kann, für die histori-
sche Beobachtungen und geeignete unab-
hängige Variable zur Beschreibung vor -
liegen. In diesem Kapitel wird das Verfah-
ren auf folgende Eingabe-Ausgabedaten
Konstellationen in städtischen Netzen an-
gewendet:

– Reisezeitschätzung (Beobachtungen y
aus Taxipositionsmeldungen, Muster X
aus lokalen Belegungsgradmessungen),
Testfeld Graz.

– Reisezeitschätzung (y aus Fahrzeugwie-
dererkennung, X aus Verkehrsstärke-
messungen), Testfeld München.

– Belegungsgradschätzung (y und X aus
lokalen Belegungsgradmessungen),
Test feld Graz.

3.1 Schätzung und Prognose 
von Reisezeiten

a) y aus Taxipositionsmeldungen, X aus
 Belegungsgraden

In Graz liegen Daten lokaler Messstellen
(aus Siemens CONCERT, insgesamt ca. 320
Messquerschnitte und Taxipositionsmel-
dungen der Taxi878 Taxizentrale (i. d. R.
ca. 160 Fahrzeuge online) vor. Die Ermitt-
lung von Reisezeiten aus Taxipositions-
meldungen ist Gegenstand verschiedener
Untersuchungen (z. B. S c h ä f e r (2005), 
L i n a u e r et al. (2006), L e o n h a r d t
(2008)) und wird hier nicht näher behan-
delt. Die hier verwendeten Reisezeiten
stammen aus dem OnVLS (Online Ver-
kehrslage System) Graz.

Der Belegungsgrad wurde als unabhängi-
ge Variable ausgewählt, da er gegenüber
der Verkehrsstärke den Vorteil besitzt,
auch überlastete Zustände eindeutig abbil-
den zu können. Es werden die Belegungs-
grade einzelner Detektoren verwendet, da
eine Aggregierung zu Querschnittswerten
möglicherweise wertvolle Information wie
Rückstau auf einzelnen Abbiegefahr -
streifen unterschlagen würde. Stochasti-
sche Schwankungen werden durch eine
Aggregierung auf 15 Minuten und eine
anschließende exponentielle Glättung her-
ausgefiltert. 
Im Bild 5 sind die Ergebnisse der Reise-
zeitschätzung auf einer Route über den
Opernring in Graz über eine Woche (16.
bis 22. November 2007) auf Basis der
 Belegungsgrade von Detektoren direkt auf
der Route sowie stromaufwärts der Route
dargestellt. 
Am Freitag sind einige sehr hohe Taxi -
reisezeiten zu beobachten. Da diese von
mehreren aufeinander folgenden Taxis
„bestätigt“ werden, ist davon auszugehen,
dass hier tatsächlich eine substantielle
Störung im Verkehrsablauf vorgelegen
hat. Es ist zu sehen, dass das instanz -
basierte Lernverfahren den deutlichen
 Reisezeitanstieg abbildet, jedoch nicht in
der Ausprägung wie durch die Taxis beob-
achtet. Im weiteren Verlauf zeigt sich – bis
auf einen Ausreißer – ein plausibler Ver-
lauf der Reisezeit. Insbesondere konnten
die ausgeprägten Reisezeitanstiege am
Montag und Dienstag im Vergleich zu
Mittwoch und Donnerstag abgebildet
 werden.

b) y aus Fahrzeugwiedererkennung, X aus
Verkehrsstärken

In München stehen auf ausgewählten
Routen Reisezeiten aus Kennzeichener-
kennungssystemen und lokale Verkehrs-
stärken zur Verfügung. Als Trainings- und
Referenzdaten wurden Reisezeiten aus der
Fahrzeugwiedererkennung verwendet. Als
unabhängige Variable wurden Verkehrs-
stärken von auf der Route liegenden LSA
nahen Detektoren verwendet, da der Bele-
gungsgrad nicht vorlag. Die Verkehrs -
stärke eignet sich nicht optimal als
 Prädiktor für die Reisezeit, da niedrige
Verkehrsstärken sowohl auf Stau, als auch
auf geringe Nachfrage hindeuten können.
Insgesamt sind trotzdem eine gute Über-
einstimmung und ein plausibler Verlauf
festzustellen. Insbesondere der deutlich
überdurchschnittliche Anstieg der Reise-
zeit am Donnerstag (ganz rechts im Bild 6)
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Bild 5: Geschätzte 
Reisezeiten und Reise-
zeiten aus Taxipositions-
meldungen

Bild 6: Geschätzte Rei-
sezeiten und Reisezeiten
aus Fahrzeugwiederer-
kennung

Bild 7: Prognostizierte
und gemessene Bele-
gungsgrade



wird vom instanzbasierten Lernverfahren
gut abgebildet.

3.2 Prognose von Belegungsgraden

Der Einsatz des Verfahrens zur Belegungs-
gradprognose ist hier am Beispiel eines
Detektors am Exerzierplatz in Graz für ei-
nen Prognosehorizont von 30 Minuten
dargestellt (Bild 7, Daten von Sonntag
dem 18.1.2007 bis Montag den
19.11.2007). Interessant ist vor allem 
die deutlich bessere Prognose gegenüber
dem historischen Erwartungswert am
Montag. 

3.3 Zusammenfassung der Ergebnisse und
Vergleich mit anderen Verfahren

Zur Beurteilung der Schätz- und Progno-
següte wird der Grad der linearen Ab -
hängigkeit von Schätzung und Referenz
mit dem Bestimmtheitsmaß r2 basierend
auf dem empirischen Korrelationskoeffi-
zienten verwendet. Daneben werden für
den Belegungsgrad und die Reisezeit
 Fehlermaße definiert und ermittelt. Die
Bewertung basiert auf einem zwei Wochen
umfassenden Testdatensatzes. Die Trai-
ningsdatenbasis umfasst sechs Monate.

Belegungsgrad

Für die Belegungsgrade liegen mit den
 gemessenen Belegungsgraden „sichere“
Referenzdaten vor. Die Abweichung der
Schätzung von der Referenz wird mit dem
mittleren quadratischen Fehler MQF aller
Beobachtungen beschrieben. 
In den Tabellen 1 und 2 sind die Ergebnis-
se für die Belegungsgradprognose darge-
stellt.

Reisezeiten

Für die Reisezeiten liegen mit den Taxirei-
sezeiten in Graz Vergleichswerte vor, die
Informationen über die Größenordnung
der Reisezeiten liefern, nicht jedoch als
100 %ig korrekte Referenz betrachtet wer-
den können. Grund ist vor allem, dass der
Reisezeit mit einer Einzelmessung nur ein
kleiner Teil des gesamten Fahrzeugkollek-
tivs zugrunde liegt. Aufgrund der größe-
ren Stichprobe nicht ganz so gravierend,
aber dennoch gegeben, ist die Problematik
bei den Reisezeiten aus der Fahrzeugwie-
dererkennung. Trotzdem stellen die Einzel-
fahrzeugreisezeiten wichtige und verwert-
bare Informationen über den Verkehrs -
zustand auf der jeweiligen Route dar, die
eine Beurteilung der Plausibilität der 
geschätzten und prognostizierten Reise-

zeiten erlauben. Eine Möglichkeit zur
 Verwendung der Beobachtungen als Ver-
gleichswerte ist das unbestrafte Zulassen
von Abweichungen beim Vergleich mit der
Prognose, wobei die tolerierten Abwei-
chungen dabei den maximal erwarteten
Abweichungen der Einzelmessungen vom
eigentlichen Erwartungswert entsprechen.
Der Fehler eT mit tolerierter Abweichung 
� yT berechnet sich zu:

Als Fehlermaß wird der mittlere absolute
Fehler zur „mittleren absoluten Abwei-
chung mit Toleranz“ MAAT erweitert. 
Toleriert wird dabei ein Unterschied, der ei-
nem zusätzlichen Halt an einer LSA auf der
Route entspricht (Annahme: 60 Sekun-
den):

In den Tabellen 3 und 4 sind die Ergebnis-
se für die Reisezeitprognose dargestellt.

Vergleich mit anderen Verfahren

Das instanzbasierte Lernverfahren „IL“
wurde anhand des Bestimmtheitsmaßes
mit den folgenden Verfahren verglichen: 
– kalenderbasierte Prognose „Kalender“

(Modell: Erwartungswert entsprich dem
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gemäß Wochentag und der Tageszeit
 typischen Durchschnittswert)

– Trivialprognose „Trivial“ (Modell: ak -
tueller Messwert bleibt konstant, nur bei
kontinuierlich erhobenen Messwerten
möglich

– künstliches Neuronales Netz „NN“ (Mul-
ti Layer Feed Forward MLF, mit den
 selben Eingangswerten wie das instanz-
basierte Lernverfahren).

Für die Belegungsgradprognose liefert das
instanzbasierte Lernverfahren bis zu ei-
nem Prognosehorizont von 45 Minuten
bessere Ergebnisse als die kalenderbasierte
Prognose und stets bessere Ergebnisse 
als die Trivialprognose. Im Vergleich mit
dem MLF schneidet das instanzbasierte
Lernverfahren am Detektor Exerzierplatz
(Bild 8 links) etwas besser und am Detek-
tor Erzherzogstraße (Bild 8 rechts) etwas
schlechter ab. 

Für die Reisezeit wird angenommen, dass
für den aktuellen Zeitpunkt keine Messung
vorliegt, so dass keine Trivialprognose
möglich ist. Auch hier liefert das instanz-
basierte Lernverfahren stets bessere Ergeb-
nisse als die kalenderbasierte Prognose.
Das MLF liefert im Testfall Graz bis zu
 einem Prognosehorizont von 15 Minuten
bessere Ergebnisse (Bild 9 links), ansons-
ten sind die Ergebnisse des instanzbasier-
ten Lernverfahrens etwas besser. 
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tProg [Minuten]  0  15  30  45  60  

Belegungsgradprognose 
Exerzierplatz  - 0.994 0.990 0.985 0.985  

Belegungsgradprognose  
Erzherzogstraße  -  0.995  0.990  0.978  0.970  

tProg [Minuten]  0  15  30  45  60  

Belegungsgradprognose 
Exerzierplatz  - 0.26 0.38 0.51 0.66  

Belegungsgradprognose  
Erzherzogstraße  -  0.21  0.30  0.48  0.61  

tProg [Minuten]  0  15  30  45  60  

Reisezeitprognose  
Opernring (y: Taxi)  0.68 0.64 0.63 0.63 0.59  

Reisezeitprognose  
Ingolstädter Straße  
(y: Fahrzeugwieder-
erkennung)   

0.81  0.78  0.77  0.75  0.72  

tProg [Minuten]  0  15  30  45  60  

Reisezeitprognose  
Opernring (y: Taxi)  4 5 5 5 6  

Reisezeitprognose  
Ingolstädter Straße  
(y: Fahrzeugwieder-
erkennung)   

11  13  15  16  19  

Tabelle 1: Bestimmt-
heitsmaß r2 zwischen
Prognosewert und 
Referenzwert (Bele-
gungsgrad)

Tabelle 2: Mittlerer qua-
dratischer Fehler zwi-
schen Prognosewert und
Referenzwert (Bele-
gungsgrad) Reisezeiten

Tabelle 3: Bestimmt-
heitsmaß r2 zwischen
Prognosewert und Ver-
gleichswert (Reisezeit)

Tabelle 4: Mittlere ab -
solute Abweichung 
(tolerierte Abweichung:
60 Sekunden) zwischen
Prognosewert und Ver-
gleichswert (Reisezeit)



4 Fazit und Ausblick

Ergebnisse und Einordnung des Verfahrens

Es konnten in allen untersuchten Szena-
rien plausible Reisezeiten und Belegungs-
grade prognostiziert werden. Situationen
mit untypisch hohen Werten treten per
Definition selten auf, so dass sie auch in
den zur Mustererkennung und zum
 Training verwendeten Datenbasen im
 Vergleich zu anderen Situationen relativ
selten sind. Somit kommt es vor, dass die
niedrigen Reisezeiten die k Nächsten
Nachbarn dominieren und somit der
 wahre Wert teilweise unterschätzt wird.
Diese Problematik könnte durch eine ent-
sprechende Datenvorverarbeitung (etwa

einer Segmentierung der Datenbasis) mög-
licherweise gelöst werden. 

Bei der Reisezeitschätzung ist eine
Schwierigkeit, dass der Zusammenhang
zwischen lokalen unabhängigen Verkehrs-
variablen und der Reisezeit im Bereich
 hoher Reisezeiten nicht eindeutig ist. Die
(mögliche) Streubreite der Reisezeit ist
deutlich höher als die der lokalen
 Verkehrskenngrößen, da diese bei – nur
theoretisch erreichbaren – 100% (Be -
legungsgrad) bzw. bei der Kapazität
 (Verkehrsstärke) begrenzt sind. Die Reise-
zeit hingegen kann theoretisch unendlich
groß werden und erreicht in der Praxis
nicht selten das fünf- oder sechsfache der
idealen Reisezeit. Diese Problematik betrifft
naturgemäß alle Mustererkennungsansätze. 

Es hat sich gezeigt, dass in der Regel
 weder die kalenderbasierte noch die
 Trivialprognose eine Alternative zu kom-
plexeren Verfahren unter Berücksichti-
gung von Verkehrsmustern darstellen.
 Bezüglich der Wahl des Mustererken-
nungsverfahrens (instanzbasiert oder
Künstliches Neuronales Netz) zur Prog -
nose von Erwartungswerten können keine
eindeutigen Empfehlungen gegeben wer-
den. Letztendlich hängt die Wahl nicht zu-
letzt von der Präferenz des Nutzers ab. 

Mögliche Anwendung im Verkehrs -
management

Eine interessante Anwendung des Verfah-
rens stellt die flächendeckende Schätzung
und Prognose von Reisezeiten auf Basis
von Fahrzeugpositionsmeldungen dar.
 Dabei werden die Vorteile der Fahrzeugpo-
sitionsdaten (die Reisezeit kann abgeleitet
werden, jede Kante/Route wird zumindest
von Zeit zu Zeit überfahren) und lokalen
Verkehrsdaten (liegen kontinuierlich vor)
genutzt. Die geschätzten Reisezeiten kön-
nen dann beispielsweise farbkodiert auf
dem Netz dargestellt und dem Verkehrs-
teilnehmer oder einem Operator zur Ver -
fügung gestellt werden. Im Bild 10 sind
beispielhaft Verkehrslagekarten für zwei
Zeitintervalle in Graz dargestellt.

Möglichkeiten zur weiteren Entwicklung

Neben Reisezeiten aus Taxipositionsmel-
dungen und Fahrzeugwiedererkennung
existieren weitere interessante Datenquel-
len zur Beobachtung streckenbezogener
Verkehrskenngrößen. Innerorts von großer
praktischer Relevanz wäre aufgrund der
Planbarkeit der Erfassung die Nutzung des
straßengebundenen ÖPNV zur Reisezeiter-
hebung, wobei natürlich die Systemspezi-
fischen Reisezeitverluste berücksichtigt
werden müssen. Steuerungsdaten, bei-
spielsweise die LSA-Signalisierungs -
zustände, könnten als beschreibende
 Variable die Schätzung weiter verbessern.
Insbesondere könnten dann Verkehrs -
stärkemessungen zusammen mit den
 Grünzeitanteilen zur Beschreibung der
Verkehrssituation eingeführt werden.
Dem Verfahren liegen große Datenbestän-
de zugrunde. Die inhärenten Verteilungen
statistisch zu erfassen und zur Schätzung
und Prognose von Verteilungen zu den
 Erwartungswerten wäre ein sinnvoller
nächster Schritt. Die Ergebnisse könnten
beispielsweise als Eingangswerte für die so
genannte zuverlässige dynamische Navi-
gation verwendet werden (siehe beispiels-
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Bild 10: Verkehrsqualitätskarten für Graz
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Bild 8: Belegungsgradprognose (Detektor Exerzierplatz links, Detektor Erzherzogstraße rechts)

Bild 9: Reisezeitprognose (Taxipositionsmeldungen auf dem Opernring links, Fahrzeugwiederkennung auf
der Ingolstädter Straße rechts )



weise K a p a r i a s et al. (2009)). Diese
zeichnet sich im Gegensatz zur „norma-
len“  dynamischen Navigation durch die
explizite Berücksichtigung der zu erwar-
tenden Zuverlässigkeit einer Route aus.
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