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3 Einleitung 
3.1 Das Pankreatische Duktale Adenokarzinom  

3.1.1 Epidemiologie  

 

Der Begriff „Pankreaskarzinom“ kann im Allgemeinen für unterschiedliche maligne 

Neoplasien der Bauchspeicheldrüse genutzt werden. Allerdings hat sich die 

Nomenklatur vorwiegend für das Pankreatische Duktale Adenokarzinom (engl. 

pancreatic ductal adenocarcinoma, PDAC), das 90-95% der bösartigen 

Neuerkrankungen ausmacht, durchgesetzt. Im Folgenden wird daher der Begriff 

„Pankreaskarzinom“ für diese Entität verwendet.  

 

Das Pankreaskarzinom ist die vierthäufigste Krebstodesursache in Deutschland. Die 

Fünf-Jahres-Überlebensrate beträgt für Männer und Frauen neun Prozent (Rawla et 

al., 2019). Somit hat das Pankreaskarzinom die niedrigste Fünf-Jahres-

Überlebensrate aller Krebserkrankungen. Die Anzahl der Neuerkrankungen und 

Sterbefälle hat in den letzten Jahrzenten stetig zugenommen. Jährlich erkranken rund 

18.000 Personen in Deutschland an einem Pankreaskarzinom, hierbei liegt das 

mittlere Erkrankungsalter für Männer bei 72 Jahren und für Frauen bei 75 Jahren 

(Zentrum für Krebsregisterdaten im Robert Koch-Institut, 2016).  

 

3.1.2 Pathogenese und Risikofaktoren 

Die Pathogenese des Pankreaskarzinoms ist ein komplexer, in Teilen noch 

unverstandener Prozess. Modellhaft kann die Pathogenese als eine fortschreitende 

Akkumulation von Mutationen in den duktalen Zellen des Pankreas verstanden 

werden, wobei es über präkanzerotische Veränderungen, wie die pankreatische 

intraepitheliale Neoplasie (PanIn) zur schrittweisen Zellentartung kommt (Yachida et 

al., 2010; Ying et al., 2016). Hierbei gehört das Pankreaskarzinom, ähnlich wie z.B. 

das Glioblastom, zu den Entitäten, die bereits früh eine ausgeprägte genetische, 

morphologische und biochemische intratumorale Heterogenität der Tumorzellklone 

und des Tumorstromas aufweisen (Bernard et al., 2019; Dirkse et al., 2019). Diese 

Heterogenität scheint zentral für die Therapieresistenz und die schlechte Prognose zu 
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sein und bildet die biologische Grundlage der vorliegenden Arbeit. Auf die tumorale 

Heterogenität wird deshalb gesondert in einem folgenden Abschnitt eingegangen. 

Neben gängigen Risikofaktoren wie Alkoholkonsum, Rauchen, Adipositas und 

Diabetes mellitus begünstigen die chronische Pankreatitis und genetische Syndrome 

die Entstehung eines Pankreaskarzinoms (Bartsch et al., 2012; Kenner et al., 2016; 

Parkin et al., 2011). Ferner erhöhen Keimbahnmutationen, wie beispielsweise die 

Mutation von BRCA, das Erkrankungsrisiko. Der Nachweis dieser Mutation (auf 

Keimbahnebene oder somatisch) ermöglicht bei <10% der Patienten eine gezielte 

Tumortherapie mit dem PARP-Inhibitor Olaparib (Golan et al., 2019). 

3.1.3 Diagnostik und Therapie 

Eine frühe Diagnosestellung wird durch die Symptomarmut des Tumors in frühen 

Stadien erschwert (Kelsen et al., 1997). Häufig sind unspezifische Symptome, wie 

Oberbauchschmerzen, Nachtschweiß, ungewollter Gewichtsverlust und Ikterus 

indirekte Hinweise auf das Vorliegen eines Pankreaskarzinoms.  

 

Die Diagnosestellung erfolgt gemäß einer Stufendiagnostik (Leitlinienprogramm 

Onkologie, Deutsche Krebsgesellschaft, Deutsche Krebshilfe, 2013). Ergeben die 

Anamnese und die körperliche Untersuchung einen hinreichenden Verdacht, so erfolgt 

zunächst die sonographische Untersuchung des Abdomens. Zeigen sich hierbei keine 

richtungsweisenden Befunde, wird eine Computertomographie (CT) oder alternativ 

eine Magnetresonanztomographie (MRT) des Abdomens empfohlen, wobei letztere 

hauptsächlich in der lokoregionären Ausbreitungsdiagnostik zur Anwendung kommt 

und hier aufgrund des exzellenten Kontrastverhaltens der CT überlegen ist. Sehr 

hochauflösend kann die lokoregionäre Ausbreitung des Tumors durch eine 

endosonographische Untersuchung erfasst werden. Weiterhin wird ergänzend die 

Bestimmung der Tumormarker CA-19-9 und CEA im Serum empfohlen. Im Rahmen 

der Ausbreitungsdiagnostik, sowie präoperativ, wird die computertomographische 

Untersuchung des Thorax und des Abdomens mit Kontrastmittel empfohlen. Eine 

bioptische Sicherung des Tumors wird in inoperablen Fällen empfohlen (Luz et al., 

2014). 

 

An onkologischen Zentren werden die therapeutischen Optionen nach erfolgter 

Ausbreitungsdiagnostik in einer interdisziplinären Tumorkonferenz diskutiert und es 

wird eine Therapieempfehlung festgelegt. Die Resektion des Tumors ist bei fehlender 
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Metastasierung die einzige kurative Therapiemöglichkeit. Entscheidend für die 

Resektabilität eines Tumors sind neben der Tumorausdehnung und der 

Gefäßinfiltration durch den Tumor auch Allgemeinzustand und Komorbiditäten des 

Patienten (Tempero et al., 2017). Die gängigen Operationsmethoden sind die partielle 

Duodenopankreatektomie sowie die pyloruserhaltende Duodenopankreatektomie. 

Resektate werden pathologisch aufgearbeitet. Hierbei werden das TNM-Stadium, der 

Differenzierungsgrad, die Perineuralscheiden-, Lymphgefäß- und Blutgefäßinvasion 

sowie der Resektionsstatus des Tumors bestimmt. Ist zuvor eine Chemotherapie 

verabreicht worden, wird zusätzlich das Ansprechen im Sinne einer Tumorregression 

nach Evans beurteilt. 

Für das Pankreaskarzinom besteht Evidenz, dass adjuvante und palliative 

Chemotherapie zu einem signifikanten Überlebensvorteil führt. Die Leitsubstanzen 

sind Gemcitabin und die Kombinationstherapie FOLFIRINOX, bestehend aus 5-

Fluoruracil, Folinsäure, Irinotecan und Oxaliplatin. Sind die Resektionsränder 

tumorfrei, erhalten Patienten in kurativer Intention eine adjuvante Chemotherapie mit 

Gemcitabin. Der Stellenwert von Gemcitabin wurde bereits 2009 durch Ueno et al. 

begründet und 2013 durch Oettle et al. im Rahmen der multizentrischen CONKO-001-

Studie bestätigt, die eine signifikante Verlängerung des progressionsfreien Überleben 

und des Gesamtüberlebens durch Gemcitabin-Monotherapie zeigen konnte (Oettle et 

al., 2013; Ueno et al., 2009). Neuere Studien zeigen eine Verlängerung des 

Gesamtüberlebens und progressionfreien Überlebens unter adjuvanter Therapie mit 

FOLFIRINOX gegenüber Gemcitabin, allerdings auf Kosten einer erhöhten Toxizität 

(Conroy et al., 2018). Zum jetzigen Zeitpunkt ist noch keine Aktualisierung der Leitlinie 

in Bezug auf diese Ergebnisse erfolgt. 

Erweist sich der Tumor als nicht resektabel, oder finden sich Fernmetastasen in der 

Ausbreitungsdiagnostik, erhalten Patienten eine Chemotherapie in neoadjuvanter oder 

palliativer Intention. Nicht resezierbare oder metastasierte Tumoren werden mit einer 

Kombination aus Gemcitabin und nab-Paclitaxel, oder mit FOLFIRINOX therapiert. Die 

Therapie mit Gemcitabin und nab-Paclitaxel erwies sich hierbei effektiver als eine 

Gemcitabin-Monotherapie (Blomstrand et al., 2019; Von Hoff et al., 2013). Ebenso 

konnte bei Patienten im metastasierten Stadium beobachtet werden, dass unter 

Therapie mit FOLFIRINOX ein signifikant längeres Gesamtüberleben besteht, als 

unter einer Gemcitabin-Monotherapie (Conroy et al., 2011). Für neoadjuvante 

Therapieansätze besteht zunehmende Evidenz: In einer retrospektiven Studie konnte 
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durch neoadjuvante Therapie mit FOLFIRINOX die Wahrscheinlichkeit einer R0-

Resektion signifikant erhöht werden (Scheufele et al., 2019). Weiterhin zeigte eine 

Phase-II-Studie, dass neoadjuvante Therapiekonzepte zu einer Erhöhung der 

Konversionsrate bei der chirurgischen Exploration führen und damit eine Verlängerung 

des Gesamtüberlebens erreicht werden kann (Kunzmann et al., 2018). Neuere 

Konzepte eruieren die Möglichkeit einer Resektion im Stadium der 

Oligometastasierung (Kandel et al., 2018).  

 

Trotz der zunehmenden Intensivierung der Chemotherapieschemata und der stetigen 

Optimierung des operativen Vorgehens, konnte in den letzten 30 Jahren keine 

durchgreifende Verlängerung des Überlebens erreicht werden (Hall et al., 2018). Diese 

Erkenntnis legt nahe, dass das Überleben durch weitere tumor- und 

patientenspezifische Faktoren beeinflusst wird, die offenbar über die momentan 

erfassten pathologischen und klinischen Parameter hinausgehen. 

 

3.2 Tumorale Heterogenität 

3.2.1 Das Evolutionsmodell der Karzinogenese 

Die tumorale Heterogenität ist ein tumorentitätenübergreifendes Phänomen und 

beschreibt, dass sowohl zwischen einzelnen Tumoren wie auch innerhalb eines 

individuellen Tumors verschiedene Tumorzellsubklone existieren, welche genetische, 

metabolische und/oder strukturelle Unterschiede aufweisen. Dies konnte bereits für 

eine Vielzahl von Tumorentitäten nachgewiesen werden, beispielsweise für das 

Nierenzellkarzinom, das Glioblastom, das Kolonkarzinom und das Mammakarzinom 

(Gerlinger et al., 2012; Parsons et al., 2008; Sjöblom et al., 2006). Für die allgemeine 

Entstehung der tumoralen Heterogenität postulierte Nowell bereits 1976 das Prinzip 

der Tumorevolution. Die Grundannahme dieses Modells ist, dass sich im Rahmen des 

Tumorwachstums, bedingt durch genetische Instabilität, verschiedene 

Tumorzellsubklone aus einer einzelnen Tumorzelle entwickeln (Nowell, 1976). Die 

Evolution von Tumorzellklonen findet im Kontext der Anatomie und der Physiologie 

des ursprünglichen Gewebes statt, welche nach evolutionstheoretischen 

Gesichtspunkten einen Selektionsdruck auf den Tumorphänotyp darstellen (Gatenby 

& Gillies, 2008). Gemäß der Evolutionstheorie können sich Tumorzellsubklone, welche 

besser an das extratumorale Milieu angepasst sind, durchsetzen. Dieses 
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fundamentale Prinzip zeigt, dass spezifische externe Einflüsse, wie beispielsweise 

Chemotherapeutika einen Selektionsdruck auf die Tumorzellklone ausüben. Sind 

durch genetische Instabilität Klone entstanden, die resistent gegen das verwendete 

Chemotherapeutikum sind, so können diese selektiert werden und den Therapieerfolg 

erschweren (Faltas et al., 2016). Gemäß diesem Prinzip der Tumorevolution wird 

weiterhin deutlich, dass unterschiedliche Tumorzellklone innerhalb des Tumormilieus 

gleichzeitig proliferieren und koexistieren (Anderson et al., 2011; Maley et al., 2006). 

Basierend auf der genetischen Instabilität entstehen schlussfolgernd Tumoren, die 

intertumoral und intratumoral verschiedene Eigenschaften besitzen. Dies hat zur 

Folge, dass Tumoren sich in ihrem Therapieansprechen auf bestimmte 

Chemotherapeutika unterscheiden. Kovac et al. konnten weiterhin zeigen, dass 

treibende Mutationen nur in bestimmten Tumorarealen vorhanden waren (Kovac et al., 

2015). Diese Entdeckung bedingt, dass bei Tumorbiopsien, die routinemäßig aus 

Einzelarealen erfolgen, die Heterogenität des Tumors nicht hinreichend abgebildet 

wird (Gerlinger et al., 2012). Zusammenfassend lässt sich die Tumorevolution als ein 

repetitiver Prozess der klonalen Expansion, der genetischen Diversifizierung und der 

klonalen Selektion im Zusammenspiel mit dem extratumoralen Milieu verstehen 

(Greaves & Maley, 2012).  

Das Pankreaskarzinom ist eine außerordentlich heterogene Tumorentität, für die eine 

hohe genetische und epigenetische Varianz nachgewiesen werden konnte (N. A. Juiz 

et al., 2019; Roberts et al., 2016; Witkiewicz et al., 2015). Diese Alterationen führen zu 

vielfältigen Veränderungen der strukturellen und metabolischen Eigenschaften des 

Pankreaskarzinoms. Beispielweise zeigen sich Unterschiede in der desmoplastischen 

Reaktion von Pankreaskarzinomen, die zur Bildung unterschiedlicher Stromamengen 

führt (Torphy et al., 2018). Das gebildete Stroma besteht aus Fibroblasten, 

Myofibroblasten, Pankreassternzellen, Immunzellen, Blutgefäßen, extrazellulärer 

Matrix und löslichen Proteinen wie Zytokinen und Wachstumsfaktoren (Feig et al., 

2012; Waghray et al., 2013). Die klinische Bedeutung dieser Stromareaktion ist noch 

nicht vollständig geklärt. Eine frühere Studie zeigte, dass die desmoplastische 

Reaktion sowohl die Perfusion wie auch die Anflutung von Therapeutika verschlechtert 

und als Barriere wirkt (Provenzano et al., 2012). Neuere Ergebnisse deuten allerdings 

darauf hin, dass die Stromareaktion möglicherweise auch protektiv wirkt und das 

Gesamtüberleben verlängert (Özdemir et al., 2014). Die Studie von Moffit et al. 

postuliert, dass bestimmte stromaspezifische Genexpressionscluster existieren, die 
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eine Unterscheidung zwischen „normalem“ und „aktiviertem“ Stroma erlauben, wobei 

das Überwiegen von Letzterem mit einer schlechteren Prognose einherzugehen 

scheint (Moffitt et al., 2015). Auffällig ist weiterhin, dass besagte 

Genexpressionscluster nicht von den Tumorzellen an sich, sondern von den stromal 

lokalisierten Zellen exprimiert werden. Dies lässt darauf schließen, dass auch die 

Tumorentwicklung des Pankreaskarzinoms im Wechselspiel mit dem extratumoralen 

Milieu stattfindet. 

3.2.2 Die Subtypisierung des Pankreaskarzinoms 

Durch die technischen Fortschritte in der Genexpressionsanalyse und der RNA-

Sequenzierung wurden innerhalb der letzten Jahre zahlreiche morpho-molekulare und 

transkriptomische Subtypen des Pankreaskarzinoms definiert. Richtungsweisend war 

hierbei die Entdeckung von Collisson et al., welche zwischen dem quasi-

mesenchymalen, dem klassischen und dem exokrin-ähnlichen Subtyp differenzieren 

(Collisson et al., 2011). Diesen Tumorsubtypen konnten charakteristische 

Gensignaturen zugewiesen werden, die mit einem unterschiedlichen 

Gesamtüberleben und Therapieansprechen korrelieren. Der klassische Subtyp 

exprimiert vor allem adhäsionsassoziierte und epitheliale Gene, wohingegen sich der 

quasi-mesenchymale Subtyp durch mesenchymassoziierte Gene auszeichnet 

(Collisson et al., 2011). In einer späteren Studie konnten durch Bailey et al. mittels 

RNA-Sequenzierung vier Subtypen differenziert werden (Bailey et al., 2016). In dieser 

Studie konnte ein squamöser Subtyp, ein immunogener, ein aberrant-differenziert-

endokrin-exokriner Subtyp (ADEX), sowie ein Pankreasvorläufer-Subtyp definiert 

werden. Eine weitere 2015 von Moffit et al. vorgeschlagene Subtypisierung 

unterscheidet zwischen einem klassischen und einem basal-ähnlichen Subtyp (Moffitt 

et al., 2015). Für die postulierten Subtypen konnten deutliche Überlappungen 

festgestellt werden, insbesondere zwischen dem squamösen Subtyp, dem quasi-

mesenchymalen Subtyp und dem basal-ähnlichen Subtyp sowie zwischen dem 

Pankreasvorläufer-Subtyp und dem klassischen Subtyp (Raphael et al., 2017). Diese 

Subtypen konnten in weiterführenden Studien mit der differentiellen Expression der 

Surrogatmarker Zytokeratin 81 (KRT81) und Hepatozyten-Kernfaktor 1 alpha (HNF1a) 

immunhistochemisch korreliert werden (Muckenhuber et al., 2018; Noll et al., 2016). 

KRT81 exprimierende Tumoren (KRT81+) zeigen ein hohes Maß an Korrelation mit 

dem quasi-mesenchymalen (QM) Subtyp und weisen ein schlechteres 
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Gesamtüberleben als KRT81 negative (KRT81-) Tumoren auf. Des Weiteren zeigte 

sich ein besseres Ansprechen dieser Tumorzellen auf Gemcitabin als auf 

FOLFIRINOX in vitro (Aung et al., 2018; Collisson et al., 2011). Für den exokrin-

ähnlichen bzw. ADEX-Subtyp konnte HNF1a als Surrogatprotein bestimmt werden 

(KRT81-/HNF1a+). Im klassischen Subtyp lassen sich weder KRT81 noch HNF1a 

anfärben (KRT81-/HNF1a-). Allerdings stellen neue Erkenntnisse in Frage, ob der 

ADEX- bzw. der exokrin-ähnliche Subtyp tatsächliche Subtypen des 

Pankreaskarzinoms definieren, oder ob es sich hierbei um eine Kontamination mit 

Azinuszellen des normalen Pankreasparenchyms handelt (Puleo et al., 2018). 

Aufgrund dieser Erkenntnisse und der hohen prognostischen Relevanz des QM-

Subtyps gegenüber den anderen Subtypen, wurde in der vorliegenden Arbeit zwischen 

quasi-mesenchymal (QM) und nicht-quasi-mesenchymal (Non-QM) differenzierten 

Tumoren unterschieden. Der Non-QM-Subtyp umfasst hierbei den klassischen und 

exokrin-ähnlichen Subtyp. Im Gegensatz zum QM-Subtyp weisen Patienten mit Non-

QM-Subtyp ein längeres Gesamtüberleben auf und die Tumoren sind sensitiver auf 

eine Therapie mit FOLFIRINOX (Aung et al., 2018). 

3.3 Funktionsweisen der Bildgebungsmodalitäten 

3.3.1 Computertomographie 

Die Computertomographie (CT) ist ein röntgenstrahlenbasiertes Schnittbildverfahren, 

welches eine überlagerungsfreie Darstellung der Gewebe und Organe im 

zweidimensionalen Raum erlaubt (Goldman, 2007). Durch die Erfassung mehrerer 

Schichten entsteht aus einem Bildpixel ein Volumen, welches als Voxel (engl. Abk. für 

volume picture element) bezeichnet wird. Ein Computertomograph besteht aus einer 

sog. Gantry (Gehäuse), in der die Röntgenröhre und das Detektorsystem integriert 

sind. Je nach Generation sind Detektorsystem und Röntgenröhre unterschiedlich 

angeordnet. Das Detektorsystem kann aus mehreren Detektorreihen aufgebaut sein 

und erfasst die Röntgenstrahlung, welche den Körper durchdringt. Hierbei wird für 

jeden Einfallswinkel ein Schwächungsprofil erfasst, aus dem jedem Voxel ein 

bestimmter Dichtewert zugeordnet werden kann. Die Bildrekonstruktion kann durch 

zwei Verfahren erfolgen, die gefilterte Rückprojektion und die iterative Rekonstruktion 

(Seeram, 2009). Das Ausmaß der Schwächung der Röntgenstrahlen ist abhängig von 

der Dichte des durchstrahlten Gewebes, der Ordnungszahl der Atome und von der 

Strahlenenergie und wird mit dem linearen Schwächungskoeffizienten beschrieben. 
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Diese Absorption kann durch den Einsatz von Kontrastmittel modifiziert werden. Um 

die Absorption der Gewebe vergleichen zu können, wird für die Computertomographie 

die Hounsfieldeinheit (HU) verwendet (Hounsfield, 1980). Diese ist einheitlich als der 

relative Schwächungskoeffizient des durchstrahlten Objekts im Verhältnis zum 

Schwächungskoeffizienten von Wasser definiert. Die Computertomographie wird in 

der medizinischen Bildgebung vielfältig eingesetzt. Insbesondere in der 

Ausbreitungsdiagnostik von Tumorerkrankungen ist sie ein fester Bestandteil. Für das 

Pankreaskarzinom wird sie als initiale Bildgebung sowie zur Ausbreitungsdiagnostik 

verwendet. Hierbei erlaubt die Computertomographie eine exzellente Beurteilung der 

Lagebeziehung des Tumors zu den umgebenden Gefäßen, die von hoher Relevanz 

für die Resektabilität eines Tumors ist (Noda et al., 2018). 

3.3.2 Diffusionsgewichtete Magnetresonanztomographie 

Die diffusionsgewichtete Magnetresonanztomographie ist eine Sequenz der 

Magnetresonanztomographie (MRT), welche die zufällige Bewegung von 

Wassermolekülen misst (Brown'sche Molekularbewegung). Die freie Diffusion von 

Wassermolekülen wird in biologischen Geweben durch den molekularen Aufbau des 

Gewebes beeinflusst. So interagieren Makromoleküle, Zellmembranen und weitere 

Gewebebestandteile mit den Wassermolekülen und beschränken deren Diffusion (Koh 

& Collins, 2007). So beeinflusst z.B. der Zellgehalt die Restriktion der Brown'schen 

Molekularbewegung (Gauvain et al., 2001; Sugahara et al., 1999), da Zellmembranen 

als Barrieren für die Wassermoleküle wirken. Weiterhin besitzen zellreiche Gewebe 

einen proportional geringeren extrazellulären Raum, wodurch die Diffusion weiter 

eingeschränkt wird. Bei niedrigem Zellgehalt ist der extrazelluläre Raum deutlich 

größer, folglich können die Wassermoleküle freier diffundieren und die Brown‘sche 

Molekularbewegung ist erhöht (Koh & Collins, 2007). Darüber hinaus verändern 

Faktoren wie die Beschaffenheit der extrazellulären Matrix die Diffusion. Über die 

Amplitude und die Länge der Diffusionsgradienten sowie das Zeitintervall zwischen 

den Gradienten lässt sich die Sensitivität der Sequenz gegenüber der 

Diffusionseinschränkung variieren. Diese drei Faktoren sind proportional zum 

sogenannten B-Wert. Durch Variation des B-Wertes kann das Maß der Diffusion mit 

unterschiedlicher Sensitivität erfasst werden. Aus den Signalintensitäten aller B-Werte 

in einem Voxel wird mit Hilfe eines mathematischen Modells ein Diffusionskoeffizient 

berechnet. Aufgrund der Tatsache, dass dieser durch die Vielzahl an oben genannten 

Faktoren beeinflusst wird, wird von einem scheinbaren Diffusionskoeffizienten (engl. 
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apparent diffusion coefficient, ADC) gesprochen (Le Bihan et al., 1988). Durch diese 

Methode lassen sich Bewegungen von Molekülen in einem Abstand von 8 µm messen, 

somit werden Informationen über die Vorgänge auf zellulärer Ebene erfasst (Neil, 

1997). Es muss allerdings beachtet werden, dass auch die Perfusion und die 

intrazelluläre Diffusion, insbesondere bei niedrigen B-Werten, einen Teil des Signals 

ausmachen. Mehrere Studien konnten bereits zeigen, dass ein Zusammenhang 

zwischen den ADC-Werten und verschiedenen klinischen und histologischen 

Parametern besteht. So konnte für das Prostatakarzinom eine Korrelation zwischen 

dem Gleasonscore und dem ADC-Wert gefunden werden (Nagarajan et al., 2012). 

Weiterhin konnten Brustkrebssubtypen anhand des ADC-Wertes differenziert werden 

(Martincich et al., 2012). Auch für das Pankreaskarzinom konnte gezeigt werden, dass 

der ADC-Wert mit dem Zellgehalt des Tumors korreliert. Ebenso konnte ein hoher 

regionaler Zellgehalt und der damit verbundene niedrige ADC-Wert mit einem 

verkürzten Gesamtüberleben korreliert werden (Heid et al., 2017). 

3.4 Radiomics 

Vor dem Hintergrund der individualisierten Medizin und durch unser zunehmendes 

Verständnis über die tumorale Heterogenität werden Methoden nötig, mit welchen sich 

der gesamte Tumor routinemäßig und effizient analysieren lässt. Wie oben 

beschrieben, ist die Bildgebung ein zentraler Bestandteil im Patientenmanagement. 

Allerdings werden zur routinemäßigen Beurteilung des Tumors zurzeit lediglich 

Parameter wie die Größe des Tumors (RECIST) verwendet. So werden potenziell 

wichtige Informationen über relevante Eigenschaften des Tumors nicht erfasst.  

Im Einklang mit den Fortschritten auf dem Gebiet der medizinischen Bildgebung 

etablierte sich in den letzten Jahren ein neues Forschungsfeld, welches sich mit der 

Erfassung von quantifizierbaren Bilddaten befasst. Dieses Forschungsfeld wird 

Radiomics genannt. Die Kernidee von Radiomics besteht darin, aus Bildern 

verwertbare Daten zu extrahieren, um aus der Analyse dieser Daten neue 

Erkenntnisse zu gewinnen. Typischerweise wird hierbei eine Vielzahl an Merkmalen 

(engl. features) aus diagnostischen Aufnahmen extrahiert und diese zur Prädiktion von 

verschiedenen Endpunkten verwendet. Der Begriff Radiomics wurde erstmal 2012 in 

einer Publikation verwendet (Lambin et al., 2012). Seitdem ist es zu einer rapiden 

Weiterentwicklung dieses Forschungsgebiets gekommen. Im Folgenden wird der 

typische Arbeitsablauf einer Radiomics-Studie skizziert:  
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Für die Prädiktion jedweder Endpunkte ist es nötig, ein geeignetes Zielvolumen in den 

Bilddaten zu definieren (Bildsegmentierung). Aus den so definierten Zielvolumina 

werden dann die quantitativen Merkmale extrahiert. Diese Merkmale werden in 

semantische und agnostische Merkmale unterteilt (Gillies et al., 2016). Semantische 

Merkmale sind von einem Radiologen erfassbar und enthalten Deskriptoren wie 

Größe, Lokalisation, Nekrose und Vaskularität eines Tumors. Die agnostischen 

Merkmale werden durch mathematische Formeln direkt aus den Voxeln des 

Zielvolumens errechnet. Sie lassen sich in Statistiken erster, zweiter und höherer 

Ordnung einteilen. Die Statistik erster Ordnung beschreibt Merkmale, welche die 

Verteilung der Signalintensitäten ohne ihre räumliche Beziehung erfassen und 

basieren auf dem Histogramm des Zielvolumens. Zu den häufig erhobenen Merkmalen 

gehört der Median, das Minimum und Maximum, sowie die Asymmetrie und die 

Flachheit des Histogramms (Gillies et al., 2016). Merkmale der Statistik zweiter 

Ordnung, auch Texturmerkmale genannt, beschreiben die Zusammenhänge zwischen 

Voxeln mit ähnlichen oder unterschiedlichen Kontrastwerten (Haralick et al., 1973). 

Zusätzlich kann die Anzahl der Merkmale durch Modifikation des Bildes, 

beispielsweise durch Applikation bestimmter Filter, vergrößert werden (Randen & 

Husøy, 1999). Diese Merkmale werden den Merkmalen höherer Ordnung zugeteilt 

(Gillies et al., 2016). Die extrahierten Merkmale werden in einem nächsten Schritt 

prozessiert, um möglichst unabhängige und reproduzierbare Merkmale zu erhalten 

(Lambin et al., 2012). So wird aus einem optisch wahrnehmbaren Bild ein quantitativer 

Datensatz, der mit verschiedenen Endpunkten korreliert werden kann.  Diese Art der 

Analyse lässt sich auf jedes Krankheitsbild anwenden, wird jedoch vornehmlich zur 

Charakterisierung von Tumorerkrankungen genutzt (Gillies et al., 2016).  

Ein verwandtes Feld, welches die Verbindungen zwischen Tumorgenetik und 

Bildgebung untersucht, wird Radiogenomics genannt. Hierbei werden die extrahierten 

Merkmale mit der Genexpression und den Genmustern der einzelnen Tumoren 

korreliert (Rutman & Kuo, 2009). In mehreren Studien konnte gezeigt werden, dass 

besagte Korrelationen für diverse Tumorentitäten existieren; beispielsweise konnten 

bildmorphologische Phänotypen des Glioblastoms bestimmten 

Genexpressionsmustern zugewiesen (Kickingereder et al., 2016) und aus 

bildmorphologischen Merkmalen die Überexpression von EGF-Rezeptoren abgeleitet 

werden (Diehn et al., 2008). Diese Erkenntnisse untermauern die Hypothese, dass 

aufgrund der engen Korrelation zwischen Genetik (Genom) und Morphologie 
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(Phenom), radiologische Bilddaten einen Rückschluss auf die zugrunde liegende 

molekulare Zusammensetzung von z.B. Tumoren ermöglichen.  

3.5 Maschinelles Lernen  

Als maschinelles Lernen wird der Prozess beschrieben, in welchem ein 

programmierter Algorithmus aus einem Erfahrungsschatz, meistens also einem 

Datensatz, lernt, eine vorgegebene Aufgabe mit einer bestimmten Genauigkeit zu 

lösen. Hierbei ist zu erwarten, dass die Genauigkeit der Lösung mit wachsendem 

Erfahrungsschatz, also zunehmender Datenmenge, zunimmt (Mitchell, 1997). Im 

Gegensatz zu klassischen Computerprogrammen, die rigide nach implementierten 

Befehlen arbeiten, erfolgt die Aufgabenlösung durch Algorithmen des maschinellen 

Lernens, ohne diese a priori definierten Befehle (Samuel, 2000). Diese Art des 

Lernens, die ein Teilbereich der künstlichen Intelligenz ist, ist geeignet Aufgaben zu 

lösen, deren Komplexität die menschliche Analysefähigkeit übersteigt und deren 

Gesetzmäßigkeit nicht in feste Befehle gefasst werden kann. Grundsätzlich wird 

zwischen überwachtem (engl. supervised), nicht überwachtem (engl. unsupervised) 

und verstärkendem (engl. reinforcement) Lernen unterschieden. Die in dieser Arbeit 

verwendeten Algorithmen folgen dem Prinzip des überwachten Lernens, auf welches 

im Folgenden näher eingegangen wird. Überwachtes Lernen beschreibt den Prozess, 

in welchem ein Algorithmus den mathematischen Zusammenhang zwischen einer 

Inputvariable (x, z.B. Bilddaten) und einer bekannten Outpuvariable (y, z.B. Überleben) 

modelliert. Dieser Zusammenhang kann als f(x)=y beschrieben werden. Der 

Algorithmus etabliert an einem Trainingsdatensatz, bestehend aus verschiedenen 

Input-Output-Paaren die mathematische Funktion, welche diesen Zusammenhang 

hinreichend beschreibt. Diese Funktion kann daraufhin zur Prädiktion der z.B. noch 

nicht eingetretenen Outputvariablen „Überleben des Patienten“ von der zugehörigen 

neuen Inputvariablen (CT Bildgebung vor Therapiebeginn) angewandt werden. Eine 

nähere Beschreibung der in dieser Arbeit verwendeten Algorithmen erfolgt im 

Methodenteil. In der medizinischen Forschung werden Algorithmen des maschinellen 

Lernens mannigfaltig eingesetzt (Coudray et al., 2018; Gibbons et al., 2017; Ong et 

al., 2012). Insbesondere in den bildgebenden Fachrichtungen konnten eine Vielzahl 

an Studien den Nutzen solcher Algorithmen demonstrieren (Polan et al., 2016; Setio 

et al., 2016). Im Gebiet Radiomics können Algorithmen für verschiedene Aufgaben, 

wie beispielsweise die Präprozessierung von Merkmalen oder für die Segmentierung 

der Zielvolumina verwendet werden. Häufig kommen sie für die Prädiktion des 
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definierten Endpunkts zum Einsatz, wobei die extrahierten Bildmerkmale als Input 

fungieren.  

3.6 Zielsetzung der Arbeit 

Das Pankreaskarzinom ist eine hochgradig heterogene Tumorentität. Diese 

Heterogenität manifestiert sich auf genetischer, molekularer und struktureller Ebene. 

Ein erster Schritt die tumorale Heterogenität zu kategorisieren, war die Entdeckung 

molekularer Subtypen, die sich in ihrem Überleben und Therapieansprechen 

unterscheiden. Momentan erfolgt die Klassifikation der Subtypen durch Analyse der 

genetischen Tumorprofile, oder durch immunhistochemische Färbungen 

feingeweblicher Tumorschnitte. Der kosten- und zeitintensive Charakter, sowie die 

Invasivität (Notwendigkeit der Probengewinnung mittels Biopsie) und das Risiko einer 

unvollständigen Repräsentation (sogenanntes undersampling) dieser Analysen 

verdeutlichen, dass praktikablere Methoden zur Erfassung des Subtyps nötig sind. Ziel 

dieser Arbeit ist die Entwicklung von Algorithmen des maschinellen Lernens, welche 

eine Vorhersage der molekularen Subtypen des Pankreaskarzinoms durch 

Modellierung quantitativer Merkmale aus verschiedenen Bildgebungsmodalitäten 

ermöglichen. In der vorliegenden Arbeit wurden hierfür präoperative CT-Aufnahmen 

und diffusionsgewichtete MRT-Aufnahmen verwendet. 
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4 Methoden 
4.1 Studiendesign 

Die retrospektive Erhebung, Verarbeitung und Analyse der Patientendaten wurde von 

der Ethikkommission der medizinischen Fakultät der Technischen Universität 

München genehmigt (Protokollnummer 180/17). Die jeweilige Kohortenbildung ist der 

Abbildung 1 zu entnehmen. 

Eine Recherche des PACS (engl. Picture Archiving and Communication System) des 

Klinikums rechts der Isar ergab 102 Patienten mit Verdacht auf ein duktales 

Adenokarzinom des Pankreas, die im Zeitraum von Januar 2010 bis Dezember 2016 

eine diffusiongewichtete MRT-Untersuchung erhielten und 237 Patienten mit Verdacht 

auf ein duktales Adenokarzinom des Pankreas, die im Zeitraum von Oktober 2006 bis 

März 2019 eine CT-Untersuchungen hatten.  

 

Überprüfung der 

Einschlusskriterien N=237 

Erfüllung der Einschlusskriterien 

N=207 

Analysiert N=207 

Überprüfung der 

Einschlusskriterien N=102 

Ausgeschlossen 

N=237 
Ausgeschlossen 

N=47 

Erfüllung der Einschlusskriterien 

N=55 

Analysiert N=55 

Einschluss in die Studie N=55 Einschluss in die Studie N=207 

MRT-Kohorte CT-Kohorte 

Abbildung 1 Flussdiagramm über die Rekrutierung der Patienten der MRT- und CT-Kohorte 
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Aus der MRT-Kohorte wurden 47 Patienten aus folgenden Gründen ausgeschlossen: 

-Kein PDAC im histopathologischen Abschlussbericht (8 Patienten) 

-Unzureichende oder unvollständige Bildgebung (14 Patienten) 

-Tod innerhalb von zwei Monaten nach initialer Bildgebung (4 Patienten) 

-Neoadjuvante Chemotherapie oder vorausgehende Therapie anderweitiger      

Tumorerkrankungen (8 Patienten) 

-Histopathologisch nicht klassifizierbarer Tumorsubtyp (13 Patienten)  

 

Aus der CT-Kohorte wurden 30 Patienten aus folgenden Gründen ausgeschlossen: 

-Vorherige Chemotherapie (9 Patienten)  

-Unzureichende oder unvollständige Bildgebung (6 Patienten) 

-Anderweitige Malignomerkrankung bei Diagnosestellung (3 Patienten)  

-Postoperativer Nachbeobachtungszeitraum unter 2 Wochen (12 Patienten) 

 

Die Analyse erfolgte insgesamt an 262 Patienten, deren Tumoren in kurativer Intention 

reseziert wurden. Die Tumoren der Patienten wurden abhängig von ihrem 

immunhistochemischen Subtyp in die zwei Gruppen QM und Non-QM eingeteilt. In der 

MRT-Kohorte waren 27 Tumoren vom QM-Subtyp (KRT81+) und 28 vom Non-QM-

Subtyp (KRT81-). In der CT-Kohorte waren 45 Tumoren vom QM-Subtyp, 136 

Tumoren vom Non-QM-Subtyp und für 26 Tumoren war der Subtyp nicht klassifizierbar 

(KRT81+/HNF1a+). Die Erhebung der klinischen Parameter und follow-up-Daten 

erfolgte über das Krankenhausinformationssystem des Klinikums rechts der Isar und 

das bayerische Krebsregister. 

4.2 Klinische und histologische Parameter 

Die erhobenen klinischen und histologischen Parameter, sowie deren Verteilung für 

die jeweilige Kohorte finden sich in Tabelle 1 und 2. Zusätzlich wurde das mediane 

Gesamtüberleben sowie, für die MRT-Kohorte, das mediane progressionsfreie 

Überleben erhoben. Letzteres ist definiert als der Zeitraum zwischen der 

Diagnosestellung und dem Auftreten eines Rezidivs, neuer Lymphknoten- oder 

Fernmetastasen. In der MRT-Kohorte verstarben alle Patienten im Erhebungsintervall, 

sodass keine zensierten Überlebenszeiten für die Kohorte vorlagen. 
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Tabelle 1 Verteilung der klinischen, histologischen Parameter und der Mittelwerte der Überlebenszeiten 
der MRT-Kohorte, aufgeteilt nach QM und Non-QM. Quelle: (Kaissis et al., 2019) 

Variable QM (N=27) Non-QM (N=28) 

Alter in Jahren Mittelwert: 67 ± 11.7 Mittelwert: 65 ± 10.5 

Geschlecht 
Männlich: 15  

Weiblich: 12 

Männlich: 15 

Weiblich: 13 

pT 
T1: 3 

T2: 2 

T3: 22  

T1: 3 

T2: 3 

T3: 22  

pN 
N0: 6 

N1: 21 

N0: 8  

N1: 20 

M 
M0: 22  

M1: 5 

M0: 23  

M1: 5 

G 
G2: 16 

G3: 11 

G2: 15 

G3: 13 

R 
R0: 20  
R1: 7 

R0: 21 
R1: 7 

Adjuvante 
Chemotherapie 

Gemcitabin-basiert: 25 

Nicht erhalten: 2 

Gemcitabin-basiert: 26 

Nicht erhalten: 2 

Palliative 
Chemotherapie 

Gemcitabin-basiert: 14 
FOLFIRINOX: 13 

Gemcitabin-basiert: 16 
FOLFIRINOX: 12 

ECOG-Status 
0: 11 

1: 16 

0: 13 

1: 15 

Medianes Gesamtüberleben in 
Monaten 

7.00 22.00 

Medianes progressionfreies 
Überleben in Monaten 

6.30 18.90 

Zensiert 0 0 

Tumorvolumen (ml) 16.4 ± 15.6 15.0 ± 14.0 

Lymphknoten-Ratio 0.12 ± 0.07 0.10 ± 0.07 
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Tabelle 2 Verteilung der klinischen, histologischen Parameter und der Mittelwerte der Überlebenszeiten 
der CT-Kohorte, aufgeteilt nach QM, Non-QM und unklassifizierbare Tumoren. Quelle: (Kaissis et al., 
2020) 

Variable QM (N=45) Non-QM (N=136) KRT81+/HNF1a+ (N=26) 

Geschlecht 
Männlich: 25  

Weiblich: 20 

Männlich: 75  

Weiblich: 61 

Männlich: 14  

Weiblich: 12 

Alter in Jahren 
Mittelwert: 68 
Spannweite: 42-87  

Mittelwert: 67 
Spannweite: 45-90 

Mittelwert: 72 
Spannweite: 53-90 

pT 

T1: 1 

T2: 8  

T3: 31  
T4: 5 

T1: 3  

T2: 19  

T3: 103  
T4: 11 

T1: 1 

T2: 4  

T3: 18  
T4: 3 

pN 
N0: 13  

N1: 32 

N0: 31  

N1: 105 

N0: 5  

N1: 21 

M 
M0: 39  

M1: 6 

M0: 125  

M1: 11 

M0: 25  

M1: 1 

G 
G1: 1  

G2: 21  
G3: 23 

G1: 6  

G2: 60  
G3: 70 

G1: 4  

G2: 13  
G3: 9 

R 
R0: 20  

R1: 25 

R0: 68  

R1: 68 

R1: 15 

R0: 11 

CA-19-9 
Normal: 5 

Erhöht: 20 

N.A.: 20  

Normal: 22 

Erhöht: 43 

N.A.: 71 

Normal: 2 

Erhöht: 5 

N.A.: 19 

CEA 
Normal:1 2 
Erhöht: 8  

N.A.: 25 

Normal: 38 
Erhöht: 12 

N.A.: 86 

Normal: 3 
Erhöht: 1 

N.A.: 22 

Adjuvante- 
Chemotherapie 

Gemcitabin: 16  
FOLFIRINOX: 3 

Nicht erhalten: 26 

Gemcitabin: 68  
FOLFIRINOX: 2 

Nicht erhalten: :66 

Gemcitabin: 12  
FOLFIRINOX: 2 

Nicht erhalten: 12 

ECOG-Status 
0: 36 

1: 9 

0: 106 

1: 30 

0: 19 

1: 7 

Medianes Gesamtüberleben 
in Monaten 

9.5 16.5 14.6 

Zensiert 14 39 6 

Tumorvolumen (ml) 15 ± 10 36 ± 16 26 ± 17 

Lymphknoten-Ratio 0.13 ± 0.06 0.11 ± 0.03 0.14 ± 0.05 

Tumor Lokalisation 
Caput/Corpus: 44 

Schwanz: 1 

Caput/Corpus: 133 

Schwanz: 3 

Caput/Corpus: 25 

Schwanz: 1 
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4.3 Bestimmung des immunhistochemischen Subtyps 

Die Bestimmung des immunhistochemischen Subtyps erfolgte für sämtliche Tumoren 

in beiden Kohorten am Institut für Pathologie der Technischen Universität München. 

Die immunhistochemische Färbung wurde nach dem Protokoll wie in (Muckenhuber et 

al., 2018; Noll et al., 2016) durchgeführt. Zusammenfassend wurden aus jedem 

Tumorpräparat mindestens zwei, falls möglich drei repräsentative Gewebezylinder mit 

einem Durchmesser von 1mm ausgestanzt (Noll et al., 2016; Stenzinger et al., 2013). 

Polyklonale Anti-HNF1a-Antikörper und monoklonale Anti-Keratin-81-Antikörper 

wurden für die immunhistochemische Färbung verwendet. Wie in (Muckenhuber et al., 

2018) beschrieben wurde für die Definition von KRT81+ Tumoren ein Cut-off von 30 

% exprimierender Tumorzellen festgelegt. Für HNF1a+ wurde die Färbung bei 

ausreichender Vergrößerung visuell in schwach, mäßig und stark ausgeprägt, 

eingeteilt. Tumoren mit mäßiger oder starker Färbung wurden als HNF1a+ 

beschrieben (Muckenhuber et al., 2018). Für die weitere Analyse wurden QM-Subtyp  

und Non-QM-Subtyp folgendermaßen definiert: QM-Subtyp=KRT81+/HNF1a- und 

Non-QM-Subtyp=KRT81-/HNF1a+ oder KRT81-/HNF1a-. KRT81+/HNF1a+ Tumoren 

wurden als immunhistochemisch nicht klassifizierbar eingestuft. In Abbildung 2 sind 

repräsentative Fotografien der jeweiligen Subtypen dargestellt. 
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4.4 Bildgebung 

4.4.1 Publikation I 

Alle MRT-Aufnahmen wurden an einem 1,5-Tesla-MRT-System (Siemens Magnetom 

Avanto, Release VB17) durchgeführt. Folgende Sequenzen wurden für jeden 

Patienten erfasst: 

-T2 gewichtete Spin-Echo-Sequenz mit einer Schichtdicke von 5mm 

-T1 gewichtete Gradienten-Echo-Sequenz mit einer Schichtdicke von 5mm 

-T1 gewichtete kontrastverstärkte Sequenz mit arterieller, portalvenöser, venöser und 

spätvenöser Phase 

-diffusionsgewichtete Sequenz mit B-Werten von 0, 50, 300 und 600  

-T2 gewichtete Magnetresonanz-Cholangiopankreatikographie 

Die diffusionsgewichtete Sequenz wurde echoplanar ausgelesen und eine ADC-map 

wurde aus den verschiedenen B-Werten errechnet. Die Rekonstruktion der ADC-map 

erfolgte auf einer Matrix von 192x192 Voxeln mit einer Voxelgröße von 

1,5x1,5x5,5mm. Die Datenerhebung erfolgte in Exspiration. Das Bildprotokoll sowie 

Abbildung 2 Fotografien repräsentativer immunhistochemisch gefärbter Tumorproben KRT81+/HNF1a- 
(QM) [A], KRT81-/ HNF1a+ (Non-QM) [B], KRT81-/HNF1a-(Non-QM) [C] und KRT81+/HNF1a+ (nicht 
klassifizierbar) [D]. Quelle: (Kaissis et al., 2020) 
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die technischen Soft- und Hardwarespezifikationen des MRT-Gerätes blieben 

während der Datenerfassung unverändert. 

4.4.2 Publikation II 

Die CT-Aufnahmen der Pankreaskarzinompatienten wurden an folgenden Geräten 

durchgeführt: 

-Siemens Somatom Definition AS (Siemens Healthineers, Erlangen, Deutschland) 

-Philips iCT (Philips Healthcare, Best, Niederlande) 

-Philips IQON Spectral CT (Philips Healthcare, Best, Niederlande) 

Die verwendeten CT-Parameter finden sich in Tabelle 3. 

 
Tabelle 3 Akquistionsparameter der verwendeten CT-Geräte 

Gerät Siemens Somatom Philips iCT Philips IQON Spectral 

CT 

Röhrenspannung [kV] 120 120 120 

Zeilen 64 256 64 

Schichtdicke 3mm 3mm 3mm 

Patientenanzahl 87 79 41 

 

Bei jedem Patienten wurde in Inspiration eine kontrastmittelgestütze CT-Aufnahme 

des Abdomens und Beckens in nativer, arterieller und portalvenöser Phase akquiriert. 

Die arterielle Phase wurde anhand eines Bolus-Trackings bestimmt und die venöse 

Phase wurde 70 Sekunden nach Kontrastmittelapplikation akquiriert. 

 

4.5 Segmentierung der Pankreaskarzinome 

4.5.1 Publikation I 

Die Datensätze der Patienten wurden pseudonymisiert und in die 

Segmentierungssoftware ITK-SNAP (Version 3.8.0) (Yushkevich et al., 2006) 

importiert. Die Tumoren wurden unter Berücksichtigung aller verfügbaren 

bildgebenden Sequenzen identifiziert und im b600-Bild manuell segmentiert. Die so 

generierte Segmentierungsmaske wurde auf die ADC-map transferiert. Die Bilddaten 

wurden nach zwei Wochen erneut segmentiert. Die Segmentierungen wurden im 
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Konsens mit einem erfahrenen Radiologen (Facharzt) qualitätskontrolliert und die 

optimale Segmentierung für jeden Tumor ausgewählt.  

4.5.2 Publikation II 

Die Segmentierung der CT-Daten erfolgte nach identischem Vorgehen. Die Tumore 

wurden in der portalvenösen Phase unter Berücksichtigung der nativen und arteriellen 

Aufnahmen segmentiert. Eine erneute Segmentierung erfolgte für jeweils 20 zufällig 

ausgewählte Tumoren vom QM-Subtyp, vom Non-QM-Subtyp und von den 

unklassifizierbaren Tumoren. 

4.6 Extraktion der Merkmale 

4.6.1 Publikation I 

Für die Extraktion der Merkmale wurde die Programmiersprache Python (Version 

3.7.3) mit dem Paket PyRadiomics (Version 2.1.1) (Van Griethuysen et al., 2017) 

verwendet. Zunächst wurde die Plausibilität der Intensitätswerte der Segmentierungen 

überprüft und die Spannweite der Intensitätswerte der einzelnen Pixel auf 32 Bins 

aufgeteilt (Vallières et al., 2015). Die Bilddaten wurden daraufhin mit B-Spline 

Interpolation auf eine isotrope Voxelgröße von 3x3x3mm rekonstruiert. Aufgrund der 

quantitativen Eigenschaft des ADC-Wertes wurde auf eine Normalisierung der 

Intensitätswerte verzichtet. Die Merkmale wurden gemäß den Richtlinien der 

Biomarker Standardisierungs-Initiative (ISBI) extrahiert (Zwanenburg et al., 2017).  

Folgende Merkmalkategorien wurden extrahiert: 

First order statistics 

Shape features 3D 

Shape features 2D 

Gray Level Cooccurence Matrix (GLCM) 

Gray Level Dependence Matrix (GLDM) 

Gray Level Run Length Matrix (GLRLM) 

Gray Level Size Zone Matrix (GLSZM) 

Neighbouring Gray Tone Difference Matrix (NGTDM) 
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Die Anzahl der extrahierten Merkmale wurde weiterhin durch die Verwendung 

verschiedener Filter erweitert. Folgende Filter wurden verwendet: 

Laplacian of Gaussian(LoG)-Filter (Marr-Hildreth-Operator) mit einem Sigmawert 

von 3.0 

Wavelet-Transformation (Coiflet-wavelet) 

Quadrat der absoluten Werte des Originalbildes 

Quadratwurzel der absoluten Werte des Originalbildes 

Logarithmus der absoluten Werte des Originalbildes 

Exponentialfunktion der absoluten Werte des Originalbildes 

Berechnung der Gradientengröße im Originalbild 

Berechnung von Local Binary Patterns (Banerjee et al., 2013; Ojala et al., 1994, 

1996) 

 

Insgesamt wurden 1606 Merkmale extrahiert. Die Definition und die Berechnung der 

einzelnen Merkmale ist der Dokumentation von PyRadiomics zu entnehmen. 

4.6.2 Publikation II 

Die Extraktion der Merkmale der CT-Datensätze erfolgte nach ähnlicher 

Vorgehensweise. Hiervon abweichend wurden die Dichtewerte auf 25 Bins aufgeteilt. 

Zusätzlich wurden die Bilder mit Sigmawerten von 1.0 und 2.0 LoG-filtriert. Insgesamt 

wurden 1474 Merkmale extrahiert. 

4.7 Präprozessierung der extrahierten Merkmale 

4.7.1 Publikation I 

Merkmale mit einer Varianz von null und Merkmale mit fehlenden Werten wurden aus 

der Analyse entfernt. Die Werte der einzelnen Merkmale wurden zwischen null und 

eins normalisiert. Die Merkmale der ersten und wiederholten Segmentierung wurden 

mit dem Intraklassen-Korrelationskoeffizient (ICC) verglichen (McGraw & Wong, 1996; 

Shrout & Fleiss, 1979). Merkmale mit einem ICC unter 0.8 wurden entfernt. Insgesamt 

verblieben nach Präprozessierung die folgenden 40 Merkmale: 
original_firstorder_Entropy 

original_GLCM_Joint_Energy 

wavelet-HLL_gldm_SmallDependenceEmphasis 

wavelet-LHL_firstorder_Kurtosis 



 22 

lbp-3D-k_glcm_Contrast 

log-sigma-1-0-mm-3D_glcm_Imc2 

wavelet-HHL_glszm_SmallAreaEmphasis 

lbp-3D-k_firstorder_Variance 

original_glszm_LargeAreaLowGrayLevelEmphasis 

wavelet-HHL_glszm_ZonePercentage 

log-sigma-1-0-mm-3D_glcm_Imc1 

wavelet-HHL_glcm_Imc2 

lbp-3D-k_firstorder_90Percentile 

log-sigma-3-0-mm-3D_gldm_DependenceVariance 

wavelet-LHH_firstorder_Kurtosis 

wavelet-LHH_glcm_Imc2 

lbp-3D-m2_firstorder_Kurtosis 

wavelet-LHH_gldm_HighGrayLevelEmphasis 

wavelet-HHL_glcm_DifferenceVariance 

lbp-3D-k_glcm_Correlation 

log-sigma-3-0-mm-3D_glszm_SmallAreaLowGrayLevelEmphasis 

wavelet-HHL_glcm_SumSquares 

log-sigma-3-0-mm-3D_firstorder_Kurtosis 

wavelet-HLL_glszm_ZonePercentage 

log-sigma-2-0-mm-3D_glszm_SizeZoneNonUniformity 

log-sigma-3-0-mm-3D_gldm_LargeDependenceEmphasis 

original_glszm_SizeZoneNonUniformityNormalized 

original_gldm_DependenceVariance 

original_glszm_LargeAreaEmphasis 

wavelet-HHL_glszm_SmallAreaLowGrayLevelEmphasis 

wavelet-LHL_glszm_SmallAreaEmphasis 

log-sigma-2-0-mm-3D_glszm_SmallAreaHighGrayLevelEmphasis 

log-sigma-1-0-mm-3D_glcm_ClusterProminence 

original_shape_Maximum2DDiameterRow 

wavelet-LLL_firstorder_Entropy 

wavelet-LHH_glrlm_ShortRunHighGrayLevelEmphasis 

gradient_firstorder_Kurtosis 

log-sigma-2-0-mm-3D_firstorder_Median 

log-sigma-2-0-mm-3D_glcm_Imc1 

original_firstorder_Kurtosis 
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Um eine mögliche Korrelation zwischen den einzelnen Merkmalen zu erkennen wurde 

der Rangkorrelationskoeffizient nach Spearman für die Werte der Merkmale 

berechnet. Die Merkmale zeigten alle eine schwache Korrelation (Cohen, 1988). 

Die Korrelation wird in Abbildung 3 beispielhaft für die 13 Merkmale höchster 

Prädiktion gezeigt. 

4.7.2 Publikation II 

Die Präprozessierung der CT-Daten erfolgte nach identischem Vorgehen, jedoch 

wurde der ICC-Wert auf 0.9 festgelegt. 161 Merkmale wurden selektiert. Die 

Abbildung 3 Heatmap: Visualisierung der Unabhängigkeit der 13 Merkmale mit höchstem prädiktiven 
Wert. Quelle: (Kaissis et al., 2019) 
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selektierten Merkmale wurden auf das Tumorvolumen normalisiert (Welch et al., 

2019).  

4.8 Machine-learning-Modellierung 

4.8.1 Publikation I 

Für die Modellierung der Merkmale und die Durchführung der Überlebensanalysen 

wurde die Programmierungsumgebung Python (Version 3.7.3) mit folgenden Paketen 

verwendet: Pandas 0.23.4 (W. McKinney, 2010), Numpy 1.16.2 (Van der Walt & 

Aivazis, 2011), Scikit Learn 0.20.3 (Pedregosa et al., 2011), XGBoost 0.90 (T. Chen & 

Guestrin, 2016), Scikit- Survival 0.9 (Pölsterl et al., 2016, 2017) , Matplotlib 3.0.3. 

(Hunter, 2007), Seaborn 0.9.0, Lifelines 0.21.0, Statsmodels 0.9.0. (Seabold & 

Perktold, 2010). 

Für die Prädiktion der Subtypen wurde der XGBoost-Algorithmus, eine Variante des 

Gradient-Boosted-Decision tree Algorithmus (Breiman, 1998; J. H. Friedman, 2001), 

genutzt. Die Zielvariable war hierbei der molekulare Subtyp, binär aufgeteilt in QM und 

Non-QM. Das Modell wurde an den 40 Merkmalen aller Tumoren, beschrieben in 

Abschnitt 4.7.1, trainiert. Um einer Überanpassung des Modells entgegenzuwirken, 

wurde die Lernrate auf 0.01 reduziert (Shrinkage-Methode) (J. H. Friedman, 2002) und 

eine L2-Regularisierung auf die Blattgewichte angewandt. Zur Beurteilung des Modells 

wurde eine 10-fache stratifizierte Kreuzvalidierung durchgeführt. Die Sensitivität, 

Spezifität und die Fläche unter der Grenzwertoptimierungskurve (engl. ROC-AUC) 

wurde für die Testdaten erhoben. Die Wichtigkeit der einzelnen Merkmale wurde 

anhand der Reduktion im Wert der XGBoost loss-Funktion ermittelt. Für die Prädiktion 

des Gesamtüberlebens und des progressionsfreien Überlebens wurde ein Algorithmus 

mit stochastischen Gradient-Boosting Regressionsbäumen verwendet. Der Datensatz 

wurde manuell in einen Trainingsdatensatz von 70% (n=38) und einen Testdatensatz 

von 30% (n=17) eingeteilt, hierbei wurde auf eine Erhaltung der chronologischen 

Reihenfolge für beide Datensätze geachtet (test-set interleaving). Die Lernrate wurde 

auf 0.01 gesetzt und die individuellen Bäume wurden an jeweils 90% der Daten 

trainiert. Als Verlustfunktion wurde das Cox proportional hazard-Modell verwendet 

(Ridgeway, 1999). Die mittlere quadratische Abweichung nach Friedman wurde als 

Splitstrategie angewandt. Für die Prädiktion des Gesamtüberlebens und des 

progressionsfreien Überlebens wurde der Konkordanzindex (Penciana & D’Agostino, 

2004) zwischen der Prädiktion des Modells für die Testdaten und dem tatsächlichen 
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Überleben bestimmt. Die 95%-Konfidenzintervalle wurden mittels Bootstrap-Verfahren 

(Efron, 1977) berechnet. Auf der Basis der Prädiktion der Testdaten (n=17) durch den 

XGBoost-Algorithmus, wurden die Patienten in zwei Gruppen eingeteilt, einen 

Hochrisiko-Typ (QM/KRT81+) und einen Niedrigrisiko-Typ (Non-QM/KRT81-). Für die 

10 verschiedenen Splits wurden die Kaplan-Meier-Kurven des Gesamtüberlebens und 

des progressionsfreien Überlebens bestimmt und diese mittels Log-Rank-Test auf 

einen signifikanten Unterschied getestet. Nach dem gleichen Prinzip wurde das 

Gesamtüberleben, abhängig von der erhaltenen Chemotherapie, untersucht. Für den 

Hochrisiko-Typ wurden abhängig vom Split 7 bis 11 Patienten untersucht, für den 

Niedrigrisiko-Typ wurden 6 bis 10 Patienten untersucht. Zur Kontrolle möglicher 

Confounder wurde eine multivariate Cox-Regression (Cox, 1972) der klinischen und 

pathologischen Parameter durchgeführt. Die Verteilungen der Kovariablen zwischen 

den histopathologischen Subtypen wurde mit dem exakten Test nach Fisher 

verglichen. Das Signifikanzniveau wurde bei allen statistischen Verfahren auf p < 0.05 

festgelegt.  
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4.8.2 Publikation II 

Für die Modellierung der CT-Daten wurde die Programmierungsumgebung Python 

(Version 3.7.6) mit folgenden Paketen verwendet: Pandas 0.23.4, Numpy 1.16.2, 

Matplotlib 3.0.3, Seaborn 0.9.0, Scikit Learn 0.21.3, Lifelines 0.21.0. Zur Prädiktion des 

Subtyps wurde ein Random-Forest-Algorithmus (Breiman, 2001) mit folgenden 

Einstellungen implementiert: 10 Entscheidungsbäume, Wichtigkeit der Merkmale nach 

Gini. Alle anderen Einstellungen wurden nicht modifiziert. Die Zielvariable war der 

histopathologische Subtyp, binär in QM und Non-QM aufgeteilt. Das Modell wurde an 

den 161 Merkmalen, beschrieben in Abschnitt 4.7.2, trainiert. Zur Beurteilung des 

Modells wurde eine 5-fache Kreuzvalidierung mit einem Trainingsdatensatz von 70% 

(n=127) und einem Testdatensatz von 30% (n=54) durchgeführt. Die Sensitivität, 

Spezifität und der ROC-AUC-Wert wurden über die 5 Kreuzvalidierungen gemittelt. 

Die Wichtigkeit, der für die Prädiktion relevanten Merkmale wurde anhand der 

Reduktion der Gini impurity (Menze et al., 2009) ermittelt, separat für alle fünf Splits 

bestimmt und gemittelt. Der 

Algorithmus mit dem besten ROC-

AUC-Wert aus den 

Kreuzvalidierungen wurde im 

nächsten Schritt auf die nicht 

klassifizierbaren Tumoren (n=26) 

angewandt. Der Algorithmus teilte 

diese in QM-Subtyp (n=12) und Non-

QM-Subtyp (n=14) ein. Für die 

Überlebenszeitanalysen wurden 

Kaplan-Meier-Kurven erstellt und Log-

Rank-Tests durchgeführt. Weiterhin 

wurde eine multivariate Cox-

Regression (Cox, 1972) der 

klinischen und pathologischen 

Parameter durchgeführt, um mögliche 

Confounder zu kontrollieren. Die 

Verteilungen der Kovariablen 

zwischen den histopathologischen 

Subtypen wurde mit dem Chi-

5-fold cross-validation 

Random Forest model 

Abbildung 4 Schematische Darstellung eines 
Entscheidungsbaums und Grundprinzip der 
Kreuzvalidierung. Quelle: (Kaissis et al., 2020) 
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Quadrat-Test und dem Zweistichproben-t-Test verglichen. Das Signifikanzniveau 

wurde bei allen statistischen Verfahren auf p < 0.05 festgelegt. 

  



 28 

5 Zusammenfassung und Ergebnisse der 
veröffentlichten Publikationen 

5.1 Publikation I  

A machine learning algorithm predicts molecular subtypes in pancreatic ductal 
adenocarcinoma with differential response to gemcitabine-based versus 
FOLFIRINOX chemotherapy. 
Kaissis G*, Ziegelmayer S*, Lohöfer F*, et al. PLoS One.  

Veröffentlicht: 2.Oktober 2019 DOI:10.1371/journal.pone.0218642 

Die retrospektive Beobachtungsstudie befasst sich mit der Fragestellung, ob eine 

Vorhersage der molekularen Subtypen des Pankreaskarzinoms aus 

diffusionsgewichteten MRT-Aufnahmen der Tumoren möglich ist. Zusammengefasst, 

wurden 55 Patienten mit histologisch gesicherten PDAC in die Analyse 

eingeschlossen. Die molekularen Subtypen wurden mittels immunhistochemischer 

Färbung von KRT81 und HNF1a bestimmt. Die Tumoren wurden in präoperativen, 

diffusionsgewichteten MRT-Aufnahmen manuell segmentiert und 1606 Merkmale mit 

PyRadiomics extrahiert. Basierend auf den extrahierten Merkmalen wurde ein 

Gradienten-Boosting-Algorithmus (XGBoost) zur Vorhersage der molekularen 

Subtypen sowie ein stochastischer Gradient-Boosting-Regressionsbaum-Algorithmus 

zur Vorhersage des progressionsfreien Überlebens und des Gesamtüberlebens 

modelliert. Die Wichtigkeit der einzelnen Merkmale für die Prädiktion der Subtypen 

wurde bestimmt. Abschließend wurden das progressionsfreie Überleben, das 

Gesamtüberleben und das Chemotherapieansprechen in Abhängigkeit des 

tatsächlichen Subtyps und des radiologischen Phänotyps evaluiert. Der Algorithmus 

erzielte für die Prädiktion des molekularen Subtyps eine Sensitivität von 0.90±0.07, 

eine Spezifität von 0.92±0.11 und eine ROC-AUC von 0.93±0.07. Die Entropie war das 

wichtigste Merkmal für die Prädiktion des Subtyps. Der Konkordanz-Index zwischen 

der Vorhersage des Gradienten-unterstützten Überlebensmodells und dem 

tatsächlichen Überleben war 0.76±0.05 [95%-Konfidenzintervall 0.66-0.86] für das 

progressionsfreie Überleben und 0.71±0.06 [95%-Konfidenzintervall 0.60-0.80] für das 

Gesamtüberleben. Patienten mit histopathologischen QM-Subtyp zeigten ein 

signifikant (p < 0.05) schlechteres Gesamtüberleben als Patienten mit Non-QM-Subtyp 

(Gesamtüberleben QM: 7.0 Monate vs. Non-QM: 22.6 Monate, Hazard-Ratio 4.03, p 

= <0.001). Weiterhin hatten Patienten mit Non-QM-Subtyp ein längeres 

Gesamtüberleben unter Therapie mit FOLFIRINOX als unter Gemcitabin-basierter 
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Therapie (30.8 Monate vs. 13.4 Monate, Hazard-Ratio = 2.41, p = 0.027). 

Gegensätzlich zeigten Patienten mit QM-Subtyp ein längeres Gesamtüberleben unter 

Gemcitabin-basierter Therapie als unter Therapie mit FOLFIRINOX (10.14 Monate vs. 

3.8 Monate, Hazard-Ratio = 2.33, p = 0.037). Für Patienten mit vorhergesagtem 

Hochrisiko-Typ (QM/KRT81+) und Niedrigrisiko-Typ (Non-QM/KRT81-) konnte in 8 

von 10 Kreuzvalidierungen ein signifikant unterschiedliches Gesamtüberleben und in 

7 von 10 Kreuzvalidierungen ein signifikant unterschiedliches progressionsfreies 

Überleben gezeigt werden. Patienten mit vorhergesagtem Hochrisiko-Typ hatten in 2 

von 10 Kreuzvalidierungen ein signifikant längeres Gesamtüberleben unter 

Gemcitabin-basierter Therapie als unter Therapie mit FOLFIRINOX. Patienten vom 

Niedrigrisiko-Typ hatten in 6 von 10 Kreuzvalidierungen ein signifikant längeres 

Gesamtüberleben unter FOLFIRINOX als unter Gemcitabin-basierter Therapie 

gezeigt. 
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5.2 Publikation II 

Image-Based Molecular Phenotyping of Pancreatic Ductal Adenocarcinoma. 

Kaissis G*, Ziegelmayer S*, Lohöfer F*, et al. Journal of Clinical Medicine. 

Veröffentlicht: 7.März 2020 DOI:10.3390/jcm9030724 

Die retrospektive Studie baut auf die Ergebnisse der ersten Publikation auf und 

erweitert das Anwendungsfeld auf computertomographische Aufnahmen von 

Pankreaskarzinompatienten. Die detaillierten Abläufe der Studie sind dem 

Methodenteil zu entnehmen. Zusammengefasst wurden 207 Patienten mit 

histopathologisch gesichertem PDAC in die Analyse eingeschlossen. Die 

Segmentierung der Tumoren erfolgte in präoperativen CT-Aufnahmen. Insgesamt 

wurden 1474 Radiomics-Merkmale mit Pyradiomics extrahiert. Mittels 

immunhistochemischer Färbung von KRT81 und HNF1a erfolgte die Einteilung der 

Tumoren in QM, Non-QM und nicht klassifizierbare Tumoren (KRT81+/HNF1a+). Ein 

Random-Forest-Algorithmus wurde entwickelt, der, basierend auf den Radiomics-

Merkmalen, Tumoren als QM oder Non-QM klassifiziert. Weiterhin wurden die CT-

Aufnahmen der nicht klassifizierbaren Tumoren mit dem Algorithmus analysiert. Der 

Algorithmus erreichte für den Testdatensatz eine Sensitivität von 0.84±0.05, eine 

Spezifität von 0.92±0.01 und eine ROC-AUC von 0.93±0.01. Für die Prädiktion des 

Subtyps waren Homogenitäts/Heterogenitäts-Merkmale, wie beispielsweise die 

Entropie von Relevanz. Das mediane Gesamtüberleben für die vorhergesagten 

Tumoren vom QM-Subtyp und Non-QM-Subtyp war signifikant unterschiedlich. (QM: 

16.1 Monate vs. Non-QM: 20.9 Monate, Hazard-Ratio = 1.59, p = 0.02). 

Der Algorithmus konnte weiterhin die histopathologisch nicht klassifizierbaren 

Tumoren in einen radiologischen QM-Phänotyp und einen radiologischen Non-QM-

Phänotyp einteilen, die ein signifikant unterschiedliches Gesamtüberleben zeigten. 

(radiologischer QM-Phänotyp: 8.9 Monate vs. radiologischer Non-QM-Phänotyp: 39.8 

Monate, Hazard-Ratio 4.33, p < 0.001).  

Es wurde kein statistisch signifikanter Unterschied in der Verteilung der klinischen 

Confounder-Variablen zwischen den Kohorten gefunden und keiner der Parameter 

war in der multivariaten Analyse signifikant mit dem Gesamtüberleben assoziiert. 
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5.3 Schlussfolgerung 

Die Ergebnisse dieser Studien zeigen, dass eine prätherapeutische 

Risikostratifizerung von Pankreaskarzinompatienten im Sinne einer Einteilung der 

Tumoren in QM und Non-QM anhand präoperativer MRT- und CT-Aufnahmen möglich 

ist.  
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6 Diskussion 
In der vorliegenden Arbeit wurden Algorithmen des maschinellen Lernens entwickelt, 

die die nichtinvasive, modalitätsübergreifende Vorhersage des molekularen Subtyps 

im Pankreaskarzinom aus präoperativen Bildgebungsdaten erlauben. Die Relevanz 

dieser molekularen Subtypen ist in ihrer klinischen sowie prognostischen Bedeutung 

begründet. Sie erlauben eine prätherapeutische Patientenstratifikation in definierte 

Risikogruppen mit unterschiedlichem progressionsfreiem- und Gesamtüberleben 

sowie unterschiedlichem Ansprechen gegenüber den zurzeit in der klinischen Routine 

zum Einsatz kommenden Standardchemotherapeutika. 

Die Methoden und Ergebnisse dieser Arbeit werden im Folgenden diskutiert. 

6.1 Diskussion der Methoden 

6.1.1 Studiendesign  

Im Rahmen der vorliegenden Arbeit wurden Patienten mit in kurativer Intention 

resezierten Pankreaskarzinomen untersucht. Die Tumoren wurden histopathologisch 

gesichert, wodurch sichergestellt werden konnte, dass ausschließlich 

Adenokarzinome des Pankreas in die Analyse eingeschlossen wurden. Darüber 

hinaus wurden histopathologische und klinische Parameter als mögliche Confounder 

für die Prädiktion des Subtyps und des Überlebens in die Analyse integriert. Die 

Studien erfolgten in beiden Fällen an therapienaiven Pankreaskazinompatienten mit 

Tumoren in frühen Stadien. Dies ist im Hinblick auf die Erfassung des molekularen 

Subtyps durch die Algorithmen insofern relevant, als dass eine therapienaive 

bildmorphologische Repräsentation des Subtyps erlernt werden kann, die frei ist von 

Selektionsprozessen durch Chemotherapie (Lim et al., 2016).  

6.1.2 Immunhistochemische Bestimmung des molekularen Subtyps 

Der morpho-molekulare Subtyp der Pankreaskarzinome wurde mittels 

immunhistochemischer Färbung von KRT81 und HNF1a (Muckenhuber et al., 2018; 

Noll et al., 2016) bestimmt, die sich an der ursprünglichen transkriptomischen 

Einteilung der PDACs von Collisson et al. orientiert (Collisson et al., 2011). Diese 

ursprüngliche Subtypisierung wurde anhand weiterer Ergebnisse aus RNA-

Sequenzierung und Genanalyse durch Moffitt et al. 2015 sowie Bailey et al. 2016 

modifiziert und erweitert (Bailey et al., 2016; Moffitt et al., 2015). Zwischen den 

Einteilungen existieren gleichwohl weitgehende Überlappungen, insbesondere im 
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Hinblick auf die Existenz eines definierten Subtyps, der sich durch signifikant 

schlechteres Überleben von den anderen abgrenzt (Collisson et al., 2019). Es ist 

anzunehmen, dass die Positivität für KRT81 das stärkste immunhistochemische 

Surrogat für diesen Subtyp darstellt (Muckenhuber et al., 2018). Darauf basierend 

erfolgte in der vorliegenden Arbeit die Einteilung der Subtypen in einen KRT81 

positiven Subtyp mit vorwiegend quasi-mesenchymalen Charakteristika (QM) und in 

einen KRT81 negativen Subtyp, bei dem diese Merkmale nur in geringerem Maße 

ausgeprägt sind (Non-QM).  

Eine Besonderheit stellt in der vorliegenden Arbeit die Untersuchung von doppelt-

positiven Tumoren, also Tumoren mit Merkmalen beider erwähnter Subtypen, dar. 

Diese werden auch als „nicht klassifizierbar“ bezeichnet. Für diese Tumoren kann eine 

Dualität der Subtypen angenommen werden. Die Koexistenz von mehreren Subtypen 

in einem Tumor konnte bereits in mehreren Studien demonstriert werden (Chan-Seng-

Yue et al., 2020; N. Juiz et al., 2020). Zusätzlich muss angenommen werden, dass 

eine Transition zwischen quasi-mesenchymalen und eher epithelialen Tumoren 

regelhaft stattfindet, und insbesondere durch chemotherapeutikabedingte 

Selektionsprozesse gesteuert wird (Porter et al., 2019). Diese Ergebnisse legen nahe, 

dass es sich hierbei um einen hochdynamischen Prozess handelt, der durch die 

Definition eines einzelnen Subtyps nicht hinreichend beschrieben werden kann. 

Darüber hinaus erfolgt die Beurteilung der immunhistochemischen Färbung in der 

Routine durch visuelle Quantifizierung der immunhistochemischen Färbungen und ist 

somit stark untersucherabhängig. 

 

6.1.3 Bildgebung 

In der vorliegenden Arbeit wurden präoperative CT-Aufnahmen und 

diffusionsgewichtete MRT-Aufnahmen analysiert. Die Untersuchungen wurden gemäß 

klinischer Standardprotokolle durchgeführt, sodass die Algorithmen unter klinischen 

Bedingungen getestet werden konnten. Dies ermöglicht eine Translation der 

Ergebnisse sowie die Anwendung der Algorithmen in weiterführenden Studien und legt 

nahe, dass eine algorithmengestützte Prädiktion des Subtyps nach entsprechender 

prospektiver Validation Einzug in die klinische Routine halten kann.  

 

Die Untersuchung der Zusammenhänge zwischen Bildmorphologie und Tumorbiologie 

erfordert Bildgebunsmodalitäten, die morphologische Eigenschaften des 
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Tumorgewebes sensitiv, spezifisch und reproduzierbar darstellen können. In 

zahlreichen Tumorentitäten konnte sich hierbei die diffusionsgewichtete Bildgebung 

als robuster Bestandteil der Diagnostik etablieren (White et al., 2014). So konnte 

gezeigt werden, dass Bildparameter prädiktiv für die Tumorzellularität, Differenzierung, 

Nekrose, Aggressivität und Proliferation von Tumoren sein können (H. Wang et al., 

2010; Y. Wang et al., 2011). Weiterhin konnte gezeigt werden, dass mit der 

diffusionsgewichteten MRT auch klinische Endpunkte, wie das Therapieansprechen, 

vorhergesagt werden können (Perez-Lopez et al., 2017), was die zunehmende 

klinische Akzeptanz und Anwendung dieser Modalität in der Onkologie begründet 

(Padhani et al., 2009). Somit besteht ein hohes Interesse, den Nutzen dieser 

Bildgebungsmodalität für die nicht invasive Tumorcharakterisierung näher zu 

untersuchen. Für das Pankreaskarzinom konnte bereits gezeigt werden, dass der 

ADC-Wert prädiktiv für das Gesamtüberleben ist und mit der Zellularität des Tumors 

korreliert (Heid et al., 2017; Trajkovic-Arsic et al., 2017). Weiterhin konnte in 

präklinischen Tiermodellen gezeigt werden, dass sich der ADC-Wert zwischen quasi-

mesenchymalen und eher epithelial differenzierten Tumorsubregionen unterscheidet 

(Y. W. Chen et al., 2013).  

Bislang existieren jedoch nur wenige Studien, die Methoden der quantitativen 

Bildanalyse wie Radiomics auf die diffusionsgewichtete Bildgebung des 

Pankreaskarzinoms anwenden. Dies ist in der hohen technischen Komplexität in der 

Durchführung von diffusionsgewichteten Pulssequenzen in der abdominalen 

Bildgebung begründet. Beispielsweise sind Bewegungs- und Atemartefakte im Bereich 

des Oberbauchs deutlich schwieriger zu kontrollieren als in der neuroradiologischen 

Bildgebung. Die lange Akquisitionszeit der Sequenzen macht eine 

atemsynchronisierte Akquisition erforderlich und stellt erhöhte Anforderungen an die 

Patientenkooperation. Die technische Unterdrückung von Grenzflächenartefakten im 

Magen und Duodenum sowie von Pulsationsartefakten durch die Aorta abdominalis 

erfordert robuste und schnelle diffusionsgewichtete Sequenzen, z.B. durch die 

Anwendung paralleler Bildgebungsverfahren oder reduzierter K-

Raumauslesemethoden wie compressed sensing, die ein hohes Maß an technischer 

Expertise für ihre erfolgreiche Implementierung und Anpassung, insbesondere im 

Hochfeld-MRT-Bereich erfordern (Jethanandani et al., 2018; Kwee et al., 2008).  
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Im zweiten Teil der Arbeit wurden zur Modellierung CT-Aufnahmen von 

Pankreaskarzinompatienten genutzt. Die Computertomographie ist durch die kurze 

Akquisitionszeit, hohe Ortsauflösung, Artefaktarmut sowie die technische 

Standardisierung für Radiomics-Studien optimal geeignet. Multi-Center-Studien unter 

Verwertung von CT-Aufnahmen werden durch die flächendeckende Verfügbarkeit und 

den relativ geringen Preis der Untersuchungen begünstigt. Der prognostische Nutzen 

von CT-Untersuchungen konnte bereits für verschiedene Tumorentitäten gezeigt 

werden (Aerts et al., 2014; Huang et al., 2016; Sun et al., 2018). Sie stellt die 

leitliniengerechte initiale Bildgebung zur Ausbreitungsdiagnostik des 

Pankreaskarzinoms dar und ist für die Beurteilung der Tumorresektabilität essentiell 

(Tamm et al., 2012). Auch bei der CT-Untersuchung können jedoch unterschiedliche 

Akquisitionsparameter sowie Unterschiede zwischen CT-Gerätherstellern die 

extrahierten quantitativen Bildmerkmale beeinflussen (Berenguer et al., 2018; Ger et 

al., 2018; MacKin et al., 2018). 

Bislang wurden Radiomics-Studien überwiegend an kleinen Datensätzen (bis wenige 

hundert Patienten) durchgeführt. Wie oben beschrieben konnte festgestellt werden, 

dass die technische Variabilität zwischen den eingesetzten Scannern sowie die 

Untersucherabhängigkeit der Tumorsegmentierung zu Ergebnisverzerrungen führten. 

Folglich wurde bereits in mehreren Publikationen empfohlen worden, die Akquisition 

der Bilddaten, die Extraktion der Parameter und die Prozessierung zu harmonisieren 

(Kumar et al., 2012; Leijenaar et al., 2015; Yip & Aerts, 2016). Dieses Vorgehen ist 

aus mehreren Gründen kritisch zu betrachten. Es ist nicht anzunehmen, dass eine 

weitreichende Protokollharmonisierung onkologischer Studien –insbesondere im 

MRT-Bereich– durchsetzbar ist. Ein Ausschluss nicht-konformer Untersuchungen 

vermindert zusätzlich drastisch die Anzahl der verfügbaren Untersuchungen im 

Rahmen retrospektiv angelegter Studien. Das Ziel sollte stattdessen sein, durch die 

Vergrößerung der Kohorten, Diversifizierung der Daten, sowie durch die Anwendung 

robuster Algorithmen Repräsentationen der Tumorbiologie zu erlernen, die 

weitgehend agnostisch sind und nicht von nicht-biologischen Parametern abhängen. 

Es ist ferner anzunehmen, dass solche Algorithmen besser auf neue Kollektive 

generalisieren. Neuere Empfehlungen, z.B. von Bluemke et al. (Bluemke et al., 2020) 

ziehen diese Erwägungen zunehmend in Betracht. 
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6.1.4 Segmentierung 

Im Rahmen der vorliegenden Arbeit wurden die Tumorvolumina manuell und unter 

Berücksichtigung aller vorliegenden Sequenzen und Kontrastmittelphasen 

segmentiert. Neben der manuellen Segmentierung existieren auch semi-automatische 

und voll-automatische Segmentierungsmethoden. Semi-automatische Verfahren 

verlangen weiterhin einen externen Input, wie beispielsweise eine Markierung der zu 

segmentierenden Struktur. In einer Studie konnte gezeigt werden, dass die semi-

automatische Segmentierung von Lungenkarzinomen schneller und exakter sein kann 

als die manuelle (Rios Velazquez et al., 2012). Ähnliche Ergebnisse wurden bei der 

semi-automatischen Segmentierung von Glioblastomen beobachtet (X. Zhang et al., 

2016). Voll-automatische Modelle sind bereits ebenso zur Organsegmentierung 

eingesetzt worden (Bilic et al., 2019; Moeskops et al., 2016) und zeigen auch für die 

Segmentierung von Tumoren vielversprechende Ergebnisse (Harati et al., 2011; Lin et 

al., 2020). Sowohl das Pankreas als auch Pankreaskarzinome stellen aufgrund des 

geringen Gewebekontrasts mit teils nicht definierbaren Grenzen, der anatomischen 

Nähe zu Hohlorganen wie Magen und Dünndarm sowie der pathomorphologischen 

Alterationen des Pankreas- und umliegenden Fettgewebes durch den Tumor eine 

große Herausforderung für automatische Segmentierungsalgorithmen dar. Obgleich in 

anderen Gebieten der Bilderkennung neuronale Netze ausgezeichnete Ergebnisse 

(Girshick et al., 2016) liefern, konnte für das Pankreas erst unter Verwendung 

modifizierter neuronaler Netzarchitekturen, beispielsweise unter Verwendung von 

Attention-Mechanismen wie in (Oktay et al., 2018) gezeigt, eine mit dem Menschen 

vergleichbare Genauigkeit erzielt werden. 

Der Vorteil von quantitativen Bildgebungsanalysemethoden wie Radiomics gegenüber 

Biopsien aus Tumorsubregionen liegt in der Erfassung des gesamten Tumorvolumens 

im Segmentierungsprozess. Wie in Abschnitt 6.1.2 beschrieben ist anzunehmen, dass 

mehrere Subtypen in einem Tumor koexistieren und dass z. B. durch eine epithelial-

mesenchymale Transition Veränderungen der Tumorzusammensetzung stattfinden. 

Diese Erkenntnis verdeutlicht dass die intratumorale Heterogenität nur suffizient 

erfasst werden kann, wenn die Gesamtheit des Tumors analysiert wird und, dass jede 

Art von subregionaler Analyse systematisch Information vernachlässigt (Gerlinger et 

al., 2012). Dies schließt jedoch nicht aus, dass einzelne Tumorregionen trotzdem 

einen prädiktiven Wert besitzen können. Für das Pankreaskarzinom erwies sich 

beispielsweise die Region mit dem niedrigsten ADC-Wert, respektive die Region mit 
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dem höchsten Zellgehalt, als prädiktiv für das Gesamtüberleben (Heid et al., 2017).  

Auch für weitere Tumorentitäten, wie beispielsweise das Glioblastom konnte die 

Wertigkeit einer subregionalen Analyse demonstriert werden (Zhou et al., 2014). Neue 

Entwicklungen wie die multispektrale Computertomographie oder die hochaufgelöste 

Magnetresonanztomographie mit reduziertem Sichtfeld (engl. reduced field-of-view) 

werden zu einer weiteren Erhöhung des Informationsgehalts der akquirierten 

Datensätze führen, wovon derartige subregionale Analysen profitieren können.  

6.1.5 Extraktion und Präprozessierung der Merkmale  

Die Extraktion der Merkmale erfolgte mit PyRadiomics (Van Griethuysen et al., 2017). 

Mit dieser Software wurden aus dem MRT-Datensatz pro Tumor 1606 und aus dem 

CT-Datensatz 1474 Merkmale extrahiert. Die Berechnung der Merkmale erfolgt nach 

den Definitionen der Biomarker Standardisierungs-Initiative (ISBI) von Zwanenburg et 

al., die eine höhere Reproduzierbarkeit der Merkmale gewährleisten soll (Zwanenburg 

et al., 2017). Durch eine hohe Anzahl an Merkmalen verglichen mit der Anzahl an 

Patienten kann es zu einer Überanpassung des Models kommen (Clarke et al., 2008; 

Dyson, 2004). Daher wurde die Anzahl an extrahierten Merkmalen durch 

Präprozessierung reduziert. Zur Verbesserung der Reproduzierbarkeit wurden die 

Tumoren von zwei separaten Auswertern segmentiert, die Übereinstimmung der 

Merkmale durch Bestimmung des ICC-Werts nach (McGraw & Wong, 1996) verglichen 

und Merkmale mit niedrigen ICC-Werten entfernt.  

Für den CT-Datensatz konnte für einen Teil der Merkmale eine Korrelation mit dem 

Tumorvolumen festgestellt werden. Vorherige Studien legen nahe, dass das 

Tumorvolumen ein starker Confounder von extrahierten Merkmalen sein kann (Fave 

et al., 2016), weshalb für den CT-Datensatz die Merkmale nach dem Tumorvolumen 

normiert wurden. Die hier angewendeten Methoden führen dazu, dass möglichst 

reproduzierbare und voneinander unabhängige Merkmale für die Analyse verwendet 

werden.  

6.1.6 Algorithmen des maschinellen Lernens 

Der Nutzen von Algorithmen der künstlichen Intelligenz wird in sämtlichen Bereichen 

der Forschung untersucht. Insbesondere im Bereich der Bildanalyse und 

Bilderkennung konnten bereits vielversprechende Ergebnisse durch die Anwendung 

von neuronalen Netzwerken veröffentlicht werden, beispielsweise konnte der Verlauf 

von diabetischen Retinopathien anhand von Funduskopieaufnahmen vorhergesagt 
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werden und die Genauigkeit in der Diagnostik von Mammakarzinomen erhöht werden 

(Arcadu et al., 2019; S. M. McKinney et al., 2020). In dieser Arbeit wurde aufgrund der 

geringen Patientenzahl auf die Implementierung eines neuronalen Netzwerks 

verzichtet und stattdessen Modelle aus dem Bereich des maschinellen Lernens 

verwendet. Robuste Netzwerke, die trotz weniger Daten gute Ergebnisse produzieren 

und gleichzeitig auf externe Daten generalisieren, sind erst in neuerer Zeit verfügbar 

geworden. Im Bereich der Bildklassifikation ist beispielsweise die Anwendung von 

vortrainierten Modellen auf die jeweiligen Daten eine bewährte Methode, um auch bei 

einem kleinen Datensatz gute Ergebnisse zu erzielen (engl. Transfer-learning). Die 

Annahme, dass klassisches maschinelles Lernen für kleine Datensätze besser 

geeignet ist, ist somit zunehmend in Frage zu stellen. Dies ist auch durch die Rigidität 

der extrahierten Merkmale bedingt, welche bei der Verwendung neuronaler Netzwerke 

nicht zum Einsatz kommen.  

  

In der vorliegenden Arbeit wurden für die Prädiktion des Subtyps und des Überlebens 

Entscheidungsbaum-basierte Algorithmen benutzt. Ein Vorteil dieser Art von 

Algorithmen ist, dass sie auch mit nicht skalierten Daten trainiert werden und sowohl 

lineare als auch nicht lineare Zusammenhänge erfassen können. Für den MRT-

Datensatz wurde der XGBoost-Algorithmus (T. Chen & Guestrin, 2016) verwendet, 

welcher im bildanalytischen Bereich bereits mehrfach zur Prädiktion unterschiedlicher 

Zielvariablen erfolgreich eingesetzt wurde (Hamerla et al., 2019; Tahmassebi et al., 

2019). Das dem Algorithmus zu Grunde liegende Gradient-Boosting führt zu einer 

verbesserten Prädiktion bei Klassifikationsproblemen (J. Friedman et al., 2000), und 

die Möglichkeit der Regularisierung verhindert eine Überanpassung des Modells. Für 

die Prädiktion der Subtypen des CT-Datensatzes wurde ein Random-Forest-

Algorithmus (Breiman, 2001) implementiert, für welchen ebenfalls vielversprechende 

Ergebnisse in Studien gezeigt werden konnten (Jia et al., 2019; Wu et al., 2019). Durch 

Bagging (engl. Bootstrap aggregating) (Breiman, 1996) kommt es bei Random-Forest-

Algorithmen selten zu einer Überanpassung des Modells, sodass eine suffiziente 

Generalisierbarkeit des Modells erreicht werden kann. Zusätzlich besteht die 

Möglichkeit, den Trainingsprozess zu parallelisieren, was zu einer Verkürzung der 

Trainingsdauer führt. Die Prädiktion des Überlebens erfolgte mit stochastischen 

Gradient-Boosting Regressionsbäumen. Ähnlich wie für Klassifikationsprobleme 

können Regressionbäume nicht lineare Zusammenhänge modellieren. Die Modelle für 
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die Prädiktion der Subtypen verfügen über eine Funktion, mit welcher die Wichtigkeit 

der einzelnen Merkmale für die Vorhersage erfasst werden kann. Anhand ihrer 

Wichtigkeit können einzelne Merkmale auf ihre biologische Grundlage hin näher 

untersucht und die Komplexität der Prädiktion anhand der Anzahl der relevanten 

Merkmale erfasst werden.  

6.2 Diskussion der Ergebnisse 

Fortschritte in der spezifischen Therapie des Pankreaskarzinoms machen eine 

prätherapeutische Stratifikation in therapierelevante Subtypen sowie ein spezifisches 

Therapiemonitoring erforderlich. Wie in Abschnitt 3.2.2 beschrieben, existiert eine 

zunehmende Evidenz, dass für das Pankreaskarzinom Subtypen existieren, die sich 

in Therapieansprechen, Gesamtüberleben und progressionsfreiem Überleben 

unterscheiden. Eine prätherapeutische Bestimmung sowie die Erfassung des Subtyps 

im Therapieverlauf könnten die jeweilige Behandlung der Patienten maßgeblich 

beeinflussen. Die routinemäßig zur Diagnostik der Tumorausbreitung erhobene 

Bildgebung ist für eine prätherapeutische Risikostratifizierung optimal geeignet. Für 

verschiedene Entitäten konnte bereits eine Prädiktion von genetischen Mutationen und 

weiteren Endpunkten, wie Gesamtüberleben und progressionsfreies Überleben, aus 

Bilddaten gezeigt werden.  

Für das Pankreaskarzinom existieren bislang nur wenige Studien, die den Nutzen von 

Radiomics untersuchen. Insbesondere die Prädiktion des Subtyps aus Bilddaten 

konnte zuvor noch nicht gezeigt werden. In der vorliegenden Arbeit wurden die 

Tumoren basierend auf einer immunhistochemischen Färbung in QM und Non-QM-

Subtyp eingeteilt. Die Prädiktion des Subtyps aus den diffusionsgewichteten MRT-

Aufnahmen erfolgte mit einer Sensitivität von 0.90±0.07, Spezifität von 0.92±0.11 und 

einem ROC-AUC-Wert von 0.93±0.07. Ebenso war die Subtypprädiktion aus 

präoperativen CT-Aufnahmen möglich, hierbei konnte eine Sensitivität von 0.84±0.05, 

eine Spezifität von 0.92±0.01 und ein ROC-AUC-Wert von 0.93±0.01 erreicht werden. 

Die Ergebnisse der vorliegenden Arbeit belegen, dass die nichtinvasive Prädiktion 

therapie- und prognoserelevanter morpho-molekularer Subtypen aus präoperativen 

Bilddaten möglich ist.  

Ferner gelang die Subtypprädiktion modalitätenunabhängig, d.h. sowohl aus CT-

Aufnahmen als auch aus MRT-Aufnahmen. Die Definition relevanter und prädiktiver 

Merkmale wird als essenzieller Bestandteil in der Entwicklung robuster und 

reproduzierbarer Algorithmen angesehen. Es konnten deutliche Überschneidungen 
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der prädiktiven Merkmale beobachtet werden. So waren in beiden Modalitäten vor 

allem heterogenitätsassoziierte Merkmale von hoher Relevanz. Hierzu gehört 

maßgeblich die Histogrammentropie, deren Wertigkeit bereits in mehreren Studien 

(Ganeshan et al., 2012; Ng et al., 2013; H. Zhang et al., 2013) untersucht wurde und 

die als reproduzierbares und stabiles Merkmal gilt (Traverso et al., 2018). Weiterhin 

gilt die Entropie als wichtige bildmorphologische Repräsentation der tumoralen 

Heterogenität (Dercle et al., 2017).  

Zur Quantifikation der prädiktiven Wertigkeit wurde der trainierte Random-Forest-

Algorithmus auf CT-Aufnahmen von 26 nicht klassifizierbaren Tumoren angewandt, 

wobei sich 12 Tumoren mit einem radiologischen QM-Phänotyp und 14 Tumoren mit 

einem radiologischen Non-QM-Phänotyp ergaben, die ein signifikant unterschiedliches 

Gesamtüberleben hatten (radiologischer QM-Phänotyp: 8.9 Monate vs. radiologischer 

Non-QM-Phänotyp: 39.8 Monate, Hazard-Ratio 4.33, p<0.001). Dieses Ergebnis 

erlaubt schlusszufolgern, dass der Algorithmus eine bildmorphologische 

Repräsentation des Subtyps gelernt hat und imstande ist, diese in Tumoren mit 

mehrdeutiger histopathologischer Zusammensetzung wiederzuerkennen, was das 

Potential der bildbasierten Risikostratifizierung nochmals betont. Die Erkenntnis, dass 

mehrere Subtypen in einem Tumor koexistieren (Chan-Seng-Yue et al., 2020) 

verdeutlicht ebenso, dass eine suffiziente Beurteilung nur durch eine Analyse des 

gesamten Tumors erreicht werden kann. Die histopathologische Aufarbeitung des 

gesamten Tumors ist nicht nur zeit- und kostenintensiver als die Bildgebung und 

Bildverarbeitung, sondern setzt voraus, dass der Tumor bereits reseziert wurde und 

lässt sich somit nur für resektable Tumoren realisieren. Wie erwähnt können PDACs 

eine epitheliale-mesenchymale Transition vollziehen (Porter et al., 2019). Die damit 

verbundene Subtypen-Transformation bedarf einer Analysemethode, die dieses 

Spektrum dynamisch erfassen kann. Pankreaskarzinompatienten erhalten regelhaft 

mehrere Verlaufsbildgebungen, die für derartige Analysen optimal verwendet werden 

können. 

Für den MRT-Datensatz erfolgte zusätzlich eine Prädiktion des Gesamtüberlebens 

und des progressionsfreien Überlebens. Hierbei konnte ein Konkordanz-Index von 

0.71±0.06 für das Gesamtüberleben und 0.75±0.06 für das progressionsfreie 

Überleben zwischen den vorhergesagten und den tatsächlichen Überlebenszeiten 

erreicht werden. Dieses Ergebnis entspricht Ergebnissen anderer Studien, in denen 

der prognostische Wert von Radiomics für die Prädiktion des Gesamtüberlebens 
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anhand präoperativer CT-Aufnahmen untersucht wurde (Khalvati et al., 2019). 

Weiterhin wurden das Gesamtüberleben, das progressionsfreie Überleben und das 

Therapieansprechen der Patienten in Abhängigkeit vom histopathologischen Subtyp 

und dem vorhergesagten radiologischen Phänotyp, erfasst. Patienten mit QM-Subtyp 

hatten ein signifikant schlechteres Gesamtüberleben als Patienten mit Non-QM-

Subtyp auf. Ebenso konnten ein signifikant unterschiedliches Gesamtüberleben und 

progressionsfreies Überleben zwischen den vorhergesagten Phänotypen festgestellt 

werden. Weiterhin konnte gezeigt werden, dass Tumoren vom QM-Subtyp ein 

signifikant längeres Gesamtüberleben unter Gemcitabin-basierter Chemotherapie 

aufwiesen als unter Therapie mit FOLFIRINOX (10.14 vs. 3.8 Monate, Hazard-Ratio 

2.33, p = 0.037). Tumoren vom Non-QM-Subtyp zeigten hingegen ein signifikant 

längeres Gesamtüberleben unter FOLFIRINOX Therapie als unter Gemcitabin-

basierter Therapie (30.8 vs. 13.4 Monate, Hazard-Ratio 2.41, p = 0.027). Diese 

Ergebnisse decken sich mit Ergebnissen vorheriger Studien, die dasselbe biologische 

Verhalten der Subtypen unter Chemotherapie beschreiben (Aung et al., 2018; 

Collisson et al., 2011). Sie bestärken weiterhin, dass die nichtinvasive Prädiktion des 

Subtyps anhand bildmorphologischer Merkmale eine präzisionsmedizinische Risiko- 

und Therapiegruppenstratifikation ermöglicht. 

6.3 Limitationen 

Bevor quantitative Bildgebungsalgorithmen einer weitreichenden klinischen 

Translation unterzogen werden können, müssen zahlreiche aktuelle methodologische 

Einschränkungen gelöst werden. Allen voran ist bei nahezu allen aktuellen Studien die 

Größe des untersuchten Patientenkollektivs eine Limitation. In der vorliegenden Arbeit 

konnten aufgrund der hohen Komplexität sowohl der radiologischen 

Untersuchungstechnik als auch der histopathologischen Analyse nur 55 geeignete 

MRT-Datensätze identifiziert werden. Prädiktionen der Überlebenszeiten sind somit 

nur unter Vorbehalt zu interpretieren. Die Prädiktion des Subtyps konnte hingegen 

durch die Verwendung des CT-Datensatzes validiert werden. Die Größe der 

Datensätze bedingte ebenso den Einsatz von Methoden des klassischen maschinellen 

Lernens anstatt der mittlerweile nahezu ausschließlich zum Einsatz kommenden 

neuronalen Netzwerke. Eine weitere Limitation ist die Verwendung eines einzelnen 

MRT-Gerätes mit einheitlichem DWI-Protokoll in der Bildakquisition. Für Radiomics-

Studien an MRT-Datensätzen wurde eine Abhängigkeit der Merkmale vom jeweiligen 

Untersuchungsprotokoll postuliert, was eine Reproduzierbarkeit der Merkmale 
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erschwert (Mayerhoefer et al., 2009). Eine Möglichkeit zur Lösung dieser Problematik 

wäre die Verwendung mehrerer MRT-Geräte (Bluemke et al., 2020), wie in der 

vorliegenden Arbeit für den CT-Datensatz erfolgt. Die Vorteile der 

Datensatzdiversifizierung wurden bereits in einem früheren Abschnitt diskutiert. 

Weiterhin konnten die Ergebnisse nicht an externen Validierungskohorten untersucht 

werden. Die einzelnen Modelle wurden zwar mittels Kreuzvalidierung an 

zurückgehaltenen Testdaten überprüft, jedoch erfolgte die Bildakquisition für diese 

nach ähnlichen Parametern wie für den Trainingsdatensatz. Im weitesten Sinne kann 

der CT-Datensatz als externe Validierungskohorte verstanden werden, jedoch sollten 

die Ergebnisse an optimalerweise prospektiv gesammelten Datensätzen validiert 

werden. Abschließend wurde diese Arbeit retrospektiv und monoinstitutional 

durchgeführt. Dies verlangt eine Validation an prospektiven Multi-Center-Studien. Die 

beschriebenen Limitationen dieser Arbeit sind gängige Probleme von Radiomics-

Studien. Dies hat zur Folge, dass zurzeit mehrere Empfehlungen zu einer 

standardisierten Durchführung derartiger Studien veröffentlicht werden (Shukla-Dave 

et al., 2019; Zwanenburg et al., 2017).  
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7 Ausblick 
Die Heterogenität des Pankreaskarzinoms ist weiterhin eine große Herausforderung, 

die einer adäquaten Therapie im Weg steht. Die vorliegende Arbeit ist die erste Studie, 

in welcher eine Prädiktion molekularer Subtypen des Pankreaskarzinoms anhand von 

MRT- und CT-Aufnahmen durch Verwendung von Algorithmen des maschinellen 

Lernens möglich war. Sie demonstriert, dass Bilddaten für eine prätherapeutische 

Risikostratifizierung von Pankreaskarzinomen verwendet werden können und gibt 

Anstoß für eine mögliche Implementierung von Algorithmen im klinischen Alltag, was 

besonders im Hinblick auf die zunehmende Verwendung von neoadjuvanten 

Therapieregimen in der Behandlung des Pankreaskarzinoms erstrebenswert wäre. 

Neuronale Netzwerke können für sämtliche Arbeitsschritte, wie beispielsweise 

Segmentierung und Extraktion der Merkmale, verwendet werden. So könnte für das 

Pankreaskarzinom eine Rahmenstruktur entwickelt werden, die eine autonome 

Prädiktion definierter Endpunkte aus CT- und MRT-Daten ermöglicht. Durch 

Digitalisierung von pathologischen Schnitten und die Ko-registrierung von 

pathologischen und radiologischen Bildern, könnten weiterführende Untersuchung in 

Bezug auf die tumorale Heterogenität erfolgen. Abschließend bleibt zu erwähnen, dass 

maschinelles Lernen und künstliche Intelligenz unser Verständnis über die Medizin 

maßgeblich beeinflussen werden. Insbesondere für komplexe Vorgänge, wie die 

Karzinogenese können Algorithmen wertvolle Informationen generieren. 
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8 Zusammenfassung 
Mit einer Fünf-Jahres-Überlebensrate von neun Prozent ist das Pankreatische Duktale 

Adenokarzinom (PDAC) die Tumorentität mit der schlechtesten Prognose. Ein 

Kernproblem in der Behandlung des PDAC ist die ausgeprägte Tumorheterogenität. 

Entgegen einem generalisierten Vorgehen in der Therapie gibt es zunehmende 

Evidenz, dass spezifische PDAC-Subtypen existieren, welche ein unterschiedliches 

Überleben und Therapieansprechen aufweisen. Die Identifikation der Subtypen 

erfolgte bislang durch eine Analyse der Genprofile oder immunhistochemische 

Färbungen an Tumoren bzw. Tumorproben. Dies ist jedoch ein invasiver sowie kosten- 

und zeitintensiver Prozess. Zudem besteht das Risiko der Unterrepräsentation. Daher 

sind Methoden zur nichtinvasiven Bestimmung des Subtyps nötig. Durch neue 

Entwicklungen im Gebiet der quantitativen bildbasierten Biomarker wie Radiomics und 

die zunehmende Anwendung von Algorithmen des maschinellen Lernens auf 

Bilddaten ist es möglich, aus der radiologischen Bildmorphologie eines Tumors dessen 

biologische Eigenschaften vorherzusagen. Das übergreifende Ziel der Arbeit war 

daher die Entwicklung von Algorithmen des maschinellen Lernens, welche eine 

Vorhersage der molekularen Subtypen des Pankreaskarzinoms durch Modellierung 

quantitativer Merkmale aus verschiedenen Bildgebungsmodalitäten ermöglichen. 

Hierfür wurden 55 diffusionsgewichtete MRT-Datensätze und 207 CT-Datensätze 

analysiert. Die Tumoren wurden segmentiert, pathologische und klinische Parameter 

erhoben und der Subtyp mittels immunhistochemischer Färbung ermittelt. In dieser 

Arbeit wurden die Tumoren in KRT81 positive (QM) und KRT81 negative (Non-QM) 

Subtypen eingeteilt. Für die Prädiktion der Subtypen wurden für die Datensätze zwei 

Algorithmen implementiert, welche an präprozessierten Merkmalen der 

Tumorsegmentierungen trainiert wurden. Weiterhin wurde für den MRT-Datensatz ein 

Algorithmus zur Prädiktion des Gesamt- und progressionsfreien Überlebens 

implementiert. Modalitätsübergreifend war eine Prädiktion des Subtyps mit einer 

hohen Sensitivität und Spezifität möglich. Zusätzlich wurde der für den CT-Datensatz 

verwendete Algorithmus auf immunhistochemisch nicht klassifizierbare Tumoren 

angewandt, wodurch diese in zwei Gruppen mit signifikant unterschiedlichem 

Überleben eigenteilt werden konnten. Für den MRT-Datensatz konnte ein hoher 

Konkordanz-Index für die Prädiktion des Gesamt- und progressionsfreien Überlebens 

erreicht werden. Die Ergebnisse belegen, dass durch die Verwendung von 

Algorithmen des maschinellen Lernens eine Prädiktion der molekularen Subtypen aus 
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spezifischen Bildgebungsmodalitäten möglich ist. Weiterhin ist anzunehmen, dass 

basierend auf den extrahierten Merkmalen ein nichtinvasives radiologisches Korrelat 

des molekularen Subtyps generiert wurde. 
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Abstract

Purpose

Development of a supervised machine-learning model capable of predicting clinically rele-

vant molecular subtypes of pancreatic ductal adenocarcinoma (PDAC) from diffusion-

weighted-imaging-derived radiomic features.

Methods

The retrospective observational study assessed 55 surgical PDAC patients. Molecular sub-

types were defined by immunohistochemical staining of KRT81. Tumors were manually

segmented and 1606 radiomic features were extracted with PyRadiomics. A gradient-

boosted-tree algorithm was trained on 70% of the patients (N = 28) and tested on 30% (N =

17) to predict KRT81+ vs. KRT81- tumor subtypes. A gradient-boosted survival regression

model was fit to the disease-free and overall survival data. Chemotherapy response and

survival were assessed stratified by subtype and radiomic signature. Radiomic feature

importance was ranked.

Results

The mean±STDEV sensitivity, specificity and ROC-AUC were 0.90±0.07, 0.92±0.11, and

0.93±0.07, respectively. The mean±STDEV concordance indices between the disease-free

and overall survival predicted by the model based on the radiomic parameters and actual
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patient survival were 0.76±0.05 and 0.71±0.06, respectively. Patients with a KRT81+ sub-

type experienced significantly diminished median overall survival compared to KRT81-

patients (7.0 vs. 22.6 months, HR 4.03, log-rank-test P = <0.001) and a significantly

improved response to gemcitabine-based chemotherapy over FOLFIRINOX (10.14 vs. 3.8

months median overall survival, HR 2.33, P = 0.037) compared to KRT81- patients, who

responded significantly better to FOLFIRINOX over gemcitabine-based treatment (30.8 vs.

13.4 months median overall survival, HR 2.41, P = 0.027). Entropy was ranked as the most

important radiomic feature.

Conclusions

The machine-learning based analysis of radiomic features enables the prediction of sub-

types of PDAC, which are highly relevant for disease-free and overall patient survival and

response to chemotherapy.

Introduction

Pancreatic ductal adenocarcinoma (PDAC) carries the worst prognosis of all tumor entities.

Complete resection, often combined with an adjuvant chemotherapy regimen, remains the only

curative therapy option in PDAC. In the metastatic setting, gemcitabine/nab-paclitaxel or FOL-

FIRINOX-based chemotherapy have been the mainstay in the treatment of PDAC [1–3]. How-

ever, although both intensified treatment protocols increased response rates up to approximately

30%, a substantial number of patients does not respond or acquires resistance in a considerably

short time. Pre-clinical and clinical evidence suggests differential response of specific PDAC sub-

types to these treatments. Among these, a particularly aggressive subtype, termed quasi-mesen-

chymal, basal-like or cytokeratin 81 positive (KRT81+) [4,5] has been investigated and found to

be more sensitive to gemcitabine treatment in vitro [6] and less sensitive to FOLFIRINOX in a

prospective clinical trial [7]. Thus, pre-therapeutic identification of specific subtypes in pancre-

atic cancer is urgently required to guide individual treatment decision.

So far, molecular profiling has relied on tissue biopsies, which are prone to undersampling,

not least because of this entity’s morphological heterogeneity, which manifests as a heterogenic

mix of tumor cell clusters, stroma and non-tumoral cell infiltrates. In addition, molecular sub-

typing requires high tissue quality and is both costly and time consuming, thus at current not

introduced in routine patient care.

Non-invasive diffusion weighted-magnetic resonance imaging (DW-MRI, DWI), is an

imaging technique which is part of the routine diagnostic work-up in many centers. It mea-

sures the random motion of water molecules and can thus quantify tissue microstructure and

heterogeneity with high sensitivity [8]. Radiomics, i.e. the computer-based analysis of non-per-

ceptual image features, provides a novel tool for the evaluation of DWI beyond traditional

descriptive radiology. Recent work has shown its potential in e.g. the differentiation of tumor

grading or the prediction of therapy response and survival in various tumor entities including

PDAC [9,10].

In the current study we developed a machine learning algorithm capable of predicting clini-

cally relevant histopathological PDAC subtypes from pre-operative DW-MRI derived ADC

maps, evaluated tumor subtype-stratified overall survival for different chemotherapy regimens

and assessed the clinical utility of this radiomic algorithm in the prediction of patient survival

and chemotherapy response.

Machine learning predicts histopathological subtypes of pancreatic ductal adenocarcinoma
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Materials and methods

Study design

The study was designed as a retrospective observational cohort study matched on histopatho-

logical tumor subtype.

Data collection, processing and analysis were approved by the institutional ethics commit-

tee (Ethics Commission of the Faculty of Medicine of the Technical University of Munich,

protocol number 180/17). The requirement for consent was waived. All procedures were car-

ried out in accordance to pertinent laws and regulations.

The STROBE checklist and inclusion flowchart can be found in S1 File. In brief, we consid-

ered 102 consecutive patients with final histopathological diagnosis of PDAC of the head or

body for inclusion in the study. Patients without a final diagnosis of PDAC, with unclassifiable
tumor subtype, who had undergone prior therapy (chemotherapy, resection prior to enrol-

ment), died within the first 6 weeks of follow-up (to limit bias from postoperative complica-

tions), did not undergo the full imaging protocol or did not have technically sufficient imaging

available (due to e.g. motion artifacts or stent placement), were excluded. A total of 55 patients

who underwent surgical resection in curative intention were included in the study using histo-

pathological subtype as the matching criterion. 27 patients with a KRT81+ subtype and 28

patients with a KRT81- subtype [5] were included. The follow-up interval began on the 1st of

January, 2010 and ended on the 31st of December 2016. All patients died within the follow-up

interval thus observed (uncensored) endpoint data is available for all patients. For 21 patients,

follow-up data and histopathological data was sourced from the “PR2” cohort described in [5].

For all other patients, clinical follow-up was handled by the departments of surgery and inter-

nal medicine, clinical data was sourced from the hospital’s clinical system and histopatholog-

ical data was generated during the study. Radiomic data for all patients was generated during

data analysis. All analyses were performed on pseudonymized datasets by separate individuals

(G.K. and S.Z.) from January to May 2019.

Clinical data

The following clinical data was collected: age at diagnosis, sex, pTNM, R, G, tumor volume

(from the final histopathological report), ECOG-status, adjuvant chemotherapy (gemcitabine-

based vs. no chemotherapy), palliative chemotherapy (gemcitabine-based vs. FOLFIRINOX)

and lymph-node ratio (LNR). Disease-free survival was defined as the time from diagnosis to

tumor recurrence or occurrence of metastatic disease and overall survival as the time from

diagnosis to disease-related death.

Imaging data

Patients underwent magnetic resonance imaging (MRI) at 1.5T (Siemens Magnetom Avanto,

release VB17). The protocol included the following sequences: axial and coronal T2-weighted

spin echo (SE) images at 5mm; axial T1w gradient echo (GE) images at 5mm before contrast

media injection and during the arterial, pancreatic parenchymal, portal-venous, systemic

venous and delayed phases (as determined by testing bolus injection); axial unidirectional dif-

fusion-weighed imaging at b-values of 0, 50, 300 and 600 with echo-planar imaging (EPI) read-

out and ADC map calculation. ADC map reconstructions were 5.5x5.5x5 mm (xyz) to a

192x192 voxel matrix. Furthermore, single-shot T2w magnetic resonance cholangiopancreato-

graphy (MRCP) was performed and reconstructed as a radial maximum intensity projection

(MIP) series. The imaging protocol, and the technical software and hardware specifications of

the MRI machine remained unaltered during the data acquisition period.

Machine learning predicts histopathological subtypes of pancreatic ductal adenocarcinoma
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Image segmentation

The datasets were exported in pseudonymized form to a segmentation workstation running

ITK-SNAP v. 3.8.0 (beta). Segmentation was performed under radiological reporting room

conditions by consensus reading of two experienced observers (G.K. and S.Z.). After a period

of two weeks, datasets were shuffled by a third person (F.L.) and segmented again by the same

observers. Segmentations were then quality-controlled by an abdominal radiologist with>10

years of experience in pancreatic MRI (R.B) and the best segmentations retained. Segmenta-

tion was performed manually in the b = 600 images and transferred to the ADC maps. All

other sequences were available to observers for anatomical correlation.

Biostatistical and machine learning modeling

For assessing bias due to clinical confounders, overall survival time was evaluated by a multi-

variate Cox proportional hazards model. The distributions of covariates were compared

between groups with different histopathological subtype using Fisher’s exact test.
Biostatistical modeling was performed using the Python (v.3.7.3) packages Lifelines and Sci-

kit-Survival [11]. Kaplan-Meier-Plots were drawn in GraphPad Prism (v.8). For all inferential

statistical procedures, a P-value of<0.05 was considered statistically significant.

Image postprocessing, feature extraction, feature preprocessing, feature engineering and

machine learning modeling are described in S1 File. In brief, radiomic features were derived

using PyRadiomics (v. 2.1) [12] yielding a total of 1606 features, of which 40 were retained after

exclusion of features with low-variance or repeated segmentation instability. Unless otherwise

noted, a randomized, 10-fold shuffle-splitting cross-validation strategy was used with 70%

(N = 38) of the cohort used for training and 30% (N = 17) for testing.

For the prediction of tumor subtype, a supervised Gradient Boosted Decision Tree model

(XGBoost [13], instantiated as a binary classifier within the Python library scikit-learn) was fit

with histopathological subtype as a binary label to the radiomic features and tested for predic-

tive sensitivity, specificity and ROC-AUC. Significance testing for model evaluation metrics

was carried out using permutation testing [14]. The threshold probability for classification was

the default value of .50. Feature importance was assessed by the inbuilt feature importance

classifier (using the “gain” parameter).

For survival modeling, two strategies were followed: For assessing the agreement between

model survival predictions and actual patient survival, the cohort was split into an interleaved

training/testing set of 70%/30% and a stochastic gradient boosted survival regression model

was trained using a subsampling tree building approach. The concordance indices between the

resulting proportional hazards survival model and the actual patient survival of the unseen

holdout set were calculated separately for disease-free and overall survival. 95% confidence

intervals were calculated by bootstrap resampling. For evaluating the capacity of the model to

separate between patients with a high and low survival risk, disease-free and overall survival

were assessed for patients for whom the algorithm predicted a KRT81+ subtype (designated as

KRT81+ or high risk signature) vs. patients predicted KRT81- (low risk signature). The

Kaplan-Meier/ log-rank methods were used to compare the survival functions in the cross-val-

idation folds.

Finally, for the assessment of chemotherapy sensitivity, disease-free and overall survival

were evaluated stratified by radiomic signature (KRT81+/high risk vs. KRT81-/low risk) and

chemotherapy regimen under the assumption of a differential response of the subtypes identi-

fied by the signature to the applied chemotherapy regimen, using the Kaplan-Meier/log-rank

methods in the cross-validation folds.
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Histopathological workup

Histopathological staining and immunohistochemical workup were performed by application

of surrogate markers to determine the molecular subtype of PDAC based on the previously

established immunohistochemical protocol described in [5]. In brief, 2μm sections were

stained for HNF1a and KRT81+ and tumors were categorized into either one of two classes:

KRT81+[/HNF1a-] or KRT81-[/HNF1a+](Fig 1). Tumors positive or negative for both mark-

ers were excluded, the former due to recently reported suspicions of contamination with aci-

nar cells [15], the latter due to unclassifiability.

Results

The molecular subtype of PDAC was significantly associated with overall survival. Patients

with a KRT81+ subtype experienced significantly diminished overall survival (7.0 [1.93 to

29.0] vs. 22.6 [2.63 to 96.97] months median survival, HR 4.03 log-rank-test P =<0.001, Fig 2,

Table 1). No other covariate was significantly associated with overall survival in this cohort

and the baseline distribution of clinical covariates did not differ significantly between the two

patient subcohorts (Table 2).

The machine learning algorithm achieved a mean±STDEV sensitivity, specificity and

ROC-AUC of 0.90±0.07, 0.92±0.11, and 0.93±0.07, respectively; all P = 0.01 (Fig 3).

The feature importance evaluation of the algorithm yielded 13 radiomic parameters with an

importance greater than zero for the classification process. Among these, entropy, a radiomic

feature derived from the histogram of the original image and signifying the degree of heteroge-

neity in the tumor region [16], was classified as the most important feature by a large margin.

Fig 1. Histopathological samples of two patients showing comparable tissue morphology in H&E staining (A,C) but a

KRT81+ subtype (B) in one patient and KRT81- subtype (D) in the other patient.

https://doi.org/10.1371/journal.pone.0218642.g001
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Fig 2. Patients with a KRT81+ subtype experienced significantly diminished overall survival.

https://doi.org/10.1371/journal.pone.0218642.g002

Table 1. Multivariate Cox proportional hazards analysis results of clinical parameters.

Parameter coef exp(coef) p lower 0.95 upper 0.95

Subtype
(KRT 81+ vs. KRT 81-)

1.44 4.03 <0.001 0.76 2.12

pN (0 vs. 1) 1.20 3.32 0.20 -0.63 3.03

Age 0.02 1.02 0.30 -0.01 0.05

pM (0 vs. 1) 0.50 1.65 0.30 -0.45 1.44

Palliative CTX
(Gem mono vs. FOLFIRINOX)

-0.39 0.68 0.32 -1.16 0.38

pT 0.22 1.25 0.36 -0.25 0.70

Tumor Volume -0.01 0.99 0.38 -0.04 0.01

Grading (2 vs. 3) 0.21 1.24 0.49 -0.40 0.83

Adjuvant CTX
(Gem-based vs. None)

-0.45 0.64 0.53 -1.85 0.95

LNR -2.69 0.07 0.65 -14.23 8.85

R (0 vs. 1) -0.14 0.87 0.69 -0.84 0.56

Sex (F vs. M) 0.08 1.08 0.81 -0.57 0.73

ECOG (0 vs. 1) -0.06 0.94 0.88 -0.81 0,70

https://doi.org/10.1371/journal.pone.0218642.t001
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All features alongside their importance metrics can be found in Table 3 and further informa-

tion about the radiomic parameters can be found in S1 File.

To test the association of the radiomic parameters with patient survival, a survival regres-

sion model including all radiomic features was developed. The concordance index between

model predictions and actual survival on the entire dataset was 0.76±0.05 [95% CI 0.66–0.86]

for disease-free and 0.71±0.06 [95% CI 0.60–0.80] for overall survival.

Patients with a KRT81+ (high risk) radiomic signature experienced diminished disease-free

and overall survival. Over the 10 cross-validation folds, the median hazard ratio for patients

with a high risk vs. a low risk radiomic signature was 3.08 [range 0.46 to 3.37] for disease-free

and 3.04 [range 0.27 to 3.36] for overall survival. The radiomics-derived stratification led to a

Table 2. Distribution of clinical parameters between the cohorts with KRT81+ and KRT81- tumor subtypes alongside crosstabulation results.

Parameter KRT 81+

Subcohort (27)

STDEV KRT 81-

Subcohort (28)

STDEV P

Age 67 11.7 65 10.5 .52

Adjuvant CTX Gem-based: 25,Did not receive: 2 Gem-based: 26, Did not receive: 2 -

Palliative CTX Gem-based: 14, FOLFIRINOX: 13 Gem-based: 16, FOLFIRINOX: 12 .78

Experienced Event Yes: 27 Yes: 28 -

G 2: 16, 3: 11 2: 15, 3: 13 .79

pM 0: 22,1: 5 0: 23,1: 5 1.0

pN 0: 6, 1: 21 0: 8, 1: 20 .76

pT 1: 3, 2: 2, 3: 22 1: 3, 2: 3, 3: 22 -

R 0: 20, 1: 7 0: 21, 1: 7 1.0

Sex Female: 12, Male: 15 Female: 13,Male: 15 1.0

ECOG 0:11,1:16 0:13,1:15 .79

Tumor Volume (ml) 16.4 15.6 15.0 14.0 .72

Lymph Node Ratio 0.12 0.07 0.10 0.07 .29

P: Fisher’s exact test P

https://doi.org/10.1371/journal.pone.0218642.t002

Fig 3. ROC curves (colored) and average ROC-curve (black dotted) over 10 random stratified shuffle-splits of the

dataset.

https://doi.org/10.1371/journal.pone.0218642.g003
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statistically significant difference in survival functions (log-rank-test p<0.05) in 7 out of 10

cross-validation folds for disease-free and in 8 out of 10 folds for overall survival. Figs 4 and 5

show exemplary survival curves. All survival curves can be found in the S1 File.

Table 3. Radiomic features alongside their importance as ranked by the algorithm.

Feature Importance

original_firstorder_Entropy 0.73

gradient_firstorder_Kurtosis 0.10

log-sigma-1-0-mm-3D_glcm_Imc2 0.09

log-sigma-3-0-mm-3D_firstorder_Kurtosis 0.05

original_glszm_SizeZoneNonUniformityNormalized 0.005

wavelet-HHL_glcm_Imc2 0.005

wavelet-HHL_glszm_SmallAreaEmphasis 0.004

wavelet-HHL_glszm_ZonePercentage 0.003

original_shape_Maximum2DDiameterRow 0.003

log-sigma-2-0-mm-3D_glszm_SmallAreaHighGrayLevelEmphasis 0.002

original_glszm_LargeAreaLowGrayLevelEmphasis 0.001

wavelet-HLL_glszm_ZonePercentage 0.001

wavelet-LHL_firstorder_Kurtosis 0.0005

https://doi.org/10.1371/journal.pone.0218642.t003

Fig 4. Exemplary Kaplan-Meier disease-free survival curve drawn from the 10 cross-validation folds representing the median hazard

ratio. Patients with a high risk radiomic phenotype experienced significantly diminished survival (7.90 vs. 24.20 months median DFS, log-
rank-test p = 0.004, HR = 3.17, N = 17).

https://doi.org/10.1371/journal.pone.0218642.g004
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For evaluating the potential of the radiomic algorithm to inform the choice of palliative che-

motherapy regimen, overall survival was evaluated stratified by radiomic signature (KRT81+/

high risk vs. KRT81-/low risk) and assessed separately by selected chemotherapy regimen.

Patients with a KRT81+ radiomic signature experienced prolonged overall survival under pal-

liative gemcitabine therapy compared to FOLFIRINOX (median HR 1.13 [range 0.03 to 2.57])

but statistical significance was only observed for log-rank-tests of 2 out of 10 cross-validation

folds. Inversely, patients with a KRT81- radiomic signature experienced improved overall sur-

vival under palliative FOLFIRINOX compared to gemcitabine (median HR 2.89 [range 0.99 to

3.34] with statistical significance observed in 6 out of 10 cross-validation folds. Figs 6 and 7

show exemplary survival curves and all survival curves can be found in the S1 File.

Lastly, overall survival was evaluated separately for histopathological subtypes stratified by

chemotherapy regimen. Patients with a KRT81+ histopathological subtype who received gem-

citabine-based palliative chemotherapy experienced significantly improved survival compared

to patients with KRT81+ tumors who received FOLFIRINOX (10.14 vs. 3.8 months median

survival, HR 2.33, P = 0.037, Fig 8). Conversely, KRT81- subtype patients experienced signifi-

cantly improved survival under FOLFIRINOX chemotherapy compared to gemcitabine-based

regimens (30.8 vs. 13.4 months median survival, HR 2.41, P = 0.027, Fig 9).

Fig 5. Exemplary Kaplan-Meier overall survival curve drawn from the 10 cross-validation folds representing the median hazard ratio.

Patients with a high risk radiomic phenotype experienced significantly diminished survival (10.97 vs. 25.70 months median OS, log-rank-test
p = 0.006, HR = 3.03, N = 17).

https://doi.org/10.1371/journal.pone.0218642.g005
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Discussion

In this exploratory study, we demonstrate that radiomic analysis of ADC maps paired with

machine-learning modeling can discriminate with high sensitivity and specificity between two

groups of histomorphologically defined molecular subtypes of pancreatic ductal adenocarci-

noma (PDAC), associated with significantly different disease-free and overall survival and pre-

dictive of distinct responses to commonly employed chemotherapeutic regimens in the

palliative setting. Although our findings should be interpreted mindful of the small cohort

size, we provide evidence for the utility of radiomics and machine learning for the non-inva-

sive therapy stratification and survival risk-assessment of pancreatic cancer patients.

The potential of non-invasive imaging-derived biomarkers (from non-perceptual image

features or source data) has been demonstrated in several studies with the prediction of tumor

genetics and patient outcome [17–19]. However, their widespread application beyond proof-

of-principle studies requires the identification of stable and reproducible parameters, embed-

ded within a standardized and quality-controlled workflow [20–23].

Among the parameters tested for classification in our study, Entropy was ranked the

most important by the algorithm. Entropy and Entropy-related features, which express disor-

der and heterogeneity of the image and -by extension- are hypothesized to mirror tumoral

Fig 6. Exemplary Kaplan-Meier plot of patients with a predicted KRT81+/ high risk radiomic signature drawn from the 10 cross-

validation folds and representing the median hazard ratio. Patients who received gemcitabine experienced improved survival, although no

statistical significance is observed in this case (median survival 4.70 vs 9.30 months, p = 0.23, HR = 1.03, N = 7).

https://doi.org/10.1371/journal.pone.0218642.g006

Machine learning predicts histopathological subtypes of pancreatic ductal adenocarcinoma

PLOS ONE | https://doi.org/10.1371/journal.pone.0218642 October 2, 2019 10 / 16

https://doi.org/10.1371/journal.pone.0218642.g006
https://doi.org/10.1371/journal.pone.0218642


heterogeneity itself, have been demonstrated in (meta-)analyses of several different tumor enti-

ties and across imaging modalities as reliable and repeatable quantitative parameters [24–26].

Considering the sampling errors immanent in this histopathologically heterogeneous

tumor entity, the complexity of mutational events (e.g. variable amounts of mutational Kras
[27] and the likelihood of ongoing transitional processes, Entropy as a continuous variable can

be imagined as a non-invasive measure of the KRT81+ partition of the tumor region. To test

this hypothesis would require an integrated whole-tumor analysis, including high resolution,

data-rich imaging, histopathology and molecular profiling [28].

The rapid evolution of new therapeutic options in the treatment of PDAC requires the

development of markers for a reliable pre-therapeutic patient stratification and -in light of the

above-mentioned tumoral plasticity, therapy monitoring. Conroy et al. demonstrated signifi-

cantly improved survival rates of FOLFIRINOX over Gemcitabine monotherapy in the pallia-

tive setting [3]. However, the COMPASS trial [7] demonstrated differential response of the

basal-like versus non-basal-like PDAC subtypes to FOLFIRINOX treatment, which is well in

accordance with our study results. If further validated in prospective trials, these findings

could have tremendous implications in patient stratification and subtype-guided therapy selec-

tion. In addition, targeted therapies such as Olaparib, are highly effective yet even more spe-

cific for a certain molecular profile [29] and many new targeted, stroma- and immune-based

treatment strategies are being explored. This increasing complexity requires robust and cost-

Fig 7. Exemplary Kaplan-Meier plot of patients with a predicted KRT81-/ low risk radiomic signature drawn from the 10 cross-

validation folds and representing the median hazard ratio. Patients who received FOLFIRINOX experienced significantly improved

survival, (median survival 17.83 vs 30.10 months, p = 0.01, HR = 2.57, N = 10).

https://doi.org/10.1371/journal.pone.0218642.g007
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efficient tools for clinically relevant patient stratification to best leverage current knowledge

and advance the field. Informed decision based on molecular profiling (microdissection and

genome sequencing) as applied in the COMPASS trial faces serious limitations (i.e. sampling

error, high cost) and is therefore currently not feasible in routine patient care. Quantitative

noninvasive imaging, and especially radiation and contrast-free quantitative modalities such

as DWI may serve this purpose and are thus excellent candidates for exploration in a prospec-

tive trial design.

Limitations of this study are the small cohort size, precluding statistical significance in the

survival predictions and necessitating a cross-validation approach, and the lack of an external

testing cohort as well as the retrospective, single-center nature of the investigation. Such issues

are still common in the imaging field and compounded by the lack of standardization in

sequence acquisition between institutions and of overarching registers or study centers per-

mitting patient pooling. Recently, initiatives have arisen to combat some of these issues by

harmonization of MRI protocols [30] and the standardization of imaging markers [31].

In conclusion, our study is an exploratory venture into the field of quantitative imaging

analysis and radiology/pathology-correlation in PDAC. We encourage the validation of our

findings in a larger cohort and in a prospective trial design.

Fig 8. Patients with KRT81+ subtype experience longer overall survival under palliative gemcitabine chemotherapy.

https://doi.org/10.1371/journal.pone.0218642.g008
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Abstract: To bridge the translational gap between recent discoveries of distinct molecular phenotypes
of pancreatic cancer and tangible improvements in patient outcome, there is an urgent need to
develop strategies and tools informing and improving the clinical decision process. Radiomics and
machine learning approaches can offer non-invasive whole tumor analytics for clinical imaging
data-based classification. The retrospective study assessed baseline computed tomography (CT) from
207 patients with proven pancreatic ductal adenocarcinoma (PDAC). Following expert level manual
annotation, Pyradiomics was used for the extraction of 1474 radiomic features. The molecular tumor
subtype was defined by immunohistochemical staining for KRT81 and HNF1a as quasi-mesenchymal
(QM) vs. non-quasi-mesenchymal (non-QM). A Random Forest machine learning algorithm was
developed to predict the molecular subtype from the radiomic features. The algorithm was then
applied to an independent cohort of histopathologically unclassifiable tumors with distinct clinical
outcomes. The classification algorithm achieved a sensitivity, specificity and ROC-AUC (area
under the receiver operating characteristic curve) of 0.84 ± 0.05, 0.92 ± 0.01 and 0.93 ± 0.01,
respectively. The median overall survival for predicted QM and non-QM tumors was 16.1 and
20.9 months, respectively, log-rank-test p = 0.02, harzard ratio (HR) 1.59. The application of
the algorithm to histopathologically unclassifiable tumors revealed two groups with significantly
different survival (8.9 and 39.8 months, log-rank-test p < 0.001, HR 4.33). The machine learning-based
analysis of preoperative (CT) imaging allows the prediction of molecular PDAC subtypes highly
relevant for patient survival, allowing advanced pre-operative patient stratification for precision
medicine applications.
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1. Introduction

In pancreatic ductal adenocarcinoma (PDAC), several lines of evidence suggest the existence of
distinct subtypes with prognostic and predictive relevance. For example, Breast Cancer Gene (BRCA) 1/2
mutations have been identified in a subgroup of PDAC, and these patients exhibit an improved therapy
response to the poly (ADP-ribose) polymerase (PARP) inhibitor Olaparib [1]. The majority of PDAC
can be classified into two distinct subtypes based on transcriptome profiling and immunohistochemical
staining of cytokeratin-81 (KRT81) and hepatocyte nuclear factor-1A (HNF1a) [2–4]: a so-called
non-quasi-mesenchymal (non-QM), i.e., classical, epithelial KRT81-/HNF1a-subtype exhibiting slightly
improved survival and therapy response, notably to the FOLFIRINOX regimen, while not responding
as well to gemcitabine-based treatment. The so-called quasi-mesenchymal (QM), basal-like or
KRT81+/HNF1a- subtype has a dismal overall survival and resistance towards virtually all currently
employed therapy regimens. However, the QM subtype does exhibit a superior response to gemcitabine
in comparison to the non-QM subtype [5]. These findings support differential treatment of patients
based on individual molecular tumor make-up. Hitherto this has proven infeasible in clinical routine
because of individual tumor heterogeneity and the immanent sampling errors of biopsy and lack of
clinically suitable and sufficiently robust transcriptomic assays.

Recent developments in machine learning (ML)-based medical image analysis such as Radiomics
provide encouraging examples of molecular phenotyping from imaging data. For instance, the
non-invasive genetic profiling of lung carcinoma has been recently demonstrated [6], and imaging
biomarkers have recently been shown to outperform the risk metrics defined in the current WHO
classification of gliomas [7].

We recently reported on machine-learning approaches for the prediction of molecular subtypes and
survival risk in PDAC patients from pre-operative magnetic resonance imaging (MRI) [8,9]. We noted
that limited availability of MR imaging data, overall reduced image quality and the less-quantitative
and unstandardized nature of MRI pose barriers to algorithm development and generalization.

To enhance clinical translation, we extend our previous results to computed tomography (CT)
by training and validating an algorithm capable of discriminating between the QM and the non-QM
subtypes of PDAC with high performance based on pre-operative CT imaging in a therapy-naïve
surgical cohort of PDAC patients. We next applied this algorithm to histopathologically so-called
unclassifiable, KRT81+/HNF1a+ tumors resulting in significant separation of overall survival time,
suggesting identification of clinically distinct subgroups not identified by traditional histology.

2. Experimental Section

The study was designed as a retrospective cohort study. The STROBE checklist [10] and patient
recruitment flowchart are included in the Supplementary Materials. Institutional review board
approval was obtained for the study, waiving the requirement for individual informed consent. All
analyses were carried out in accordance with pertinent laws and regulations and in conformity with
the Helsinki Declaration. The study was approved by the Ethics Committee of the Technical University
of Munich, School of Medicine (Protocol Number 180/17S; date of approval: 9 May 2017).

Participants were screened for eligibility based on a search of the hospital picture archiving system
(PACS) for portal-venous-phase CT scans (70 s post injection of iodinated contrast media) including
the pancreatic region from October 2006 to March 2019. A total of 237 candidates were confirmed
eligible based on histologically ascertained pancreatic adenocarcinoma. Of these, 30 were excluded
from the analysis due to insufficient technical quality of the CT scan (including motion artifacts and
significant beam hardening due to nearby foreign materials), pre-existing malignant disease or any
previous therapy, including chemotherapy, or loss to follow-up earlier than 2 weeks post-operatively.
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The 207 resulting patients were separated into two subcohorts: cohort A, including the patients
whose immunohistochemical assessment resulted in an unequivocal classification as QM or non-QM
(n = 181), and cohort B, including the patients with histopathologically unclassifiable double positive
(KRT81+/HNF1a+) tumors (n = 26), as described below.

The patients underwent computed tomography on the following CT scanner models: Siemens
Somatom Definition (n = 87, 64-row, Siemens Healthineers, Erlangen, Germany), Philips iCT (n = 79,
256-row, Philips Healthcare, Best, The Netherlands), Philips IQON Spectral CT (n = 41, 64-row, Philips
Healthcare, Best, The Netherlands). Clinical data collection and follow-up were handled by the
departments of surgery and gastrointestinal oncology at our institution and ended on the 31st of March,
2019. The clinical variables collected were: Age, Sex, pTNM according to UICC 6th edition (pT: tumor
stage, pN: nodal status, M: metastasis), R (resection margin), G (tumor grading), first-line adjuvant
chemotherapy regimen, baseline CA19-9 (carbohydrate antigen 19-9), baseline CEA (carcinoembryonic
antigen), tumor location (head/ body vs. tail) and overall survival.

Tumors were segmented independently under standardized conditions by two experts with 3-
and 5-year experience in abdominal radiology, quality-controlled or corrected by a third expert with
8 years of experience in abdominal radiology and pancreatic imaging. After a period of two weeks, 20
randomly selected datasets from the three groups were sampled, randomly shuffled and presented to
the same observers for re-segmentation. Segmentation was performed using the segmentation tool
ITK-SNAP [11]. Radiomic features were extracted using PyRadiomics [12] using the settings detailed
in the Supplementary Materials and normalized to the (0,1) interval. In total, 1474 radiomic features
were extracted. Of these, features with missing values, all-null values, zero variance, features unstable
to between-observer segmentation or to segmentation and re-segmentation (based on an intra-class
correlation coefficient [13] below 0.9) were eliminated from the analysis. The remaining 161 features
were normalized by tumor volume (calculated by PyRadiomics as mesh volume) as suggested by [14].
A Random Forest machine-learning algorithm [15] was used to model the features using the settings
detailed in the Supplementary Materials with target labels of QM (KRT81+/HNF1a-) or non-QM
(KRT81-/HNF1a- or KRT81-/HNF1a+). To alleviate class imbalance, per-sample weighting inversely
proportional to the class population was applied. The classification performance with respect to the
labels was assessed using sensitivity, specificity and ROC-AUC (area under the receiver operating
characteristic curve) metrics using five-fold shuffle-split cross-validation with a test sample fraction of
0.3. Feature importance was assessed by reduction in Gini impurity [16] for each of the five folds and the
average feature importance and standard deviation are reported. The algorithm achieving the highest
ROC-AUC in cross-validation was applied to the cohort of unclassifiable PDAC, and the resulting
predicted labels used as inputs for successive survival modelling. A technical evaluation of the study
according to the recently published RSNA criteria [17] can be found in the Supplementary Materials.

To address bias associated with clinical covariates, cross-tabulations and multivariate Cox
proportional hazards testing were performed. Univariate overall survival was modelled using the
Kaplan Meier method including any censorship. The chi-squared-test was used for cross-tabulations,
Students t-test for continuous variables and the log-rank-test for survival comparisons. A two-sided
significance level of p < 0.05 was chosen.

Histopathological staining and immunohistochemical workup were performed by application of
surrogate markers to determine the molecular subtype of PDAC based on the previously established
immunohistochemical protocol described in [3]. Briefly, 2 µm sections were stained for KRT81 and
HNF1a, and tumors were categorized into either one of three classes based on a cut-off value of 30%
for tumor cell positivity/negativity: KRT81+/HNF1a- tumors were designated QM, KRT81-/HNF1a-
and KRT81-/HNF1a+ tumors were grouped as non-QM. KRT81+/HNF1a+ tumors were designated
double positive, i.e., unclassifiable. Classification was performed separately by two expert pathologists
with 8 and 12 years of experience and quality-controlled or corrected by a third pathologist with 18
years of experience. Exemplary micro-photographs of the immunohistochemical stains alongside
representative CT images can be found in Figure 1.
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Figure 1. CT images of a patient with a QM (A) and a non-QM (B) PDAC in the pancreatic head 

(arrow). Window level 36 Hounsfield-Unit width 350 Hounsfield-Unit in both cases. Micro-

photographs of representative immunohistochemical specimens of a HNF1a-/KRT81+ (QM) tumor 

(C), a HNF1a-/KRT81- (non-QM) tumor (D), a HNF1a+/KRT81- (non-QM) tumor (E) and a 

HNF1a+/KRT81+ (unclassifiable) tumor (F). Scale bar 50 µm. HNF/KRT immunostainings left/right in 

each subfigure, respectively. 

3. Results 

In total, 207 patients were included in the study, 181 in the training/cross-validation cohort A 

and 26 in the testing cohort B. A schematic representation of the cohorts can be found in Figure 2. 

 

Figure 2. In total, 207 patients were included in the study. Among them, 181 patients in cohort A with 

confirmed QM and non-QM tumors served as the training and cross-validation data, and 45 patients 

in cohort B with unclassifiable tumors were used for model testing. 

To assess relevant clinical covariates and confounders, clinical parameter evaluation and cross-

tabulations were performed to assess the associated parameter distributions. These are found in Table 1.  

Figure 1. CT images of a patient with a QM (A) and a non-QM (B) PDAC in the pancreatic head (arrow).
Window level 36 Hounsfield-Unit width 350 Hounsfield-Unit in both cases. Micro-photographs of
representative immunohistochemical specimens of a HNF1a-/KRT81+ (QM) tumor (C), a HNF1a-/KRT81-
(non-QM) tumor (D), a HNF1a+/KRT81- (non-QM) tumor (E) and a HNF1a+/KRT81+ (unclassifiable)
tumor (F). Scale bar 50 µm. HNF/KRT immunostainings left/right in each subfigure, respectively.

3. Results

In total, 207 patients were included in the study, 181 in the training/cross-validation cohort A and
26 in the testing cohort B. A schematic representation of the cohorts can be found in Figure 2.
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Figure 2. In total, 207 patients were included in the study. Among them, 181 patients in cohort A with
confirmed QM and non-QM tumors served as the training and cross-validation data, and 45 patients in
cohort B with unclassifiable tumors were used for model testing.

To assess relevant clinical covariates and confounders, clinical parameter evaluation and
cross-tabulations were performed to assess the associated parameter distributions. These are found in
Table 1.
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Table 1. Clinical parameters and cross-tabulation results for the QM, non-QM and unclassifiable
cohorts. Abbreviations: pT: tumor T-stage, pN: nodal status, M: metastasis, G: histopathological
grading, R: resection margins (All UICC 6th ed.), CA19-9 and CEA: Carbohydrate Antigen 19-9 and
Carcinoembryonic Antigen, N.A.: Not available. Statistical tests used: 1: Chi-Squared-Test, 2: one-way
ANOVA, 3: Log-Rank-Test. N.S.: Not significant at the two-sided level of p < 0.05.

Variable QM
(n = 45)

Non-QM
(n = 136)

Unclassifiable
(n = 26) p-Value

Sex Male
Female

25 (55%)
20 (45%)

75 (55%)
61 (45%)

14 (54%)
12 (46%) 0.99 1

Age
(years)

Mean
Range

68
42–87

67
45–90

72
53–90 0.84 2

pT

T1
T2
T3
T4

1 (2%)
8 (18%)
31 (69%)
5 (11%)

3 (2%)
19 (14%)
103 (76%)

11(8%)

1(4%)
4 (15%)

18 (69%)
3 (12%)

0.97 1

pN N0
N1

13 (29%)
32 (71%)

31 (23%)
105 (77%)

5 (19%)
N1 (81%) 0.60 1

M M0
M1

39 (87%)
6 (13%)

125 (91%)
11 (8%)

25 (96%)
1 (4%) 0.36 1

G
G1
G2
G3

1 (2%)
21 (47%)
23 (51%)

6 (4%)
60 (45%)
70 (51%)

4 (15%)
13 (50%)
9 (35%)

0.11 1

R R0
R1

20 (44%)
25 (56%)

68 (50%)
68 (50%)

15 (58%)
11 (42%) 0.56 1

CA19-9
Normal
Elevated

N.A.

5 (10%)
20 (45%)
20 (45%)

22 (16%)
43 (32%)
71 (52%)

2 (8%)
5 (19%)

19 (73%)
0.11 1

CEA
Normal
Elevated

N.A.

12 (27%)
8 (18%)

25 (55%)

38 (27%)
12 (9%)

86 (64%)

3 (11%)
1(4%)
22 (85)

0.08 1

First-Line
Chemotherapy

Gemcitabine
FOLFIRINOX

Did not receive

16 (36%)
3 (7%)

26 (57%)

68 (50%)
2 (2%)

66 (48%)

12 (46%)
2 (8%)

12 (46%)
0.16 1

Median Overall
Survival (months) 9.5 16.5 14.6

- QM vs. Non-QM:
0.03 3

- Others N.S. 3

Censored No
Yes

31 (69%)
14 (31%)

97 (71%)
39 (29%)

20 (77%)
6 (23%) 0.77 1

Tumor Location Head/Body
Tail

44 (98%)
1 (2%)

133 (98%)
3 (2%)

25 (96%)
1 (4%) 0.87 1

No statistically significant difference was observed in the distribution of clinical confounding
variables between the cohorts and none of the parameters were significantly associated with overall
survival in multivariate survival modelling (Supplementary Figures S1 and S2).

In total, 1474 features were extracted from the CTs, of which 161 remained after feature engineering.
The Random Forest algorithm was trained using the five-fold cross-validation approach detailed above
on cohort A, and achieved a sensitivity of 0.84 ± 0.05, a specificity of 0.92 ± 0.01 and a ROC-AUC of
0.93 ± 0.01 for the classification of QM vs. non-QM tumors across the five folds. The ROC curves for
cohort A and the average ROC curve are shown in Figure 3.
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Figure 3. Average ROC curve (black) and 95% confidence interval (CI) (shaded blue) for the five
cross-validation folds.

Feature importance assessment was performed using the Gini impurity index, measuring the
quality of the split in each node of the random forest trees. The importance averages were averaged
across folds, and the 20 features with the highest importance are presented in Supplementary
Table S1 sorted in descending order. Among these features, several represent the spectrum
of image homogeneity/heterogeneity, notably Entropy-/Energy-, Uniformity/Non-Uniformity and
Correlation-/Variance-related features.

The trained Random Forest algorithm was applied to the previously unseen data of cohort B,
consisting of histopathologically unclassifiable “double positive” tumors. The algorithm predicted a
label of QM or non-QM for 12 and 14 out of 26 patients, respectively. Kaplan-Meier survival analysis
of these cases resulted in a highly significant separation of the two predicted cohorts, with a median
survival of 8.9 months for the predicted QM cases and of 39.8 months for the predicted non-QM cases
(log-rank-test p < 0.0001, HR 4.33, 95% CI 1.41–13.32, Figure 4).
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Figure 4. Highly significant separation of overall survival in the groups with predicted QM vs. non-QM
tumors. HR: 4.33, 95% CI 1.14–13.32, log-rank test p < 0.0001. Vertical ticks indicate censorship.

4. Discussion

Here, we present a machine-learning algorithm capable of distinguishing between image-derived
phenotypes representative of immunohistochemically defined molecular subtypes of PDAC.
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The application of this algorithm to histopathologically unclassifiable tumors identifies two patient
groups with significantly different overall survival. We therefore hypothesize that the algorithm
is capable of re-identifying the dominant features of the QM and non-QM molecular subtypes in
CT images and that radiomics-based phenotyping may thus offer a clinically usable classification
advantageous over histopathology in the notoriously heterogenous entity of PDAC [18–20]. This notion
is reinforced by the fact that histopathological samples are by default a significant underrepresentation
of the tumor, since they are derived from a small sub-section of the tissue [21], and regions of differing
molecular subtype are likely to coexist within the same tumor [22]. The exact nature of the so-called
unclassifiable subtype might thus be presumed to represent a tumor simultaneously exposing a dual
phenotype or a transitional phenotype on a continuum between full HNF1a and KRT81 positivity,
mirrored in the intermediate survival outcome, both in our own and in previous studies [3]. A more
fine-grained analysis would benefit from a global, i.e., whole tumor quantitative analysis of KRT81
and HNF1a expression, which is currently unfeasible due to the necessity of whole tumor work-up.
Furthermore, such classification would result in small subgroup sizes, rendering the machine-learning
analysis impossible in the current study.

The potential benefit of a radiomic workflow consequently lies in volumetric whole-tumor
assessment, providing an opportunity to establish a clinically relevant phenotyping system and to
better inform precision therapy regimens, and this concept of correlating quantitative morphometric
evaluation with molecular phenotypes has been recently demonstrated for PDAC [23].

We previously presented a machine learning-algorithm capable of subtype characterization
and—by extension—patient survival, based on pre-operative diffusion weighted MRI [8,9]. Extending
this work, our current findings successfully transfer this methodology to routine CT acquisitions.
The benefits of CT include broad availability, fewer motion artifacts and high standardization.
We included CT images from several vendors, both to maximize sample size and to prompt
vendor-invariance of the algorithm [17].

The process of Radiomics is dependent on source data standardization, pre-processing and can
suffer from limited reproducibility, especially across modalities [24]. However, in our previous work
and in other authors’ work, heterogeneity-related features have been shown to be both prognostic
and among the most reproducible [25], and it is reassuring to observe features belonging to this
group, such as Entropy and Variance, re-surfacing in the current analysis. We therefore hypothesize
that heterogeneity is a distinguishing feature of QM tumors and propose further investigation and
development of specific heterogeneity imaging biomarkers.

Our study suffers from several limitations: the dataset in our study is unlikely to allow
broad generalization due to its limited size, class imbalance and retrospective mono-institutional
nature, necessitating cross-validation, which may encourage overfitting and yield overly optimistic
classification metrics. This lack of multi-institutional prospective validation and datasets of sufficient
statistical power is a notable issue with many radiomic studies [26]. Furthermore, any definition of
PDAC subtypes may suffer from label noise, and it cannot be conclusively resolved at this point, how
robustly the applied histopathological methodology can represent the transcriptome-based molecular
phenotype [22]. Nevertheless, the highly significant separation of survival in the unclassifiable tumor
subgroup observed in our study seems to support the binary classification of PDAC subtypes as
recently proposed [27].

5. Conclusions

In conclusion, our study represents an iterative evolution of previously developed methods of
radiomic phenotyping of PDAC and should be expanded and validated in larger retrospective and
prospective study settings.

Supplementary Materials: The following are available online at http://www.mdpi.com/2077-0383/9/3/724/s1:
Biostatistics analyses, details on the radiomic extraction process, the machine learning modelling and the radiomic
parameters, alongside technical evaluation of the study and the STROBE checklist.

http://www.mdpi.com/2077-0383/9/3/724/s1
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