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Kapitel 1
Einleitung

Um die Motivation fiir diese Arbeit zu verdeutlichen, betrachte man einige Fragestel-
lungen aus der Sicht eines Versicherungsunternehmens. Speziell im Bereich der Kfz-
Versicherung ist man z.B. daran interessiert zu wissen, wieviele Schiden im Durch-
schnitt fiir das néchste Jahr zu erwarten sind. Eine ebenfalls wichtige Fragestellung vor
allem fiir die Tarifbildung ist, welche Gruppen von Fahrzeughaltern deutlich weniger
Schiden verursachen als andere Gruppen. Um diese Fragen beantworten zu koénnen,
muss zundchst ein statistisches Modell erstellt werden, das so gewdhlt werden soll-
te, dass es die beobachteten Daten in ihrer wesentlichen Struktur wiedergibt. Bleibt
man beim Beispiel der Kfz-Versicherung, so wird versucht, die Anzahl der Schiden
in Abhéngigkeit von Grossen wie das Alter des Fahrers, Baujahr des Fahrzeugs, Ge-
schlecht des Fahrers, u.s.w. zu erkliaren. Da die zu untersuchende Grosse ,,Schaden-
anzahl® eine Z#ahlgrosse ist, wird in diesen Fillen iiblicherweise das Poissonmodell als
Grundlage verwendet, da dieses den Eigenschaften eines Z&hldatenmodells am besten
entspricht. Im ersten Abschnitt des 2. Kapitels wird daher die Poissonverteilung kurz
mit ihren charakteristischen Merkmalen zusammengefasst. Eine der wichtigsten Ei-
genschaften der Poissonverteilung ist die Gleichheit von Erwartungswert und Varianz.
Modelliert man nun die Zufallsgrosse ,,Schadenanzahl® mit Hilfe des Poissonmodells,
so kann es vorkommen, dass das Modell die Daten nicht ausreichend anpasst. Dies
kann z.B. erkannt werden, wenn die Devianz oder Pearson-Statistik grosser als die
Anzahl der Freiheitsgrade ist. In solchen Féllen muss schliesslich mittels einer Resi-
duenanalyse iiberpriift werden, ob die systematische Komponente des Modells richtig
spezifiziert wurde und gegebenenfalls miissen noch weitere relevante Grossen, die die
Schadenanzahl mit beeinflussen, in den linearen Pridiktor aufgenommen werden. Erst

wenn nach diesen Uberpriifungen ein Fehler in der systematischen Komponente des
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Modells ausgeschlossen werden kann, ist davon auszugehen, dass die Ursache fiir ei-
ne schlechte Datenanpassung in der Modellannahme selber zu finden ist. Die bei der
Verwendung des Poissonmodells am héaufigsten auftretende Modellverletzung ist die
sogenannte Uberdispersion, die entsteht, wenn die Z&hldaten, also die Schadenanzahl
im Beispiel der Kfz-Versicherung, in einem grosseren Masse um ihren Erwartungswert
streuen, als es durch das Poissonmodell erwartet wird. Damit ist die charakteristische
Eigenschaft der Gleichheit von Erwartungswert und Varianz bei der Poissonverteilung
verletzt, wodurch gleichzeitig eine Verletzung der Modellannahme gegeben ist. Im Ka-
pitel ,, Theoretische Grundlagen® wird dieser Sachverhalt genauer beschrieben und es
wird auf die Moglichkeit eingegangen, bei Vorliegen von Uberdispersion diese mit Hilfe
eines Wechsels vom Poisson- zum Negativ-Binomial-Modell zu beriicksichtigen. Da in
der Literatur schon viel iiber die Ursachen und Konsequenzen von Uberdispersion und
deren Beseitigung geschrieben wurde, ist es hier nicht das Ziel, das Auftreten von Uber-
dispersion zu diskutieren, sondern es soll stattdessen versucht werden, die vorliegende

Uberdispersion zu quantifizieren. Die Frage, die dieser Arbeit zugrundeliegt, ist:

» Wie gross muss die vorliegende Uberdispersion sein, um einen Wechsel vom Pois-

sonmodell zum wesentlich aufwendigeren Negativ-Binomial-Modell zu rechtfertigen ?*

Zur Beantwortung dieser Frage wird ein Bereichstest konstruiert, auf den im 3. Kapi-
tel eingegangen wird. Im Prinzip handelt es sich um den Vergleich des Poisson- und
Negativ-Binomial-Modells, wobei verwendet wird, dass das Negativ-Binomial-Modell
mit dem Poissonmodell iibereinstimmt, falls keine Uberdispersion vorliegt. Das Ziel ist
schliesslich, die Quantifizierung der Uberdispersion anhand von sogenannten p-Wert-
Kurven darzustellen, d.h. das klassische Konzept der p-Werte wird durch Kurven er-
setzt, die es einem ermoglichen, die ,, Fvidenz® des Poisson- bzw. Negativ-Binomial-
Modells simultan fiir unterschiedliche Akzeptanzgrenzen der Uberdispersion graphisch
darzustellen. Zunéchst wird an einer Simulationsstudie der Bereichstest mit der Er-
stellung der p-Wert-Kurven durchgefiihrt, wihrend anschliessend die Anwendung auf

reale Datenbeispiele erfolgt.



Kapitel 2
Theoretische Grundlagen

In diesem Kapitel sollen die wichtigsten theoretischen Grundlagen zusammengefasst
werden, die die Basis fiir diese Arbeit darstellen. In erster Linie handelt es sich um
die sogenannten generalisierten linearen Modelle, kurz GLM’s, die im 2. Abschnitt be-
schrieben werden. Die GLM’s umfassen eine grosse Anzahl an Verteilungen, jedoch wird
hier hauptséchlich der Spezialfall der Poissonverteilung betrachtet, da diese Grundlage
fiir das Standardmodell fiir Zéhldaten ist, die in dieser Arbeit verwendet werden.

Wie die linearen Modelle besitzen Zahldaten-Modelle eine Struktur aus zwei wesent-
lichen Komponenten: die systematische Komponente, die durch die Regression mo-
delliert wird, und die zufillige Komponente, die der Grund fiir die Abweichung der
beobachteten Daten vom Erwartungswert ist. Die Verteilungsannahme des zufilligen
Effektes hat die Nichtnegativitit der Zdhldaten sowie deren Ganzzahligkeitscharakter
zu beriicksichtigen. Die bekanntesten Verteilungen, die diese Kriterien erfiillen, sind die
Poisson- und die Negativ-Binomialverteilung. Aus diesem Grund gehdren das Poisson-
und das Negativ-Binomialregressions-Modell zu den verbreitesten Zdhldaten-Modellen.
Liegen Zihldaten vor, so wird jedoch am hiufigsten die Poissonverteilung zur Model-
lierung der Daten verwendet, weshalb sie auch als eine Art Richtlinie dient. Im ersten
Abschnitt dieses Kapitels werden deshalb die wichtigsten Eigenschaften der Poisson-
verteilung wiederholt. Anders als die Normalverteilung besteht sie aus nur einem Para-
meter, der gleichzeitig Erwartungswert und Varianz ist. Diese Forderung der Gleichheit
von Erwartungswert und Varianz ist oft zu stark. In der Praxis wird eher beobachtet,
dass die Varianz grosser als der Erwartungswert ist, was mit Uberdispersion bezeich-
net wird. Eine Moglichkeit, diesem eben angesprochenen Problem auszuweichen, ist,
zu dem Modell der Negativ-Binomialverteilung iiberzugehen, welches eine so starke

Forderung beziiglich der Beziehung von Erwartungswert und Varianz nicht beinhaltet.

3
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Die Eigenschaften der Negativ-Binomialverteilung sowie deren Zusammenhinge zur

Poissonverteilung werden im letzten Abschnitt dieses Kapitels behandelt.

2.1 Die Poissonverteilung

Die Poissonverteilung gehort zur Klasse der diskreten Verteilungen, z.B. kann man
die Anzahl der eingehenden Telefonanrufe in einer Vermittlungsstelle pro Stunde mit
dieser Verteilung modellieren. Die Wahrscheinlichkeitsfunktion, die momenterzeugende
Funktion und einige niitzliche Eigenschaften der Poissonverteilung werden in diesem

Abschnitt kurz zusammengefasst.

Definition 2.1.1 (Poissonverteilung) Sei Y eine Zufallsvariable mit einer diskre-
ten Verteilung, die definiert ist auf NU {0} = {0,1,2,..}.
Y ist dann poissonverteill mit Parameter A\, kurz Y ~ Poi()\), falls die Wahrschein-
lichkeitsfunktion folgende Form hat:
e ANV
PY =y) = " fir e R und y=20,1,2,..

Die Poissonverteilung zeichnet sich durch eine besondere Beziehung zwischen Erwar-

tungswert und Varianz von anderen Verteilungen ab, es gilt hier ndmlich
E(Y) =Var(Y) = A\

Diese Eigenschaft der Gleichheit von Erwartungswert und Varianz bezeichnet man
mit ,, A quidispersion®. Falls die Varianz grosser ist als der Erwartungswert, spricht
man von ,, Uberdispersion®, die in der spiteren Diskussion noch eine wichtige Rolle
spielen wird. Eine andere Moglichkeit der Abweichung von der Aquidispersion ist die
sogenannte ,, Unterdispersion”, die dadurch gekennzeichnet ist, dass in diesem Fall der

Erwartungswert die Varianz iibersteigt.

Satz 2.1.2 (Momenterzeugende Funktion der Poissonverteilung) Die momen-

terzeugende Funktion der Poissonverteilung ist gegeben durch
My (t) = Ble"] = XD,

Bewelis:

\Y y)\y
My(t) tY] Z 6ty6 "N - Z e

7/\ efx _ _A(et—-1)
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Die ersten k Momente erhélt man daraus durch k-maliges differenzieren, d.h.

_ 9 M(0)

B = M0(0) = S

fir £=0,1,2,.. (2.1)
Konkret ergeben sich fiir die Poissonverteilung folgende erste 3 Momente:

E[Y] _ M’(O) _ ek(et—l))\ethzo =\
E[Y? = M"(0) = xe'e D 4 AeteX Dtz = D (Nt 4+ A2e)|1p = A + A2
E[Y? = M"(0) = M Daet(Ae! + A2e?) + M D (el 4+ X2e2) |1
_ 6/\(et—1)()\262t + )\3€3t + )\6t + 2)\262t)|t:0 =\ 3)\2 + )\3.
Aus dem ersten Moment lisst sich der Erwartungswert direkt ablesen, wihrend fiir die

Varianz nach Springers Formelsammlung (1997, S.420) [17] allgemein die Formel

" ’

Var(Y) = M (0) - [M (0))? (2.2)

gilt. Im Fall der Poissonverteilung kann also die Varianz wie folgt iiberpriift werden:

" !

Var(Y) =M (0) = [M (0)2 =X+ X2 = [M\* =\

Als weitere angenehme Eigenschaft der Poissonverteilung kann die sogenannte Additi-

vitdt angegeben werden, die im folgenden Satz gezeigt wird.

Satz 2.1.3 Seien Y; ~ Poi()\;) i=1,2,.. unabhingige Zufallsvariablen und es gelte

YA < oo, dann gilt:
Z=>"Y; ~ Poi(>_\).

Beweis: Da die Y; unabhdngig sind, gilt fir die momenterzeugenden Funktionen die

Gleichung
My(t) = My, (1) = ] My (t).

Die einzelnen Y; sind alle poissonverteilt, also gilt

My (t) = [] My, () = [T D = XA,

was aber gerade die momenterzeugende Funktion einer poissonverteilten Zufallsvariable

mit Parameter ) \; ist.
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Fiir die Charakterisierung der Poissonverteilung gibt es viele Mdoglichkeiten. Eine ist
z.B. der Poisson-Zahl-Prozess, auf den hier aber nicht niher eingegangen werden soll.
Eine kurze Einfiihrung in die Theorie der stochastischen Prozesse kann aber z. B. in
Resnick (1992) [18] nachgelesen werden, wo in Kapitel 4 speziell auf den Poissonprozess
eingegangen wird.

Eine andere Moglichkeit ist die Charakterisierung der Poissonverteilung als Grenzfall
der Binomialverteilung, d.h. die gesamte Anzahl der Ereignisse folgt approximativ der
Poissonverteilung, falls ein Ereignis in einer grossen Zahl von Versuchen auftritt, die

Wahrscheinlichkeit jedoch, dass dieses Ereignis eintritt, sehr klein ist.

Satz 2.1.4 (Poisson-und Binomialverteilung) Dieser Satz ist auch unter dem Ti-
tel , Law of rare events® bekannt. SerY die Gesamtanzahl der Erfolge in einer grossen
Folge von unabhdingigen Bernoulli- Experimenten mit Erfolgswahrscheinlichkeit m, die
in jedem Versuch sehr klein ist, d.h. man erhdlt eine Binomialverteilung mit den Pa-

rametern n und w, kurz B(n, ), deren Wahrscheinlichkeitsfunktion gegeben ist durch

n

PY =k) = ( B ) ™1 —7)" % k=0,1,2,..,n.

Fiir A > 0 geht im Grenzfall fiir n — oo und m := % — 0 die Binomialverteilung in die

Poissonverteilung mit Parameter \ diber.
Beweis: Der Beweis hierzu findet sich in Kredler (1998, S. 102) [12].
Man betrachte zundchst fir X > 0 die B(n,2)-verteilte Zufallsvariable Y.

n

o = () (-2)

Durch Umsortieren dieser Gleichung erhdlt man

P, =k = O (1_é>"n(n—1)...(n_k+1)

k! n (1—%)”%"c
AR A\ "1(1 -2y - B
- wlmn) Ty

Fiir n — oo gilt

lim (1 — i)" — e

A n i n
Jm - und nh_)rrc}o (1= %)k — 1
Somit ergibt sich insgesamt
)\k
lim P(Y, = k) = ~e

n—00 k!



2.2. FEinfiihrung in die Theorie der GLM’s 7

was die Wahrscheinlichkeitsfunktion einer poissonverteilten Zufallsvariable mit Para-

meter \ ist.

2.2 Einfiihrung in die Theorie der GLM’s

In den letzten Jahren hat die Theorie der GLM’s immer mehr an Bedeutung gewonnen
und so gibt es eine Vielzahl an Literatur, die sich mit diesem Thema beschéftigt. Eine
tibersichtliche Einfithrung fiir alle GLM’s ist z.B. in McCullagh & Nelder (1989) [15]
gegeben und weiterfiihrende Details speziell fiir Zahldaten konnen z.B. in Cameron &
Trivedi (1998) [2] nachgelesen werden.

Generalisierte lineare Modelle haben ihren Namen daher erhalten, da sie die klassischen
linearen Modelle, die auf der Normalverteilung basieren, erweitern. Die Erweiterung be-
steht aus zwei Aspekten:

Zum einen konnen den GLM’s eine Vielzahl von unterschiedlichen Verteilungen zugrun-
deliegen, sofern diese zu der exponentiellen Familie gehéren. Zum anderen erlauben
diese Modelle als Erweiterung zum linearen Modell Transformationen des Erwartungs-
wertes, was mit der sogenannten Linkfunktion beschrieben wird.

Zunichst wird im folgenden erldutert, welche Anforderungen allgemein an ein Modell
gestellt werden und welche Terminologie in dieser Arbeit verwendet wird. In den an-
schliessenden Unterabschnitten werden die einzelnen Bestandteile eines GLM’s kurz
zusammengefasst. Auf die Methode der Maximum-Likelihood-Schétzung und die Resi-

dualanalyse wird in den letzten Unterabschnitten eingegangen.

2.2.1 Anforderungen an ein Modell

Gegeben sei eine Anzahl an Messungen oder Zdhldaten. Zusétzlich seien strukturelle
Informationen, wie die Reihenfolge der Messungen oder die Art der Messinstrumente,
die benutzt wurden oder Informationen iiber die Bedingungen, unter welchen die Daten
erhoben wurden, gegeben.

Um nun die Daten interpretieren zu kénnen, sucht man nach bestimmten Strukturen
innerhalb der Daten, z.B. dass ein Instrument regelmissig hhere Werte liefert als
andere. Dafiir muss zunichst ein Modell erstellt werden, das den Daten zugrundeliegt.

Das einfachste ist das lineare Modell y = a + S mit y und & € IR™. Das bedeutet,
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dass mit dem Parameterpaar («, ) eine einfache Beziehung zwischen  und y herge-
stellt werden kann. Gibt es mehrere Einflussgrossen @4, ..., &, auf die zu untersuchende
Grosse y, so schreibt man y = By + i1 + .. + Bpxp, wobei das a durch 3y ersetzt
wird. In der Praxis gilt die lineare Beziehung zwischen x4, ..., €, und y allerdings nur
approximativ. Daher wird in das Modell noch ein sogenannter Fehlerterm e eingefiigt,

so dass sich schliesslich das folgende stochastische Modell ergibt:
Yi = Bo + Brrin + BoTin + - + BpTip + €4, i=1,..n. (2.3)

Von dem Fehlerterm ¢; nimmt man in linearen Modellen an, dass er normalverteilt ist
mit Erwartungswert Null und konstanter Varianz o2, kurz ; ~ N (0, 0?). Eine weitere
Annahme ist, dass die ¢; identisch und unabhéngig verteilt sind, d.h. sie sind iid (identi-
cally independent distributed). Das Ziel ist nun, die zu untersuchende Grosse y durch
die Einflussgrossen 1,.., 2, zu erkliren. Dazu miissen die Parameter (5, 1, .., 5p)
so geschitzt werden, dass sie die Beziehung zwischen y und @4, .., ¢, bestmoglichst
wiedergeben. Die geschétzten Parameter werden im folgenden mit (BI),B;, ...,B;,) be-
schrieben. Die sich damit ergebenden Werte B\o +BAlxi1 +... +5Apxz~p, 1 =1,..,n, die man
auch mit 7; oder fi; bezeichnet, heissen dann , angepasste” bzw. , gefittete Werte*, die
mit Hilfe der Daten und des gew#hlten Modells erzeugt werden.

Ziel der Modellerstellung ist es also, die gegebenen Daten y durch einen Datensatz von
gefitteten 4 zu ersetzen. Dabei spielt die Anzahl der Einflussgrossen, die in das Mo-
dell mit aufgenommen werden, eine grosse Rolle. Es gibt im wesentlichen drei Félle zu
unterscheiden: im ersten Fall spricht man vom sogenannten ,, Nullmodell*. Hier gehen
keine Einflussgrossen in das Modell ein, d.h. es wird nur ein Parameter 3, verwendet,
der den gemeinsamen Erwartungswert p repréisentiert. Dieses Modell hat den Nachteil,
dass es zu einfach ist und dass keine Beziehung zwischen x und y modelliert wird.
Das andere Extrem ist das ,,volle Modell*. In diesem Fall werden so viele Parameter
verwendet wie Beobachtungen vorhanden sind. Damit sind die beobachteten Daten
y exakt reproduzierbar. Dies ist zwar wiinschenswert, doch der Nachteil hierbei ist,
dass dieses Modell keine Informationen iiber den Erkldrungsgehalt von y durch die
Einflussgrossen i, .., &, enthélt. Das volle Modell ist demnach nicht aussagekréftig
genug, denn es fasst die Daten nicht in ihrer wesentlichen Struktur zusammen, son-
dern gibt sie exakt wieder. Im letzten Fall betrachtet man Modelle, deren Anzahl von
Einflussgrossen grosser als Null (Nullmodell), aber kleiner als die Anzahl der Beobach-
tungen (volles Modell) ist.

Zu der bestmoglichen Anpassung der gefitteten an die beobachteten Werte kommt also
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als weitere Anforderung hinzu, die Komplexitdt der Struktur des Modells so gering
wie moglich zu halten, was erreicht werden kann, wenn keine iiberfliissigen Parameter
verwendet werden. Diese grundlegenden Ideen der Modellbildung sind hier sehr allge-
mein gefasst und gelten sowohl fiir die linearen als auch fiir die generalisierten linearen
Modelle.

2.2.2 Terminologie

Wie im vorherigen Abschnitt angesprochen, wird allgemein bei einer Regression ver-
sucht, eine zu untersuchende Grosse y durch Einflussgrossen x4, .., €, zu erkliren. Da-
bei wird iiblicherweise in der Literatur die Grosse y mit ,, Response” oder ,, abhdngige
Variable* bezeichnet, wihrend man die Einflussvektoren x4, .., &, , Kovariablen“ oder

auch , erkldrende Variablen® nennt. Die Datensituation ldsst sich auch kurz durch
(y; | x4), i=1,..,n

beschreiben, d.h. gegeben den Kovariablenvektor x; der i-ten Beobachtung beobach-
tet man den Wert y;, wobei @; = (21, Zs2, ..., )" ist, was auch mit ,, Design- Vektor*
oder ,, Kovariablenvektor® bezeichnet wird. Die Kovariablen konnen quantitativ oder
qualitativ sein. Quantitative Kovariablen nehmen numerische Werte an, qualitative
bestehen aus nichtnumerischen Werten. Die abhéngige Variable kann stetig oder dis-
kret sein (im Fall der Ziahldatenregression nimmt die abhéingige Variable nur diskrete
Werte an). In Matrixschreibweise werden die Beobachtungen durch einen Spaltenvek-
tor y = (y1, ..., yn)" beschrieben und die p Kovariablen werden in einer (n x p)- Matrix
X zusammengefasst, die man ,, Design“ - oder ,, Datenmatriz’ nennt. Jede Zeile davon
beschreibt eine Beobachtung, jede Spalte gehort zu einer Kovariablen. In der Regel
fiigt man zu der Matrix X noch eine Einserspalte hinzu, die den Intercept bestimmt.
Damit erhéht sich die Dimension der Matrix von (n x p) auf (n x (p+ 1)).

Zu jeder Kovariable gehort ein Parameter, der in der Regel unbekannt ist. Die Para-
meter werden in einem Vektor der Linge p zusammengefafit und kurz mit

B = (bi,..., 3p)" bezeichnet. Nimmt man den Intercept hinzu, ergibt sich der Parame-

tervektor 8 = (fo, b1..., 5,)" der Linge p + 1.

2.2.3 Die exponentielle Familie

Wie schon anfangs erwihnt, basieren GLM’s auf Wahrscheinlichkeitsfunktionen bzw.

Dichten, die zur exponentiellen Familie gehoren.
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Definition 2.2.1 (Lineare exponentielle Familie) Eine Dichte f(y; 0, $) gehirt zu
der linearen exponentiellen Familie mit natirlichem oder kanonischem Parameter 6 und

Stor - oder Skalenparameter ¢, falls sie sich in folgender Form schreiben ldsst:

Oy — b(0)
a(¢)

Dabei beschreibt c(y, ¢) eine normalisierende Konstante und die Funktionen a(.) und

f(y;0,0) =exp{ +C(y,¢>)}-

b(.) bestimmen die jeweilige Verteilung.
Fiir den Erwartungswert und die Varianz gelten folgende Formeln:

E(Y |z) = p=0b(0) (2.4)
Var(Y |z) = b (0)a(e). (2.5)

Die Varianz von Y ergibt sich also aus einem Produkt zweier Funktionen. Die erste
ist b (0), eine Funktion, die nur vom kanonischen Parameter abhingt und mit ., Va-
rianzfunktion® bezeichnet wird. Die Varianzfunktion wird héufig als Funktion von p
betrachtet, weshalb sie in der Regel mit V(u) abgekiirzt wird. Die zweite Funktion
ist a(¢), die unabhingig von 6, dafiir aber abhéngig vom Dispersionsparameter ¢ ist.
Einen Beweis zu den obigen Formeln kann man in McCullagh & Nelder (1989, S. 28) [15]

finden. Die Formeln lassen sich aus den bekannten Gleichungen (siehe Casella, Berger

(1990, S. 309ff)
oL
E <%> =0 (2.6)

0L oL\’
ElZ= El=] = 2.
() +2 (%) - >0
ableiten, wobei hier £(0,¢;y) = In f(y;0,¢) die Log-Likelihood-Funktion darstellt.

Ausgehend von der Dichte der exponentiellen Familie erhdlt man die Log-Likelihood-

und

Funktion
Oy — b(0)
L0, p;y) = ———+ c(y, 9).
(6, é;y) () (y, 9)
Als erste und zweite Ableitungen ergeben sich
—b'(0 2 b (0
oLy (9) wnd 8£:_ (9)

0 a(e) 902 a(g)’
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Fiir den Erwartungswert hat man nun die Gleichung (2.6) zu 16sen, d.h.

woraus sich

E(Y)=p=0(0)

ergibt. Fiir die Varianz 16st man die Gleichung (2.7), d.h.
L aL\> b)) Var(Y)
E| — E =
() + 2 ()

=) -0
0 + !
und erhalt daraus

a(¢)  a(¢)?

"

Var(Y) =10 (0)a(p).

Beispiel 2.2.2 (Poissonverteilung) Die Poissonverteilung gehdrt mit vielen ande-
ren Verteilungen zu der exponentiellen Familie, denn thre Dichte bzw. Wahrscheinlich-

keitsfunktion ldsst sich wie folgt umschreiben:

fooi(y;0,0) =exp{—A+ylnA —1Iny!}.

Dabei ist a(¢) =1, 0 =1n ), b(f) = e’ = e = X und c(y,$) = —Iny!.
Fiir den Erwartungswert ergibt sich nach obiger Formel

EY)=p=0b00) =¢" =\ (2.8)

Die Varianz iberprift man analog nach den oben angegebenen Formeln mit

"

Var(Y) =b ()a(¢) =€’ = A

Es erqgibt sich also wie erwartet die schon angesprochene Eigenschaft der Aquidispersi-

on, d.h. Gleichheit von Erwartungswert und Varianz bei der Poissonverteilung.

2.2.4 Komponenten eines GLM’s

Sei y, ein Vektor von Beobachtungen aus n Komponenten, die Realisierung einer Zu-
fallsvariablen Y. Um nun ein GLM definieren zu koénnen, benétigt man folgende An-

nahmen:

(i) Verteilungsannahme:

Gegeben den Kovariablenvektor «; sind die y;, ¢ = 1,..,n bedingt unabhéngig
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verteilt nach einer Verteilung, die sich als Exponentialfamilie darstellen ldsst mit

Erwartungswert
E(Y; | ;) =: 1, i=1,..,n.

Die Verteilungsannahme bildet die zuféllige Komponente des Modells. Die flexible
Wahl der Verteilung ist ein Aspekt der Erweiterung der GLM’s gegeniiber den
klassischen linearen Modellen, in welchen ausschliesslich von der Annahme der
Normalverteilung ausgegangen wird. Der andere Aspekt ist die Mo6glichkeit der
Transformation des Erwartungswertes, die im nfchsten Punkt n#dher erldutert

wird.

Strukturelle Annahme:

Im folgenden sei ¢ der Index der n verschiedenen Beobachtungen und j sei der
Index der p relevanten Kovariablen. Die Kovariablenvektoren x, 2, .., z, de-
finieren dann den sogenannten ,linearen Pridiktor* m mit n = (ny,..,n,)", der

gegeben ist durch
p
n=> x;f=XB mit X=(x1,..,2,) € R und B=(5,..5)
j=1

bzw. in Komponentenschreibweise n; = &8 mit @; = (2,1, Ti2, .., xip)", 1 =1,..,n.
Anschliessend wird der Erwartungswert p; iiber eine , Responsefunktion h mit

dem linearen Préadiktor 7; verbunden, d.h.

i = h(n;) = h(mzﬂ).

Oft verwendet man auch die inverse Responsefunktion g := h !(y;), die mit

» Linkfunktion® bezeichnet wird:
9(u) = n; = zB.

Die Linkfunktion verbindet also die zufillige Komponente mit der systematischen,
welche eine Spezifikation fiir den Vektor g in Termen aus einer kleinen Anzahl
von unbekannten Parametern /3, ..., 3, ist, deren Werte durch die Daten geschétzt
werden miissen.

In den klassischen linearen Modellen sind der Erwartungswert und der lineare
Pradiktor identisch, d.h. es gilt n = . GLM’s erlauben aber eine Erweiterung,
so dass die Linkfunktion eine beliebige, monotone, differenzierbare Funktion sein

kann. Wenn man z.B. mit Zidhldaten arbeitet und die zugrundeliegende Verteilung
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(iii)

der Daten eine Poissonverteilung ist, muss man g > 0 voraussetzen. Ein additives
Modell fiir g, d.h. p =n = Zﬁ.’:l x;3;, ist hier nicht befriedigend, denn n kann
fiir bestimmte Parameterwerte jederzeit negativ werden, p soll aber positiv sein,
womit die Identitéit als Linkfunktion keinen Sinn mehr macht.

Modelle fiir Zahldaten fithren daher oft zu multiplikativen Effekten, was durch

die sogenannte log-link-Funktion ausgedriickt wird. Dies bedeutet formal
n =In(u) bzw. p=e"l. (2.9)

Oft wird in der Literatur statt von Poissonregression auch von log-linearen Mo-
dellen gesprochen, da der Logarithmus des bedingten Erwartungswertes linear in
den Parametern ist. Durch diese Wahl von Linkfunktionen werden nun additi-
ve Effekte bzgl. n zu multiplikativen Effekten bzgl. o und p ist strikt positiv.
Jede Verteilung hat eine spezielle Linkfunktion fiir die eine suffiziente Statistik
existiert. Dabei heisst eine Statistik T'(X) ,, suffizient fiir einen Parameter 6, ge-
nau dann wenn die bedingte Verteilung von X gegeben T(X) = t nicht von 0
abhéngt. Solche Linkfunktionen heissen , kanonische Linkfunktionen® und sind
dadurch definiert, dass @ = n gilt. Mit Hilfe des Faktorisierungstheorems (siehe
Bickel & Doksum (1977, S. 65) [1]) kann nachgewiesen werden, dass in einem
GLM mit kanonischer Linkfunktion (3 7, za¥i, ..., Doy @ipyi)" eine suffiziente
Statistik fiir (4, ..., 5,) ist.

Kovariablenvektor:
Um ein GLM eindeutig definieren zu konnen, fehlt zum Abschluss noch die An-

gabe des Kovariablenvektors x;.

Beispiel 2.2.3 (Poissonregression) Da die Poissonregression ein Modell fiir Zihl-

daten mit Kovariablen ist, sollen hier noch einmal die oben genannten Annahmen fiir

diesen Spezialfall zusammengefasst werden. Die Verteilung der'Y; gegeben die Kovaria-

blenvektoren x; ist eine Poissonverteilung, d.h. (Y; | ;) ~ Poi(u;). Ausserdem seien

die Beobachtungen alle unabhdingig. Die kanonische Linkfunktion ist in diesem Fall die

log-link-Funktion, d.h. n = In(p), denn nach (2.8) gilt

n = In(p) = In(exp(@)) = 6.

Damat ist der bedingte Erwartungswert der Beobachtungen Y; gegeben die Kovariablen

x; gegeben durch E(Y; | z;) = exp(n;) = exp(xLB), i=1,..,n.
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Fasst man die beiden Annahmen zusammen, erhdlt man die folgende Wahrscheinlich-

keitsfunktion

— ¢ ¢

y!

2.2.5 Offset in der Poissonregression

Bisher wurde angenommen, dass bei der Poissonregression die Beobachtungszeitriume
fiir den Parameter p;, der die erwartete Anzahl von Ereignissen im Beobachtungszeit-
raum beschreibt, fiir alle © = 1, .., n einheitlich sind. Nun kann es in der Praxis hiufig
vorkommen, dass Daten analysiert werden miissen, deren Beobachtungszeitriaume va-
riieren. Aus diesem Grund muss dann eine zusétzliche Variable t; eingefiihrt werden,
die sich auf den jeweiligen Zeitraum der i-ten Beobachtung bezieht, um die Zeiteinheit
zu standardisieren. Die zu untersuchende Variable Y; ist damit poissonverteilt mit dem
Parameter ;17 d.h.

e~ ()
—

wobei pf = exp(xiB3) ist. Schreibt man diese Dichte in die Form einer exponentiellen

P(K:yz|mz): ) izla"ana y:071727"7

Familie um, so ergibt sich

Toi(y; 0, ) = exp{—t;p; + y; In(t;p;) — In(y;!) }.

Dabei muss wie in Beispiel 2.2.2 a(¢) = ¢ = 1 und b(f;) = e’ gewihlt werden,
aber der Parameter 6; ist nun gegeben durch 6; = In(¢;}). Damit ergibt sich fiir den

Erwartungswert
E(Y;) = = b () = " = t;u} = t;exp(ztB) = exp(In(t;) + z'B).
Fiir den linearen Pradiktor gilt schliesslich

m = xiB = In(p;) — In(t;) = 6; — In(t;),

——

offset
wobei der letzte Term In(¢;) mit ,, offset“ bezeichnet und als bekannt vorausgesetzt wird.
Ist t; = 1 V 1, so erhélt man wie in Beispiel 2.2.3 gezeigt, die kanonische Linkfunktion

g(11;) = In(u;), wihrend man fiir den Fall, dass ¢; # 1 die kanonische Linkfunktion

g(pi) = In(p;) — In(t;)

erhilt. Im folgenden wird allerdings von einem einheitlichen Beobachtungszeitraum

ausgegangen, d.h. es wird ¢; = 1 Vi gesetzt.



2.2. FEinfiihrung in die Theorie der GLM’s 15

2.2.6 Maximum Likelihood (ML)- Schitzungen

Nach der Wahl eines geeigneten Modells ist man an der Schitzung der Parameter in-
teressiert und mochte auch, wenn moglich, deren Genauigkeit beurteilen. Erst dann
kénnen mit Hilfe des Modells und den Schéitzungen Prognosen fiir die Zukunft erstellt
werden, die in der Regel das eigentliche Ziel sind. In diesem Abschnitt soll es nun um
die Schétzung der Parameter gehen.

In linearen Modellen schéitzt man die Parameter mit der Methode der kleinsten Qua-
drate, d.h. man minimiert die Abstandsquadrate zwischen den beobachteten und den
gefitteten Daten. Diese Methode entspricht unter Voraussetzung der Normalvertei-
lung genau der Maximum-Likelihood-Schéitzung, bei der man versucht, die Parameter
Bo, Bi, .., Bp so zu ermitteln, dass die Wahrscheinlichkeit, die gegebenen Daten zu erhal-
ten, maximiert wird. In GLM’s dagegen sind diese beiden Schitzmethoden nicht dqui-
valent. Da im Gegensatz zum kleinsten Quadrate-Ansatz bei der Maximum-Likelihood-
Methode alle Informationen der Daten enthalten sind und diese Methode deshalb eine
modellbasierende Schétzung ist, wird in der Regel in GLM’s nur Maximum-Likelihood-
Schétzung betrieben, weshalb hier nur auf diese eingegangen wird.

Um ML-Schétzer fiir die unbekannten Parameter zu erhalten, wird vorausgesetzt, dass
die zugrundeliegende Verteilung vollstédndig bekannt ist und dass die Design-Matrix X
der Kovariablen einen vollen Spaltenrang p besitzt.

Sei nun allgemein f(y | @) die Wahrscheinlichkeits- bzw. Dichtefunktion eines Zufalls-
variablenvektors Y = (Y7, ..., Y,,)!, wobei der Parametervektor @ = (64, ..,0,,)" in dem
zuldssigen Parameterraum O liegt. Betrachtet man dann f(y | ) als eine Funktion von
0 fiir feste Realisierungen gy, so nennt man diese Funktion die ,, Likelihood- Funktion
und schreibt L(8). Fiir den Spezialfall, dass die Zufallsvariablen Y7, ..., Y, gegeben die
Kovariablenvektoren x;, ¢+ = 1,..,n unabhingig diskret oder stetig verteilt sind mit
Wahrscheinlichkeitsfunktion bzw. Dichte f(y; | x;, @), so ergibt sich wegen der Un-
abhéngigkeit der Y; die Likelihood-Funktion

n

L) = Hf(yi | 24, 0).

=1

Da in dieser Arbeit nur unabhéngige Zufallsvariablen betrachtet werden, kann fiir die
weiteren Ausfiihrungen von diesem Spezialfall ausgegangen werden. Nach der Maximum-
Likelihood-Methode (siehe Bickel & Doksum (1977, S. 99) [1] und Kredler (1998, S.

173) [12]) wihlt man nun die Schétzungen 0 fiir den unbekannten Parameter 6 so, dass
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das Eintreten der beobachteten Stichprobe maximale Wahrscheinlichkeit besitzt, d.h.
L(OrL) > L(6) V6 co,

wobei © den Parameterraum bezeichnet. Um das Maximieren zu erleichtern, geht man
hiufig zur sogenannten ,, Log-Likelihood-Funktion® iiber, die man durch Logarithmieren
der Likelihood-Funktion erhélt:

€)= L(0) =0 G0 | 200) =30
i=1

Da die Logarithmusfunktion streng monoton ist, stimmen die Maximalstellen von L
und L iiberein. In Kredler (1998, S. 173) [12] wird somit der Maximum-Likelihood-
Schitzer wie folgt definiert:

Definition 2.2.4 (ML-Schitzer) Die Zufallsvariablen Yy, .., Y, seien unabhingig ver-
teilt mit Wahrscheinlichkeitsfunktion bzw. Dichte f(y; | 2;,0),1=1,..,n. Mit

L(0) = 1, f(yi | i,0) sei ihre Likelihood-Funktion, mit £(0) = In L(0) ihre Log-
Likelihood-Funktion bezeichnet. Jede Mazximalstelle

Orrz = maz{L(0);0 € O} = maz{L(9);0 € O}

heisst dann Mazimum-Likelihood-Schdtzer bzw. kurz ML-Schitzer fir 6. §ML muss

nicht immer existieren und im Falle der FExistenz nicht immer eindeutig sein.

Im Fall der GLM’s ergibt sich ausgehend von einer Dichte der exponentiellen Familie

f(yi; 05, ¢) = exp {gzy%;)(@) + c(vi, ¢)}

die folgende Log-Likelihood-Funktion

wobei zu beachten ist, dass das @ durch die Beziehungen 6; = 6;(p;), p; = h(n;) und
n; = xtB in die Funktion eingeht. Um diesen Zusammenhang zu verdeutlichen, wird
die Schreibweise 6; = 6;(x3) verwendet.

Die Maximalstelle, und damit die ML-Schéitzung [Ai' von 3, erhilt man durch Differen-

zieren der Log-Likelihood-Funktion nach 8 und anschliessendes Nullsetzen, d.h.

Zalnfz _ ,
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wobei f; = f(y; | x;,6) und %ﬂﬂ) ein (p x 1)-Vektor ist. Die p Gleichungen sind
allerdings nichtlinear in den p unbekannten [’s, so dass eine analytische Losung des
Gleichungssystems nicht moglich ist. Trotzdem kann man durch iteratives Vorgehen zu
einer Losung gelangen. Bekannte Verfahren sind z.B. das ,, Newton-Raphson“- bzw. das
» Fisher-scoring- Verfahren® (siehe McCullagh & Nelder (1989, S. 43) [15], und Winkel-
mann (1996, S. 60) [19]). Um das Prinzip des Fisher-Scoring-Verfahrens zu erkléren,

miissen zunéchst noch einige Begriffe eingefiihrt werden.

Definition 2.2.5 (Score-Funktion) Die Score-Funktion s(83), oder auch Score-Vektor
genannt, ist der Vektor der Ableitungen der Log-Likelihood-Funktion nach 3 :

Oln f;
s(B) Z f

Die Mazimum-Likelihood-Gleichungen lauten dann s(B) = 0, deren Ldsung der ML-

Schdtzer 1st.

Definition 2.2.6 (Fisher-Informationsmatrix) Die beobachtete Fisher-

Informationsmatriz wird durch

F%MB%:_<WﬂﬂW

0808’
definiert, wobei 0BOB" die vektorwertige Differentiation abkirzt. Die erwartete Fisher-

Informationsmatriz dagegen ist durch die Kovarianzmatriz des Score-Vektors definiert:
FI(B) = Cou(s(B)) = E(s(B)s(B)").

Satz 2.2.7 (Fisher-Informationsmatrix) Die erwartete Fisher-Informationsmatriz
lasst sich durch folgende Beziehung aus der beobachteten Fisher-Informationsmatriz be-

rechnen:

FI(8) = E(FI,,,(8)) = —E @2;3(52) '

Beweis: Da die erwartete Fisher-Informationsmatriz als Kovarianzmatriz des Score-
Vektors definiert wurde, bleibt die Gleichung E(Flps(B)) = Cov(s(B)) zu zeigen. Dazu
betrachte man zundchst
PLB) _ a?hwwﬁ:a[gum]zﬁ%umum 75 1(8) 757 L(B)
0BoB" 0B0B" (L(B))?
g LB) 55 L(B) 55 L(B)
LB LBLE)
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Damit ergibt sich

PFw®) = ~ [ (5555 0168 dy
_ [mEtB) o 0
_ / [ TE 95 L8 5 L8| L(8)dy
0? 0 0
_ / LB+ / ?—BlnvL(B)J o liL(B)j L(B) dy
s(8) s(B)*
© o4 / 5(8)s(8)'L(B) dy
= B(s(8)s(8))

Cov(s(B)),  da E(s(8))=0.

(x): Fir das erste Integral gilt unter Regularititsbedingungen, die am Ende dieses Ab-
schnittes aufgefihrt und erliutert werden, dass Integration und Differentiation ver-

tauscht werden diirfen. Damit erhdlt man

0? 52 o2

=1,da L(B3) eine Dichte ist

Nun sind alle notwendigen Begriffe definiert, um die Fisher-Scoring-Methode zu er-
klaren. Diese Methode ist ein iterativer Algorithmus zur Bestimmung des ML-Schétzers
B . Er verwendet die Taylorentwicklung erster Ordnung, um die nichtlinearen Gleichun-
gen zu linearisieren und so eine schnelle Approximation zu gewihrleisten. Sei B(s) die
vorldufige Approximation an den ML-Schétzer B in der s-ten Iteration. Der Rechen-
schritt zur Bestimmung der verbesserten Approximation in der s+1-ten Iteration lautet
dann nach Fahrmeir & Tutz (1994, S. 40) [7]:

~(s+1) 5

AONSPANG
B

87+ rr 87 58",

Es wird solange iteriert, bis ein bestimmtes Abstandskriterium unter einer vorgegebe-

nen Schranke ¢ bleibt. So ein Kriterium kénnte z.B.

~(s+1

18— 3%

=)
181l

<&, e>0
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sein, wobei [|.|| die euklidische Norm bezeichnet.

Hat man nun einen Schéitzer B errechnet, bleibt zur Kontrolle des Maximums noch die
sogenannte ,, Hesse-Matriz“ H(B) zu tiberpriifen. Ist

_ PL(B)

~ 0Bop’

an der Stelle 3 = B negativ-definit, so ist der errechnete Schéitzer B wirklich ein Maxi-

H(B)

mum. In der Regel sind die errechneten B keine globalen Maxima der Log-Likelihood-
Funktion, sondern nur Losungen der Score-Gleichungen s(,@) = 0, was einem lokalen
Maximum entspricht, wenn die Hesse-Matrix negativ-definit ist. Fiir viele Modelle ist
die Log-Likelihood-Funktion aber konkav, so dass das lokale mit dem globalen Maxi-
mum iibereinstimmt. Fiir strikt konkave Log-Likelihood-Funktionen ist das Maximum

sogar eindeutig, wenn es existiert.

Satz 2.2.8 Sei V eine nicht-leere konkave Menge V- C IR™ und f : V — IR eine strikt
konkave Funktion auf V', so gibt es hichstens einen Maximalpunkt von f auf V.

Beweis: Fine strikt konkave Funktion ist fir alle Paare ©1,22 € V mit 1 # T2 und
jede Zahl X € (0,1) definiert durch die Ungleichung

Az + (1= N@a) > Af(21) + (1= A) f(22).

Angenommen, es gibe nun zwei verschiedene Maximalpunkte £, und o € V von f,

dann gilt fiir die Verbindungsgerade von Ty und o

A1) + (1= N f(Z2) = f(Z1) = [(Z2)-

Fiir jedes \ € (0,1) und fir jedes € = A&y + (1 — \)x2 € V, das zwischen 1 und T2
liegt, ergibt sich aber nach der Definition der Konkauvitit

f@) = fFAZ1+ (1 = N)@2) > Af(Z1) + (1 = A) f(Z2) = f(1) = f(Z2),

was aber ein Widerspruch dazu ist, dass £, und o Maxima sind.

Desweiteren gilt nach Krabs (1983, S. 59) [11] der folgende Satz:

Satz 2.2.9 FEine Funktion f : V — IR auf einer nicht-leeren offenen und konkaven
Teilmenge des IR™ |, die fir jedes @ € V' stetige zweite partielle Ableitungen besitzt, ist
genau dann strikt konkav auf V', wenn ihre Hesse-Matriz H(x) fir jedes & € V' negativ
definit ist.
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Im folgenden Beispiel wird fiir den Spezialfall der Poissonverteilung nun gezeigt, dass
die Hesse-Matrix negativ-definit und somit die Log-Likelihood-Funktion strikt konkav

ist, woraus nach Satz 2.2.8 die Eindeutigkeit des Maximums folgt.

Beispiel 2.2.10 (ML-Schitzung bei Poissonverteilung) Fir dieses Beispiel sei
die kanonische Linkfunktion p; = E(Y; | ;) = exp(x}B) gewdhlt. Ausgehend von der
Wahrscheinlichkeitsfunktion der Poissonverteilung fir i = 1,..,n unabhdngige Zufalls-

variablen Y; erhdlt man die Log-Likelihood-Funktion
LPB) = > {—pityilnpm—In(y)} =) {—exp(aB) +y;xtB — In(y!)} .
i=1 i=1

Dieser Term muss nun beziiglich B abgeleitet und nullgesetzt werden.

2B = > [ explatf) +uaih = (i explelf)
Z?:l {yz - exp(azﬁ,@)} Ti1

= : =0.
Z?zl {yz - exp(mzﬁ)} Tip

Um daraus die Hesse-Matriz zu berechnen, werden zundchst durch partielles Ableiten

die einzelnen Matrixeintrdge ermittelt.

g;fégz = 325 ; {?Ji — exp(mzﬁ)} Tip = — ;exp(mzﬁ)xir%’s, r,s=1,..p.

Die gesamte Hesse-Matriz ldsst sich demnach durch

9 n
HB) = ot = =S ewleis) g
€IRPxP
ausdriicken. Fir den Nachweis, dass auch wirklich ein Mazimum vorliegt, muss noch
gezeigt werden, dass die Hesse-Matrixz an der Stelle B = B negativ definit ist, d.h. es
15t th(B)z <0 Vz# 0 zu tuberprifen. Kann aber gezeigt werden, dass die Hesse-
Matriz fir beliebige B negativ definit ist, dass also 2'H(B)z < 0 Vz # 0 gilt, so
st dies nach Satz 2.2.9 gleichzeitig der Nachweis fiir eine global strikt konkave Log-

Likelihood-Funktion und nach Satz 2.2.8 ist das Maximum dann eindeutig.

Z'H(B)z = -2 Z exp(ziB) zixi'z = — Z exp(ziB)z'ziz;'z
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= —Zexp (xztB) zm, (z'e;)' = ZGXP (ziB)w

= = wzelR
= S explatB)u? <0
i=1
Es bleibt zu zeigen, dass der Wert gleich Null nur dann angenommen wird, wenn
z = 0 ist. Da die Ezponentialfunktion strikt positiv ist und somit exp(xtB) > 0 gilt, ist
— > exp(xiB)w; =0, genau dann wenn w; = 0, Vi = 1,..,n. Dies gilt aber genau

dann, wenn x;'z = 0, Vi = 1,..,n. Ausfihrlich in Matrizschreibweise ergibt dies

1 i1y, ---y T1p 21

T, Tnly, -y Tpp 2p

Nun hat aber die Matriz nach Voraussetzung (siehe Beginn des Abschnittes) einen vol-
len Spaltenrang p und es gilt p < n, denn es kénnen hdchstens nur so viele Parameter
geschdtzt werden, wie Beobachtungen vorhanden sind. Damit gibt es p linear unabhdngi-
ge Zeilen in der Matriz, deren Indexmenge mit K = {ky, ..., k,} bezeichnet wird. Dann

qilt

€IRPxP
was aber nur maéglich ist, wenn z = 0, denn die Matriz X* hat vollen Rang p. Damit
ist gezeigt, dass z'H(B)z < 0V z # 0, d.h. die Hesse-Matriz ist fiir beliebige B ne-
gativ definit. Die Log-Likelihood-Funktion ist daher global konkav und somit sind die

Bedingungen fiir ein globales Maximum erfillt.

Sobald die Schitzungen durchgefiihrt sind, geht es darum, die Eigenschaften der Schétzer
zu iiberpriifen. Zu den wichtigsten gehoren Unverzerrtheit, Konsistenz und asympto-
tische Normalverteilung. Die Unverzerrtheit und Konsistenz werden in Kredler (1998,
S. 169f) [12] folgendermassen definiert:

Definition 2.2.11 (Unverzerrtheit bzw. Erwartungstreue eines Schiitzers) Eine

Schdatzfunktion T : IR™ — IR™ heisst erwartungstreu oder unverzerrt, falls
E[T(Xy,..,X,)]=6.

Die Abweichung E[T(Xy, ..., X,,)] — 0 heisst Bias des Schitzers T.
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Fiir die Definition der Konsistenz wird 7,, anstatt 1" geschrieben, um die Abhéingigkeit
des Schétzers vom Stichprobenumfang anzudeuten. Ausserdem wird die Definition auf
eindimensionale Schétzer mit Parameter 6 eingeschrankt, um eine einfache Darstellung

zu erhalten.

Definition 2.2.12 (Konsistenz eines Schitzers) FEin Schitzer T, : IR™ — IR heisst
konsistent fiir 0, falls

lim P(| T,(X,,.X,) —0|<e)=1, Ve >0.

n—oo

Konsistenz bedeutet, dass der Schitzer T,, in Wahrscheinlichkeit gegen 0 konvergiert.

Diese gewiinschten Eigenschaften eines Schétzers sind allerdings nur unter bestimmten
Voraussetzungen, den sogenannten ,, Reqularitatsbedingungen® gegeben.

In Cameron & Trivedi (1998, S. 23) [2] sind diese wie folgt zusammengefasst:

(i) Die Dichte f(y | x;, @) ist global definiert und es gilt f(y | x;,01) # f(y | i, 02)
fiir alle 01 7£ 02.

(ii) Es gilt 8 € ©, wobei der Parameterraum O endlichdimensional, abgeschlossen

und kompakt ist.
(iii) Es existieren stetige und beschriinkte Ableitungen von £(8) bis zur 3. Ordnung,.

(iv) Die Reihenfolge von Differentiation und Integration der Likelihood-Funktion darf

vertauscht werden.
(v) Die Kovariablenvektoren x;,i = 1, .., n erfiillen folgende Bedingungen

(a) zi'e; < 00

2 . .
(b) % = 0 Vi, wobei w; = x;! 761”%’0@"’0)

(c) limy, 00 %’if{;l) =1, wobei Q; 1 = (®1, T2, ..., T;_1)-
Die erste Bedingung sichert, dass ein eindeutiges Maximum existiert. Die zweite Vor-
aussetzung schliesst mogliche Probleme am Rand des Parameterraumes © aus und kann
weggelassen werden, wenn z.B. £ global konkav ist. Die dritte Bedingung kann oft etwas
gelockert werden, indem man die Existenz der Ableitungen nur bis zur zweiten Ordnung
fordert. Der vierte Punkt ist eine wichtige Bedingung, die solche Dichten ausschliesst,

bei denen der Wertebereich von y; von @ abhingt. Durch den letzten Punkt wird jede
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Beobachtung ausgeschlossen, deren Anteil an der Likelihood-Funktion zu gross ist. Da
fiir den ML-Schéitzer 8 = B keine analytischen Lésungen existieren, konnen nur asymp-
totische Eigenschaften gefolgert werden, allerdings nur unter der Voraussetzung, dass
die oben beschriebenen Regularitétsbedingungen gelten. Nach Fahrmeir & Tutz (1994,
S. 43) [7] lassen sich die wichtigsten Eigenschaften des ML-Schétzers B folgendermassen

zusammenfassen:

(i) Asymptotische Existenz und Eindeutigkeit:
Die Wahrscheinlichkeit, dass B existiert und lokal eindeutig ist, konvergiert gegen

1 fiir n — oo.

(ii) Konsistenz:
Falls 8 den wahren Wert beschreibt, dann konvergiert B i B fiir n — oo in
Wahrscheinlichkeit.

(iii) Asymptotische Normalverteilung:
Die Verteilung des ML-Schétzers ist eine Normalverteilung fiir n — oo, bzw.

formal

B~ N(B, FI"'(B)), (2.10)

was gleichbedeutend ist mit

wobei d die Konvergenz in Verteilung andeutet und I, eine p-dimensionale Ein-
heitsmatrix abkiirzt. B ist also asymptotisch normalverteilt mit asymptotischer
Kovarianzmatrix

Cov(B) £ FI™'(B),

~

wobei FT~'(3) die Inverse der Fisher-Informationsmatrix ausgewertet an der Stel-
le B = B darstellt.

Es sind z.B. in Fahrmeir & Kaufmann (1985, S. 364) [5] diese Eigenschaften bewiesen
worden wie auch in Pruscha (1989) [16], der in den Kapiteln 6 und 7 auf die Beweise der
asymptotischen Eigenschaften eines ML-Schitzers eingeht. Speziell werden die Existenz
eines konsistenten ML-Schétzers und seine asymptotische Normalverteilung in GLM’s
mit kanonischer Linkfunktion auf S. 273f bewiesen, wihrend auf S. 281 der Beweis fiir

GLM’s mit nicht notwendig kanonischen Linkfunktionen gezeigt wird.
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2.2.7 Asymptotische Hypothesentests in GLM’s

Zur statistischen Modellbildung gehért zunéchst die explorative Datenanalyse, bei
der erste geeignete sinnvolle Modelle vorgeschlagen werden. Anschliessend erfolgt ei-
ne Uberpriifung des gefundenen Modells mit Hilfe von statistischen Hypothesentests.
Erst danach schliesst sich die Residualanalyse an, durch welche die Modellannahmen
kontrolliert werden. Nun sollen in diesem Abschnitt die wichtigsten Hypothesentests in
GLM’s kurz vorgestellt werden, wihrend auf die grundlegende Testtheorie ausfiihrlich
in Kapitel 3 eingegangen wird.

Die meisten Testprobleme fiir den Parametervektor 8 sind lineare Hypothesen der

Form
H:CB=€¢ gegen K:CB+#E, (2.11)

wobei von der Matrix C' vorausgesetzt wird, dass sie einen vollen Zeilenrang ¢ < p+ 1

besitzt. Von diesen Testproblemen gibt es einen wichtigen Spezialfall
H:pB3,=0 gegen K:fB,#0. (2.12)

Dabei beschreibt 3, einen Teilvektor von 3. Mit den Hypothesentests (2.12) iiberpriift
man die Signifikanz der zu B, gehorenden Effekte, indem man das Teilmodell, das
durch B, = 0 definiert ist, mit dem vollen Modell vergleicht. Zum Testen der genannten
Hypothesen konnen die Likelihood-Quotienten-, Score- und Wald-Statistik verwendet

werden, die nun nacheinander erldutert werden.

(i) Likelihood-Quotienten-Test:
Die Likelihood-Quotienten-Statistik

lg = —2{L(B) — L(B)}

~

vergleicht das unrestringierte Maximum £(3) des Log-Likelihoods mit dem Ma-
ximum [,(Z'}), wobei B der restringierte ML-Schétzer unter der Nullhypothese
H : CB = ¢ ist. Falls das unrestringierte Maximum [,(B) signifikant grosser ist
als E(E’), was gleichbedeutend mit einer sehr grossen Teststatistik [q ist, so wird
H zu Gunsten von K verworfen. Der Likelihood-Quotienten-Test fiir das Test-
problem (2.12), das der Uberpriifung eines Teilmodells, welches durch 8, = 0
definiert ist, entspricht, erfordert die ML-Schétzung von 3, im entsprechenden

Teilmodell und damit weitere Iterationen im Fisher-Scoring-Verfahren. Allerdings
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ist dieser Aufwand noch sehr klein im Vergleich zur Berechnung des ML-Schétzers
3 im Testproblem (2.11), in welchem durch die allgemeineren linearen Gleichungs-

restriktionen der numerische Aufwand erheblich erhoht wird.

(ii) Wald-Test:
Die Wald-Statistik

w=(CB - €)'[CFI""(B)C']""(CB - ¢)

misst die durch die asymptotische Kovarianzmatrix CFI*I(B)C” von CB ge-
wichtete Distanz zwischen dem unrestringierten Schétzer C'B von C und dem
hypothetischen Wert & = C'8 unter der Nullhypothese.

(iii) Score-Test:
Die Score-Statistik ist gegeben durch

u = s(B)FI~ (B)s(B).
Der dazugehorige Test basiert auf der folgenden Idee: Die Score-Funktion s(/3)
ist fiir das unrestringierte Modell gleich dem Nullvektor 0, falls sie an dem un-
restringierten ML-Schétzer B ausgewertet wird. Ersetzt man nun B durch den
ML-Schétzer Z‘I unter H, so wird sich s(,é) signifikant von Null unterscheiden,
falls H nicht wahr ist. Die Distanz zwischen s(8) und Null wird eben durch die
Score-Statistik u gemessen, wobei die Inverse der Fisher-Informationsmatrix als
Gewichtung fungiert. Betrachtet man den Spezialfall (2.12) des allgemeinen Test-

problems, so reduzieren sich sowohl die Wald- als auch die Score-Statistik auf eine
stark vereinfachte Form. Fiir die Wald-Statistik gilt dann

wahrend die Score-Statistik durch

u= Eﬁgrfs*r
gegeben ist. Dabei ist A4, die Teilmatrix von A = FI !, die zu den entsprechenden

Elementen von 3, gehért, und s, ist der dazugehérige Teilvektor von s.

Nach Fahrmeir & Tutz (1994, S. 46) [7] ist allen drei Teststatistiken gemeinsam, dass
sie unter der Nullhypothese von (2.11) asymptotisch fiquivalent sind und dieselbe y?2-

Grenzverteilung mit ¢ Freiheitsgraden besitzen, d.h. lg, w,u ~ X?], und analog unter
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der Hypothese H von (2.12) die x?-Grenzverteilung mit r Freiheitsgraden aufweisen.
Ein ausfiihrlicher Bewetis fiir die asymptotische x?-Verteilung der Teststatistiken wurde

in der Diplomarbeit von A. Franzmann (2001, S. 24f) [9] ausgearbeitet.

2.2.8 Devianzanalyse

Nach der vorliufigen Modellerstellung und der Uberpriifung durch geeignete Hypothe-
sentests miissen nun die Modellannahmen kontrolliert werden. Dazu gehoren sowohl
die nachfolgend erlduterten Anpassungskriterien als auch die im néchsten Abschnitt
beschriebene Residualanalyse. Den Prozess, ein Modell zu erstellen, kann man als Me-
thode betrachten, einen gegebenen Datensatz y durch gefittete Daten ¢ bzw. 1 zu
ersetzen, die vom Modell unter Verwendung einer kleinen Anzahl an Parametern abge-
leitet werden. In der Regel werden aber die j1; von den gegebenen Daten y; abweichen.
Die Frage ist dann, ob die Abweichung noch tolerierbar ist oder nicht. Benotigt wird
demnach ein Mass, das angibt, wie gut das erarbeitete Modell an die Datenstruktur
angepasst wird. In diesem Abschnitt sollen nun Methoden aufgezeigt werden, die die
Abweichung zwischen den wahren und den gefitteten Daten messen.

Das bekannteste Kriterium hierfiir ist die ,, Devianz“. Die skalierte Devianz ist gegeben
durch

D*(y, i, ¢) == —2[L(p,y) — L(y,y)]-

L(y,y) beschreibt hierbei die Log-Likelihood-Funktion, die man in einem vollen Modell
mit n Parametern erhilt, d.h. man erreicht die maximal mo6gliche Anpassung, da die
Daten exakt reproduziert werden. £(f,y) dagegen ist die Log-Likelihood-Funktion des
aktuellen Modells mit p < n Parametern. Da L(y, y) nicht von Parametern abhingt,
ist die Maximierung von L(f, y) dquivalent zur Minimierung von D*(y, fi, ¢) beziiglich
ft. Der Faktor 2 dient nur der Normalisierung, damit im Fall der Normalverteilung die
Devianz mit der Abstandsquadratsumme iibereinstimmt.

Wird D*(y, f1,#) mit dem Parameter a(¢), der als bekannt oder zumindest als fest

vorausgesetzt wird, multipliziert, erhilt man die Devianz

D(y, ) = —2a(9)[L(f,y) — L(y,y)].

Beachtet man, dass £ = In L ist, dann ist die Devianz also ein Mass, das aus dem
Logarithmus des Likelihood-Quotienten gebildet wird.

Ein anderes bedeutendes Mass zur Bestimmung der Abweichung ist die sogenannte
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,, Pearson-Statistik*, die durch

n

2 _ (yi — [1:)°
=L )
definiert wird. Dabei ist V(f;) die geschétzte Varianzfunktion der unterstellten Ver-
teilung, die in (2.5) definiert wurde. Sind Erwartungswert und Varianz korrekt spe-
zifiziert, so gilt E(x?) = E[Z?:l %] = n, da E[%] = 1 ist. Nun miissen
aber p Parameter noch geschitzt werden, womit sich die Anzahl der Freiheitsgrade
von n auf n — p reduziert. Offensichtlich liegt bei einer Normalverteilung der y; ei-
ne exakte X,Q.b_p—\/erteilung vor, da sich die Pearson-Statistik in diesem Fall aus der
Summe von quadrierten standardisierten normalverteilten Zufallsvariablen ergibt. In
anderen Féllen ist nach Fahrmeir & Tutz (1994, S. 48) [7] sowohl die Devianz als auch
die Pearson-Statistik zumindest asymptotisch X?z—p verteilt mit n — p Freiheitsgraden.
Ein Beweis hierfiir steht in Pruscha (1989) [16], der auf S. 243 die Asymptotik fiir
die Pearson-Statistik zeigt und auf S. 273 in Satz 3.4 die asymptotische y2-Verteilung
fiir die skalierte Devianz in GLM’s mit kanonischer Linkfunktion und auf S. 281 fiir
allgemeine GLM’s beweist.
Mit Hilfe der Devianz und ihrer asymptotischen y2-Verteilung kénnen zusitzlich zu
den in Abschnitt 2.2.7 beschriebenen Hypothesentests zwei weitere Tests durchgefiihrt
werden, die die Anpassungsgiite des gefundenen Modells iiberpriifen. Der ,, Residual-

Deuviance-Test” oder auch ,, Test of Fit* genannt, testet die allgemeine Nullhypothese
H : Modell passt gegen K : Modell passt nicht.

Man verwirft dann die Nullhypothese, d.h. man geht davon aus, dass die Anpassung
des erarbeiteten Modells an die Datenstruktur noch nicht ausreichend ist, genau dann
wenn

Devianz > X?z—p,l—a

gilt, wobei n die Anzahl der Beobachtungen, p die Anzahl der zu schiatzenden Parame-
ter, a das Signifikanzniveau beschreibt und x2_ ,_, das 1—a Quantil der x*-Verteilung
ist. Der Residual-Deviance-Test gehort zu den asymptotischen Tests, da die Devianz,
wie vorher erliutert, asymptotisch y2-verteilt ist. Im Gegensatz zu diesem Test, der das
gesamte Modell iiberpriift, wird beim ,, Partial-Deviance-Test* die Signifikanz von nur
einer oder mehreren Kovariablen gemessen. Dies wird erreicht, indem man zwei Modelle
M und M, miteinander in Beziehung bringt, wobei in Modell M, im Vergleich zu Mo-

dell M; genau diejenigen Parameter zusitzlich enthalten sind, deren Einfluss getestet
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werden soll. Der Regressionsparametervektor 8 wird also aufgespalten in 8 = (84, 8,),
wobei Modell M; aus den Parametern, die in 3, enthalten sind, besteht, und Modell

M, zusétzlich die Parameter aus B, aufweist. Der dazugehérige Test lautet dann
H:B3,=0 gegen K: fB,#0.
Die Nullhypothese wird verworfen, sobald
Devianz(M;) — Devianz(Ms) > X, 1-a

gilt. Dabei ist p; die Anzahl der Parameter in Modell M; und entsprechend p, die
Anzahl der Parameter in Modell M5. Auch hier beschreibt wieder Xf,rphlfa das 1 — «
Quantil der X§2_pl—\/erteilung. Wird die Nullhypothese abgelehnt, so erhélt man einen
Nachweis fiir den signifikanten Einfluss der zu den Parametern aus 8, gehérenden Ko-
variablen. Zu bemerken bleibt, dass sich, wenn man mit V' das volle Modell bezeichnet,

beim Partial-Deviance-Test eine allgemeine Testgrosse
Devianz(My) — Devianz(M,) = —2a(¢) (L(My) — L(V)) 4+ 2a(¢) (L(My) — L(V))
= —2a(¢) (L(My) — L(M>))

ergibt, die bis auf den Vorfaktor a(¢) der Testgrosse des Likelihood-Quotienten-Tests
in Abschnitt 2.2.7 entspricht, wenn M, das unrestringierte und M; das Modell unter
der Nullhypothese abkiirzt.

Beispiel 2.2.13 (Devianz und Pearson-Statistik bei Poissonverteilung) Fir die
Poissonregression ergibt sich die folgende Devianz, die hier schrittweise hergeleitet wird:

Zundchst werden die Log-Likelihood-Funktionen berechnet. Zu beachten ist dabei, dass

Li(fui,yi) = — i + yi In fi; — In(y;!) und  L;i(yi,yi) = —yi + yi Iny; — In(y;!).

Die Devianz lautet dann:

Dpoi(y, ) = —2 Zﬁi(ﬂi, yi) — Li(yi, yi)
= =2 Z[—//fz +yiInfi; — In(y;!) — (=i + yilny; — In(y))]
i=1

= —QZ yzln -|-yZ ;)
= 22%11—— ;— [1i))-
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Dabei wird die Konvention unterstellt, dass y;Iny; = 0, falls y; = 0. Zu bemerken bleibt,
dass nach Beispiel 2.2.2 a(¢p) = 1 gilt und somit die Devianz D mit der skalierten
Devianz D* dibereinstimmd.

Die generalisierte Pearson-Statistik kann man sofort angeben. In Beispiel 2.2.2 wurde
gezeigt, dass Var(Y;) = b (0;)a(p) = % = p; ist. Somit lautet die Pearson-Statistik im

Spezialfall der Poissonverteilung

n

oo = ZM

i=1 Hi
Die Pearson-Statistik spielt speziell fir die Poissonverteilung eine wichtige Rolle. Sie
kann namlich als Indikator fir die theoretisch geforderte Gleichheit von Erwartungswert
und Varianz verwendet werden, da sie das Verhdltnis der empirischen Varianz zum
empirischen Erwartungswert angibt. Nach McCullagh € Nelder (1989, S. 200) [15]
lasst sich der Dispersionsparameter ¢, der nach Beispiel 2.2.2 im Poissonfall 1 ist,
durch %‘; schitzen. Somit lasst sich X%, > n — p als Hinweis auf Uberdispersion
deuten, wihrend man entsprechend den Fall x%,; < n — p so interpretiert, dass die

Varianz kleiner als der Erwartungswert ist.

Sowohl die Devianz als auch die Pearson-Statistik sollten nie als alleinige Kriterien
fiir die Anpassung herangezogen werden. Sie dienen vielmehr dazu, eine Vorentschei-
dung zu bekommen, ob ein Modell geeignet ist, wihrend die genaue Uberpriifung des
Modells eine detailliertere Untersuchung erfordert, die auch die nachstehend erlduterte

Residualanalyse beinhaltet.

2.2.9 Residualanalyse

Residuen, die im klassischen Modell als Differenz zwischen wahrem und gefittetem Wert
definiert werden, d.h. r; = (y; — f1;), konnen dazu verwendet werden, die Anpassung des
Modells beziiglich der Wahl der Varianzfunktion, der Linkfunktion und der Terme im
linearen Pridiktor zu untersuchen. Fiir die klassische lineare Regression mit normal-
verteilten, homoskedastischen Fehlern gilt (y; — ;) ~ N(0,0?), was bedeutet, dass in
grossen Stichproben die Residuen symmetrisch um 0 mit konstanter Varianz o2 verteilt
sind. Dagegen ist fiir Z&hldaten (y; — ;) heteroskedastisch und asymmetrisch. Es gibt in
diesen Fillen kein Residuum, das die gewiinschten Eigenschaften wie Erwartungswert
gleich 0, konstante Varianz und symmetrische Verteilung gleichzeitig erfiillt. Dies fiihrt
zu unterschiedlichen Definitionen von Residuen, je nachdem auf welche Eigenschaft am

meisten Wert gelegt wird. Hier sollen aber nur die zwei wichtigsten vorgestellt werden:
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()

(ii)

Pearson-Residuum:
Das Pearson-Residuum 7! ist durch
sz _ Y~ i

V(i)
definiert. Dies ist das klassische Residuum, das noch mit der geschéitzten Stan-
dardabweichung zur Korrektur der Heteroskedastizitit skaliert wird. In grossen
Stichproben hat dieses Residuum einen Erwartungswert 0 und ist homoskeda-
stisch (mit Varianz 1), allerdings ist es asymmetrisch verteilt. Im Fall der Pois-
sonverteilung gilt die folgende Beziehung zwischen der Pearson-Statistik und dem

Pearson-Residuum:

i=1
Durch diese Beziehung mit der Pearson-Statistik hat dieses Residuum auch seinen

Namen erhalten.

Devianz-Residuum:
Wird die Devianz als Anpassungsmass in einem GLM verwendet, dann trigt
jede Einheit einen bestimmten Teil d; zum gesamten Mass bei, d.h. > 7"  d; = D.

Damit kann man nun das Devianz-Residuum bilden:

—1 fiirx <0
rP = sign(y; — [[Z)\/@, mit sign(z) = 0 firz=0
1 fiirz>0.

Dieses Mass wiichst mit y; — fz; und es gilt >_7,(rP)? = D. Fiir den Spezialfall
der Poissonverteilung ergibt sich das Residuum zu
1/2

. N Yi -
rP = sign(y; — ;)2 i In 7 (i — i)

7

2.3 Die Negativ-Binomial-Verteilung

In den bisherigen Abschnitten wurde besonders auf die Poissonverteilung als Spezial-

fall der GLM’s eingegangen, da diese Verteilung zur Modellierung von Z#hldaten am

haufigsten verwendet wird. Allerdings treten im Zusammenhang mit dieser Verteilung

oftmals Schwierigkeiten bei der Modellbildung auf, da die fiir die Poissonverteilung

charakteristische Eigenschaft der Aquidispersion, d.h. die Gleichheit von Erwartungs-

wert und Varianz, durch die Daten in der Regel verletzt wird. Ublicherweise weisen die
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Daten in der Praxis Uberdispersion auf, d.h. ihre Variabilitét ist hoher als durch das
Poissonmodell erwartet. Im Gegensatz zu anderen Modellen reicht hier die Verletzung
der Aquidispersion schon aus, um die Poissonmodellannahme zu verletzen. Mégliche
Ursachen der Uberdispersion sind z.B., dass noch weitere Regressoren im Modell fehlen,
die Linkfunktion konnte falsch gew#hlt worden sein, oder die zugrundeliegende Beob-
achtungseinheit (Zeit, Volumen, etc.) ist nicht fest, sondern variabel. Wéhrend die
ersten beiden Ursachen in jedem beliebigen Regressionsmodell auftreten koénnen, ist
der letzte Punkt typisch fiir die Poissonverteilung. Eine Méglichkeit, mit dem Problem
der Uberdispersion umzugehen ist, bei der Annahme der Poissonverteilung zu bleiben,
obwohl die Voraussetzung der Gleichheit von Erwartungswert und Varianz nicht erfiillt
ist. Dies kann zu falschen Schéitzungen der Teststatistiken und zu erhéhten optimisti-
schen Schlussfolgerungen beziiglich der Signifikanz der Regressoren fiihren. Allerdings,
solange hierbei der Erwartungswert richtig spezifiziert ist, sind die Schétzer laut Came-
ron & Trivedi (1998, S. 60) [2] immer noch konsistent. Schitzungen der Standardfehler
jedoch miissen dann korrigiert werden.

Eine Alternative zur Poissonverteilung wire, die Uberdispersion mit Hilfe einer ande-
ren, allgemeineren Verteilung zu modellieren, die keine Aquidispersion erfordert. Die
in solchen Fillen verwendete Verteilung ist die Negativ-Binomial-Verteilung, deren Va-
rianz eine quadratische Funktion des Erwartungswertes ist.

Im néchsten Unterabschnitt wird diese Verteilung zunéchst definiert, es werden kurz ei-
nige wichtige Eigenschaften aufgezeigt und es wird erldutert, inwiefern diese Verteilung

eine Alternative zur Poissonverteilung darstellt.

2.3.1 Die NB-Verteilung und ihre Eigenschaften

Im Gegensatz zur Poissonverteilung erlaubt die NB-Verteilung mehr Flexibilitéit in
der Modellierung der Varianz und besteht nicht nur aus einem, sondern aus zwei Pa-
rametern. Zunéchst wird die NB-Verteilung als diskrete Verteilung mit ganzzahligem
Parameter r eingefiihrt, wihrend spéter auf die Erweiterung mit stetigem Parameter

eingegangen wird.

Definition 2.3.1 (NB-Verteilung mit r € IN) Die Zufallsvariable Y heisst negativ-
binomial-verteilt mit Parametern r und p, kurz Y ~ NB(r,p), falls sich ihre Wahr-

scheinlichkeitsfunktion wie folgt darstellen ldsst:

+r—1
P(Yzy):<y )p’"(l—p)y, y=01,2., r€N, 0<p<1.
Yy
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Ahnlich wie die Binomial- und auch die Poissonverteilung lisst sich die NB-Verteilung
in dieser Form leicht anschaulich interpretieren. Bei einer Zufallsvariablen Y, die N B(r, p)-
verteilt ist, bedeutet Y = y in einer Reihe von unabhéingigen Bernoulli-Versuchen mit

Erfolgswahrscheinlichkeit p die Anzahl der Misserfolge vor dem r-ten Erfolg.

Beispiel 2.3.2 Fine defekte Pistole schiesst in 5 von 6 Fillen nicht. Die Wahrschein-
lichkeit, dass es z.B. 10 Fehlversuche vor dem 3. Erfolg gibt, ist dann gegeben durch

e (M) ()

Y wire in diesem Fall NB(3, §)-verteilt.

In der Abbildung 2.1 sind Wahrscheinlichkeitsfunktionen von NB-Verteilungen abge-
bildet mit jeweils unterschiedlichen Parametern. Man erkennt, dass je kleiner die Er-
folgswahrscheinlichkeit p ist, desto weiter ist die Funktion nach rechts verschoben, da

mehr Versuche benotigt werden, bis wieder ein Erfolgsereignis eintritt.

NB(15,0.2)
) | T . NB(15,0.4)
g | \ ———  NB(15,0.6)

0.06
I

0.04
I

0.02
I

T
0o 20 40 60 80 100

Abbildung 2.1: Verschiedene NB-Verteilungen
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Satz 2.3.3 (Momenterzeugende Funktion der NB-Verteilung) Die momenter-
zeugende Funktion der NB-Verteilung lautet

My (t) = E(e") = (ﬁ) ,  t<|n(l—p).
Beweis: Am einfachsten sieht man den Beweis ein, wenn man zundchst den Spezial-
fall r=1 betrachtet, d.h. man beobachtet in einer Reihe von unabhdngigen Bernoulli-
Versuchen die Anzahl der Fehlversuche vor dem ersten FErfolg. Dies entspricht genau

der geometrischen Verteilung:
P(X =z)=p(l—p)"

Die momenterzeugende Funktion der geometrischen Verteilung lisst sich folgendermas-

sen berechnen:

Mx(t) = E(e™) = > p(1—p)Te”

= p) ((1-p)e)

z=0 )
1—(1—p)et
Nun kann eine negativ-binomial-verteilte Zufallsvariable Y mit Parameter r durch
Y = Y"1, X; aus r unabhingigen geometrisch verteilten Zufallsvariablen X; gebildet
werden. Dies soll hier fiir r = 2 gezeigt werden. Seien dazu X1 und Xo zwei geometrisch
verteilte Zufallsvariablen mit Erfolgswahrscheinlichkeitsparameter p. Dann gilt nach
Kredler (1998, S. 70) [12] fir die Wahrscheinlichkeitsfunktion der Zufallsvariable
Y =X1+X;

fX1+X2 (y) = Z le (l‘l)sz (y - SL’1)

= ZP()Q = )P(Xy =y —1i)

Y

= Zp(l —p)'p(1—p)V~" = Zp2(1 —p)?

= (y+1)p’(1—p) = ( yre-d )pQ(l—p)y,

was der Wahrscheinlichkeitsfunktion der NB-Verteilung mit Parametern r = 2 und p

gleicht. Die obige Behauptung kann dann wegen der Unabhdngigkeit und der Geddicht-
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nislosigkeit der geometrischen Verteilung leicht auch fir r > 2 Zufallsvariablen nach-
vollzogen werden. Damit ergibt sich aber fiir die momenterzeugende Funktion der NB-

Verteilung

My (1) = My, x(8) = [ ] M (t) = <ﬁ>

l=p
Die Produktformel fiir die momenterzeugende Funktion darf angewendet werden, da die

X; unabhdngig vorausgesetzt werden.

|

Mit Hilfe der momenterzeugenden Funktion konnen nun aus den Formeln (2.1) und

(2.2) der Erwartungswert und die Varianz berechnet werden.

E(y):dM(O) — T( p p)et>r ( p(l—p)et |t:0

dt 1-(1- 1—(1—-p)et)?
r( p >H p(1 - p)
1—(1-p) (1-(1-p))?
_ p—p)
e
_ L=p
= -
Fiir die Varianz gilt
d2M(0)  (dM(0)\”
Var(Y) = pra < o >

N L N
e (i) (i) e (=)

~p(L —ple'(1 — (1 —p)e')® +p(1 —ple2(1 — (1 — p)e’)(1 — pe’ |
(1= (1 —p)e)?
1—p 2
- (r p )

— 1) (p(l - 10)>2 L pA =)’ +p(l = p)2p(1 —p) _ r*(1—p)?
p? p p?
r(r—1)(1—=p)? +rp(l —p) +2r(1 —p)? —r*(1 — p)?
pQ
r*(1—=p)> —r(1=p)> +rp(l —p)+2r(1—p)> —r*(1 —p)’
pQ
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ot 0-p)
= 7(1-p) 2

L—p

=r PERE

Zusammenfassend gelten also fiir negativ-binomial-verteilte Zufallsvariablen Y die For-
meln

I—p
und Var(Y)=r .
; (V) p

(2.13)

An diesen Werten kann man sofort erkennen, dass die Varianz immer grosser als der
Erwartungswert ist, da 0 < p < 1. Aus diesem Grund eignet sich die NB-Verteilung
besonders gut zur Modellierung von Daten, die Uberdispersion aufweisen.

Als weitere Eigenschaft kann analog zur Poissonverteilung ein Additivititssatz ange-

geben werden, der nachfolgend erlautert wird.

Satz 2.3.4 (Additivitdt der NB-Verteilung) Fiir die Zufallsvariable Z = X +Y
mit X ~ NB(r,p) und Y ~ NB(s,p) und X undY unabhingig gilt:

Z=X+Y ~NB(r+s,p).

Beweis: Da die Zufallsvariablen X undY unabhdngig sind, gilt fir die momenterzeu-

gende Funktion
Mz(t) = Mxyy(t) = Mx(t) My ()

- (1 - (1p—p)6t>r (1 - (1p— p)6t>s - <ﬁ>r+s’

was gerade die momenterzeugende Funktion einer NB(r + s, p)-verteilten Zufallsvaria-

ble ist.

|

Ahnlich wie fiir die Poissonverteilung gibt es auch hier eine Vielzahl von verschiede-
nen Charakterisierungsmoglichkeiten. Die mitunter wichtigste und geldufigste ist die
Darstellung der NB-Verteilung als eine Poisson-Gamma-Mischung, worauf im ansch-
liessenden Unterabschnitt noch niher eingegangen wird. Eggenberger und Polya (1923)
fanden eine noch andere Methode. [hre Idee beruht auf der Charakterisierung der NB-
Verteilung als ein Grenzwert eines Urnenmodells. In Johnson & Kotz (1993, S. 205) [10]

ist dieser Zusammenhang folgendermassen beschrieben:
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Satz 2.3.5 (NB-Verteilung als Grenzwert der Polya-Verteilung) Gegeben sei
eine Urne, die Np weisse und N(1 — p) schwarze Kugeln enthdilt. Nun werde eine
Stichprobe der Linge n gezogen, wobei nach jedem einzelnen Zug die jeweils gezogene
Kugel wieder in die Urne zuriickgelegt wird und ¢ = NS Kugeln derselben Farbe wie
die gezogene Kugel in die Urne hinzugefiigt werden. Y sei dann die Anzahl der weissen

Kugeln in n Ziigen. Die Verteilung von Y folgt der Polya-Verteilung, die durch

P(Y =y) = (Z) <%>M <%>[ny}/<%>[n]

gegeben ist, wobei a¥! = a(a +1)...(a +y — 1) abkiirzt, und ¢ = 1 — p ist. Damit lisst

sich der obige Ausdruck umschreiben in die gingige Form

Por=y) = (n>(z) (1) (aewt) () (501) (5em )
y (%)(%Jrl)---(%Jrn—l)
(n)p(p+6)---(p+y5—5)q(q+6)---(q+nﬁ—yﬁ—ﬁ)
y LA+ B)--(1+nf~p) |

firy=0,1,...,n.
Betrachtet man nun den Grenzfall fir n — oo, p — 0, 8 — 0 mit np = nk und
nB =mn, dann erqibt sich daraus die NB-Verteilung

== () (25) (-5)

mit den Parametern k und p =1— ¢, = ﬁ
Beweis: Finen Beweis hierfir kann man in Boswell and Patil, 1970 oder in Feller

(1968, S.118-145) [8] nachlesen.

O

In der Literatur wird in der Regel nur die bisher angegebene Form der NB-Verteilung
mit ganzzahligem Parameter » und p angesprochen, doch hiufig wird bei der Verwen-
dung von NB-Modellen eine Erweiterung erwiinscht, die nicht nur ganzzahlige, sondern
auch stetige Parameter zulésst. Allerdings hat die erweiterte Form dann den Nachteil,
dass sie sich nicht mehr anschaulich interpretieren lasst, wie das bisher der Fall war.
Trotz des stetigen Parameters gehort aber die erweiterte Form der NB-Verteilung im-
mer noch zu der Klasse der diskreten Verteilungen, da die Zufallsvariable Y weiterhin

nur diskrete Werte annimmt.
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Definition 2.3.6 (Negativ-Binomial-Verteilung, erweiterte Form) Die ZV' Y

heisst negativ-binomial-verteilt, falls thre Wahrscheinlichkeitsfunktion folgende Form

hat:
—1 Yy ot
PV =y = Fgatf;y!) <1Tau> <1+1au>
_ Dy+a™) < p > ( )
Fa Ny \a 4+ u a4+ p
fir y =0,1,2,.... Der Parameter a > 0 wird hierbei oft mit Dispersionsindex bezeich-

net. Fine andere, auch sehr hdiufig auftretende Parametrisierung der Wahrscheinlich-
keitsfunktion benutzt statt a=' den Parameter k = a~'. Hier soll aber im folgenden die
erstere Parametrisierung verwendet werden. Als Abkiirzung fiir die Negativ-Binomial-
Verteilung wird nun Y ~ NB(u,a) geschrieben. Um zu zeigen, dass die angegebene
Funktion auch wirklich eine Wahrscheinlichkeitsfunktion ist, muss bewiesen werden,

dass sich die Summe tberY zu 1 aufaddiert.

Beweis:
lim P(Y < y) if(yﬂbl) au \'( 1\
im =
y—o0 =Y = C(a=YHy! \1+au 1+ap
® 1 < 1 ' i/w yta~l -1, 1 ( ap )y
T(a=") \1+au = Jo y!' \1+ap
a1
(0 1 1 /ooisy-i-a_l—l 51< aft )yd
(@) \1+ap B y! \1+ap
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(xx): Nach dem Satz von der majorisierten Konvergenz (A. Leutbecher, Analysis-
Skriptum 3, 1998/99, S. 123) gilt:

Es seien f, und f auf U € IR™ definiert und lokal Riemann-integrierbar und es gelte
Ve eU:

lim f,(x) = f(x).

n—oo
Sei weiter g auf U nicht negativ und uneigentlich Riemann-integrierbar mit | f, |< g
V' n € IN. Dann existieren die folgenden uneigentlichen Integrale und es gilt zwischen

thnen die folgende Relation
lim fn ) dx = / f(z

n— 00

Hier sei nun U = [0, OO) fn( ) = Zy 0 it e, (i)y und

y! \ I+ap
f(s) = lim fu(s) = lim Zsyﬂfl — 1 ap \?
noe e y! \1+ap
= "=1e™ Jim Z 1
= 5% ettt = g0 le o lman),

Da die Summanden von f,(s) alle positiv sind, ist f,(s) monoton steigend und es gilt
< fo<--- < f,woraus | f, |< f ¥ n € IN folgt. Die Grenzfunktion f ist ausserdem
uneigentlich Riemann integrierbar, so dass die Voraussetzungen fiir den Satz von der
majorisierten Konvergenz erfillt sind und der Satz angewendet werden kann. Damait

qilt schliesslich

O AV ACY

n—0o0 0

— lim Z gytat—lp=s ap_ )" ds
n—00 1 + au
- y
n endlich lim Z/ sy“*l_le_sl ( aj ) s
n—00 “— 0 y' 1 + au
= Z/ 71 -1 —S 1 a’u Y ds,
y! \1+ap

womit die Vertauschbarkeit von Summation und Integration gezeigt ist.

(x % ): Laut Springers Formelsammlung (1997, S. 177) [17] gilt die Formel

0 r 1
/ :c"e_axd:c:(ni—i_l), n>-—1, a>0.
0 a™t
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Um den Erwartungswert und die Varianz fiir die erweiterte Form zu erhalten, wird
zunichst analog wie fiir die vereinfachte Darstellung die momenterzeugende Funktion

hergeleitet.

Satz 2.3.7 (Momenterzeugende Funktion der NB-Verteilung, erweiterte Form)
Die momenterzeugende Funktion fiir die NB-Verteilung aus Definition 2.53.6 ist gegeben
durch

-1

a— ! a
=1
My (t) = a_tn
Y( ) (1_(1_ aaljr”)et>

Beweis: Bei diesem Beweis werden analog zum Beweis der Wahrscheinlichkeitsfunk-

tion in Definition 2.3.6 die Umformungen der Gammafunktion in eine Integraldarstel-
lung, die Vertauschbarkeit von Summation und Integration und die Integralformel nach
Springers Formelsammlung (1997, S. 177) [17] verwendet.

My(t) = E(e") = . ot F(y+a‘1)< [ >y< 0! >a

—1

1 1
= FlaHy! \at+p a4+ p
y

— Sy-i—a 11 —sd i % ety

a1+u y! \a 1+ p
= < > /ooe 5% li 1d

at+p 0 = a1+u y!
N < > / e s e T ds
— /OO a=! 175 etﬁ)ds

al—l—u
_ )

a 1+u 1—et Jru)a_1

= (i- —)

Aus der momenterzeugenden Funktion werden nun Erwartungswert und Varianz nach
den bekannten Formeln (2.1) und (2.2) berechnet.
dM(0)
dt
- a1-1 -1 —1

-1 afliu aill'i'ﬂ <1 B agl+u) ¢

= a
et

a1 2
1—(1—- 24— <1 —(1- aiz;lr#)et)

|

EY) =

a~l+p
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Var(Y)

1— -
a! afllﬂ 71M (a'+p)=p und (2.14)
= a "+ p
a” +p
’M(0)  dM(0)
dt? dt

-1

a1 a” =2 a1 a-!
“17,-1 o +p orlJru(1 B or1+u)61t
a (a " —=1) — |i=0
1—(1—-2—)e a1 )2
(1 — (1 e )

1 i | -1 -1 t -1 ¢ 2
L ( s ) S (- ) e (- - )
t B 4
Je (1 (1- aiﬂiﬂ)d)

(2.15)
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Fiir den Spezialfall, dass der nun stetige Parameter a diskrete Werte annimmt, kann
durch leichtes Umformen die Aquivalenz beider Darstellungsformen der NB-Verteilung

gezeigt werden. Im Vergleich zur ersten Darstellung wird hier statt des Parameters r

1

der Parameter a™ verwendet und p wird durch den Bruch - - ersetzt. Schliesslich

—1
bleibt zu zeigen, dass der Binomialkoeffizient aus der ersteren Darstellung dem Bruch

der Gammafunktionen in der erweiterten Form entspricht. Es gilt

I -1 -1 1) -1
(y+a) _ (y+a >:<y+a ),fﬁmlew,
Yy

C(a=")y! (=t = 1)ly!

womit die Aquivalenz beider Formen gezeigt ist.

Zusammenfassend lésst sich sagen, dass die NB-Verteilung ebenso zur Erstellung von
Zéhldatenmodellen geeignet ist wie die Poissonverteilung, nur mit dem Vorteil, dass
die NB-Verteilung in der Modellierung der Varianz wesentlich mehr Flexibilitit zulésst.
Wie eng beide Modelle miteinander zusammenhéingen, kann man daran erkennen, dass
die NB-Verteilung die Poissonverteilung als Spezialfall enthilt. Wird ndmlich der Dis-
persionsparameter a = 0 gewihlt, was gleichbedeutend damit ist, dass keine Uberdis-

persion vorliegt, so ergibt sich daraus die Poissonverteilung.

Satz 2.3.8 (Poissonverteilung als Grenzfall der NB-Verteilung) SeiY eine ZV,
die negativ-binomial-verteilt ist mit Parametern p und a = 0. Dann ergibt sich daraus
die Poissonverteilung mit Paramter p.

Bewelis:

-1

PY =y) = Fézé;lc;;) <liuau>y<1jaﬂ>a
) ()
o (7)) (G5
2 (o) () o (75)
) o ()
_ y L L +1> <1+ #>

. . . ***) _ /Ly
IimP(Y =y) = lim P(Y =y) le .

a—0 a—00 y'

—
*
~

,\
1%
3
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Dies ist die Wahrscheinlichkeitsfunktion der Poissonverteilung mit Parameter .

(*) ”ff(;“) - (y[;c_“[)!”! = (y+a—1D(y+a=2)..(y+a—y) =ﬁ(j+a>
(%) (a—lw)y:\(a-lw) (aivl) ””<O‘+/‘> :<O‘+“>

y—mal
(% % %) (ﬁ %:;) 01, und es gilt

=0
1 @ -
(% * %) = & = (1—1-&) O‘a—_>>oo e ™.
1+£ o+ p e

2.3.2 Unbeobachtete Heterogenitit

Bisher wurde die Uberdispersion als Grund fiir das Scheitern der Poissonregression bei
der Modellierung von Zihldaten schon genannt. Nun soll untersucht werden, durch
welche Ursachen diese entstehen kann, wobei hier nur auf die wichtigsten Griinde ein-
gegangen wird.

Wie zu Beginn dieses Abschnittes erliutert, kann Uberdispersion daher riihren, dass
z.B. noch relevante Regressoren fehlen, oder es kann der fiir die Poissonverteilung ty-
pische Fall eintreten, dass die sogenannte ,,unbeobachtete Heterogenitit® vorliegt. Um
diese zu modellieren, wihlt man den einzigen Parameter der Verteilung nicht fest, son-
dern zufillig, d.h. man fiigt im bedingten Erwartungswert der Poissonverteilung noch
einen multiplikativen Fehlerterm ein, um zuféllige Variation zu beriicksichtigen. Dies
fiihrt zu der Familie der gemischten Modelle. In einer Poissonregression ohne Hete-
rogenitit wird die Dichte bzw. die Wahrscheinlichkeitsfunktion von (Y; | &;) bedingt
durch die Kovariablenvektoren x; spezifiziert. Dies ist gleichbedeutend mit der Spezi-
fizierung des bedingten Erwartungswertes als eine nichtstochastische Funktion von a;.
In gemischten Modellen dagegen wird die Dichte von (Y; | @;,v;) spezifiziert, wobei
v; einen unbeobachteten Heterogenititsterm fiir die i-te Beobachtung darstellt. Man
nimmt also an, dass die einzelnen Beobachtungen in einer Weise zufillig variieren, die
nicht vollstindig durch die beobachteten Kovariablen erklédrt werden kann.

Obwohl eine multiplikative Heterogenitdtsannahme sehr speziell ist, ist sie mathema-

tisch gesehen attraktiver als ein additiver Fehlerterm, der zu einer Verletzung der
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Nichtnegativitdtsannahme der Y; fiihren konnte. Deshalb werden in der Regel die Y;
und (z;, ;) iiber den exponentiellen Erwartungswert mit multiplikativem Fehlerterm

miteinander verbunden, d.h.
E(Y; | 24, v;) = exp(xiB)v; = piv;.

Dabei wird vorausgesetzt, dass die v; unabhiingig von den Regressoren x; und iid-
verteilt sind, und es gilt v; = exp(g;), wobei ¢; den Fehlerterm des Modells, wie in
(2.3) beschrieben, fiir die i-te Beobachtung angibt. Mit den obigen Bezeichnungen
kann nun gezeigt werden, dass unbeobachtete Heterogenitit zu Uberdispersion fiihrt,
vorausgesetzt, dass Var(y;) > 0 gilt. Geht man also von der Poissonverteilung aus, so
gilt

(Y; | &4, v5) ~ Poi(\;) mit \; = exp(xtB)vy; = pv;

und v; iid und unabhéngig von Y;. Der Parameter \; der Poissonverteilung ist hier
nun nicht mehr ein fester Wert, sondern selbst eine Zufallsvariable. Man stellt die
Modellannahme, dass fiir den bedingten Erwartungswert F(\; | v;) = p;v; gilt, wobei

nach Herausintegrieren des multiplikativen Fehlerterms v;
E(\) = mE(vi) = i (2.16)

gelten soll, wodurch man die Identifizierbarkeitsbedingung F(v;) = 1 erhilt. Zu zeigen
ist nun, dass damit die Varianz der entstandenen Mischverteilung den Erwartungswert
iibersteigt.

Man setzt dazu also E(y;) = 1. Weiter sei Var(y;) = o2 und die v; seien iid vor-
ausgesetzt. Dann gilt mit den bekannten Regeln fiir bedingten Erwartungswert und

Varianz

E(Yi|=:) = E,[EQ:]zi,v)] = B (pvi) = i

Ai=piv;
Var(Y; | ;) = E,,[Var(Y;|x,vi)]+ Var,[E(Y; | zi,v;)]
) A= . A
i=HiVi i =HiVi

= EVi (Miyi) + Va?”,,i (Miyi)
= i+ o
Damit ist Var(Y; | ®;) > E(Y; | ;) gezeigt, sofern o2 > 0 gilt.

Ist die Verteilung von v; bekannt, so erhélt man die Verteilung des Mischmodells durch

Integration der gemischten Dichte beziiglich v;. Konkret sei nun f(y; | «;, v;) die Dichte
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bzw. die Wahrscheinlichkeitsfunktion der ¥; und g(v;) die Dichte der Fehler v;. Dann er-
gibt sich daraus die gemischte Marginaldichte von (Y; | ;) durch Integrieren beziiglich
Vi, d.h.

hyi | ;) = /f(yi | @i, vi)g(vi)dv;. (2.17)

Ein Beispiel fiir ein gemischtes Modell ist das Poisson-Gamma-Modell, das man erhélt,
wenn der Parameter der Poissonverteilung nicht fest vorausgesetzt wird, sondern nach

der Gammaverteilung variiert. Das Ergebnis dieser Mischung ist dann eine NB-Verteilung.

Beispiel 2.3.9 (Poisson-Gamma-Mischmodell) (siehe Cameron €& Trivedi (1998,
S. 101) [2]).

Die Zihlvariable Y sei bedingt poissonverteilt mit Parameter \:

e N\

yi!

flyi | X)) = .y, =0,1,...

Der Parameter \; habe einen multiplikativen Fehlerterm exp(e;), was mit
Ai = exp(2iB +¢;) = exp(xlB) exp(e;) = pwivi (2.18)

ausgedriickt wird. Dabei ist 8 = (Po, .., Bp)", wobei By den Intercept-Term bestimmi.

Sei nun der Fehlerterm v; gammaverteilt mit den Parametern q und 6, also

q—1_—év;

g(l/i,q,5)=r(q)l/i e, qg>0,0>0.

g a
5 R
Wegen der Identifizierbarkeitsbedingung E(v;) = 1 aus (2.16) muss ¢ = § gewdhlt

Dann gilt fiir den Erwartungswert E(v;) = < und fir die Varianz Var(v;) =

werden, womit sich hier die Gammaverteilung auf nur einen Parameter reduziert.
Betrachtet man ausgehend von der bekannten Gammaverteilung von v; die Verteilung
von A, so ergibt sich durch die Transformation v = ﬁ nach (2.18) die folgende Dichte
fiir A:

A A q—1 \
f | pq) = %g(y — ;) _ L ¢ (_) -

1T(g) \ p
(%>q q—1 —qA
= W)\ e “nr,

was einer Gammaverteilung mit den Parametern q und % entspricht. Zusammenfassend

kann also gefolgert werden:
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Sei Y | A ~ Poi(}), und X ~ T(q, 1), dann ergibt sich daraus als Mischverteilung
eine NB-Verteilung mit den Parametern p und % =a, d.h. NB(LL,% = a).
Beweis: Da keine Verwechslungen mdéglich sind, wird hier im folgenden der Index i

weggelassen. Nach (2.17) gilt dann

Wyl ma) = / T F | wn)g() d

/Ooof(y | i, A)g(A)% dA

/OO e M1 ogr A\Y! —a2 gy
_— | — n
oyl ul(g) ‘

1L ¢ 1 /Oo A Nt gy
yluT(g) po-
1

i (5) T
y+o) (1 N (a 1\
o () ()
N F@quy)<ui<J> (uiq> '

o r
(x)Es gilt/ to e M dt = % fiir jedes b > 0.
0

—~
*
~

r

r

Setzt man nun q = %, so erhdlt man genau die Darstellung der NB-Verteilung, wie sie

in Definition 2.3.6 angegeben ist.

2.3.3 Die NB-Verteilung als GLM

Im zweiten Abschnitt dieses Kapitels wurde in Beispiel 2.2.2 bereits gezeigt, dass die
Poissonverteilung zur exponentiellen Familie gehort und dass sie somit als zugrundelie-
gende Verteilung eines generalisierten linearen Modells gewéhlt werden kann. Analog
ldsst sich dies nun auch fiir die NB-Verteilung zeigen, wobei im folgenden immer von der
erweiterten Darstellungsform mit stetigem Parameter ausgegangen wird. Diese Wahr-

scheinlichkeitsfunktion aus Definition 2.3.6 kann dann zu

Fun(y:0,6) = exp {m (%) +yln < ) ~ o' In(1 + au)}

umgeformt werden. Fiir den Fall, dass a bekannt ist, gehért die NB-Verteilung zu der

a
14+ ap

linearen exponentiellen Familie, wie sie in Definition 2.2.1 beschrieben wurde. Dafiir
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ist 0 =In (122), a(0) =6 =1, cly, 6) = c(y) = In (L4} ) und
b(#) = a " In(1 + ap) (2.19)

zu wihlen. Die Funktion ¢(y,¢) = c(y) hingt in diesem Fall nur von y ab und der
Parameter ¢ spielt keine Rolle. Um b(f) in Abhéngigkeit von 6 zu berechnen, muss

zunéchst 6 nach p aufgelost und das Ergebnis in (2.19) eingesetzt werden. Aus

f = In ( a ) erhélt man fiir p
1+ap

60

h= ey

Wird dieses Ergebnis nun in (2.19) eingesetzt, so ergibt sich

b(0) = a'ln(l+ap) =a 'In (1 T ﬁ)

0
| € o 1
= a 1n<1+1_69>—a 1n<1_69>.

Zur Uberpriifung wird der Erwartungswert nach der bekannten Formel in (2.4) berech-

net:

e

=a m(l—e)

B0 =80) = o

=T

Die Varianz war in (2.5) angegeben und berechnet sich hier als

Var(Y) =" (0)a(¢) = _16(1(21;;26 -

0 0\2
_ 1 € o (€9)
- 1—69+a (1 —e?)?

=+ ap’.

Sowohl der Erwartungswert als auch die Varianz stimmen somit wie erwartet mit den
in den Gleichungen (2.14) und (2.15) berechneten Ergebnissen {iberein. Ist nun aber
zusétzlich auch a unbekannt, so ist die NB-Verteilung dann zwar kein GLM, aber es
kann nach Cameron & Trivedi (1998, S. 73) [2] gezeigt werden, dass sie zumindest
zu der Klasse der linearen exponentiellen Familie mit einem Storparameter ¢ gehort,
die zu den GLM’s sehr #hnlich ist (siehe Cameron & Trivedi (1998, S. 33) [2]). Die
exponentielle Familie mit Storparameter ¢ ist in Cameron & Trivedi (1998, S.32) [2]
definiert durch

fern (s 1, @) = exp{au, @) + by, ) + é(u, ¢)y},
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wobei p = E(y), w(p, ¢) = Var(y) und ¢ = ¥(p,w) ist und ¥ eine differenzierbare
Funktion von g und w darstellt. Ausserdem definiert W fiir jedes gegebene p eine
eins-zu-eins Beziehung zwischen ¢ und w. Bei der NB-Verteilung entspricht nun der

unbekannte Parameter a dem Stérparameter ¢ und es gilt damit

&1, a) = In <1 i“au) . by,a)=In <%> und (g, a) = a ' In(1 + ap).

Weiter ist w(u,a) = p + ap?. Aufgeldst nach dem Storparameter a ergibt dies

a = “’ﬂ%" = WU (u,w), wobei klar ersichtlich ist, dass die Funktion ¥ sowohl in yx als auch
in w differenzierbar ist und dass sie fiir ein festes u eine eindeutige Beziehung zwischen a
und w darstellt, womit die Zugehorigkeit der NB-Verteilung zur exponentiellen Familie
mit Storparameter gezeigt ist.

Das Ziel dieser Arbeit ist nun im wesentlichen, das Poissonregressionsmodell mit dem
NB-Regressionsmodell zu vergleichen, wobei nach Satz 2.3.8 der Dispersionsindex a
eine entscheidende Rolle spielt. Schliesslich soll ein Test erstellt werden, der priift, ob
der Parameter a grosser als eine vorgegebene Schranke ag ist, oder nicht. Im ersten
Fall wiirde man sich fiir das NB-Modell entscheiden, das die offensichtlich vorhandene
Uberdispersion modelliert, wihrend man im Fall a < ay die Uberdispersion durch die
Wahl des Poissonmodells vernachlissigen wiirde. Die notwendigen Grundlagen und die
Herleitung des Tests folgen im néchsten Kapitel. Dazu sind jedoch die Eigenschaften
der Schitzer fiir die Parameter 8 und a zu untersuchen, wofiir nach (2.10) die Fisher-
Informationsmatrix benétigt wird. Diese soll daher im folgenden schrittweise hergeleitet
werden.

Zunichst wird die Likelihood-Funktion berechnet, wobei zu beachten ist, dass fiir die
weiteren Ausfiihrungen die log-link-Funktion fiir das NB-Modell gewéhlt wird, d.h. Y; ~
NB(ui,a),i = 1,..,n unabhiingig mit u; = exp(xiB). Fiir andere Linkspezifikationen
ergeben sich analoge Ergebnisse. Die Likelihood-Funktion ist gegeben durch

K= ﬁ Flg(ia—flgty:) (1 —T-Mcjuz)yi (1 +1aﬂi>al

=1

DaT'(z+ 1) = 2T (x) fiir x > 0, gilt weiter

T(yi+a™")
['(a1)
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wobei y = y; — 1 ist und ngo

Funktion umgeschrieben

n

I

i1=1

L(B, a)

n

I

=1

n

I

=1

Daraus ergibt sich durch

n

L(B,a) =InL(B,a —Z Zlna]+1
=1 7=0

Null wird, wenn y; < 0. Deshalb kann die Likelihood-

werden zu

*

Y;

) + 1 i \" 1 a_l-l
a
j 1+ ap I+ Qb J
7=0
y’,* . a—1
1 & 1, w \Y 1
) + 1 Y
avi J[[U(aj ) g <1+aui> <1+am>
y’." . —1
z 1 i Yi 1 a
(aj+1) | = (2
y! \ 1+ ap; 1+ ap;

J=0

Logarithmieren die Log-Likelihood-Funktion

In(y!) +yilnp; — (i +a ') In(1 + ap;)

Um die Fisher-Informationsmatrix zu erhalten, werden ausgehend von der Log-Likelihood-

Funktion zunéchst die ersten Ableitungen beziiglich der Parameter gebildet, also die

partiellen Ableitungen nach 3; bis 3, und die Ableitung nach a. Bei den Ableitungen

nach den B’s muss beachtet werden, dass zwar formal in der Log-Likelihood-Funktion

keine B3’s auftauchen, aber die Funktion wegen j; = exp(«f3) implizit 8 enthélt. Er-

setzt man daher in der Log-Likelihood-Funktion die p; durch u; = exp(x

tB), kann man

wie gewohnt nach (., r = 1, .., p ableiten.
0L(B,a oL(B, i
0Lpa) _ OLBa) Zln 0 + 1) ~ In(y) + y; In(exp(w28))—
95, o5 2|4
—(yi + a7 ") In(1 + a exp(z!B))
. 1
_ O AR | t .
= ; yimir = (i +a”) 7 amaexp(wiﬁ) Ty
Hi
_ i . YT ¥ T
— - YiTir 1+ ajl;
_ i <yﬂ?ir + YiZir Ol — YiOQLiTip — Mi$¢r>
P 14 ap;
n
= Z 71;"@ 1) fir r=1,.,p
14 ap;

=1
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da = = aj + 1 14 ap;
Da die Fisher-Informationsmatrix nach Satz 2.2.7 der Erwartungswert der negativen
Hesse-Matrix ist, muss diese nun im folgenden Schritt bestimmt werden. Dazu werden
die zweiten Ableitungen benétigt, weshalb zuerst die zweite Ableitung nach 3, also
0°L(B.a) berechnet, dann die gemischte Ableitung PLB.a) ynd schliesslich die zweite

98,085 BBy 0a

Ableitung nach a, d.h. %‘g’a) ermittelt wird.

Um nicht immer g; durch p; = exp(x}B) ersetzen zu miissen, wird fiir die weiteren

Berechnungen die Gleichheit

Op; _ Oexp(xiB)
8s 0B

verwendet. Damit ergibt sich

= eXp(mzﬁ)xis = HiTss

?L(B,a) 0 ixir(yi_ﬂi)

08,08, 0B 1+au
_ i — @i iTis (1 + ap) — v (yi — i) apuivis
— (1 +ap;)?
B i —TipLishli — TipTis 30 — Tip TislYiOfli + TinTis QUL
N i=1 (1 + alui)2
_ z": — i @ispti(1 + ay;) (2.20)
T vy
O*L(B,a) _ Z": —ir (Yi — i) (2.21)
d6,0a —~  (L+aw)?
L) NS - i |
) _ — 2 9 _1In(1 i 2— ’ i )
0a? i=1 Lj:o (aj +1)? a3 n(l+ ap;) + a? 1+ ap; tlta )(1 + am)2J

3 [Z< ) 2oy - S RSV [P

aj +1 a2 1+ ay; (14 apu;)? J

Das Ziel ist nun, aus diesen Ableitungen die Fisher-Informationsmatrix FI herzuleiten,
die in Satz 2.2.7 definiert wurde. Die Fisher-Informationsmatrix ist in diesem Fall eine
((p+ 1) x (p + 1))-Matrix, deren erster Block aus den Erwartungswerten der negati-
ven zweiten Ableitungen nach B besteht und mit FI,4(8,a), r,s = 1,..,p abgekiirzt
wird. In der letzten Spalte, und wegen der Symmetrie der Fisher-Informationsmatrix

analog auch in der letzten Zeile, sind die gemischten Ableitungen eingetragen, die mit
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FI,,+1(B,a) bezeichnet werden. Schliesslich ergibt sich der letzte Eintrag an der Stelle
(p+ 1,p+ 1) der Matrix aus dem Erwartungswert der negativen zweiten Ableitung
nach a, kurz FI, 1 ,.1(8, a). Aus (2.20) erhilt man also

" i wispti(1 i
FIT’S(B,G,) _ E Zl‘ iy LL( +ay)

=1 (1+a/1/2)2
N (1+ aB))iTinTis N~ HiinTis
_ Z( +a (y))u2~’v Tis _ N HilinBis gy s =1, p.(2.23)
i—1 (1 + a) i L

Um die Eintréige der letzten Spalte und Zeile zu erhalten, berechnet man ausgehend
von (2.21)

. Mz Nz Tip
FIr,p+l(B7a) = FE [Z +a/11 ]

1
. ,ul( MZ)xzr
(1 + ajL;)

=0 fir r=1,..,p. (2.24)

i=1
Der (p + 1,p + 1)-Eintrag der Fisher-Informationsmatrix ist wegen des Erwartungs-
wertes einer Summe, deren Index von y abhéngt, etwas schwieriger zu berechnen. Der
einfachste Weg das Ergebnis zu erhalten ist, L(3,a) in eine Form umzuschreiben, die
aus den Parametern B8 und & = a ! besteht. Daraus bildet man die Log-Likelihood-
Funktion £(3, k) und berechnet sodann die zweite Ableitung nach k, also ‘g,ﬁ Hieraus
lasst sich schliesslich durch Bildung des Erwartungswertes der Eintrag in der Fisher-

Informationsmatrix ermitteln, wobei der folgende Satz verwendet wird.

Satz 2.3.10 Es gilt die Gleichheit
0*L(B, a) 1 O*L(B, k)
p( 222D _ - p( _CEPE)
( da? ) a* ( Ok? > ’
wobei k = % 18t.

Beweis: Da £ =1n L(3,a) die Log-Likelihood-Funktion beschreibt, lisst sich die linke
Seite zundchst ohne den Erwartungswert wie folgt berechnen:

PLB.a) O 0 (L(B.a)\ _ L'(B.a)L(B.a) — [L'(B.a)f
"o g InLBa ))_6a<L(B,a)>_ L(B.a)F ’

wobei L' und L jeweils die erste bzw. zweite Ableitung nach a abkiirzt. Wird die

Likelihood-Funktion nun mit k = g(a) = é umparametrisiert, so lisst sie sich als

eine Funktion L(B,k) = L(B,g(a)) auffassen, fir die allgemein die Formeln

LB = SLDB.0) = 5 LB of0) 5 o(0) = (B 5()a (o) (225
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und
0? 0?
WL(B k) = @L(B g9(a))
0? 0 20 0?
— LB | 5a(a)]| + 5 LBl sota)
= L'(B,9(a))[g ()" + L'(B, g(a))g (a) (2.26)
gelten. Die Ableitungen von g(a) ergeben sich zu
g (a) = —% und ¢ (a) = %. (2.27)

Mit dieser Umparametrisierung berechnet sich die linke Seite der Behauptung ohne

Beachtung des Erwartungswertes wie folgt:

92L K 2L ,g(a o2 B,g(a
BB TEBA) T 18, g(a) = ——(—TLT%?)
(2.25) (5 9()9()
~ da < L(B, g(a)) >
220 [L'(B.9(@)lg (@) + L'(8,9(a))g" (a)] L(B. 9(a)) — [L'(B.9(a))g (o))"
L(B.g(@)]
ezn L[ (Big(@) + 2L (B.9@)] LB.9@) ~ [LBa@] 5
” [L(8,9(a)]" -

Ermittelt man nun davon den Erwartungswert, so kann dieser in

_E( wgm)Wﬂ@VQEWﬂ@ﬂﬁ+1E<MEWﬂ@ﬂWﬂ@»
[L(8.9()

aufgespalten werden. Fir den 2.Term gilt speziell

1z <2aL'(B,g(a))L(ﬁ,g(a))> _ 25 (i(ﬁg(@))

at (LB, 9()]” a’ (8,9(a))
_ 2 [L(B,g(a)) .
- a3 L(B,g(a)) L(B,g( )) dy
= 2 [LB.0) dy
2 0
= gag(a) (,B,g(a)) dy/:()v (2 29)

=1, da EDichte

wobei 1m vorletzten Schritt die Vertauschung von Integration und Differenzierung un-

ter Regularititsbedingungen durchgefithrt werden darf. Mit diesem Resultat ergibt sich
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schliesslich zusammenfassend

E<_%) _ E<_L”<B,a)L{%)C;P[L'w,a>P>

(2.28) i (_ [L”(,Bag(a)) + QGL’(B,Q(G)) L(B,g(a)) — [L,(,Bag(a))f)
al L(B. g(a))]

ez 1p (_ L' (B,9(@)L(B.9(0)) - [L’(B,g<a>>]2)
% L(B, g(a)]

1 PLBgla)\ 1 [ PLEBK)

- E( 3(g(a))? )‘a4E e )

Zunichst wird daher die Likelihood-Funktion als eine Funktion von 8 und k = o'

umgeschrieben:

L(B.k) = lzTr(py(k;j) (%) <1+1—>k

_ li {ﬁ(ﬁr’f); <kiu>y <1jl7€>k] |

J=0

Durch Logarithmieren ergibt sich nun die Log-Likelihood-Funktion

L(B, k) = Z {Zl In(j + k) — In(y!) + y; In p; — y; In(k + ;) — kIn(1 + '::)} )

i=1 | j=0

Daraus erhélt man die Ableitungen

LB k) SIbSit 1 i 1
= —y S Y e Oy P
Ok ; j:0j+k yl‘“rui n( +k) 1+%( k2)
n :Z/*
~_1 Yi Hi Hi -|
= - —In(1+=0)+ d
; itk ket n(1+7) k+uiJ u
2 n _y;‘ i
LB, k) ~1 ” - > ]
o = ) —— + - - —fE 4 -
ok i=1 | j=0 G+k? (k) 1+5 0 (k+w) J

BN i z- |
R 2 e A R
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Fiir die Berechnung des letzten Eintrags in der Fisher-Informationsmatrix ermittelt

man aus (2.30) den Erwartungswert, der sich zu

62[, 82,6 k

v
= _4E Yi Hi + 122
¢ Z;j—i—k (k+u)?  (k+p)k  (k+ )
Y>

- : E(y;) Hi Hi
= 4 E — _
’ Z Z 7)) TG Gk )
\

= gt Z E =l e f;i)a_l (2.31)

ergibt. Der i-te Term in obiger Formel lsst sich nach Lawless (1987) [13] durch

a? (Z mpm(yi > j) — L) (2.32)

pi +a-t

berechnen.

Beweis: Fliir diesen Beweis ist speziell die Gleichheit

1 1 - 1
E —— | =) ————=Pvs(Yi > )
; (7 +a71)? ; (7 +a™t)?

zu zeigen, wobei Y;* =Y; — 1 ist. Nach Resnick (1992, S. 2) [18] gilt allgemein fiir eine

nichtnegative ganzzahlige Zufallsvariable Y die Formel

V) =Y fWp,

y=0

wobei p, = P(Y =y) abkirzt. Damit gilt

E(fY)) = E (

i Urah)
s 1 1
B (j+a1)? wp(Y =0+ (j+a1)? wa(Y =1)+
j=0 3=0
1
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+ e (PuonV = 1)+ Pray =2) ) -
1 1
= ZmPNB(YZj)'

O

Nun sind alle Eintrage berechnet, so dass die Fisher-Informationsmatrix in Blockform

angegeben werden kann.

FI, (B, a) 0
o' Flp1541(8,a)

Bei dieser Darstellung ist zu beachten, dass FT, ; hier eine Blockmatrix darstellt,

FI(B,a) = , fir r,s=1,...,p.

wéhrend FI, ;1,41 ein skalarer Wert ist. O beschreibt einen Nullvektor der Lénge p.

Das Ziel ist nun, Aussagen iiber die Schitzer (B,a) von (3, a) im NB-Modell treffen zu
konnen. Allerdings treten bei der Ermittlung der ML-Schétzer zusétzliche Schwierig-
keiten auf, da der Parameter a nicht bekannt ist, sondern ebenfalls geschitzt werden
muss. Die einfachste Methode, die Schéitzer (B,a) zu erhalten ist, £(3, a) beziiglich 3
fiir bestimmte, feste Werte a zu maximieren. Damit ergeben sich die Schiitzung B(a)
und der sogenannte ,, Profile-Likelihood* E(B(a),a) in Abhéngigkeit von a, von wel-
chem aus man schliesslich @ durch eindimensionales Maximieren bestimmen kann. Die
Maximierung von £(3, a) beziiglich 8 kann wie in Abschnitt 2.2.6 beschrieben z.B. mit
dem Fisher-Scoring-Algorithmus oder dem Newton-Raphson-Verfahren gelost werden.
Das wichtigste Resultat betrifft schliesslich die Asymptotik der Schitzer. Wie am En-
de des Abschnittes 2.2.6 erldutert, gilt auch hier fiir sie eine asymptotische Verteilung.
Lawless (1987) [13] beschreibt ohne konkreten Beweis, dass man fiir ¢ > 0 und un-
ter schwachen Bedingungen fiir die Kovariablenvektoren ;, die die Approximation
von n~'FI(B3,a) gegen einen positiv definiten Grenzwert fiir n — oo sichern, die ML-
Schitzer (B,a) als asymptotisch normalverteilt behandeln kann, d.h. man kann fiir

grosse n zeigen, dass

V(B — B,@ — a) ~ N(0,nFI(B,d) ) (2.33)
gilt, wobei die Kovarianzmatrix gegeben ist durch
FI [ (B,3) 0

nF[(B,a)flzn _ 3 o~
0 FIerll,erl(Ba a)
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mit den Eintréigen FI; (B,E) und FII;:LHI(B,&), die sich aus den Gleichungen (2.23)
und (2.31) ausgewertet an (3,a) = (B,d) ergeben. Da der (p + 1,p + 1)-Eintrag ein
skalarer Wert ist, ldsst sich FI +11’p +1(,@ , @) durch einfaches Invertieren berechnen. Fahr-
meir & Kaufmann (1985) [5] zeigen dieses asymptotische Verhalten der ML-Schétzer
fiir normale GLM’s bei festem Design, wihrend Czado & Munk (2000) [4] auf eine Er-
weiterung fiir GLM’s mit nichtkanonischen Linkfunktionen eingehen. Sie zeigen, dass
eine asymptotische Normalverteilung fiir den MIL-Schétzer, der sowohl den Schétzer
fiir den Regressionsparametervektor 3, als auch den Schétzer fiir den Linkparameter
umfasst, vorliegt. Da hier ebenfalls der ML-Schétzer (B,a) aus einem zusitzlichen Pa-
rameter a besteht, muss fiir einen Beweis der asymptotischen Normalverteilung analog
wie in Czado & Munk (2000) [4] vorgegangen werden.

Es bleibt anzumerken, dass die Kovarianzmatrix eine Diagonal-Blockmatrix ist, da

nach (2.24) die Parameter a und 8 asymptotisch unkorreliert sind.



Kapitel 3
Quantifizierung von Uberdispersion

Dieses Kapitel befasst sich mit dem zentralen Thema dieser Arbeit, nimlich der Quan-
tifizierung von Uberdispersion. Dazu wird ein Hypothesentest erstellt, der in den nach-
folgenden Abschnitten noch niaher erlautert wird. In den ersten Abschnitten dieses Ka-
pitels werden die dazu noétigen Grundlagen der Testtheorie zusammengefasst, die auf
Lehmann (1986, Kapitel 3) [14] und Bickel & Doksum (1977, Kapitel 5,6) [1] beruhen,
wahrend im darauffolgenden Abschnitt schliesslich der spezielle Test zur Quantifizie-
rung von Uberdispersion beschrieben wird. Abschliessend erfolgt eine kurze Zusam-
menfassung der notwendigen Grundlagen zur Durchfiihrung einer Simulation, deren

Ergebnisse im 4. Kapitel dargestellt sind.

3.1 Einfiihrung in die Theorie der Hypothesentests

3.1.1 Grundlagen der Testtheorie

Die Grundlage fiir Hypothesentests ist der Wunsch, eine Entscheidung dariiber zu tref-
fen, ob eine erstellte Hypothese wahr oder falsch ist. Die Auswahl liegt in solchen Fillen
zwischen nur zwei Entscheidungen: entweder ist die Hypothese anzunehmen, oder sie
ist abzulehnen. Eine Entscheidungsprozedur fiir solche Probleme heisst ,, Test* der in
Frage gestellten Hypothese.

Die Entscheidung basiert auf dem Wert einer Zufallsvariablen X mit Verteilung P,
wobei Py zu der Klasse P = {Py, § € ©} von Verteilungen gehért. Man setzt weiter
voraus, dass man mit Sicherheit weiss, ob die Hypothese wahr oder falsch ist, sobald #
bekannt ist. Die Verteilungen von P koénnen dann in zwei Gruppen eingeteilt werden,

namlich einmal in die, fiir welche die Hypothese wahr, und in diejenige, fiir welche die

o6
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Hypothese falsch ist. Die resultierenden zwei disjunkten Gruppen werden mit H und
K bezeichnet. Der ,, Parameterraum' © spaltet sich analog in die jeweils dazugehori-
gen Riume Oy und Og auf, so dass H U K = P und Oy U O = ©. Mit diesen

Bezeichnungen gilt dann
H: 0Oy und K: 0 € Op.

Mathematisch ist eine Hypothese H #quivalent zu der Aussage, dass Py ein Element
aus H ist. Die Verteilungen, die in K liegen, werden mit , Alternativen” zu H be-
zeichnet, d.h. K ist die Klasse der Alternativen. Das Problem ist nun, eine ,, Entschei-
dungsvorschrift® zu finden, die einem angibt, welche Entscheidung zwischen Annahme
und Ablehnung der Hypothese zu treffen ist. Mathematisch wird eine solche Entschei-
dungsvorschrift durch eine Funktion § ausgedriickt, die zu jedem moglichen Wert x
der Zufallsvariable X eine Entscheidung d = d(x) zuordnet. § ist also eine Funktion,
deren Definitionsbereich alle méglichen Werte von X umfasst und deren Wertebereich
aus den moglichen Entscheidungen besteht. Die Menge der Entscheidungen wird mit
D abgekiirzt und die Entscheidungen der Annahme oder Ablehnung der Hypothese
H werden mit dy und d; bezeichnet, d.h. D = {dy,d;}. Die Funktion d = d(x) kann
nun so interpretiert werden, dass zu einem Wert x von X eine Entscheidungsregel ()
angewendet wird, die schliesslich zu der tatséchlichen Entscheidung d fiihrt. Durch die
Zuordnung einer Entscheidung zu jedem mdglichen Wert  von X wird der Zustands-
raum von X in zwei disjunkte Regionen Sy und S getrennt. Falls x in Sy fillt, wird
die Hypothese akzeptiert, ansonsten wird sie abgelehnt. Sy wird dann mit ,, Annahme-
bereich” bezeichnet, wogegen S ,, Ablehnungsbereich” oder , kritischer Bereich” heisst.

In der folgenden Definition ist dieser Sachverhalt noch einmal kurz zusammengefasst.

Definition 3.1.1 (Deterministischer, statistischer Test) Es seien mit x die Rea-
lisierungen einer Zufallsvariablen X bezeichnet, deren Verteilung Py von einem unbe-
kannten Parameter 8 € © abhdngt. Die Hypothese sei durch H : 0 € Op, die Alter-
native durch K : 0 € Ok gegeben. Ein nichtzufilliger bzw. deterministischer Test ist
dann eine Entscheidungsfunktion 6(x) aus dem Zustandsraum der Zufallsvariable X in

die Menge D = {dy,d,} der Entscheidungen, derart dass gilt:

5(z) = { dy falls x € Sy, d.h. H wird akzeptiert

di falls x € S1, d.h. H wird abgelehnt.
Bei einer Testdurchfithrung ist allerdings zu beachten, dass nicht immer die wahren
Entscheidungen getroffen werden, d.h. es besteht die Gefahr von zwei moglichen Fehl-

entscheidungen.
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(i) Fehler 1.Art:
Die Hypothese H wird abgelehnt, obwohl sie wahr ist. Die Wahrscheinlichkeit im
Modell Py einen solchen Fehler zu begehen, wird mit o abgekiirzt, d.h.

«(f) = Py(Fehler 1.Art).

(ii) Fehler 2.Art:
Die Hypothese H wird akzeptiert, obwohl sie falsch ist. In diesem Fall bezeichnet
man die Wahrscheinlichkeit fiir eine Fehlentscheidung im Modell Py mit 3, d.h.

B(0) = Py(Fehler 2.Art).

Die Konsequenzen dieser Fehler sind oft sehr unterschiedlich. Mochte man z.B. priifen,

ob ein Patient an einer bestimmten Krankheit leidet, so kénnte man
H : Patient gesund gegen K : Patient krank

testen. Der Fehler 1.Art ist dann, die Hypothese abzulehnen, obwohl sie wahr ist, d.h.
man erklirt den Patienten fiir krank, obwohl er in Wahrheit gesund ist. Diese Fehl-
entscheidung wiirde dem Patienten héchstens Unannehmlichkeiten und eventuell einen
finanziellen Verlust fiir eine Behandlung bringen, die nicht notwendig ware. Wird dage-
gen der Patient fiir gesund gehalten, obwohl er krank ist, so entspicht dies dem Fehler
2.Art, da die Hypothese akzeptiert wird, obwohl sie falsch ist. Im schlimmsten Fall
kénnte diese Fehlentscheidung den Tod des Patienten zur Folge haben. Wiinschens-
wert wire daher ein Test, der die Wahrscheinlichkeit sowohl fiir den Fehler 1.Art, als
auch fiir den Fehler 2.Art minimiert, jedoch kénnen in der Realitdt bei gegebenen
Beobachtungsdaten nicht beide Wahrscheinlichkeiten gleichzeitig kontrolliert werden.
Deshalb ist es iiblich, eine Schranke fiir die Wahrscheinlichkeit, einen Fehler 1.Art zu
begehen, d.h. dass H zu Unrecht abgelehnt wird, anzugeben und unter dieser Bedin-
gung die Fehlerwahrscheinlichkeiten 2. Art zu minimieren. Man wihlt also eine Schranke

a zwischen 0 und 1 und erhélt somit fiir den Fehler 1.Art die Bedingung
Pg{é(X):dl}:Pg{XESl} <« Vo e Oy. (31)

a heisst dabei das ,, Signifikanzniveau. Damit wird die Betrachtung auf diejenigen Tests
eingeschrinkt, deren Wahrscheinlichkeit fiir eine Ablehnung der Hypothese kleiner oder
gleich « fiir alle # € O ist. Diese Tests werden dann ,,a-Level-Tests* genannt und man

spricht von einer Ablehnung der Nullhypothese H zum Level o. Nun ist aber ein Test
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zum Level o ebenso ein Test zum Level o' > a, denn wenn Pp{d(X) =d,} <a V0 €
Oy erfiillt ist, so gilt auch Pp{d(X) = di} < a < o' V @ € Oy. Daher ist es sinnvoll,
den kleinsten Signifikanzlevel eines Tests auszuzeichnen. Dieser Wert wird dann mit
,size” eines Tests bezeichnet und ist offensichtlich die maximale Wahrscheinlichkeit
des Fehlers 1.Art, d.h.

size = sup Pp{d(X) = d;} = sup Pp{X € S,}.
@H eH

Unter der Bedingung (3.1) wird nun versucht, die Fehlerwahrscheinlichkeiten 2.Art

P{6(X) =do} =1 — Pp{o(X) = dy} fiir § € Ok zu minimieren, was dquivalent zur

Maximierung von
ist. Diese Grosse ist in der anschliessenden Definition noch genauer beschrieben.

Definition 3.1.2 (Power bzw. Giite und Powerfunktion) Die Power oder auch
Giite eines Tests gegen die Alternative 0 ist die Wahrscheinlichkeit, die Hypothese H

abzulehnen, wenn 0 der wahre Wert ist. Damit gilt fir die Power
Power an der Stelle § € O =1 — Py(Fehler 2.Art).

Betrachtet man die Wahrscheinlichkeit in (3.2) als eine Funktion von 0, jedoch fiir alle

0 aus dem gesamten Parameterraum ©, so heisst

B(0,8) = Py(Ablehnung der Hypothese H) = Pyp{d(X) = d;}
B Giite des Tests fir 0 € Ok
B Wahrscheinlichkeit fiir Fehler 1.Art fiir 0 € Oy

Power-Funktion. Es sind also sowohl die Giite eines Tests als auch die Wahrschein-

lichkeit, einen Fehler 1.Art zu begehen, in der Power-Funktion enthalten.

Eine weitere, oft sehr niitzliche und aussagekriftige statistische Grosse ist der sogenann-
te ,,p- Wert”, der als kleinstes Signifikanzniveau « definiert wird, zu dem die Hypothese
gerade noch abgelehnt werden kann. Dieser Wert gibt einen Hinweis darauf, inwieweit

die beobachteten Daten der Hypothese widersprechen.

Bisher wurde nur von nichtzufilligen bzw. deterministischen Tests ausgegangen, doch
im folgenden wird nun mit Hilfe der sogenannten , kritischen Funktion“ die Struktur

eines ,, zufdlligen Tests“ eingefiihrt.
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Definition 3.1.3 (Kritische Funktion ®) Nach Definition 3.1.1 ist ein Test eine
Entscheidungsregel 6 : X x D — D, wobei X den Zustandsraum der Zufallsvariable
X beschreibt, und D = {dy,d;} die Menge der Entscheidungen ist. Dann kann jedem

Test eine umkehrbar eindeutig messbare Funktion
®: X —>D mit xw— d(x,{d})=: P(2)

zugeordnet werden. Dabei gibt 0(z,{d,}) =: ®(x) die Wahrscheinlichkeit an, bei der
Beobachtung x die Nullhypothese H zu verwerfen und sich fiir die Alternative K zu
entscheiden. Wird ® auf diese Weise mit § identifiziert, so kann ein Test als eine

messbare Abbildung
d: X —>D

aufgefasst werden und man bezeichnet dann ® als kritische Funktion.

Es ist zu bemerken, dass es nur eine Konvention ist, mit ®(x) die Wahrscheinlichkeit fiir
die Ablehnung und entsprechend mit 1 — ®(z) die Wahrscheinlichkeit fiir die Annahme
der Hypothese zu bezeichnen. Falls ® nur die Werte 0 und 1 annimmt, entspricht dies

gerade einem nichtzufélligen Test, d.h. wenn die Realisierung = von X vorliegt und ®

durch
1 fallsz e S
() = alls z 1
0 falls x € Sy,

gegeben ist, dann wird die Hypothese fiir ®(x) = 1 abgelehnt, wihrend sie fiir ®(z) = 0
akzeptiert wird. Die Menge der Punkte z, fiir die ®(x) = 1 ist, ist dann gerade der
Ablehnungsbereich, so dass in nichtzufélligen Tests ® genau der Indikatorfunktion des
kritischen Bereichs entspricht. Um den Unterschied zwischen einem deterministischen

und einem zufilligen Test zu verdeutlichen, betrachte man folgendes Beispiel:

Beispiel 3.1.4 X sei eine normalverteilte Zufallsvariable. Es soll getestet werden, ob
der Erwartungswert p der Zufallsvariable X einen bestimmten vorgegebenen Wert piy
iibersteigt, d.h. der Entscheidungsraum ist gegeben durch D = {dy,d;}, wobei dy die
Entscheidung fiir die Hypothese und dy die Entscheidung fiir die Alternative bezeichnet.
Getestet wird die Hypothese H : > po gegen die Alternative K @ pu < pg. Weiter

seten T, Ta, .., Ty Realisierungen von X mit empirischem Mittelwert ¥ = % Do T

Ein mdglicher deterministischer Test ist dann durch

5(2) dy  falls & < pg, d.h. H wird abgelehnt
xT) =
do falls x > pg, d.h. H wird akzeptiert
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gegeben. Es wird hier vorausgesetzt, dass abhdngig von den Realisierungen von X eine
konkrete Entscheidung getroffen wird. Bei einem zufilligen Test dagegen wird dy, d.h.
die Ablehnung der Hypothese nur mit bestimmten Wahrscheinlichkeiten ®(x) gewdhlt.

Ein maglicher zufilliger Test konnte zum Beispiel durch

falls & < pyg

®(z) = falls T = pig

e Gl T LN 9N

falls & > pg

gegeben sein. Dies bedeutet, dass man sich im Fall T < po im Gegensatz zum deter-

ministischen Test nicht sicher fir die Ablehnung der Hypothese entscheidet, sondern

nur mit einer Wahrscheinlichkeit von %. Im Grenzfall © = po wird die Hypothese H
1

nur mit einer Wahrscheinlichkeit von 35 verworfen, wéihrend man sie nur mit einer
1

Wahrscheinlichkeit von 5 im Fall T > po ablehnt.

Ist die Verteilung von X gegeben durch Py und wird die kritische Funktion ® verwendet,
so ist die Wahrscheinlichkeit fiir eine Ablehnung der Hypothese durch

Eyd(X) = /CD(:U) dPy(x) (3.3)
gegeben. Die Schwierigkeit ist, ® so zu wihlen, dass zum einen die Power
Bs(0) = Ep®(X)  VOe€ Ok (3.4)

maximiert wird, und zum anderen gleichzeitig die Schranke fiir die Wahrscheinlichkeit
des Fehlers 1.Art

nicht {iberschritten wird. Ein damit verbundenes Problem ist, dass sich zu jedem stati-
stischen Test viele Entscheidungsfunktionen ®(z) finden lassen, die diese Bedingungen
erfiilllen. Die Aufgabe der mathematischen Statistik ist es daher, zu einem vorliegenden
Entscheidungsproblem eine optimale Lésung anzugeben. Das Ziel ist schliesslich, einen
»9gleichmdssig optimalen Test* zu konstruieren, der unabhéngig von der Alternative die
Power maximiert. Diese Tests werden im nachfolgenden Abschnitt noch genauer unter-
sucht. Man spricht dagegen nur von einem ., optimalen Test*, wenn der Test die Power
maximiert, aber nur unter Betrachtung einer bestimmten Alternative, d.h. wenn die

Alternative einfach ist.
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Definition 3.1.5 (Einfache und zusammengesetzte Hypothesen) Fulls der Pa-
rameterraum Oy der Hypothese nur aus einem einzigen Wert 0y besteht, d.h.

O = {6y}, so heissen O und die Hypothese H einfach. Enthdlt dagegen die der
Hypothese zugeordnete Teilmenge Oy von © mehrere Werte, so heissen Ox und die
Hypothese H zusammengesetzt.

Die gleichen Konventionen gelten ebenfalls fiir den Teilraum Ok und die Alternativen

K.

Ein optimaler Test fiir H gegen K zum Niveau « ldsst sich hdufig so bestimmen, dass
man aus K einen speziellen Wert 6; € Ok herausgreift und zunéchst einen optimalen

Test ®* fiir H gegen die einfache Alternative ©x = {6,} ermittelt.

Definition 3.1.6 (Optimaler (most-powerful) Test) Ein «-level Test ®* heisst
optimal (most powerful), wenn er unter Betrachtung einer bestimmten Alternative

Ok = {01} die Power mazimiert, d.h.

Ba-(01) > Bo(61)

fiir jeden beliebigen a-level Test ® mit Alternative Of.

Die Hypothesentests, fiir die K einfach ist, sind dann vollstdndig durch (3.4) und (3.5)
spezifiziert. Die Losung ist in diesen Fillen relativ einfach zu erhalten und kann sogar

explizit angegeben werden, wenn auch H einfach ist.

3.1.2 Most-Powerful-Tests fiir einfache Hypothesen und

Alternativen

Es seien die Verteilungen einer Zufallsvariablen X mit Realisierungen x unter einer
einfachen Hypothese H : § = 6, und Alternative K : 6§ = 6, durch P, und P; gegeben.
Ausserdem nehme man an, dass diese Verteilungen diskret seien mit P;(X = z) = P;(z)
fiir e =0, 1.

Betrachtet man nun zunéchst nichtzufillige Tests, so ist ein optimaler Test definiert
durch den Ablehnungsbereich S, der

P{X € 5} = Z Py(z) <a und (3.6)
P{X €S }= Z P\ (z) = maximum (3.7)

€S
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erfiillt. Die Gleichung (3.6) bedeutet, dass die Wahrscheinlichkeit des Fehlers 1.Art,
d.h. die Ablehnung der Hypothese (z € S;), obwohl sie wahr ist (Py(x)), durch « be-
schrénkt ist. Dagegen beschreibt die Gleichung (3.7) die Tatsache, dass die Power, d.h.
die richtige Ablehnung der Hypothese, maximiert werden soll. Zu jeder Realisierung
x gehoren also zwei Werte, ndmlich einmal die Wahrscheinlichkeit unter P, und ein-
mal unter P;. Dabei diirfen die Werte x, die fiir S; gewéhlt werden, einerseits einen
bestimmten Wert « nicht iiberschreiten, andererseits miissen sie zu einem moglichst
hohen Wert fiihren. Solche Situationen tauchen hiufig auf, wenn man z.B. mit einem
begrenzten Budget versucht, einen mdglichst hohen Gewinn zu erzielen. Eine andere
Situation ist, wenn man in einer begrenzten Zeit versucht, eine moglichst weite Strecke
zu bewiéltigen. In einer solchen Situation wiirde man sich dasjenige Transportmittel
wihlen, das die meisten km/Std zuriicklegt. Analog wihlt man im obigen Testproblem
diejenigen Realisierungen x fiir Sy, die zu einem grossen Wert von
Py(z)
r(r) = ()

fiihren. Es werden also die Realisierungen der Reihe nach beziiglich des grossten Wertes
von r(z) sortiert und in S; aufgenommen, solange sie die Bedingung (3.6) erfiillen.
Formal bedeutet dies, dass Sy aus denjenigen Punkten 2 besteht, fiir die r(x) > ¢ gilt,

wobei ¢ bestimmt wird durch die Gleichung

P{XeSi}= ) P =a
x:r(z)>c

Hier kann es zu dem Problem kommen, dass bei einem bestimmten Wert = das Si-
gnifikanzniveau « noch nicht erreicht ist, aber mit der Hinzunahme des beziiglich der
Sortierung nachfolgenden x-Wertes « iiberstiegen wird. Es kann also passieren, dass
der Wert a nicht exakt angenommen wird und damit hétte das Optimierungsproblem
keine explizite Losung.

Diese Schwierigkeit kann umgangen werden, wenn man nicht von deterministischen,
sondern von zufélligen Tests ausgeht. Das Fundamentallemma von Neyman und Pear-
son, welches in Lehmann (1986, S. 74) [14] nachgelesen werden kann, beschreibt diesen
Sachverhalt. Das Lemma geht von dem Fall aus, dass sowohl die Hypothese als auch
die Alternative einfach sind. Dies ist zwar eher nur von theoretischem Interesse, doch
ist die Losung solcher Probleme von grosser Bedeutung in Bezug auf die Herleitung
von gleichméssig optimalen (uniformly most powerful) Tests, auf die im folgenden Ab-

schnitt genauer eingegangen wird.
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Satz 3.1.7 (Fundamentallemma von Neyman-Pearson) Seien Py und P, Ver-

teilungen mit dazugehorigen Dichten py und py beziiglich eines Masses p. Dann gilt:

(i) Existenz:
Fiir die Hypothese H : py gegen die Alternative K : py gibt es einen Test ® und

eine Konstante k, derart, dass
Eyd(X) =« und (3.8)

pi(z)
(X) = 1 falls o) > k
0 falls ”—Eg < k.

p

(ii) Hinreichende Bedingung fiir einen most-powerful-Test:
Falls ein Test die Gleichungen (3.8) und (3.9) fir ein k erfillt, dann ist er optimal

(most-powerful) fir den Test py gegen p1 zum Level c.

(11i) Notwendige Bedingung fiir einen most-powerful-Test:
Falls ® ein optimaler Test zum Level «v fiir den Test H : py gegen K : py ist, dann
erfillt er fir ein k auch die Gleichung (3.9) fast dberall beziiglich des Masses . Er
erfillt auch die Gleichung (3.8), ausgenommen wenn es einen Test mit size < «

und mit Power 1 gibt.

Beweis: Fir die Spezialfille o = 0 und a=1 ist leicht zu zeigen, dass ein solcher Test
existiert, vorausgesetzt, der Wert k = oo wird zugelassen, denn o = 0 bedeutet, dass
die Wahrscheinlichkeit, H abzulehnen, obwohl H wahr ist, gleich 0 ist, d.h. H wird nie

abgelehnt. Damit muss

Eod(z) = P{pl(m) > k} Lo
Po(x)
gelten, was fir k = oo zutrifft. Analog kann fir den Fall o = 1 argumentiert werden,

nur dass hier

Eod(z) = P{pl(x) < k} L
Po(2)
gelten muss, was mit einem sehr kleinen k gewdhrleistet ist. Im folgenden Beweis sei

also 0 < a < 1 vorausgesetzt.

(i) Sei nun a(c) = PO{% > ¢} gesetzt. Da diese Wahrscheinlichkeit nur unter P,
betrachtet wird, d.h. unter der Voraussetzung, dass H wahr ist, braucht man nur

die Fille po(x) > 0 zu betrachten. a(c) ist also die Wahrscheinlichkeit, dass die

Zufallsvariable 5;g§ den Wert c tbersteigt. Fs gilt
p1(X) p1(X)
= P =1—PF < 1
a(c) 0{po(X) > c} O{pg(X) < c}, (3.10)
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(ii)

wobei P {p1 < c} eine Wahrscheinlichkeitsfunktion darstellt und damit mono-

ton wachsend und rechtsseitig stetzg ist. Aufgrund (3.10) ist auch o(c) rechtsseitig
stetig und aufgrund 1 — PU{”1 < ¢} ist a(c) nicht wie die Wahrscheinlichkeits-

funktion monoton wachsend, sondern monoton fallend. Insgesamt ist also a(c)

eine nichtwachsende, rechtsseitig stetige Funktion mit a(—o0) = 1 und a(oo) = 0.

Wegen der Rechtsstetigkeit gilt

alc—0) —alc) = P0{§;E§; = c}.

Fiir ein gegebenes o mit 0 < oo < 1 sei nun ein ¢y so gewdhlt, dass

aleg) < a < aleg —0) gilt. Dann betrachte man den zufilligen Test

1 falls plgx; > ¢
d(r) = ﬁ falls ’”E g = ¢y (3.11)
0 falls 22 < ¢

po(z)
Der mittlere Ausdruck ist sinnvoll definiert, solange a(cy — 0) # a(coy) ist. Da
nun aber Pg{iégg =co} =0, ist der Test fast iberall definiert.

Die size des Tests berechnet man aus

2000 = A5 > )+ e )

: a—Pg{pl(? 0}
Pg{go(i) > co} + p {m Q( ;c 3 { E§§ co} = Q.

Das cg kann schliesslich durch das k im Lemma ersetzt werden und somit ist die

Ezistenz eines Tests, wie im Lemma angegeben, gezeigt.

Angenommen, ® sei ein Test, der (3.8) und (3.9) erfillt und ®* sei ein beliebiger
anderer Test mit Eg®*(X) < a.. Mit ST und S~ seien die Mengen im Zustands-
raum von X bezeichnet, fir die ®(x) — ®*(x) > 0 bzw. < 0 ist. Falls x in ST
liegt, folgt damit, dass ®(x) > 0 gilt und es ist pi(x) > kpo(x). Analog folgt
p(x) < kpo(x) fir alle x, die in S~ liegen. Damit erqgibt sich fir die Differenz
der Wahrscheinlichkeiten der Ablehnung der beiden Tests nach (3.3)

/(@(w)—q)*(w))(pl(ﬂf)—kpo(fﬂ))du(fﬂ) = /Sws(@(x)—@*(w))(m(ﬂf)—kpo(ﬂf))du(ﬂf) >

denn fir x in ST ist ®(x) — ®*(x) > 0 und pi(x) — kpo(x) > 0, wihrend fiir x
in ST ®(x) — ®*(x) < 0 und gleichzeitig aber auch pi(x) — kpo(x) < 0 gilt, was
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(iii)

msgesamt wieder zu einem Integral fiihrt, das grosser oder gleich 0 ist.

Spaltet man nun das obige Integral nach pi(x) und po(x) auf, so erhdlt man

/ (@(x) — ® ())p () dpu() > k / (@(x) — & ())polx) dyu(x) > 0.

Das linke Integral in dieser Ungleichung entspricht der Differenz der Power bei-
der Tests, womit gezeigt ist, dass die Power von ® unter Betrachtung der Al-
ternative p; immer gréosser als die Power eines beliebigen Tests ®* ist, d.h.

Bo(p1) > Pao-(p1). Somit ist der Test ® most-powerful, was zu beweisen war.

Dieser Teil des Lemmas wird mit Hilfe eines Widerspruchbeweises gezeigt.
Seir ®* most-powerful fiir H : py gegen K : p; zum Level o und sei ® ein weiterer
Test, der (3.8) und (3.9) erfillt. Sei S nun die Schnittmenge von ST U S~ (auf
der sich ® und ®* unterscheiden) mit der Menge {z : p1(x) # kpo(z)}.
Angenommen, es sei i(S) > 0, dann gilt wegen (®(z)—@*(x))(p1(x)—kpo(z)) > 0
auf S

[ (@) = & (@)1 (2) = kpo(a)) di(o) >

Dies wiirde aber bedeuten, dass die Power von ® grdsser als die von ®* beziiglich
des Tests py gegen p1 wdre, was ein Widerspruch dazu wire, dass ®* ein most-
powerful-Test ist. Die Annahme pu(S) > 0 kann also nicht aufrecht erhalten blei-
ben und es folgt u(S) =0, d.h. es gibt keine Menge mit Mass u > 0, auf der sich
® und ®* voneinander unterscheiden. Damit ist der most- powerful-Test ®* auch
genau der Test, der die Gleichungen (3.8) und (3.9) erfillt.

Der Beweis von Teil iii) dieses Lemmas zeigt, dass der most-powerful-Test durch
(3.8) und (3.9) eindeutig bestimmt ist, ausser auf der Menge, fir die

pi(x) = kpo(x) gilt. Auf dieser Menge kann ® beliebig gewdhlt werden, voraus-
gesetzt, dass der resultierende Test eine size = « hat. Es wurde bisher gezeigt,
dass es immer madglich ist, ® iiber eine beschrinkte Menge konstant zu wdihlen.
Im einfachsten Fall existiert ein Test mit Power gleich 1, wobei die Konstante k
aus (3.9) gleich 0 ist und man akzeptiert die Hypothese H fir alle Punkte, fiir
die p1(x) = kpo(z) ist, auch wenn der Test dann mdglicherweise eine size < «
hat.

FEs folgt also abschliessend, dass der most-powerful-Test eindeutig (bis auf Null-
mengen) durch (3.8) und (3.9) definiert ist, wenn immer die Menge, fir die
pi(x) = kpo(z) gilt, das p-Mass Null hat. Dieser Test ist dann deterministisch.

Die Finfiihrung von Zufdlligkeit ist nicht erforderlich, ausser maéglicherweise auf



3.1. Einfiihrung in die Theorie der Hypothesentests 67

der Menge, fir die pi(x) = kpo(x) gilt, auf der Zufilligkeit notwendig ist, um
einen Test mit size genau gleich o zu erhalten. Denn wenn ein Test mit Power=1
existiert, dann bestimmen (3.8) und (3.9) einen most-powerful-Test, der aber
nicht unbedingt eindeutig sein muss in dem Sinn, dass es einen weiteren most-

powerful-Test gibt, der (3.8) und (3.9) erfiillt, aber mit einem o < a.

3.1.3 Uniformly-most-powerful (UMP)-Tests

Bisher wurde nur der Spezialfall von einfachen Hypothesen und Alternativen betrach-
tet, wobei dies allerdings eher nur von theoretischem Interesse ist, denn in der Praxis
treten hiufig zusammengesetzte Hypothesen auf. In solchen Féllen wird ein Test opti-

mal, wenn er die Power unabhéngig von der Alternative K maximiert.

Definition 3.1.8 (Gleichmissig optimaler (UMP)-Test) Fin a-Level-Test ®* ist
ein gleichmdssig optimaler bzw. ein uniformly most powerful-Test (UM P) fiir die Hy-
pothese H : 0 € Oy gegen die Alternative K : 0 € Ok, genau dann, wenn

Bo-(0) = Bo(0) VO €Ok
fiir jeden beliebigen a-Level-Test ®.

In vielen Anwendungsfillen hiingen die Verteilungen von nur einem einzigen reellwer-
tigen Parameter € ab und die Hypothese ist einseitig, d.h. die Hypothese konnte z.B.
H : 0 < 0, lauten. Der optimale Test von H gegen eine Alternative K : 6§ = ; mit
0, > By hiingt dann von #; ab und ist somit nicht mehr gleichmissig optimal (UM P).
Man kann jedoch in Fillen von einseitigen Hypothesen und Alternativen einen UM P-
Test konstruieren, wenn eine zuséitzliche Bedingung erfiillt ist. Dies fiihrt zu Verteilun-

gen mit monotonem Likelihood-Quotienten.

Definition 3.1.9 (Verteilungen mit monotonem Likelihood-Quotienten) FEine
Familie von Dichten pg(x) mit reellen Parametern hat einen monotonen Likelihood-

Quotienten, falls eine reellwertige Funktion T (x) existiert, derart, dass fir jedes 6 < 0
Py (%)
po(z)

die Verteilungen Py und Py unterschiedlich sind und der Quotient eine nichtfal-

lende Funktion von T(x) ist.

Nach Lehmann (1986, S. 78) [14] kann nun mit Hilfe dieser Definition ein UM P-Test

konstruiert werden, was im nachstehenden Satz erlautert wird.
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Satz 3.1.10 (UMP-Test fiir einseitiges Testproblem) Sei 0 ein reeller Parame-
ter und die Zufallsvariable X habe eine Dichte bzw. Wahrscheinlichkeitsfunktion pg(x)

mit monotonem Likelihood-Quotienten in T (x). Dann gilt:

(i) Fir den Test H : 0 < 0y gegen K : 0 > 0 ezistiert ein UM P-Test, der gegeben
st durch

1 fir T(x) >

O(z) = v fir T(z)
0 firT(x) <

C,
c, (3.12)
C,
wobei C' und «y durch Eg,®(X) = « bestimmt werden.
(i) Die Power-Funktion
B(6) = Ey®(X) (3.13)

dieses Tests ist strikt monoton wachsend fir alle 0 fir die 0 < f(0) < 1 gilt.

Fiir den Beweis dieses Satzes wird ein zusétzliches Korollar benétigt, welches hier
allerdings nur zitiert, aber nicht bewiesen werden soll. Der Beweis dazu ldsst sich in
Lehmann (1986, S. 76) [14] nachlesen.

Korollar 3.1.11 Es seien Py und Py Verteilungsfunktionen mit dazugehérigen Dichte-
bzw. Wahrscheinlichkeitsfunktionen py und p,. Weiter sei mit 3 die Power des most-
powerful-Tests H : Py gegen K : Py zum Level a bezeichnet. Dann gilt o < 3, ausser
wenn Py = P;.

Beweis von Satz 3.1.10:

(i) und (ii): Man betrachte zuerst das Testen der einfachen Hypothese H : 0 = 6,
gegen die einfache Alternative K : 0 = 6, mit 6, > 0y, wobei 0, ein beliebi-
ger Wert aus dem Parameterraum Ok der Alternativen ist. Zu diesem Testpro-
blem gibt es nach dem Fundamentallemma einen optimalen Test, ndmlich (3.11)
mit Ey,(P(X)) = a. Aufgrund der Voraussetzung der Monotonie des Likelihood-
Quotienten ZZ;% ist dieser Test mit (3.12), wobei Eg,(P(X)) = « gilt, dquivalent.
Dabei werden C' und y durch Eg,®(x) = Py (T (x) > C) + vPy,(T'(z) = C) = «,
also unabhdingig von 6, € O, bestimmt. Somit ist der angegebene Test (3.12)

fiir das Testproblem mit einfacher Hypothese und Alternative ein UMP-Test. Fiir
den Beweis des allgemeinen Falls H : 0 < 0y gegen K : 0 > 6y wird die Aussage
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(ii) benditigt, die aber direkt aus dem Korollar 3.1.11 gefolgert werden kann. Da
also angenommen werden kann, dass ((0) eine nichtfallende Funktion ist, erfillt

der Test
B(0) = Ey®(X) < « fiir 6 < 6. (3.14)

Nun gilt aber, dass die Klasse der Tests, die (3.14) erfillen, in der Klasse derje-

nigen Tests enthalten ist, die
B(6y) = Ep,®(X) < v (3.15)

erfillen, denn wegen der Monotonie von [3(0) folgt aus (3.15) direkt (3.14). Fir
eine beliebige Alternative 0 € Ok mazimiert der gegebene Test ® aus (3.12) nach
dem ersten Teil dieses Beweises die Power [(61) innerhalb der Klasse (3.15),
womit gleichzeitig 5(61) ebenfalls innerhalb der kleineren Klasse von Tests (3.14)
mazximiert wird. Da aber die Mazimierung der Power innerhalb der Klasse (3.14)
unabhdngig von der speziell gewdhlten Alternative 01 erfolgt, ist gezeigt, dass der
angegebene Test auch ein UMP-Test fir die Hypothese H : 8 < 6y gegen

K : 0 >0, ist.

|

Eine wichtige Bemerkung ist, dass man durch Vertauschen aller Ungleichungen im

obigen Satz in analoger Weise die Losung fiir das sogenannte ,, duale Problem*
H:0>0, gegen K :0<0, (3.16)

erhalt.

3.2 Bereichstest fiir Uberdispersion

Ausgehend von den bisher hergeleiteten allgemeinen Hypothesentests kann nun ein
spezieller Test beziiglich Uberdispersion konstruiert werden.

Zunéchst soll aber die Motivation, die zu diesem Test fiihrt, kurz erlautert werden:

In vielen Anwendungsbereichen ist es gingig, gegebene Zihldaten mit Hilfe der Poisson-
regression zu modellieren, obwohl bekannt ist, dass die Daten Uberdispersion aufweisen.

Der Grund, weshalb man oft bei dem Poissonmodell bleibt, ist, dass es wegen seiner
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Struktur her einfacher zu handhaben ist und eine weniger komplexe Wahrscheinlich-
keitsfunktion besitzt als die NB-Verteilung, die in solchen Fillen eigentlich verwendet
werden sollte, um die Uberdispersion zu beriicksichtigen. Zusitzlich ist die Tatsache,
dass fiir die Modellierung der Daten mittels der Poissonverteilung Standard-Software-
Pakete zur Verfiigung stehen, was fiir die Negativ-Binomial-Verteilung nicht zutrifft,
ein wesentlicher Grund, die Poissonverteilung als Modellgrundlage zu bevorzugen. Man
vernachlissigt also die Tatsache, dass die Daten Uberdispersion aufweisen zu Gunsten
einer einfacheren Modellierung.

Die Frage, die man sich dann stellen kann, ist, ab wann der Aufwand gerechtfertigt
wire, das Poissonmodell aufgrund zu hoher Uberdispersion zuriickzuweisen und statt-
dessen die Daten mit der NB-Verteilung zu modellieren.

Um dies zu untersuchen, macht man sich den Zusammenhang zwischen der Poisson-
und der NB-Verteilung zu Nutzen, denn wie in Satz 2.3.8 gezeigt, ist die Poissonver-
teilung ein Grenzfall der NB-Verteilung, nimlich genau dann, wenn der Uberdispersi-
onsparameter a = 0 ist. Aus diesem Grund versucht man, ein leicht interpretierbares
sogenanntes ,, Abstandsmass® zu wihlen, welches den Uberdispersionsparameter ¢ mit
dem Spezialfall ¢ = 0 in Beziehung bringt, um Aussagen dariiber zu erhalten, wie gross
der Abstand zum Poissonmodell ist. Die Moglichkeiten der Wahl eines Abstandsmasses
werden im néchsten Abschnitt erldutert.

Um die obige Frage beantworten zu konnen, wird ein , Bereichstest® erstellt, der die
Hypothese H : a > ag gegen die Alternative K : a < aq testet, wobei ay eine be-
liebige vorgegebene Schranke fiir a darstellt. Ein Bereichstest und die dazugehérigen
p-Wert-Kurven, die im folgenden Abschnitt definiert werden, geben nicht nur Informa-
tionen iiber Ablehnung oder Annahme der Hypothese, sondern sie erméglichen auch
die Quantifizierung der Abweichung vom Poissonmodell. Das Ziel ist also, ausgehend
von dem gewahlten Abstandsmass p-Wert-Kurven zu erstellen, die auf dem Bereichs-
test basieren. Die p-Wert-Kurven geben einem schliesslich Auskunft dariiber, welchen
Wert des Abstandsmasses man akzeptieren miisste, um das Poissonmodell bei einem
Signifikanzniveau « beibehalten zu kénnen.

Im folgenden wird nun der Bereichstest konstruiert, wihrend die Simulationsstudie mit

den p-Wert-Kurven im néchsten Kapitel ausgefiihrt wird.

Zur Erstelllung eines asymptotischen Bereichstests fiir H : a > ay gegen K : a < ag
beno6tigt man die asymptotische Eigenschaft des ML- Schitzers (B,a) im NB-Modell.
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Nach (2.33) in Abschnitt 2.3.3 gilt

V(B — B, —a) & Nyui (0,0 FI(B,3) ™),
was gleichbedeutend ist mit

FI(B,3)%(B = B,d — a) = Npy1(0, 1),

Die Eintrage der Fisher-Informationsmatrix FI (B,Ei) wurden ebenfalls im Abschnitt

2.3.3 hergeleitet.

Satz 3.2.1 (Bereichstest fiir Uberdispersion) Unter der Annahme, dass
FT(B,E)%(B - B,a—a) A Npi1(0,1,11) gilt, ist ein asymptotischer a-Level-Test fir
H: a>ay gegen K : a < ag gegeben durch den Ablehnungsbereich

C=<1a:d Ei:ao <ay, 3.17
Feo (55) <o} o

wobei 52 einen konsistenten Schitzer von o? beschreibt. Fin solcher konsistenter Schitzer

ist z.B. durch den (p+1,p+1)-Eintrag in der Inversen der Fisher-Informationsmatriz
gegeben.

Beweis: Zundchst muss gezeigt werden, dass ein monotoner Likelihood-Quotient gemdss
Definition 3.1.9 vorliegt. Nach Voraussetzung des Satzes geht man davon aus, dass der
Schitzer a normalverteilt ist, d.h. @ ~ N(a,0), wobei ¢ der p+ 1,p+ 1-Eintrag in der
Inversen der Fisher-Informationsmatriz darstellt und hier als bekannt vorausgesetzt
wird. Der einzige Parameter, der die Verteilung von @ bestimmt, ist damit a. Sei also

ay > ay gewdhlt. Dann gilt fiir den Dichtequotienten

P (@ Varg OP{5, (@~ a1)%}
Pe@ Aol
1, . .

= exp {—% ((a — a1)2 —(a— a2)2)}

I o s 9 om
= exp {—2— (@* — 2aa; + of — @ + 2aa, — a%)}
o
= exp L (2a(ar — az) + a3 —a}) ¢ .
20

Da wegen a; > ay die Differenz ay — as > 0 gilt, ist der errechnete Dichtequotient
eine wachsende Funktion in a. Nun kann daher Satz 3.1.10 angewendet werden, da ein

monotoner Likelihood-Quotient in a vorliegt. Es wird allerdings hier zum Beweis des
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Bereichstests das duale Problem (3.16) bendtigt, da der Bereichstest die Nullhypothese
H: a > agy gegen die Alternative K : a < aq testet. Der erste Teil des Satzes 3.1.10(i)
formuliert sich dann um zu:

(1*) Fir den Test H : 0 > 0y gegen K : 0 < 0y existiert ein UMP-Test, der gegeben ist

durch
1 firT(z) < C,

wobei C' und v durch Ep®(x) = « bestimmt werden. Damit ergibt sich fir den Be-

reichstest H : a > ag gegen K : a < ag ein Ablehnungsbereich von
C={a: a<C}.

Das C' wird hier durch die Gleichung

P(C,a0,5) = ® (C _ "°> ~a (3.18)

o

bestimmt, wobei ®(.) in diesem Fall die Standardnormalverteilung bedeutet. Da die

Funktion ® (%) in C" monoton fillt, wenn C kleiner wird, ist (3.18) dquivalent zum

C={a: ® :ao al,
@ o225 <o)

Ablehnungsbereich

)

Q)

wie im Satz behauptet.

O

Die bisher erlduterte Theorie soll nun an Simulationsdaten getestet werden. Wahrend
die Durchfiihrung, Beschreibung und Interpretation der Simulation im n#chsten Kapi-
tel erfolgt, wird zunéchst in den folgenden Abschnitten die grundlegende Theorie zur
Erstellung von Simulationsdaten, Powerfunktionen und p-Wert-Kurven zusammenge-

fasst.

3.3 Theoretische Grundlagen der Simulationsstudie

Das Ziel der Simulation ist es, Informationen dariiber zu erhalten, welche Einfluss-

grossen und Parameter, die in das Modell eingehen, eine entscheidende Wirkung auf
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den in Satz 3.2.1 beschriebenen Bereichstest haben. Dazu wird speziell die Zusammen-
setzung der Daten untersucht, d.h. die Grosse der Parametersitze und die Schwan-
kungsbreite des theoretischen Erwartungswertes sollen zwischen den verschiedenen Pa-
rametersidtzen variieren. Durch den Vorteil der Simulationsdaten, dass die dem Modell
zugrundeliegenden Parameter bekannt sind, kann weiter gepriift werden, inwiefern die
Ergebnisse, die der Hypothesentest liefert, der Wahrheit entsprechen und es kann somit,
die Zuverladssigkeit des Tests beurteilt werden. Zunéchst miissen jedoch erst die Simu-
lationsdaten erstellt werden, wozu héaufig der sogenannte , Signal-to-noise-Quotient”
betrachtet wird, der nachstehend beschrieben wird. Anschliessend wird kurz auf die
Powerfunktion, wie sie in Definition 3.1.2 eingefiihrt wurde, eingegangen und es wer-

den die p-Wert-Kurven am Ende dieses Kapitels erklért.

3.3.1 Konzept der Simulationsdaten

Fiir die Wahl von Simulationsdaten ist es zunichst einmal entscheidend zu wissen,
welche Parameter gew#hlt und festgelegt werden miissen. In diesem Fall sollen negativ-
binomial-verteilte Zufallsvariablen Y erzeugt werden, deren Verteilung nach Definition
2.3.6 durch zwei Parameter, nimlich durch den Dispersionsparameter a und g bestimmt
wird. Im folgenden wird wie im Abschnitt 2.3.3 von der log-link-Funktion ausgegangen,
so dass nach (2.9) sich der Erwartungswert mit dem Regressionsparameter 8 und dem
Kovariablenvektor @; durch die Formel p = exp(xf3) bestimmen lésst. Schliesslich ist
noch die Liange n des Zufallsvariablenvektors festzulegen. Es soll also Y; ~ NB(u;, a)
gelten, wobei nach (2.14) und (2.15) der Erwartungswert und die Varianz durch

EY;) =p; wnd Var(Y;) = p; + au;

gegeben sind, mit y; = exp(xfB). Es sind somit zusitzlich die Kovariablen
x;,t = 1,..,n zu wihlen. Fiir die Simulationsstudie wird nur von einem Kovariablen-
vektor ausgegangen, d.h. es wird p = 1 gesetzt. Zusammen mit dem Intercept erhilt

man damit eine Design-Matrix der Gestalt

Der Regressionsparametervektor 8 besteht daher aus nur 2 Komponenten 3, und [,

die es ebenfalls zu wéhlen gilt.
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In dieser Arbeit werden zwei Gruppen von Simulationsdaten (a, i, n, x;, 3) gebildet.
Die eine enthélt Zufallsvektoren der Léinge n = 25, die andere der Linge n = 100. Diese
Aufspaltung soll Aufschluss dariiber geben, ob, und falls um wieviel, die Schéitzungen
der zweiten Gruppe im Vergleich zu der Gruppe, die weniger Daten enthilt, genauer
ausfallen. Desweiteren werden die Parameter 3y und 3; und der Kovariablenvektor
einmal so gewédhlt, dass der daraus resultierende Erwartungswertvektor g in einem
kleinen Intervall schwankt, d.h.

1 3

im anderen Fall wird das Schwankungsintervall um

1 7

vergrossert. Dabei bedeutet ji den empirischen Mittelwert, d.h.

1
U:E;Mi-

Die Schwierigkeit liegt nun in der Bestimmung der Parameter a und p. Dazu wird der
»Signal-to-noise-Quotient” betrachtet, der durch
E(Y))

SN(G,M) = TY’)

(3.21)

definiert ist. Fiir den Fall, dass Y; ~ NB(a, u;) verteilt ist, ergibt sich ein Signal-to-

noise-Quotient von

SNyp(a, ) = EY) _ Wi _ Wi :\/T‘
W) i rad Vi Fan o
Liasst man sich diese Funktion in Abhéngigkeit von a und pu; darstellen, so ergibt sich
die Abbildung 3.1. Hieran ldsst sich erkennen, dass der Signal-to-noise-Quotient schnell
gegen 0 konvergiert, sobald a Werte annimmt, die grosser als 0.6 sind. Grosse Werte
kann der Quotient nur dann annehmen, wenn ein kleines a in Kombination mit einem
grossen . vorliegt.
Fiir die Simulationsdaten werden nun die Werte 1.25 und 2 des Signal-to-noise- Quoti-
enten fiir die weitere Betrachtung untersucht. Um daraus die jeweiligen verschiedenen
Kombinationen fiir ¢ und p abzuleiten, wird der sogenannte ,, Konturenplot* verwen-
det (Abbildung 3.2). In der linken Graphik sind die Werte von u auf einen Bereich
bis 10 eingeschrinkt, wihrend rechts der Wertebereich von g bis 100 lduft. Wie auch
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Abbildung 3.1: Signal-to-noise-Quotient fiir NB-Verteilung

rechnerisch nachgepriift werden kann, ergeben sich schliesslich z.B. die Paare a = 0.3
und i = 3 bzw. a = 0.63 und g = 100 fiir einen Signal-to-noise-Quotienten von 1.25,
wihrend sich fiir einen Wert von 2 die Paare a = 0.15 und & = 10 bzw. a = 0.24 und
it = 100 ergeben. Ausgehend von diesen Ergebnissen werden nun Kombinationen von 3

und x gesucht, so dass i = %

mit p; = exp(zB) einmal den Wert 3 bzw. 100 fiir
einen Signal-to-noise-Quotienten von 1.25 und einmal den Wert 10 bzw. 100 fiir einen
Signal-to-noise-Quotienten von 2 annimmt. Dabei miissen jeweils die zwei Félle unter-
schieden werden, fiir die p; im kleinen Intervall %ﬂ < py < %/_L und einmal im grossen
Intervall 171 < p; < %ﬂ schwankt. Die ermittelten Parametersitze (a, fi,n,x,3), die
die geforderten Bedingungen weitgehenst erfiillen, sind im néchsten Kapitel in Tabelle

4.1 systematisch zusammengefasst.

3.3.2 Powerfunktion

Als erster Schritt der Simulationsstudie soll die Powerfunktion zum Hypothesentest
fir Uberdispersion betrachtet werden. Um diese anhand der ermittelten Daten zu

iberpriifen, muss ein Programm erzeugt werden, das nun schrittweise erlautert wird.
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Abbildung 3.2: Konturenplot des Signal-to-noise-Quotienten bei der NB-Verteilung

Zunichst wird noch einmal der zu untersuchende Test betrachtet. Nach Satz 3.2.1 in
Kapitel 3.2 ist der Bereichstest fiir Uberdispersion gegeben durch die Nullhypothese
H : a > ay gegen die Alternative K : a < ag, wobei a der Dispersionsparameter der
NB-Verteilung ist und aq eine beliebig wiahlbare Schranke darstellt. Der Ablehnungs-

bereich oder die kritische Region ist dann gegeben durch

Cz{ﬁ:@(a:a[]) Sa}.
o(B,a)

Die Powerfunktion wurde in Definition 3.1.2 angegeben und ergibt iibertragen auf dieses

spezielle Problem die Powerfunktion /(a) mit
f(a) = P(Hy ablehnen | a wahrer Parameter). (3.22)

Im folgenden wird stets ein Signifikanzniveau von a = 0.05 angenommen.

Fiir die Simulation der Powerfunktion ist es nun zunéichst notwendig, einen festen Wert
ag zu wihlen und den Parameter a festzusetzen. Anschliessend simuliert man z.B. 300
mal negativ-binomial-verteilte Zufallsvariablen mit eben diesem festen Parameter a.

Schliesslich fithrt man den Test fiir H : a > ag gegen K : a < ag aus Satz 3.2.1 fiir jede
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der 300 erzeugten Zufallsvariablen durch, wozu noch das & berechnet werden muss.
Dafiir werden die Parameter a und B geschitzt, deren Werte nachfolgend mit @ und B
abgekiirzt werden. Zuletzt muss gezihlt werden, wie oft bei den 300 Durchfiihrungen

der Test verworfen wird, d.h. wie oft

(I)<?i Clo)ga
5(B,a)

auftritt. Dividiert man diese Anzahl durch die Gesamtanzahl der Durchfiihrungen, so

erhélt man eine Schitzung fiir die Power (3.22) zu dem festen Parameterwert a. Dieser
Vorgang muss schliesslich bei gleichem a fiir mehrere Werte von a wiederholt werden,
bevor man eine Powerfunktion graphisch darstellen kann.

Das Programm ,,powerfunktion®, das die einzelnen Schritte durchfiihrt und schlies-
slich die Powerfunktion berechnet, ist im Anhang zu finden. Es ist, wie alle weiteren
Programme auch, in der Statistik-Programmiersprache Splus geschrieben. Es ist zu
bemerken, dass Splus im Standard-Paket zwar ein Programm zur Berechnung von NB-
Modellen enthélt, doch ldsst dieses nur diskrete Werte des Dispersionsparameters zu
(sieche Definition 2.3.1). Um nun aber auch Modelle mit stetigem Parameter a berech-

nen zu konnen (siehe Definition 2.3.6), wurde von der Internetseite
http : //lib.stat.cmu.edu/S/

das Programm , negbin® von Bill Venables installiert. Dabei ist zu beachten, dass die
NB-Verteilung in Splus eine andere Parametrisierung verwendet als in dieser Arbeit in

Definition 2.3.6 angegeben ist. Splus benutzt die Bezeichnungen

L@+y) 0w
L@)y! (6 + p)ity

FF(?Hj)Lyg!l) <9 Jer u) | (ﬁ)y ’ (3.:23)

was im Vergleich zur Definition 2.3.6 einer Parametrisierung von 6 = % entspricht. Die

grosste Schwierigkeit in der Programmierung der Powerfunktion ist hier die Berechnung
von 3(,@,6) in der asymptotisch normalverteilten Teststatistik. So wie in Satz 3.2.1
beschrieben, ist 32(3, @) der Schiitzer von (3, a), dem letzten Eintrag in der Inversen

der Fisher-Informationsmatrix. Damit erhilt man

\/F oo (B, )
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wobei FIpH,pH(B,/d) nach (2.31) durch

.
n Y;

Flpn(@a) =7 |3 B3 o .

1
=1 = U ratty? (@' +m)a-!

(3.24)

gegeben ist mit 7i; = exp(zB), ausgewertet an der Stelle 8 = B
Nach (2.32) lsst sich schliesslich der Erwartungswert in obiger Formel wie folgt fiir die
i-te Beobachtung berechnen:

L o . [
Flyiip1(B,0); = a* ( s Prp(Yi > j) — #)

1
(U +a") pi +a~!

a—1

= (Y@ )T 0= PO <)1) - = ). (3.25)
0 Wi +a

Im Programm ,, powerfunktion® wird also zuerst der wahre Erwartungswertvektor p aus
den Daten « und B der Simulationsdaten durch y; = exp(xt3) gebildet. Anschliessend
werden in die Matrix Z der Linge n, was der Liange des Vektors @ entspricht, und der
Breite 300 die durch rnegbin(mu, theta=1/a) erzeugten Zufallsvariablen geschrieben.
In dem Splus-Befehl out_glm.nb(Z[,k]~ x,link=log) werden die Regressionspara-
meter 3y, f; und a geschitzt, die fiir die Berechnung von 8([3,&) notwendig sind. Wie
schon angesprochen, lisst sich 3([‘3,6) mit Hilfe der Gleichung (3.25) berechnen, wobei
die unendliche Summe {iber j in der Simulationsstudie mit einer Summe bis 150 ap-
proximiert wird, da fiir j > 150 die Wahrscheinlichkeit P(Y; > 150) = 1 — P(Y; < 150)
gegen Null konvergiert, was gleichbedeutend damit ist, dass P(Y; < 150) gegen 1 strebt.
Dieser Sachverhalt ist in den Graphiken in Abbildung 3.3 dargestellt, in denen fiir be-
stimmte feste Werte p die Verteilungsfunktion der NB-Verteilung Pyp(Y < j) in
Abhingigkeit von 7 und a abgebildet ist. Man erkennt daran, dass bei den Parame-
tersitzen mit 4 = 3 und p = 10 eine Approximation der Summe bis j = 50 schon
ausreichen wiirde, da unabhéngig von a in diesen Féllen die Verteilungsfunktion bei
j = 50 bereits fast den Wert 1 annimmt. Im Fall i = 100 wird allerdings deutlich, dass
eine Approximation der unendlichen Summe bis j = 50 nicht ausreicht; stattdessen
muss j mindestens 150 gew#hlt werden. Wird als obere Grenze fiir j genau 150 ange-
nommen, so wird zwar nur etwa ein Wert von 0.85 der Verteilungsfunktion Pyg(Y < j)
erreicht, doch ist dies fiir die Gesamtberechnung von 3([‘3 ,a) ausreichend, da die Sum-
manden (@' + j)7%(1 — P(Y; < j — 1)) fiir j > 150 so kleine Betriige ergeben, dass

sie fiir das Gesamtergebnis o vernachléssigbar sind. Insgesamt reicht es also fiir alle
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betrachteten Fille aus, die unendliche Summe mit einer Summe bis 150 zu approxi-
mieren. Schliesslich wird eine Matrix aus n Zeilen fiir die Beobachtungen 1 bis n und

Abbildung 3.3: Grenzverhalten der NB-Verteilungsfunktion P(Y < j) fiir

Y ~ NB(u,a)

151 Spalten fiir die Summeneintrige j = 0, ..
dividiert, womit man eine Schétzung fiir die Wahrscheinlichkeit fiir eine Ablehnung

die Zeilen, entspricht dies der Summe iiber j in (3.25). Wird der resultierende Vektor
i in (3.24). Anschliessend wird noch @~* an das Zwischenergebnis heranmultipliziert,
kleiner oder grosser o = 0.05 ist. Zuletzt wird die Anzahl der Verwerfungen durch 300

der Kehrbruch gebildet und die Wurzel gezogen, womit das endgiiltige Ergebnis

yinnensum® der Linge n aufsummiert, so erhilt man das Ergebnis
berechnet ist. Am Ende wird die Testgrosse <I>(

von H erhilt, unter der Bedingung, dass der Parameter a vorliegt.
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3.3.3 P-Wert-Kurven beziiglich Dispersionsindex ay

In diesem Abschnitt wird nun beschrieben, wie eine p-Wert-Kurve erstellt werden kann,
die Aufschluss dariiber geben soll, ob der Aufwand, von einem Poissonmodell zu ei-
nem NB-Modell zu wechseln, um Uberdispersion zu beriicksichtigen, gerechtfertigt ist.
Dazu wird zunéchst die p-Wert-Kurve beziiglich des Dispersionsindizes ay betrachtet,
wahrend spéter noch auf die Betrachtung eines besser interpretierbaren Abstandsmas-
ses zwischen beiden Verteilungen eingegangen wird.

Wie schon in den vorangegangenen Kapiteln erwéhnt, ist das allgemeine Testproblem
durch die Hypothese H : a > ag gegen die Alternative K : a < ay gegeben. Dazu gibt
es, wie in Kapitel 3.1 eingefiihrt, zwei verschiedene Arten, einen Fehler zu begehen.
Der erste Fehler liegt vor, wenn die Nullhypothese abgelehnt wird, obwohl sie wahr
ist. Der zweite Fehler dagegen ist die Annahme der Nullhypothese, obwohl sie falsch
ist. Das Problem bei derartigen Tests ist, dass nicht beide Fehler gleichzeitig kontrol-
liert werden konnen. Allgemein sind nun die Tests so aufgebaut, dass nur der Fehler
1. Art betrachtet wird, da dieser in der Regel als der schwerwiegendere gilt. Es gibt
aber Fille, in denen nicht klar ist, welches der Fehler 1. Art bzw. 2. Art sein soll. In
solchen Situationen ist es haufig hilfreich, die p-Wert-Kurve zu betrachten, die nicht
nur angibt, ob eine Hypothese zu verwerfen oder anzunehmen ist, sondern auch Infor-
mationen dariiber liefert, wie weit man im Falle einer Annahme von der Ablehnung

der Nullhypothese entfernt liegt. Dazu sei

~ Zi — Qo
P =0 = 3.26
(a,7,a0) (3([‘3,6)) (3.26)

mit ,, asymptotischer p- Wert* bezeichnet. In der Abbildung 3.4 sind die p-Wert-Kurven

fiir die zwei Testprobleme H : a > ag gegen K : a < ag und K : a < ag gegen
H : a > ay als Funktionen von ag abgebildet.

Ist ein fester Datensatz an Beobachtungen gegeben, so gibt P = a in der linken Gra-
phik fiir den Test H : a > ag gegen K : a < ag den minimalen Wert ay an, zu dem die
Nullhypothese H bei einem Signifikanzniveau o verworfen werden kann. In der rechten
Graphik ergibt sich bei P = o der maximale Wert ao des Testproblems K : a < ayg
gegen H : a > ay, zu dem die Nullhypothese K bei einem Signifikanzniveau o verworfen
werden kann. Zu bemerken ist, dass sich die rechte Kurve durch eine Achsenspiegelung
an P = 0.5 aus der linken Kurve erzeugen ldsst, womit die beiden getrennten Testpro-
bleme auch vereinfacht in einer Graphik betrachtet werden kénnen. In der gemeinsamen

p-Wert-Kurve fiir beide Tests kann wie gewohnt der minimale Wert ay, (u steht fiir
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Abbildung 3.4: p-Wert-Kurven fiir die Testprobleme H gegen K und K gegen H

»upper”), fiir den die Nullhypothese H zu einem Signifikanzniveau « verworfen werden
kann bei einem Level P = o abgelesen werden. Andererseits ergibt sich nun auch bei
einem Level P = 1 — o zusiitzlich der maximale Wert ag; (I steht fiir ,, lower*), zu dem
die Hypothese K des Tests K : a < ag gegen H : a > ay zu einem Signifikanznivau
a verworfen werden kann. Dieser Zusammenhang soll in Abbildung 3.5 verdeutlicht
werden.

Zur Interpretation dieser Abbildung betrachte man nur den Bereich ganz links der Dis-
kriminierung und den Bereich rechts der Validierung des Modells. Ist P=a= 0.05,
so ergibt sich ein minimaler Wert ag, von 0.77, zu dem H verworfen werden kann
und analog bei einem Level von P=1-—a=09 ergibt sich ein maximaler Wert
ag; von 0.3, zu dem die Hypothese K des zweiten Tests verworfen werden kann. Kurz

zusammengefasst 14dsst sich die Kurve folgendermassen beschreiben:

(i) Modell-Validierung (H : a > ag gegen K : a < ag):
Ab einem Wert von ag, = 0.77 kann die Nullhypothese zu einem Signifikanzni-
veau « verworfen werden, d.h. man kann K : a < qp annehmen und somit das

Poissonmodell als Regressionsmodell wéhlen.

(ii) Modell-Diskriminierung (K : a < ay gegen H : a > ay):
Bis hochstens ag = 0.3 kann K : a < ag verworfen werden zu einem Signifikanz-

niveau «, d.h. man nimmt H : a > ap an und wechselt vom Poissonmodell zum
NB-Modell.
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Abbildung 3.5: Allgemeine p-Wert-Kurve

Abschliessend lédsst sich also sagen, dass ein Poissonmodell gerechtfertigt ist, wenn man
bereit ist, einen Dispersionsindex ag, von 0.77 als Schranke zu akzeptieren. Andererseits
kann das Poissonmodell mit einem signifikant feststellbaren Abstand von ag = 0.3
abgelehnt werden. Akzeptiert man also hochstens einen Dispersionsindex ag; von 0.3,
so wére in diesem Fall der Aufwand gerechtfertigt, das Poissonmodell zu verwerfen und

zum NB-Modell iiberzugehen.

3.3.4 p-Wert-Kurven beziiglich Abstandsmass dj

Der Unterschied zu einer p-Wert-Kurve beziiglich des Dispersionsindizes ag ist hier,
dass eine Abstandsmassfunktion d definiert wird, die leichter zu interpretieren ist als
der Parameter ag und die somit den Abstand zwischen dem Poisson- und dem NB-
Modell anschaulich wiedergibt. Es ist dann zu beachten, dass sich der Test damit

dndert und nun die Form
H: d(a) >dy gegen K : d(a) <dy

hat, wobei die Nullhypothese genau dann gilt, wenn a > d~'(dy) = ay ist, woraus sich

wieder der Zusammenhang mit dem Dispersionsindex ag ergibt.
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Bevor nun eine p-Wert-Kurve beziiglich eines Abstandsmasses gebildet werden kann,
muss dieses zunéchst einmal festgelegt werden. Es gibt viele Moglichkeiten, ein Mass zu
definieren, das den gewiinschten Forderungen entspricht. Eine der wichtigsten Bedin-
gungen, die das Mass erfiillen sollte, ist die Monotoniebedingung, d.h. das Mass sollte
entweder streng monoton fallend oder steigend sein, da sonst Interpretationsschwierig-
keiten auftreten konnten. Ausserdem sollte die zu wihlende Funktion eine Beziehung
zwischen der Poisson- und der NB-Verteilung herstellen. Die einfachste Funktion, die
diesen Bedingungen geniigt, ist das Verhéltnis der Varianzen beider Verteilungen:

() Var(NB-Verteilung) [+ ap?
a = =
Var(Poissonverteilung) o

=1+ap. (3.27)

Da in der Regel mehrere Beobachtungen Y;,72 = 1, .., n mit Erwartungswerten p;,

t =1, ..,n vorliegen, wird der Eindeutigkeit halber die Abstandsmassfunktion auf
d(a) =1+ aexp {max mf,@} =1+ amax{y;} (3.28)

festgelegt. Dieses Mass gibt dann das maximale Verhiltnis der Varianzen aus dem
Poisson- und dem NB-Modell wieder. Je ndher der Wert des Abstandsmasses bei 1

liegt, desto eher gilt fiir die maximalen Varianzen der Zusammenhang
Var(Poissonverteilung) = Var(NB-Verteilung),

was ein Hinweis darauf ist, dass die Daten keine Uberdispersion aufweisen und dass das
Poissonmodell damit gerechtfertigt ist. Ergibt sich dagegen fiir das Abstandsmass ein
sehr grosser Wert, so bedeutet dies, dass die maximale Varianz der NB-Verteilung sehr
viel grosser als die maximale Varianz der Poissonverteilung ist. Daraus kann dann ge-
folgert werden, dass die Daten einen hohen Grad an Uberdispersion aufweisen, weshalb
eine Modellierung mittels der Poissonverteilung nicht gerechtfertigt erscheint, sondern
stattdessen die NB-Verteilung als Grundlage des Modells gew#hlt werden sollte. In der
Abbildung 3.6 ist diese Funktion fiir den ersten Parametersatz mit n = 25 und fiir den
zweiten Parametersatz mit n = 100 abgebildet.

Die gestrichelte Linie ist dabei das wahre d(a), d.h. es wird aus dem Regressionspa-
rametervektor B und dem Kovariablenvektor & das wahre feste max;{y;} berechnet,
wahrend fiir die geschitzte Abstandsmassfunktion zunichst Zufallsvariablen erzeugt
und anschliessend die Parameter 3y und j; geschéitzt werden. Das Problem dabei ist,
dass sich mit variierendem @ auch die Schétzungen éndern, so dass fiir jeden Wert von

a eine neue Erzeugung von Zufallsvariablen durchgefiihrt werden muss. Aus diesem
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Abbildung 3.6: Abstandsmassfunktion d(a)

Grund ist die geschitzte Abstandsmassfunktion nicht ganz monoton, jedoch nihert sie
sich fiir grosse n an die Gerade der wahren Abstandsmassfunktion an. Die p-Wert-

Kurven beziiglich des Abstandsmasses d(a) sind dann analog zu (3.26) durch

~ a—d(d

P(a, g, do) =0 (%@) (329)
5(B,a)

definiert und lassen sich wie die Kurven beziiglich a( interpretieren, wie es im voran-

gegangenen Abschnitt beschrieben wurde.

3.3.5 Interpretation und Bestimmung von p-Wert-Kurven

Im folgenden sollen nun die einzelnen Schritte zur Erstellung der p-Wert-Kurven erldutert
werden. Die entscheidenden interessierenden Werte einer Kurve sind die Schnittpunkte
ag, und ag; der Kurve mit den Levels P=a=005und P =1—a = 0.95. Da die
Kurven aus erzeugten Zufallsvariablen entstehen, kénnen, obwohl dieselben Parame-
ter zugrundeliegen, bei mehreren Durchfithrungen sehr unterschiedliche Kurven, und
damit auch unterschiedliche Ergebnisse von ag, und ag auftreten. Deshalb werden fiir

jeden Parametersatz 20 Kurven erzeugt, die Schnittpunkte ag, und ag mit den Le-
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vels P = 0.05 und P = 0.95 berechnet und zuletzt ein Mittelwert der Schnittpunkte

ausgegeben. Zur Berechnung der Schnittpunkte ag, und ag aus

o (fi“ﬂ“) —0.05 und @ (fi“j”) = 0.95
o(B,a) (B, a)

muss die Umkehrfunktion der Normalverteilung ® berechnet werden. Es gelten nach
Springers Formelsammlung (1997, S. 451) [17] die Werte ®~'(0.95) = 1.645 und
®1(0.05) = —1.645. Damit ergibt sich

)

— Qou
(B.7)

folgt. Analog berechnet man aq; durch

— —1.645, woraus ag, =+ 1.645 5(8,q) (3.30)

Q)

ag = — 1.645 (3, 7). (3.31)

Sowohl fiir die Kurve beziiglich ay, als auch fiir die Kurve beziiglich des Abstandsmas-
ses dy = d(ap) werden zuniichst, ausgehend von den Simulationsdaten, Zufallsvariablen
aus a und y; = exp(ztB) erzeugt. Anschliessend werden wie bei der Powerfunktion die
Parameter a und 3 geschiitzt. Es folgt dann die Berechnung von 3([‘3,6) in Abhéngig-
keit des geschétzten Parametervektors B und des geschéitzten Dispersionsparameters
a, woran sich die Berechnung der Schnittpunkte ag, und ag nach den Formeln (3.30)
und (3.31) anschliesst. Zuletzt werden die 20 verschiedenen Werte ag, und ag; gemit-
telt, womit die entscheidenden Daten zur Erstellung einer p-Wert-Kurve berechnet
sind. Diese Prozedur wird im Programm , a0quer® durchgefiihrt, welches im Anhang
nachgelesen werden kann. Die p-Wert-Kurven selber werden mittels des Programms
»pwertaneu” erzeugt, welches ebenfalls im Anhang zu finden ist. Dabei wird zuerst der
Vektor ag, der die x-Achse der Graphik darstellt, angegeben. Zu jedem dieser Werte ag
wird dann P = & (@) berechnet, wobei die geschéitzten Werte B, a und 8(,@, a) aus

7(Pa)
den Ergebnissen des Programms ,, a0quer® entnommen werden. Fiir die p-Wert-Kurven

beziiglich des Abstandsmasses d, erfolgt zuvor noch die Umrechnung

do =1+ ap max{;}.

Auch dieses Programm , pwertdneu” zur Erzeugung der p-Wert-Kurven beziiglich d,

ist im Anhang beigefiigt.



Kapitel 4
Simulationsstudie

In diesem Kapitel werden nun die Ergebnisse der Simulation, wie sie in Abschnitt
3.3 beschrieben wurde, dargestellt. Das Ziel der Simulation ist es, im wesentlichen die

folgenden Fragen zu beantworten:

e Wann ist der Aufwand gerechtfertigt, vom Poissonmodell zum NB-Modell auf-

grund zu hoher Uberdispersion zu wechseln, bzw.
e Wie gross ist der statistische Nachweis fiir das Poissonmodell?

Dabei soll ausserdem untersucht werden, welchen Einfluss die Datenstruktur auf die

Ergebnisse des Bereichstests hat, d.h. es bestehen zusitzlich die Fragen:
e Hat der Datenumfang n einen Einfluss auf die Testergebnisse?

e Hat die Schwankungsbreite (range) der Erwartungswerte p; einen Einfluss auf die

Testergebnisse?

e Inwiefern beeinflusst ein unterschiedlicher Wert des Signal-to-noise-Quotienten
(3.21) die Testergebnisse?

Um diese Fragen beantworten zu konnen, sind Datenséitze der Linge n = 25 und
n = 100 erzeugt worden und es wurde das Schwankungsintervall (range) der y;’s ein-
mal klein (siehe (3.19)) und einmal gross (siehe (3.20)) gewéhlt. In Tabelle 4.1 sind die
Parameter, die zur Erzeugung der Daten in der Simulation verwendet werden, syste-
matisch zusammengefasst.

Die erste Zeile eines jeden Parametersatzes enthilt die theoretischen Werte, wihrend

in der zweiten Zeile die Ergebnisse fiir den Signal-to-noise-Quotienten (SN (a, 1)), fiir fi

86
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und fiir das Schwankungsintervall (range) aufgelistet sind, die sich mit den gewihlten
Werten fiir £ und B ergeben. Fiir die gesamte Simulation der Powerfunktionen und
der p-Wert-Kurven werden ausschliesslich diese Parametersitze verwendet. Die 16 ver-
schiedenen Parametersitze sind in 4 Gruppen eingeteilt. Innerhalb einer Gruppe liegt
den Daten stets derselbe Parameter a und der gemittelte Erwartungswert i zugrunde,
woraus sich ein einheitlicher Wert des Signal-to-noise-Quotienten ergibt. Die 4 Para-
metersitze innerhalb einer Gruppe ergeben sich durch die Aufspaltung in Daten mit
n = 25 und mit n = 100 und in die Aufspaltung nach unterschiedlichen Schwankungs-
intervallen fiir ;. An dieser Stelle wird angemerkt, dass im folgenden die Abkiirzung

PS fiir Parametersatz verwendet wird.

4.1 Simulation der Powerfunktion

Die Powerfunktion ist nach (3.22) eine Funktion des Parameters a, d.h. a kann va-
rilieren, wihrend der Index a als fest vorausgesetzt wird. In dieser Arbeit werden
vier verschiedene Werte von a, gew#hlt, die den Werten von @ in den Simulations-
daten entsprechen, also ag = 0.3, ap = 0.63, ag = 0.15 und ay = 0.24. Schliesslich
wird zu jedem PS das Programm , powerfunktion durchgefiihrt, d.h. zur Erzeugung
der negativ-binomial-verteilten Zufallsvariablen mit festem Parameter a werden je die
verschiedenen Regressionsparameter 8 mit dem zugehorigen Kovariablenvektor @ ver-
wendet. Damit erhélt man 16 verschiedene Powerfunktionen, die in 4 Gruppen mit
gleichem ay zusammengefasst sind. Zunéichst werden die Powerfunktionen fiir ein Si-
gnifikanzniveau von o = 0.05 berechnet und in Abbildung 4.1 dargestellt. In Abbildung
4.2 dagegen sind die Powerfunktionen beziiglich eines Signifikanzniveaus von o = 0.1
und in Abbildung 4.3 beziiglich eines Signifikanzniveaus von a = 0.15 abgebildet. Das
Signifikanzniveau ist in den einzelnen Graphiken jeweils mit einer gestrichelten hori-

zontalen Linie gekennzeichnet.

Interpretation der Powerfunktionen

(i) Powerfunktionen mit Signifikanzniveau « = 0.05:
In allen 4 Gruppen lésst sich feststellen, dass der Bereichstest eher ein liberaler
Test ist, d.h. man erlaubt an der Stelle a = ay, die in den Graphiken mit einer
gestrichelten vertikalen Linie gekennzeichnet ist, einen Fehler von a = 0.05, was
bedeutet, dass an dieser Stelle der Wert der Powerfunktion hochstens 0.05 be-
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Parametersatz | SN(a, 1) [a [ 1 | Schwankungsintervall 11; | d =1+ amax;(i;) [n | @ | B

1 Ziel 1.25 03 |3 15, 4.5] 25 | seq(0.05, 1.25, 0.05) | ¢(0.3, 1)
erreicht 1.20 2.76 [1.42;4.71] 2.41

2 Ziel 1.25 0.3 |3 [1.5; 4.5] 100 | seq(-5, 4.9, 0.1) (1, 0.1)
erreicht 1.22 2.82 [1.65 ; 4.44] 2.33

3 Ziel 1.25 03 |3 [0.75 ; 5.25] 25 | seq(-1.05, 2.6, 0.15) | ¢(0.5, 0.5)
erreicht 1.17 2.77 [0.98 ; 5.90] 2.77

4 Ziel 1.25 0.3 3 [0.75 ; 5.25] 100 | seq(-10.9, 9, 0.2) c(1, 0.1)
erreicht 1.18 2.89 [0.91 ; 6.62] 2.99

5 Ziel 1.25 0.63 | 100 [50 ; 150] 25 seq(15.2, 20, 0.2) c(1, 0.2)
erreicht 1.25 95.70 [56.83 ; 148.41] 94.50

6 Ziel 1.25 0.63 | 100 [50 ; 150] 100 | seq(30.1, 40, 0.1) | (L, 0.1)
erreicht 1.25 94.28 [65.15 ; 148.41] 94.50

7 Ziel 1.25 0.63 | 100 25 175] 25 | seq(1l, 18.2, 0.3) | c(L.5, 0.2)
erreicht 1.25 91.09 [40.45 ; 170.72] 108.55

8 Ziel 1.25 0.63 | 100 25 175] 100 | seq(16, 30.85, 0.15) | (2, 0.1)
erreicht 1.25 84.31 [36.60 ; 161.58] 102.79

9 Ziel 2 0.15 | 10 5 15] 25 | seq(-4.6, 5, 0.4) (2.2, 0.1)
erreicht 1.96 9.60 [5.70 ; 14.88] 3.23

10 Ziel 2 0.15 | 10 5 15] 100 | seq(-4.9, 5, 0.1) (2.2, 0.1)
erreicht 1.95 9.45 [5.53 ; 14.88] 3.23

11 Ziel 2 0.15 | 10 [2.5 ; 17.5] 25 seq(-3.5, 3.7, 0.3) c(2.2, 0.2)
erreicht 1.95 10.09 [4.48 ; 18.91] 3.84

12 Ziel 2 0.15 | 10 [2.5 ; 17.5] 100 | seq(-1.3, 13.6, 0.15) | ¢(1.5, 0.1)
erreicht 1.91 9.07 [3.94 ; 17.34] 3.61

13 Ziel 2 0.24 | 100 [50 ; 150] 25 | seq(L.7, 4.1, 0.1) (3, 0.5)
erreicht 1.99 91.30 [46.99 ; 156.02] 38.45

14 Ziel 5 0.24 | 100 (50 ; 150] 100 | seq(20.1, 30, 0.1) (2, 0.1)
erreicht 1.99 94.28 [565.15 ; 148.41] 36.62

15 Ziel 5) 0.24 | 100 25 175] 25 | seq(39, 63, 1) (2, 0.05)
erreicht 2.00 100.90 [51.94 ; 172.43] 42.38

16 Ziel 2 0.24 | 100 [25 ; 175 100 | seq(33.3, 63.2, 0.3) | ¢(2, 0.05)
erreicht 1.99 89.98 [39.06 ; 172.43] 42.38
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tragen diirfte. In allen 4 Gruppen ist jedoch der Fehler an dieser Stelle deutlich

hoher, weshalb man von einem liberalen Test spricht.

e Einfluss von n:
Es ist in allen 4 Gruppen gleichermassen zu erkennen, dass die Stichpro-
benldnge n einen mehr oder weniger deutlichen Einfluss auf die Powerfunk-
tionen ausiibt. In der 1. Gruppe beispielsweise verlaufen die Kurven, die zu
den PSen 2 und 4 mit n = 100 gehoren, wesentlich steiler als die Kurven,
die zu den PSen 1 und 3 mit n = 25 gehodren. Durch den steileren Verlauf
schneiden die Kurven zu den PSen 2 und 4 die Achse a = ay deutlich tiefer
bei ca. 0.37, wihrend die Kurven mit n = 25 die Achse a = ag bei etwa
0.49 schneiden. In der 2. Gruppe ist der Unterschied an der Grenze a = ag
zwischen den Kurven mit n = 25 und n = 100 nicht ganz so extrem wie in
Gruppe 1, jedoch kann auch hier klar ein steilerer Verlauf der Kurven zu
den PSen 6 und 8 mit n = 100 ausgemacht werden. Analog dazu kénnen die
Gruppen 3 und 4 interpretiert werden, d.h. es ldsst sich zusammenfassend
feststellen, dass eine grossere Stichprobenldnge n zu steileren Kurven fiihrt,

die die zunichst stark vorhandene Liberalitit des Tests reduzieren.

e Einfluss der Schwankungsbreite (range) des Erwartungswertes:
Auch berziiglich des Einflusses der Schwankungsbreite ergibt sich in allen 4
Gruppen ein einheitliches Bild. Nachdem in allen 4 Graphiken jeweils die 1.
und 3. bzw. 2. und 4. Kurven einer Gruppe nahe aneinander liegen, kann
daraus gefolgert werden, dass die Schwankungsbreite des Erwartungswer-
tes keinen relevanten Einfluss auf die Powerfunktionen ausiibt, denn sonst
miissten sich jeweils die 1. und 3. bzw. 2. und 4. Kurven deutlicher vonein-

ander unterscheiden.

e Einfluss des Signal-to-noise-Quotienten (SN-Quotient):
Da der SN-Quotient in den Gruppen 1 und 2 bzw. 3 und 4 jeweils iiberein-
stimmt, werden nun die oberen 2 Graphiken mit den unteren 2 Graphiken
verglichen. Allerdings stellt sich heraus, dass nicht direkt der Wert des SN-
Quotienten eine Rolle spielt, sondern eher ein Unterschied zwischen Gruppe
1 und 2 bzw. 3 und 4 festzustellen ist, was vermutlich mit der Wahl von
i zusammenhéngt. Sowohl in Gruppe 1 und Gruppe 3 ergibt sich aus den
Kurven ein weitaus liberalerer Test als dies fiir die Gruppen 2 und 4 der

Fall ist, d.h. das Fehlerniveau an der Stelle a = ag ist in den Gruppen 2



4.1. Simulation der Powerfunktion 93

und 4 wesentlich niedriger (ca. zwischen 0.15 und 0.2 in Gruppe 2 und 4)
als in den Gruppen 1 und 3 (ca. zwischen 0.35 und 0.49 in Gruppe 1 und
zwischen 0.22 und 0.35 in Gruppe 3). Dabei ist zu bemerken, dass fiir die
Gruppe 1 ein durchschnittlicher Erwartungswert von i = 3 und in Grup-
pe 3 ein p = 10 zugrunde gelegt wurde, wihrend bei den Gruppen 2 und
4 jeweils ein i = 100 vorliegt. Daraus lésst sich folgern, dass nicht direkt
der SN-Quotient die Power des Bereichstests beeinflusst, aber der damit zu-
sammenhingende Wert von fi sehr wohl den Verlauf der Powerfunktionen
beeintrichtigt. Je grésser ndmlich der durchschnittliche Erwartungswert ist,
desto tiefer schneiden die Kurven die Achse a = ag, d.h. desto weniger liberal

wird der Test.
(ii) Powerfunktionen mit Signifikanzniveau oo = 0.1 und o = 0.15:

e Einfluss von n:
Analog zu den Powerfunktionen mit Signifikanzniveau o = 0.05 kann ein
deutlicher Einfluss der Stichprobenlinge n festgestellt werden, der daran zu
erkennen ist, dass die Kurven zu den PSen mit n = 100 steiler verlaufen

und somit ein geringeres Fehlerniveau an der Achse a = ay verursachen.

e Einfluss der Schwankungsbreite (range) des Erwartungswertes:
Durch die Vergrosserung des Signifikanzniveaus dndert sich die Tatsache
nicht, dass die Schwankungsbreite des Erwartungswertes keinen Einfluss auf
den Verlauf der Kurven ausiibt, denn analog zu den Kurven mit Signifi-
kanzniveau o = 0.05 liegen jeweils die 1. und 3. bzw. 2. und 4. Kurven dicht
aneinander, so dass kein relevanter Unterschied festzustellen ist. Hochstens
in der 1. Gruppe in Abbildung 4.2 kénnen leichte Differenzen der Fehlerni-
veaus an a = ag erkannt werden, jedoch schneidet beim Vergleich der PS 1
(n = 25, kleine Schwankungsbreite) mit PS 3 (n = 25, grosse Schwankungs-
breite) die Kurve des PSes 1 die Achse a = ay bei einem héheren Niveau als
die Kurve des PSes 3, wihrend beim Vergleich der 2. und 4. PS die Kurve
des PSes 4 mit einer grossen Schwankungsbreite des Erwartungswertes die
Achse an einem hoheren Niveau schneidet. Es ist also keine Regelméssigkeit
beim Vergleich der Kurven mit einer grossen bzw. kleinen Schwankungsbrei-
te zu erkennen, so dass diese kleinen Abweichungen von den Beobachtungen

aus den anderen Gruppen auf die Zufélligkeit zuriickzufiihren sind.
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e Einfluss des SN-Quotienten:
Beim Vergleich der oberen 2 Graphiken mit den unteren ist ebenso wie
in Abbildung 4.1 mit einem Signifikanzniveau von o = 0.05 festzustellen,
dass nicht der Wert des SN-Quotienten relevant ist, sondern die Wahl des
durchschnittlichen Erwartungswertes ji, der, je hoher er ist, zu Kurven mit
einem niedrigeren Fehlerniveau an a = aq fiihrt, was an den Gruppen 2 und
4 mit einem ji = 100 im Vergleich zu den Gruppen 1 und 3 mit i = 3 bzw.

jt = 10 zu erkennen ist.

(iii) Einfluss der Wahl des Signifikanzniveaus:

Um beurteilen zu kénnen, welches Signifikanzniveau gewihlt werden sollte, wer-
den nun alle 3 Abbildungen 4.1, 4.2 und 4.3 mit den unterschiedlichen Niveaus
a = 0.05, « = 0.1 und o = 0.15 miteinander verglichen. In allen 3 Abbildungen
ist zu erkennen, dass ein liberaler Test vorliegt, d.h. der tatséchliche Fehler ist
an der Stelle a = ag grosser als das vorgegebene Signifikanzniveau. Man kann
jedoch beobachten, dass bei Vergrosserung des Signifikanzniveaus von o = 0.05
auf a = 0.1 sich die Kurven wie erwartet leicht nach oben verschieben, aber dies
geschieht vor allem in den Gruppen 2 und 4 in einem &usserst geringen Masse.
Wihrend bei einem Niveau von a = 0.05 in Gruppe 2 die Schnittpunkte mit der
Achse a = ay zwischen etwa 0.12 und 0.2 liegen, ergeben sich bei einem Niveau
von o = 0.1 Werte zwischen 0.18 und 0.25. Analog steigen bei Gruppe 4 die
Fehlerniveaus von zwischen 0.15 und 0.21 bei a = 0.05 auf nur 0.2 bis 0.25 bei
a = 0.1. Bei den Gruppen 1 und 3 liegen die Fehlerniveaus generell wie schon
angesprochen etwas hoher, so dass in diesen Fillen stets von einem liberalen Test
ausgegangen werden muss. Jedoch ist auch in diesen Gruppen zu erkennen, dass
sich mit einer Verdoppelung des Signifikanzniveaus von a = 0.05 auf v = 0.1 die
Fehlerniveaus nur geringfiigig verschlechtern. Erhoht man nun das Signifikanz-
niveau noch einmal auf a = 0.15 (Abbildung 4.3), so ergeben sich die kleinsten
Fehlerniveaus fiir die Gruppe 4, deren Werte zwischen ca. 0.2 und 0.32 liegen.
Bei einer erlaubten Fehlerwahrscheinlichkeit @ = 0.15 liefert der Test also ein
Fehlerniveau zwischen 0.2 und 0.32, d.h. dass der Test zwar noch immer liberal
ist, allerdings deutlich weniger stark als zunéchst bei einem Signifikanzniveau von

a = 0.05 angenommen werden musste.
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Zusammenfassung

Es ergibt sich also zusammenfassend, dass man statt eines Signifikanzniveaus von
a = 0.05, das etwas zu klein ist, ein etwas grosseres Signifikanzniveau von z.B. a = 0.1
oder a = 0.15 wihlen miisste, um einigermassen einen a-level-Test zu erhalten. Dies
kénnte auch gerechtfertigt werden, da der zugrundeliegende Bereichstest ein asymp-
totischer Test ist und deshalb die Fehlerwahrscheinlichkeiten etwas grosser ausfallen
konnen, bis die Asymptotik zum Tragen kommt. Doch trotz Vergrosserung des Signi-
fikanzniveaus verhélt sich der Test immer noch in den meisten Fillen sehr liberal. Aus
diesem Grund ist es sinnvoll, den Ablehnungsbereich des Bereichstests fiir Uberdisper-
sion auf die folgende Form abzuéndern:

Verwerfe die Hypothese H : a > ay gegen die Alternative K : a < ag zum Signifikanz-

® (36(% C;’)) < % (4.1)

gilt. Mit dieser Verdnderung verhélt sich der Test deutlich weniger liberal, so dass die

niveau «, genau dann wenn

Fehlerniveaus an der Stelle a = ay etwa dem vorgegebenen Signifikanzniveau entspre-
chen. Zu erkennen ist dies in den Abbildungen an der durchgezogenen horizontalen
Linie, die das neue Signifikanzniveau angibt. Beispielsweise sind die Kurven in Abbil-
dung 4.1 zu einem o = 0.05 berechnet. Dieses « entspricht aber nun nach der neuen
Testvorschrift (4.1) dem § aus dem neuen Ablehnungsbereich. Das dazugehérige Signi-
fikanzniveau betrdagt daher dann a = 0.1, das mit der durchgezogenen Linie gekenn-
zeichnet ist. In Abbildung 4.1 ist die Verbesserung durch die neue Testvorschrift noch
eher gering, wiahrend sie schon in Abbildung 4.2 deutlich zu erkennen ist. Die Kurven
sind hier zu einem o = 0.1 gezeichnet, was bedeutet, dass nach (4.1) das dazugehdorige
Signifikanzniveau 0.2 betrégt. Dies ist auch der Bereich, in dem vor allem die Kurven,
die zu den PSen mit n = 100 und grossen Erwartungswerten i gehoren (siehe Gruppe 2
und 4), die Achse a = ag schneiden. Somit liefert der Test mit der neuen Testvorschrift
(4.1) an der Stelle a = ap in etwa das Fehlerniveau, das durch das Signifikanzniveau

vorgegeben wird.

4.2 Simulation der p-Wert-Kurven

Wie in Abschnitt 3.3.4 erldutert, werden fiir jeden einzelnen PS 20 p-Wert-Kurven

erzeugt, die in einer Graphik pro PS zusammen abgebildet sind. Dieser Vorgang wird
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sowohl fiir Kurven beziiglich ag, als auch fiir Kurven beziiglich des Abstandsmasses d
durchgefiihrt, und es werden wie bei den Powerfunktionen die PSe in 4 Gruppen mit

je gleichem Parameter a und gleichem gemittelten Erwartungswert [i eingeteilt.

4.2.1 p-Wert-Kurven fiir q

In diesem Unterabschnitt werden die Ergebnisse der p-Wert-Kurven beziiglich a (siehe
3.26) zusammengefasst. Zunichst folgen die Abbildungen 4.4, 4.5, 4.6 und 4.7, in denen
die je 20 p-Wert-Kurven pro PS dargestellt sind, wobei zusétzlich als gestrichelte Linie
der wahre Wert a, und als durchgezogene Linien die gemittelten Werte ay und ag,
eingetragen sind. In der anschliessenden Tabelle 4.2 sind die Ergebnisse, die sich fiir
jeden PS fiir die gemittelten Schnittpunkte ag; und ag, der Kurven mit den Levels

P =0.95und P =0.05 ergeben, eingetragen. Zusétzlich sind die Abweichungen a — ay,
und dg, — a in % angegeben, wobei der feste Wert a 100% entspricht. Die Levels
P =0.95und P = 0.05 ergeben sich nach Abschnitt 3.3.3 aus der Verwendung eines
Signifikanzniveaus von v = 0.05. Da sich erst im Nachhinein anhand der Powerfunktio-
nen ergab, dass besser ein grosseres Signifikanzniveau verwendet werden sollte (siehe
vorangegangener Abschnitt), wurden die Simulationen der p-Wert-Kurven weiterhin
mit einem kleinen v = 0.05 durchgefiihrt. Es ist aber zu bemerken, dass die nach-
folgende Interpretation auch bei der Verwendung eines grosseren Signifikanzniveaus
immer noch richtig bleibt und sich nur geringfiigig in den konkreten Werten von ay,

und @y, indert.
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Diskriminanz | Akzeptanz
zu Poisson zu Poisson
PS | n SN(a, ) | Schwankungs- | wahres | Gy | @ — gy | Gou | Gou — @
intervall 1; | a in % in %
1 25 | 1.25 3 [1.5; 4.5] 0.3 0.16 | 47% 0.41 | 37%
2 100 | 1.25 3 [1.5; 4.5] 0.3 0.22 | 27% 0.35 | 17%
3 125 |1.25 3 [0.75 ; 5.25] | 0.3 0.18 | 40% 0.47 | 57%
4 11001 1.25 3 [0.75 ; 5.25] | 0.3 0.22 | 27% 0.35 | 17%
5 |25 |1.25 100 (50 ; 150] 0.63 0.34 | 46% 0.88 | 40%
6 | 100 | 1.25 100 (50 ; 150] 0.63 0.47 | 25% 0.74 | 17%
7 125 |1.25 100 (25 ; 175] 0.63 0.34 | 46% 0.89 | 41%
8 100 | 1.25 100 (25 ; 175] 0.63 0.49 | 22% 0.77 | 22%
9 |25 |2 10 (5 15] 0.15 0.05 | 67% 0.16 | ™%
10 | 100 | 2 10 (5 15] 0.15 0.11 | 27% 0.19 | 27%
11 125 |2 10 (2.5 ; 17.5] 0.15 0.07 | 53% 0.21 | 40%
12 1100 | 2 10 (2.5 ; 17.5] 0.15 0.09 | 40% 0.16 | 7%
13 |25 |2 100 (50 ; 150] 0.24 0.12 | 50% 0.33 | 38%
14 1100 | 2 100 (50 ; 150] 0.24 0.18 | 25% 0.29 | 21%
15 125 |2 100 (25 ; 175] 0.24 0.11 | 54% 0.31 | 29%
16 | 100 | 2 100 (25 ; 175] 0.24 0.17 | 29% 0.28 | 17%

Tabelle 4.2: Ergebnisse der p-Wert-Kurven beziiglich ag, d.h. ﬁ(a,a, ap) = CI>< a—ag )

Interpretation der p-Wert-Kurven beziiglich q

(i) Gruppe 1: Parameterséitze 1 bis 4

Einfluss von n:

Um einen Uberblick iiber den Einfluss der Stichprobenlinge n auf die Test-
ergebnisse zu erhalten, miissen die PSe 1 mit 2 und 3 mit 4 verglichen
werden. Dabei fillt auf, dass beim 1. PS die Differenzen von ag = 0.16 und
gy = 0.41 zum wahren Wert a = 0.3 (in Prozent ergeben sich damit die Wer-
te 47% und 37%) sehr gross im Vergleich zum 2. PS sind, bei dem ag, = 0.22
und ag, = 0.35, was einer Abweichung vom wahren Wert von nur 27% und

17% entspricht. Die Werte dg, und aqg,, liegen also beim 2. PS mit einem Da-
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tenumfang von n = 100 sehr viel niher am wahren Wert a, als beim PS mit
n = 25. Sowohl an den angegebenen Zahlen in der Tabelle 4.2, als auch an
den Kurven in Abbildung 4.4 ist zu erkennen, dass sich die Abweichungen
von ag und dg, zum wahren Wert a im Durchschnitt etwa halbieren, wenn
man die PSe 1 mit 2 vergleicht, d.h. wenn sich die Datenlinge von n = 25
auf n = 100 vergrossert. Analoge Ergebnisse treten fiir die PSe 3 und 4
auf. Wihrend beim 3. PS die Werte ay = 0.18 und @, = 0.47 (entspricht
einer Differenz zu a = 0.3 von 40% und 57%) weit von a = 0.3 entfernt
liegen, ndhern sie sich im Schnitt beim 4. PS mit n = 100 stark an den
wahren Wert an (ag = 0.22, was einer Differenz von 27% entspricht, und
o, = 0.35, was einer Differenz von nur 17% entspricht). Mit wachsendem n
werden die Kurven also steiler und liegen enger aneinander, womit sich das
Intervall [ag;, ag,] um den wahren Wert a stark verkleinert. Betrachtet man
auch hier wieder die Kurven des 3. und 4. PSes in Abbildung 4.4, so kann
optisch die starke Verkleinerung des Intervalls [ag; o, festgestellt werden,
die wie bei den PSen 1 und 2 in etwa eine Halbierung ergibt, wenn vom PS
3 mit n = 25 zum PS 4 mit n = 100 gewechselt wird. Beziiglich der Modell-
wahl kann nun festgehalten werden, dass man im 1. und 3. PS schliesslich
einen Wert von ag, = 0.41 bzw. ay, = 0.47 akzeptieren miisste, um das
Poissonmodell beibehalten zu kénnen, wihrend ein signifikanter Abstand
von nur ag; = 0.16 bzw. ag; = 0.18 gemessen wird, d.h. wenn man héchstens
eine Schranke ag von 0.16 bzw. 0.18 akzeptiert, so ist in diesem Falle der
Aufwand gerechtfertigt, vom Poisson- zum NB-Modell zu wechseln. Bei den
PSen 2 und 4 dagegen ist der Unterschied zwischen ag und @, sehr gering,
was zu dem positiven Effekt fiihrt, dass der Bereich zwischen ag und ag,,
in dem keine Aussagen beziiglich Annahme oder Ablehnung des Poissonmo-
dells getroffen werden konnen, stark verkleinert wird. In diesen Féllen muss
dann iiberpriift werden, ob der Wert @, (hier G, = 0.35 im 2. PS und 4.
PS), der die Akzeptanzgrenze des Poissonmodells angibt, noch so klein ist,
dass er angenommen werden kann. Ist dies der Fall, so kann das Poisson-
modell beibehalten werden, wihrend man zum NB-Modell wechseln muss,
sobald einem die Grenze ag, = 0.35 zu gross erscheint. An dieser Stelle ist
jedoch zu bemerken, dass es generell sehr schwierig ist, die Werte des Dis-
persionsindizes aq einzuschitzen und zu beurteilen, welcher Wert ag, als zu

gross bzw. als klein genug fiir das Poissonmodell eingestuft werden kann.
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e Einfluss der Schwankungsbreite (range) des Erwartungswertes:
Dazu miissen die Ergebnisse der PSe 1 mit 3 und 2 mit 4 verglichen wer-
den. Allerdings sind hier keine nennenswerten Unterschiede auszumachen,
weshalb in diesen Fillen gefolgert werden kann, dass die Schwankungsbreite

der Erwartungswerte keinen relevanten Einfluss auf die Testergebnisse hat.
(ii) Gruppe 2: Parametersitze 5 bis 8:

e Einfluss von n:

Hierfiir werden zunéchst die Ergebnisse der PSe 5 mit 6 und 7 mit 8 vergli-
chen. Bei PS 5 ergeben sich ay = 0.34 und ag, = 0.88, was prozentual einer
relativ grossen Abweichung von 46% und 40% von a = 0.63 entspricht, im
Gegensatz zum 6. PS mit ap = 0.47 und ag, = 0.74, bei dem die Abwei-
chung nur 25% und 17% betrigt, und damit im Vergleich zum 5. PS mehr
als halbiert wird. Der deutliche Einfluss der Datenldnge n und die durch-
schnittliche Halbierung der Intervalle [ag; ag,] lassen sich auch klar beim
Vergleich der Kurven von PS 5 mit PS 6 in Abbildung 4.5 erkennen. Eine
dghnliche Situation ergibt sich fiir den 7. und 8. PS. Wiahrend beim 7. PS
ao und ag, mit ag = 0.34 und aq, = 0.89 stark von a = 0.63 abweichen
(46% und 41%), liegen sie beim 8. PS mit ag; = 0.49 und ag, = 0.77 deutlich
niher am wahren Wert a (Abweichung von je 22%). Auch hier ergibt sich
beim Ubergang von PS 7 mit n = 25 zum PS 8 mit n = 100 in etwa eine
Halbierung der Abweichungen, die in Abbildung 4.5 noch einmal graphisch
verdeutlicht werden. Analog zu den Daten der 1. Gruppe wiirde man fiir die
PSe 5 und 7 mit n = 25 einen Wechsel vom Poisson- zum NB-Modell recht-
fertigen konnen, da ein Wert ag, = 0.88 bzw. @y, = 0.89, den man fiir den
Erhalt des Poissonmodells akzeptieren miisste, nicht vertretbar ist. Beim 6.
und 8. PS ist dagegen der Unterschied zwischen ag und ag, so gering, dass
nur der Wert ag, zu betrachten ist und abgewogen werden muss, ob dieser
Wert fiir ein Poissonmodell noch akzeptabel ist. Sollte dies nicht der Fall
sein, so miisste man den Aufwand in Kauf nehmen, die Daten mittels des
NB-Modells zu modellieren.

e Einfluss der Schwankungsbreite (range) des Erwartungswertes:
Analog wie bei der Gruppe 1 ist hier ebenfalls kein relevanter Unterschied

beim Vergleich der PSe 5 mit 7 und 6 mit 8 zu erkennen.
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(iii) Gruppe 3: Parametersiitze 9 bis 12 und Gruppe 4: Parametersitze 13

bis 16:

Da sich sowohl fiir die 3. Gruppe, als auch fiir die Gruppe 4 analoge Ergebnisse
herausstellen wie fiir die bisher behandelten Gruppen 1 und 2, werden hier die
einzelnen Resultate nicht explizit angegeben, sondern kénnen in der Ergebnista-
belle 4.2 nachgelesen werden. Der einzige auffillige Unterschied zu den Gruppen
1 und 2 ist die Asymmetrie der Abweichungen von @y und ag, zu a in Gruppe 3.
Wiéhrend sich bei den Gruppen 1 und 2 die Abweichungsintervalle [ag;; @o,] von
den PSen mit n = 25 auf die PSe mit n = 100 ungefihr halbieren oder zumindest
stark verkleinern, fillt in Gruppe 3 beim Vergleich der PSe 9 mit 10 auf, dass
sich die Differenz von @y, zu a nicht wie in allen anderen Fillen verringert, son-
dern von agp, = 0.16 im PS 9 auf ag, = 0.19 vergréssert. Dieser Sachverhalt ist
in den Graphiken zu den PSen 9 und 10 in Abbildung 4.6 deutlich zu erkennen.
Wie ebenfalls graphisch festzustellen ist, liegt auch beim 12. PS eine auffillige
Asymmetrie des Intervalls [Gg; Go,] um a vor, allerdings entspricht der 12. PS
immer noch den Beobachtungen aus den anderen Gruppen, dass sich mit grosse-
rem Datenumfang n das Abweichungsintervall verkleinert, was hier trotz starker
Asymmetrie der Fall ist. Vergleicht man nun noch in der Gruppe 3 die PSe 9 mit
11 und 10 mit 12 um den Einfluss der Schwankungsbreite des Erwartungswertes
zu beurteilen, so erkennt man, dass sich die Gruppe 3 von allen anderen Grup-
pen, die diesbeziiglich keinen Einfluss aufweisen, unterscheidet. Beim Vergleich
der PSe 9 mit 11 fillt an den Kurven in Abbildung 4.6 auf, dass der Wert von
ao; in beiden Féllen in etwa gleich bleibt, wihrend sich der Wert von @y, im
11. PS weiter nach rechts verschiebt, d.h. mit einer grésseren Schwankungsbreite
des Erwartungswertes im PS 11 zentriert sich das Abweichungsintervall [ag; ag,]
besser um den wahren Wert a. Damit unterscheidet sich auch die Breite des Ab-
weichungsintervalls, das im 9. PS durch die Asymmetrie kleiner als im 11. PS
ist. Betrachtet man nun die Breite des Intervalls [a; g, ] fiir die PSe 10 und 12,
so ergibt sich anhand der Graphiken, dass diese zwar in beiden Féllen ungefihr
iibereinstimmt, allerdings ist das Intervall im 12. PS leicht nach links verscho-
ben, woraus die schon angesprochene Asymmetrie resultiert. Im Gegensatz zu
allen anderen Gruppen ist hier nun zusammenfassend ein Unterschied zwischen
den PSen mit grossem und mit kleinem Schwankungsintervall des Erwartungs-
wertes zu erkennen, der jedoch nicht in eine Regel zusammengefasst werden kann,

da die Effekte zwischen den PSen 9 und 11 bzw. 10 und 12 jeweils unterschied-
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lich sind. Deshalb ist zu vermuten, dass diese Abweichungen von den bisherigen
Beobachtungen aus den anderen Gruppen durch die Zufilligkeit der Daten zu

erkldren ist.

(iv) Einfluss des Signal-to-noise-Quotienten (SN-Quotient):
Da der SN-Quotient jeweils in den Gruppen 1 und 2 bzw. 3 und 4 iibereinstimmt,
werden nun die ersten beiden mit den letzten beiden Gruppen verglichen. Die
Betrachtung an den Abbildungen 4.4, 4.5, 4.6 und 4.7 ist hier allerdings mit Vor-
sicht zu geniessen, da nur die ersten beiden Gruppen beziiglich der x-Achse ag
einen gleichen Massstab aufweisen, weshalb der Vergleich mit den anderen beiden
Gruppen durch die optische Verzerrung erschwert wird. Es kann aber festgestellt
werden, dass dhnlich wie bei den Powerfunktionen sich keine relevanten Unter-
schiede zwischen den Gruppen 1,2 mit 3,4 ergeben, woraus zu schliessen ist, dass
der Wert des SN-Quotienten nicht direkt den Verlauf der Kurven beeinflusst.
Vielmehr ist beim Vergleich der Gruppen 1 und 2 an den Abbildungen 4.4 und
4.5 zu erkennen, dass sich fiir alle 4 PSe der 1. Gruppe mit a = 0.3 und g = 3 die
Breite des Intervalls [ag; ag,] beim Ubergang zur 2. Gruppe verdoppelt, was mit
der Verdoppelung des Dispersionsparameters von ¢ = 0.3 auf a = 0.63 zusam-
menhéngt und woraus resultiert, dass die prozentualen Abweichungen in beiden
Gruppen in etwa wieder {ibereinstimmen. Ein analoges Verhalten kann fiir die
Gruppen 3 und 4 beobachtet werden. Der Dispersionsparameter vergrossert sich
dabei von a = 0.15 auf a = 0.24 und entsprechend werden die Intervalle [a; G, ]
in der 4. Gruppe breiter, was jedoch wegen der unterschiedlichen Massstébe nicht
an den Abbildungen 4.6 und 4.7 zu erkennen ist, aber an den konkreten Werten
von ag; und dag, in der Tabelle 4.2 nachvollzogen werden kann. Auch hier gilt,
dass die prozentualen Abweichungen von beiden Gruppen ungefihr gleich gross
sind, so dass insgesamt kein Effekt des SN-Quotienten bzw. der Wahl von a und

it zu vermuten ist.

4.2.2 p-Wert-Kurven fiir d

Die Schwierigkeit bei den bisher betrachteten p-Wert-Kurven beziiglich a ist, diese
richtig zu interpretieren, denn man kann kaum Aussagen dariiber treffen, was z.B. ein
Wert ag; = 0.18 fiir die Beziehung zwischen Poisson- und NB-Modell bedeutet. Aus die-
sem Grund werden nun die p-Wert-Kurven beziiglich des Abstandsmasses d betrachtet,
das nach (3.27) und (3.28) das Verhéltnis der maximalen Varianzen der beiden Mo-
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delle angibt, womit eine einfachere Interpretation der Kurven ermoglicht wird. Analog
wie im vorherigen Unterabschnitt werden in den Abbildungen 4.8, 4.9, 4.10 und 4.11
zunichst die je 20 Kurven beziiglich d, eines PSes in einer Graphik zusammengefasst
und zusétzlich mit einer gestrichelten Linie der wahre Wert d, sowie mit einer durchge-
zogenen Linie die Werte dy, und dg, eingetragen. Anschliessend werden die Ergebnisse,
die sich nun fiir die Kurven beziiglich des Abstandsmasses dy = d(ap) ergeben, in der
Tabelle 4.3 angegeben. Hier beschreibt d den wahren Wert des Abstandsmasses, das in
(3.28) definiert wurde. Die Werte do; und dp, ergeben sich analog zu ag und @g, aus
den gemittelten Werten der Schnittpunkte der Kurven mit den Levels P = 0.95 und
P = 0.05. Ebenso wie in Tabelle 4.2 sind auch hier die Differenzen d — do; und do, — d
je in % angegeben, wobei der wahre Wert d 100% entspricht.
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Diskriminanz Akzeptanz
zu Poisson zu Poisson
PS | n SN(a, ) | Schwankungs- | wahres | dy d—dy | doy doy — d
intervall p; | d in % in %
1 25 | 1.25 3 [1.5; 4.5] 2.41 1.63 | 32% 2.63 9%
2 100 1.25 3 (1545 |233 |206 |12% |269 |15%
3 25 | 1.25 3 [0.75 ; 5.25] | 2.77 2.19 | 21% 4.06 47%
4 100 | 1.25 3 [0.75 ; 5.25] | 2.99 2.43 | 19% 3.25 9%
5) 25 | 1.25 100 (50 ; 150] 94.50 52.31 | 45% 132.49 | 40%
6 100 | 1.25 100 (50 ; 150] 94.50 73.28 | 22% 114.06 | 21%
7 25 | 1.25 100 (25 ; 175] 108.55 | 56.17 | 48% 142.89 | 32%
8 100 | 1.25 100 (25 ; 175] 102.79 | 80.45 | 22% 125.31 | 22%
9 25 |2 10 (5 15] 3.23 1.84 | 43% 3.57 11%
10 | 100 | 2 10 (5 15] 3.23 2.70 | 16% 3.89 20%
11 125 |2 10 (2.5 ; 17.5] 3.84 2.22 | 42% 4.80 25%
12 1100 | 2 10 (2.5 ; 17.5] 3.61 2.70 | 25% 3.82 6%
13 |25 |2 100 (50 ; 150] 38.45 19.80 | 49% 54.64 | 42%
14 | 100 | 2 100 (50 ; 150] 36.62 28.79 | 21% 46.14 | 26%
15 |25 |2 100 (25 ; 175] 42.38 18.99 | 55% 52.97 | 25%
16 | 100 | 2 100 (25 ; 175] 42.38 31.30 | 26% 50.49 | 19%
Tabelle 4.3: Ergebnisse der p-Wert-Kurven beziiglich dg, d.h. 13(5, o,dy) =P (a;Blgo))

Interpretation der p-Wert-Kurven beziiglich d,

(i) Gruppe 1: Parametersitze 1 bis 4

e Finfluss von n:

Betrachtet man die Kurven beziiglich des Abstandsmasses dy, so ergeben

sich dhnliche Schlussfolgerungen wie bei den Kurven beziiglich ay. Beim 1.
PS liegen die Werte dy; = 1.63 und do,, = 2.63 (‘entspricht einer Differenz von
32% und 9% zum wahren Wert d = 2.41) ebenso weit von d = 2.41 entfernt
wie beim 3. PS mit dy; = 2.19 und dy, = 4.06 (entspricht einer Differenz von
21% und 47% 7zu d = 2.77). Dagegen wird das Intervall [do;, dg,] sowohl im

2., als auch im 4. PS durch die Vergrosserung des Datenumfangs von n = 25
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auf n = 100 stark verkleinert, denn fiir den 2. PS ergeben sich die Werte
dy; = 2.06 und dgy, = 2.69, was einer Abweichung von 12% bzw. 15% vom
wahren Wert d = 2.33 entspricht. Fiir den 4. PS beobachtet man die Werte
dy; = 2.43 und dy, = 3.25, woraus sich eine Differenz zu d = 2.99 von 19%
und 9% errechnet. Eine kleine Unregelmissigkeit ist beim Ubergang vom 1.
PS zum 2. PS bei dy, einzuriumen, denn hier vergréssert sich der Abstand
wie schon angesprochen von 9% im 1. auf 15% im 2. PS. Es ist aber an der
Abbildung 4.8 deutlich zu erkennen, dass sich insgesamt die Breite des In-
tervalls [doy; do,] verkleinert und die eben angesprochene Unregelmissigkeit
eine Folge der leichten Asymmetrie im 1. PS ist. Es lésst sich also auch hier
wieder zusammenfassen, dass mit einem grosseren Datenumfang die Kur-
ven steiler verlaufen und somit das Intervall [dy;, dp,] kleiner wird. Zu der
Modellwahl kann hier gesagt werden, dass ein Poissonmodell gerade noch
zu rechtfertigen ist, wenn man bereit ist, ein Abstandsmass von maximal
dou = 4.06 zu akzeptieren. Dies bedeutet wegen d = VZTG&EONi]S?)S_OYl fgggﬁi)g),

dass die Varianz des NB-Modells etwa 4 mal so gross ist wie die Varianz

des Poissonmodells. Dieser Wert ist zwar schon sehr hoch, da in der Praxis
maximal etwa eine 2-fache Abweichung in den Varianzen toleriert wird, doch
konnte man im Grenzfall den Wert 4 noch zulassen, womit das Poissonmo-

dell gerechtfertigt wére.

Einfluss der Schwankungsbreite (range) des Erwartungswertes:

Um den Einfluss der Schwankungsbreite zu erkennen, miissen die PSe 1 mit
3 und 2 mit 4 verglichen werden. Im Gegensatz zu den Kurven beziiglich
ao ist hier ein deutlicher Unterschied auszumachen. Wiahrend im 1. PS
doy = 1.63 und dy, = 2.63 sind, liegen dy; und dg, im 3. PS bei dy; = 2.19 und
do, = 4.06. Eine solche Rechtsverschiebung der Kurven durch eine gréssere
Schwankungsbreite ldsst sich auch beim Vergleich der PSe 2 mit 4 erken-
nen, denn es gilt dy; = 2.06 bzw. dy, = 2.69 im 2. und dy; = 2.43 bzw.
dow = 3.25 im 4. PS. Es kann also festgestellt werden, dass zwar keine
grossen prozentualen Unterschiede der Intervalle [ng, Jgu] auftreten, jedoch
bewirkt die Vergrosserung der Schwankungsbreite des Erwartungswertes ei-
ne Gesamtverschiebung der Kurven tendenziell nach rechts, d.h. je grésser
das Schwankungsintervall ist, desto grosser werden die Werte des Abstands-

masses. Dies hat dann zur Folge, dass die Rechtfertigung des Poissonmo-
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dells immer schwieriger wird, denn je grosser die Werte des Abstandsmasses
werden, desto mehr unterscheidet sich die Varianz des Poissonmodells von
der des NB-Modells, was fiir einen Wechsel vom Poisson- zum NB-Modell
spricht. Damit kann zusammengefasst werden, dass, je grosser das Schwan-
kungsintervall des Erwartungswertes ist, desto eher muss das Poissonmodell
zu Gunsten des NB-Modells abgelehnt werden.

(ii) Gruppe 2: Parametersitze 5 bis 8:

e Einfluss von n:
Anhand der Ergebnisse dieser PSe wird noch einmal bestétigt, dass der
Datenumfang n einen relevanten Einfluss auf die Testergebnisse hat. Man
kann an der Tabelle 4.3 ablesen, dass sich beim Vergleich des 5. und 6. PSes
die prozentualen Abweichungen von dy zu d und dy, zu d in etwa halbieren
(d—dy = 45% im 5. und d — dy; = 22% im 6. PS, ebenso dy, —d = 40% im
5. und dg, — d = 21% im 6. PS). Entsprechende Ergebnisse liegen bei den
PSen 7 und 8 vor. Es kann also analog zu Gruppe 1 gefolgert werden, dass
die Kurven steiler und die Intervalle [ng, JOU] sehr viel kleiner werden, sobald
der Datenumfang n zunimmt. Ein wesentlicher Unterschied zu den Daten
der Gruppe 1 ist, dass die reinen Werte sowohl von d, als auch von dg; und
do, sehr viel grosser sind als diejenigen der 1. Gruppe. Dies hiingt allerdings
mit der Wahl des relativ grossen Erwartungswertes i = 100 zusammen (im
Vergleich zu i = 3 bei Gruppe 1), der in die Funktion des Abstandsmasses d
nach (3.28) eingeht und somit die Werte d in der Gruppe 2 im Vergleich zu
Gruppe 1 sehr gross werden lésst. Diese Tatsache hat wiederum Folgen fiir
die Wahl des Modells. Aufgrund der extrem hohen Werte von dy; ist in allen
4 Féllen der PSe 5-8 ein Poissonmodell nicht vertretbar, da die Varianz des
NB-Modells mindestens das 52-fache (do; = 52.31 und grésser) der Varianz

des Poissonmodells betrégt.

e Einfluss der Schwankungsbreite (range) des Erwartungswertes:
Der Einfluss der Schwankungsbreite ist in dieser Gruppe zwar andeutungs-
weise noch zu erkennen, jedoch ldngst nicht so deutlich wie in Gruppe 1. Da
an den Kurven in Abbildung 4.9 optisch kaum Veréinderungen sichtbar sind,
ist es sinnvoller, die konkreten Werte aus der Tabelle 4.3 fiir die Analyse her-
anzuziehen. Aus ihnen geht hervor, dass mit einem grosseren Schwankungs-

intervall des Erwartungswertes (PSe 7 und 8) die Kurven leicht nach rechts
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(iii)

(iv)

verschoben sind. So ergeben sich z.B. im 5. PS die Werte dy = 52.31 und
dow = 132.49, wihrend im 7. PS sich die Werte dy; = 56.17 und dg, = 142.89
herausstellen. Ebenso kann man beim Vergleich des 6. (cZOl = 73.28 und
do, = 114.06) mit dem 8. PSes (dy = 80.45 und dy, = 125.31) eine leichte
Tendenz der Rechtsverschiebung erkennen, deren Konsequenz beziiglich der

Modellwahl schon bei den PSen der Gruppe 1 angesprochen wurde.

Gruppe 3: Parametersitze 9 bis 12 und Gruppe 4: Parameterséitze 13
bis 16:

Fiir die 3. und 4. Gruppe ergeben sich analoge Ergebnisse beziiglich des Einflus-
ses des Datenumfangs n, sowie des Einflusses der Schwankungsbreite des Erwar-
tungswertes wie in den Gruppen 1 und 2. Daher werden die einzelnen Resultate
nicht mehr ausfiihrlich beschrieben, sondern kénnen in Tabelle 4.3 nachgelesen
und analog zu Gruppe 1 und 2 interpretiert werden. Es ist allerdings anzumer-
ken, dass in Gruppe 3 der PS 9 in gleicher Weise eine leichte Asymmetrie des
Intervalls [do;; dou] 7u d aufweist, wie PS 1 in Gruppe 1. Daher ergibt sich auch
hier eine kleine Unregelmissigkeit in Bezug auf den Effekt eines grosseren Daten-
umfangs n. Wihrend in allen anderen Fillen die Abstéinde von dy und dg, zu
d bei grosserem n geringer werden, liegt hier eine Vergrosserung von dy, = 3.57
im 9. PS auf dy, = 3.89 im 10. PS vor. Es ist aber trotzdem eine Verkleinerung
des Gesamtintervalls in Abbildung 4.10 erkennbar, so dass die bisherige Beobach-
tung der Intervallverkleinerung bei grossem Datenumfang n auch hier Giiltigkeit
hat. Weiterhin ist bei Gruppe 3 in Bezug auf die Modellwahl zu bemerken, dass
wie in Gruppe 1 gerade noch ein Poissonmodell gerechtfertigt werden konnte,
da maximal eine Abweichung von dy, = 4.8 akzeptiert werden miisste, um das
Poissonmodell beibehalten zu kénnen. Dagegen sind in Gruppe 4 die Werte d, dy;
und dy, wie in Gruppe 2 aufgrund eines grossen Erwartungswertes i = 100 viel
zu hoch, als dass man ein Poissonmodell vertreten konnte. In allen 4 PSen der

Gruppe 4 miisste also das NB-Modell gewihlt werden.

Einfluss des Signal-to-noise-Quotienten (SN-Quotient):

Um den Einfluss des SN-Quotienten zu beurteilen, ist es ebenso wie bei den p-
Wert-Kurven beziiglich ay schwierig, die Kurven in den Abbildungen 4.8, 4.9,
4.10 und 4.11 miteinander zu vergleichen, da sie alle unterschiedliche Massstéibe
dy auf der x-Achse aufweisen. Daher werden hauptséchlich die Daten aus Ta-

belle 4.3 betrachtet. Im Gegensatz zu den Kurven beziiglich a( sind hier kleine
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Unterschiede in den prozentualen Abweichungen von dy und dg, zu d in den ver-
schiedenen Gruppen vorhanden. Dies bedeutet aber, dass nicht der Wert des SN-
Quotienten relevant ist, sondern die Wahl des gemittelten Erwartungswertes fi.
Die prozentualen Abweichungen der 2. und 4. Gruppe, in denen ein i = 100 vor-
liegt, entsprechen sich mit nur geringfiigigen Unterschieden (ca. 43% mit n = 25
und ca. 20% mit n = 100). Dagegen sind die prozentualen Abweichungen in
der Gruppe 1 mit & = 3 gegeniiber den Gruppen 3 (mit 7 = 10), 2 und 4 (je
A = 100) am kleinsten. Es ldsst sich damit vermuten, dass die Grosse von [ die
prozentualen Abweichungen leicht beeinflusst, d.h. je grosser 1 ist, desto grosser
werden die Abweichungen dy und dg, von d. Abgesehen von den prozentualen
Abweichungen ist an den direkten Werten dg; und do, deutlich der Einfluss von /i
zu erkennen. Da, wie schon erwéhnt, der Erwartungswert in die Berechnung des
Abstandsmasses d eingeht, spiegelt sich der grosse Wert i = 100 in d, dg; und dq,,
in den Gruppen 2 und 4 wider. Daraus kann gefolgert werden, dass, je grdsser
der Erwartungswert ist, desto grosser wird das Abstandsmass d und desto eher

wird das Poissonmodell aufgrund eines zu hohen Wertes d, abgelehnt.

4.2.3 Zusammenfassung

Insgesamt lésst sich feststellen, dass in jeder Gruppe der Datensatzumfang n einen ent-
scheidenden Einfluss auf die Testergebnisse hat, denn wahrend die Abweichungen von
dg; und ag, vom wahren Wert a bei PSen mit n = 25 im Schnitt bei 40% liegen, ergeben
sich fiir PSe mit n = 100 prozentuale Differenzen von nur 25%. Diese Beobachtung gilt
gleichermassen fiir alle Gruppen. Analog dazu kann auch bei den Kurven beziiglich dg
ein relevanter Einfluss des Datenumfangs n in allen Gruppen festgestellt werden. Wei-
terhin ergibt sich, dass eine grossere Schwankungsbreite des Erwartungswertes bei den
Kurven beziiglich ay keinen relevanten Einfluss hat, doch bei den Kurven beziiglich
des Abstandsmasses dy eine tendenzielle Verschiebung nach rechts bewirkt. Aus der
Rechtsverschiebung folgt dann eine Vergrosserung der relevanten Werte dp,, was zur
Konsequenz hat, dass das Poissonmodell nicht akzeptiert werden kann und stattdessen
das NB-Modell gewéhlt werden muss. Bemerkenswert ist noch, dass sich zwischen den
Gruppen grosse Differenzen beziiglich des Abstandsmasses d ergeben. Wihrend sich
z.B. der Parameter a vom 1. zum 5. PS von a = 0.3 auf a = 0.63 nur verdoppelt, wird
d um etwa das 50-fache vergrossert. Dies hdngt aber mit dem sich ebenfalls verdndern-

dem [ zusammen, das sich von i = 3 auf i = 100 vergrossert, womit schliesslich
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gewdhrleistet ist, dass der Signal-to-noise-Quotient in beiden Gruppen denselben Wert,
SN = 1.25 annimmt. Eine dhnliche Verinderung kann zwischen den Gruppen 3 und
4 festgestellt werden, bei denen sich das a von 0.15 auf 0.24 nicht ganz verdoppelt,
aber das Abstandsmass d sich von im Schnitt 3.3 auf 36 mehr als verzehnfacht. Es
gilt also zusammenfassend, dass weder die Kurven beziiglich ag noch die beziiglich dy
direkt vom Wert des SN-Quotienten beeinflusst werden, aber die Kurven beziiglich des
Abstandsmasses dy von der Wahl des gemittelten Erwartungswertes ji abhéngen.

Zu der Frage, wann der Aufwand eines Wechsels vom Poisson- zum NB-Modell gerecht-
fertigt ist, ldsst sich sagen, dass man bei der Betrachtung der p-Wert-Kurven beziiglich
ag Schwierigkeiten hat, die relevanten Werte ag, fiir die Akzeptanz des Poissonmodells
zu beurteilen. Generell sind solche Kurven angebracht, die sich fiir die PSe mit n = 100
ergeben, bei denen die Werte @y und @y, nahe aneinander liegen. Denn wiinschenswert
sind solche Kurven, deren Bereich zwischen ag und ag,, in dem keine Aussagen iiber die
Modellwahl getroffen werden konnen, so klein wie méglich ist. Es muss dann in jedem
Fall individuell entschieden werden, ob der Wert ay,, fiir das Poissonmodell noch akzep-
tiert werden kann. Wegen der grossen Interpretationsschwierigkeit des Dispersionspa-
rameters a ist es sinnvoller, die Kurven beziiglich des Abstandsmasses d zu betrachten.
Hier ergibt sich in den Gruppen 1 und 3 ein noch akzeptabler durchschnittlicher Wert
von dy, = 4, so dass man fiir alle PSe dieser Gruppen ein Poissonmodell tolerieren
kann. Bei den Gruppen 2 und 4 dagegen ergibt sich fiir alle PSe ein so hoher Wert
do, dass nur ein NB-Modell vertretbar ist, denn ein hoher Wert dy; ist gleichbedeutend
damit, dass sich die Varianz des NB-Modells stark von der Varianz des Poissonmodells
unterscheidet. Mit Abschnitt 3.3 Abbildung 3.5 kann dann gefolgert werden, dass bis
7u einer maximalen Akzeptanzgrenze Gy = d~'(dy;) die Hypothese K : a < ag gegen
H : a > ay verworfen wird, womit man annimmt, dass a > ag gilt, und somit das
NB-Modell zu wéhlen ist.

Abschliessend ist noch zu bemerken, dass speziell beim 3. PS extreme Konvergenz-
schwierigkeiten bei der Berechnung des Schétzers fiir a auftraten, jedoch konnten stiick-
weise 20 Zufallsvektoren gefunden werden, fiir die die Berechnung aller Schétzer inner-
halb der vorgegebenen Iterationsgrenze konvergierte. Fiir den 3. PS wurden also nicht
20 Zufallsvektoren auf einmal berechnet, wie im Programm ,,a0quer” angegeben, son-
dern es wurden jeweils einzeln Zufallsvektoren erzeugt, die Schitzungen durchgefiihrt,
und wenn die Schitzung speziell fiir den Parameter a konvergierte, so wurde dieser Zu-
fallsvektor fiir die weiteren Berechnungen verwendet. Dieses Verfahren wurde solange

durchgefiihrt, bis 20 verwendbare Zufallsvektoren gegeben waren.



Kapitel 5
Anwendungsbeispiele

In diesem letzten Kapitel wird schliesslich der Bereichstest, der im 3. Kapitel herge-
leitet und im 4. Kapitel anhand einer Simulationsstudie getestet wurde, auf 2 kon-
krete Datenbeispiele angewendet. Dazu werden einerseits Daten aus dem Bereich der
Kfz-Versicherung und andererseits Daten aus dem Bereich der wirtschaftswissenschaft-
lichen Forschung untersucht. Zunichst wird mittels einer explorativen Datenanalyse
ein Poissonmodell angepasst und anschliessend gezeigt, dass die Daten Uberdispersion
aufweisen. Zuletzt wird dann das NB-Modell auf die Daten angewendet und es wird
damit eine p-Wert-Kurve erstellt, wie sie im vorangegangenen Kapitel an der Simu-
lationsstudie beschrieben wurde. Das Ziel ist letztlich, anhand der p-Wert-Kurve die
Uberdispersion zu quantifizieren und zu beurteilen, welches Modell zur Datenanpas-

sung gewahlt werden sollte.

5.1 Schwedische Kfz-Versicherung

Die zu untersuchenden Daten sind auf der Internetseite
http : | Jwww.statsci.org/data/general /motorins.tt

erhiiltlich und entstammen einer schwedischen Kfz-Haftplicht-Versicherung aus dem
Jahr 1977. Da in Schweden alle Kfz-Versicherungen dieselben Grossen zur Klassifi-
zierung ihrer Kunden verwenden, kénnen ihre Portfolios und ihre Schadensstatistiken
miteinander kombiniert werden. Die zugrundeliegenden Daten wurden durch ein schwe-
disches Komittee gebildet, deren Aufgabe es war, die Einflussgréssen auf die Schaden-
anzahl zu identifizieren und diese mit der Struktur des damals aktuellen Tarifs zu

vergleichen.
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5.1.1 Datenbeschreibung

Der Datensatz besteht aus den 6 Variablen Kilometer, Zone, Bonus, Automarke, An-
zahl der Versicherten und Schadenanzahl. Die Grosse ,, Kilometer® beschreibt, wieviele
Kilometer der Versicherte im Durchschnitt jahrlich zuriicklegt und ist in 5 Kategorien

eingeteilt, die sich wie folgt ergeben:

1: < 1.000 km

2: 1.000 km — 15.000 km
3: 15.000 km — 20.000 km
4: 20.000 km — 25.000 km
5: > 25.000 km

Die Variable ,, Zone* hat 7 Auspridgungen, die den geographischen Aufenthaltsort des

Versicherten angeben:

: Stockholm, Géteborg, Malmé mit Umland

: Weitere Grossstiadte mit Umland

: Kleinere Stddte mit Umland im Siiden Schwedens
: Léndliche Gebiete im Siiden Schwedens

: Kleinere Stiadte mit Umland im Norden Schwedens
: Léndliche Gebiete im Norden Schwedens

: Gotland

N O Ot s W N =

Die Variable ,, Bonus“ enthélt 7 Kategorien und entspricht der Anzahl der Versiche-
rungsjahre plus 1 seit dem letzten Schaden. Schliesslich gibt die Grosse ,, Automarke®
in 9 verschiedenen Kategorien die untersuchten Automarken an, wobei in den Klassen
1-8 die géngigsten 8 Automodelle enthalten sind, wihrend alle anderen Automarken in
der Klasse 9 zusammengefasst sind. Es bleibt die Variable ,, Versicherte®, die die Anzahl
der Versicherten in einem Versicherungsjahr pro Merkmalskombination angibt. Diese
Grosse wird als ,,offset” verwendet werden, auf den spéter noch genauer eingegangen
wird. Den Response bildet die ,,Schadenanzahl®, die nun mittels der beschriebenen
Kovariablen erklidrt werden soll. Die Daten liegen in aggregierter Form vor, d.h. alle
Kovariablenkombinationen treten hochstens einmal auf, woraus sich eine Linge des
Datensatzes von 2182 ergibt. Damit wird die Schadenanzahl nicht beziiglich einzelner
Individuen, sondern beziiglich einer Gruppe von Versicherungsnehmern mit identischen

Merkmalen modelliert. Es kann allerdings vorkommen, dass die Grosse der einzelnen
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Gruppen sehr unterschiedlich ist, weshalb man die Anzahl der Versicherten innerhalb
einer Gruppe als Gewichtung verwendet, um die Gruppen der verschiedenen Merk-
malskombinationen miteinander vergleichbar zu machen. Bevor nun dieser Datensatz
nidher untersucht wird, soll zunéchst seine dussere Struktur betrachtet werden, um ihn
in eine Gruppe der Parametersitze aus der Simulationsstudie einordnen zu kénnen.
Aus der Spalte ,,Schadenanzahl“ der Kfz-Daten geht hervor, dass die Schadenanzah-
len zwischen 0 und Werten iiber 3000 variieren. Die durchschnittliche Schadenanzahl
betrigt in etwa 52, so dass man von einem gemittelten Erwartungswert i = 52 aus-
gehen kann. Zusammen mit dem im nachfolgend erlduterten Modell (5.2) geschitzten
Dispersionsparameter a ergibt sich weiter fiir diese Daten ein Signal-to-noise-Quotient
von 5.95. Wegen des relativ grossen SN-Quotienten sollte man den Vergleich mit den
Parameterséitzen auf die Gruppen 3 und 4 beschrianken, die einen SN-Quotienten von
2 aufweisen. Die Datenlénge ist zwar mit n = 2182 sehr viel hoher als die maximale
Lange n = 100 der Parameterséitze der Simulationsstudie, trotzdem ist dieses Beispiel
am besten mit denjenigen Parameterséitzen vergleichbar, deren Datenldnge n = 100
ist, deren mittlerer Erwartungswert i = 100 betrigt (Gruppe 4) und die eine grosse
Schwankungsbreite des Erwartungswertes aufweisen (Parametersatz 16). Bei der Be-
trachtung der Powerfunktionen in Abschnitt 4.1 ergab sich fiir diesen Parametersatz ein
wenig liberaler Test, so dass auch hier (vor allem wegen der extrem grossen Datenlinge)

bei der Durchfiihrung des Bereichstests ein a-level-Test zu erwarten ist.

5.1.2 Explorative Datenanalyse der Kfz-Daten

Mit Hilfe der explorativen Datenanalyse soll nun versucht werden, einen ersten Uber-
blick iiber die Daten zu erhalten und ein moégliches Modell zu erstellen. Dazu werden
zunichst die Kovariablen jeweils gegen die zu untersuchende Grosse ,, Schadenanzahl®,
die im folgenden mit S abgekiirzt wird, abgetragen. Allerdings ist zu beachten, dass
aus bereits angesprochenen Griinden die Schadenanzahl noch mit der Anzahl der Ver-

sicherten (V') gewichtet wird, woraus sich die Grosse der Schadenhaufigkeit

Schadenanzahl B S

SH

- Anzahl Versicherte V

ergibt. Es wird also zunéchst ein Poissonmodell mit der log-link-Funktion an die Daten
angepasst, wobei die Variable ,, Versicherte als Gewichtung fungiert. Nach Abschnitt
2.2.5 gilt dann:
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S; = Schadenanzahl ~ Poi(u;), i =1,..,2128 mit

i = Viexp(xiB) = exp(In(V;) +xiB) bzw. In(y,) =In(V;) + =iB.
ffset
offse

Loést man diese Gleichung nach af3 auf, so erhélt man In <“7) = x!B, d.h. dass sich
die logarithmierte Schadenh&ufigkeit linear zu den Kovariablen verhilt, weshalb in den
folgenden Abbildungen 5.1 auf der x-Achse die einzelnen Kovariablen und auf der y-

Achse die logarithmierte Schadenhaufigkeit In SH = In % abgetragen sind. An der Gra-
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Abbildung 5.1: Explorative Datenanalyse der Kfz-Daten

phik fiir die Variable ,, Kilometer* ist deutlich zu erkennen, dass Versicherungsnehmer-
gruppen, die jahrlich grosse Kilometerstrecken zuriicklegen (Kategorie 5), eine hohere
durchschnittliche Schadenhaufigkeit aufweisen als diejenigen Gruppen, die nur wenige
Kilometer jihrlich fahren (Kategorien 1 und 2). Ahnlich dazu kann an der Graphik fiir
die Variable ,, Zone* festgestellt werden, dass in Grossstidten (Kategorie 1 und 2) eine
hohere Schadenhéufigkeit vorliegt als in Kleinstidten (Kategorien 3 und 5) bzw. lind-
lichen Gebieten (Kategorien 4 und 6). Anhand der Graphik fiir die Grosse ,, Bonus“ ist
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deutlich der negative lineare Zusammenhang zwischen schadenfreien Jahren und Scha-
denhiufigkeit zu erkennen, der der Struktur der Beitragsermiissigung entspricht, d.h.
je mehr schadenfreie Jahre der Versicherungsnehmer vorzuweisen hat, desto geringer
ist die Schadenh&ufigkeit und umso héher féllt fiir ihn der Bonus aus. In der Abbildung
fiir die Variable ,, Automarke® fillt besonders die Kategorie 4 durch eine extrem kleine
Schadenh&ufigkeit im Vergleich zu den anderen Kategorien auf. Es ist bekannt, dass
die Klasse 4 die Automarke VW 1200 enthélt, da deren Produktion kurz nach 1977
eingestellt wurde. Die anderen Kategorien wurden nicht identifiziert, da sie sonst die
Verkaufsstatistiken der untersuchten Automarken beeinflusst héitten. Ansonsten lasst
sich dieser Graphik entnehmen, dass offensichtlich die Automarke einen wesentlichen
Einfluss auf die Schadenhéufigkeit hat, denn abgesehen von der Kategorie 4 unterschei-
den sich die Werte der Schadenhéufigkeiten aus beispielsweise den Kategorien 2 und 6

relevant.

5.1.3 Poissonregression der Kfz-Daten

Da die vier betrachteten Kovariablen ,, Kilometer*, , Zone“, ,, Bonus“ und ,, Automarke*
offensichtlich alle einen Einfluss auf die Zielvariable Schadenanzahl S ausiiben, werden
sie alle in das zu bildende Poissonmodell aufgenommen. Aus der Abbildung 5.1 geht
hervor, dass die Variablen , Kilometer”, , Zone“ und , Bonus“ einen relativ linearen
Verlauf zeigen, wodurch die M6glichkeit besteht, diese nicht als kategorielle Variablen,
sondern als metrisch zu betrachten. Desweiteren konnen Interaktionen vorhanden sein,
d.h. Zusammenhinge zwischen den verschiedenen Kovariablen. Das Modell, das wie
eben beschrieben, alle Variablen (bis auf ,, Automarke“) metrisch verwendet, und auch
Interaktionen beriicksichtigt, liefert allerdings eine extrem schlechte Anpassung, wes-
halb hier auf ein Poissonmodell, das alle Kovariablen als kategorielle Variablen enthélt,
zuriickgegriffen wird. Es werden auch weiter keine Interaktionen betrachtet, da sie zu
einem hohen Verlust an Freiheitsgraden fiihren, der in keiner Relation zur verbesserten
Anpassung durch die Verwendung von Interaktionen steht. Damit ergibt sich schliess-

lich das folgende Modell, das in Splus berechnet wird:

insurancepoi_glm(S~offset (log(Versicherte))+kilometerf+zonef+

bonusf+automarkef,family=poisson,link=log,x=T), (5.1)

wobei zu erwiahnen ist, dass die Kovariablen kilometerf, zonef, bonusf und automarkef

die vorher beschriebenen Variablen darstellen, allerdings als Faktor, d.h. als kategorielle
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Coefficients:

Value Std. Error t value Pr(>|t])

(Intercept) -1.812840 0.013755 -131.795 < 2e-16 xx*x*
kilometerf2 0.212586 0.007523 28.259 < 2e-16 x*x*x*
kilometerf3 0.320226 0.008660 36.979 < 2e-16 ***
kilometerf4 0.404657 0.012050 33.581 < 2e-16 **x*
kilometerf5 0.575955  0.012826  44.906 < 2e-16 **x*
zonef?2 -0.238168 0.009494 -25.085 < 2e-16 **x
zonef3 -0.386395 0.009669 -39.964 < 2e-16 **x
zonef4 -0.581902 0.008653 -67.252 < 2e-16 **x
zonefb -0.326128 0.014526 -22.451 < 2e-16 **x
zonef6 -0.526234 0.011874 -44.317 < 2e-16 **x
zonef7 -0.730935 0.040474 -18.059 < 2e-16 **x
bonusf?2 -0.478993 0.012092 -39.614 < 2e-16 **x
bonusf3 -0.693172 0.013505 -51.325 < 2e-16 **x
bonusf4 -0.827397 0.014580 -56.748 < 2e-16 **x
bonusfb -0.925632 0.013965 -66.284 < 2e-16 **x
bonusf6 -0.993457 0.011627 -85.445 < 2e-16 **x
bonusf7 -1.327406 0.008683 -152.867 < 2e-16 **x
automarkef2 0.076245 0.021230 3.591 0.000329 *x*x*
automarkef3 -0.247407 0.025056 -9.874 < 2e-16 **x*
automarkef4 -0.653523 0.024171 -27.037 < 2e-16 **x*
automarkef5 0.154924  0.020225 7.660 1.86e-14 *xxx
automarkef6 -0.3355681  0.017371 -19.318 < 2e-16 *x*x*
automarkef7 -0.055939 0.023325 -2.398 0.016473 *
automarkef8 -0.043921 0.031533 -1.393 0.163666
automarkef9 -0.068054  0.009954  -6.837 8.11e-12 *x*x

Signif. codes: 0 “**%*’ 0.001 ‘*x’ 0.01 ‘x> 0.05 ‘.” 0.1 ¢ > 1
(Dispersion parameter for poisson family taken to be 1)
Null deviance: 34070.6 on 2181 degrees of freedom

Residual deviance: 2966.1 on 2157 degrees of freedom

Tabelle 5.1: summary-Tabelle des Poissonmodells (5.1) der Kfz-Daten
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Variable kodiert. Lésst man sich dann das ,, summary” dieses Modells ausgeben, so
erhilt man die in Tabelle 5.1 unter der Spalte ,,value* angegebenen Ergebnisse fiir
die Schitzungen der einzelnen Regressionsparameter. Aus dieser Tabelle geht hervor,
dass alle durch die Faktorisierung entstandenen 25 Kovariablen hoch signifikant sind,
da sie (bis auf die vorletzte Kategorie 8 in Automarke) einen extrem kleinen p-Wert
aufweisen. Dies bedeutet, dass fiir jedes j = 1,..,25 der Test H; : 3; = 0 gegen
K; : B; # 0 die Hypothese zu einem Signifikanzniveau von o = 0.001 und kleiner
verworfen werden kann, womit die statistische Signifikanz der zu 3; gehdrenden Kova-
riable bewiesen ist. Aus der Tabelle kann ebenfalls abgelesen werden, dass die Devianz
mit 2966,1 grosser als die Anzahl der Freiheitsgrade (2157) ist, was ein Zeichen fiir
Uberdispersion sein konnte. Bevor man aber davon ausgehen kann, dass Uberdisper-
sion vorliegt, miissen zundchst noch die Residuen und die Linkspezifikation {iberpriift
werden, um auszuschliessen, dass sie die mangelnde Anpassung verursachen. Es wurde
bereits in Abschnitt 2.2.9 angesprochen, dass es fiir Zahldaten kein Residuum gibt, das
den gewiinschten Eigenschaften wie Erwartungswert 0, konstante Varianz und sym-
metrische Verteilung um den Erwartungswert gleichzeitig entspricht. In McCullagh &
Nelder (1989, S. 39) [15] wird daher fiir die Residuenanalyse die Betrachtung der De-
vianzresiduen empfohlen, da sie am besten mit standard-normalverteilten Residuen
vergleichbar sind, die die obigen Eigenschaften erfiillen. Fiir die Residuenanalyse sind
in der Abbildung 5.2 vier verschiedene Graphiken dargestellt. Die linke obere Graphik
zeigt die Devianzresiduen 7 (sieche Abschnitt 2.2.9) fiir alle Merkmalskombinationen
1 =1,..,2182. Es wird daran deutlich, dass die Residuen wie gewiinscht zuféllig um 0
streuen. In der oberen rechten Graphik sind die Devianzresiduen gegen den geschéitzten
Erwartungswert der Schadenanzahl abgetragen. Hieran ldsst sich ebenfalls erkennen,
dass die Residuen zufillig um 0 streuen, ohne eine erkennbare Form aufzuweisen, die die
Abhéngigkeit der Residuen von der Schadenanzahl bedeuten wiirde. Aus beiden obe-
ren Graphiken geht weiter hervor, dass alle Schadenanzahlen mit einer betragsméssig
maximalen Abweichung von 6 geschéitzt werden, doch ist auffillig, dass die meisten
Residuen in einem Band von —2 bis 2 enthalten sind (siehe linke obere Graphik). An-
gesichts einer Schadenanzahl bis zu iiber 3000 sprechen diese kleinen Residuenwerte fiir
eine relativ gute Anpassung. Da sich die Graphiken der einzelnen Kovariablen gegen
die Residuen kaum unterscheiden, ist hier in der unteren linken Graphik stellvertre-
tend fiir alle anderen Variablen die Graphik der Devianzresiduen gegen die Kovariable
» Kilometer* abgebildet. Aus ihr kann abgelesen werden, dass wie schon angesprochen,

die Residuen einen maximalen Wert von 6 annehmen. Die letzte Graphik zeigt einen
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Abbildung 5.2: Devianzresiduen des Poissonmodells (5.1) der Kfz-Daten

sogenannten Q-Q-Plot, der angibt, inwiefern sich die Residuen nach der erwiinschten
Normalverteilung verhalten. Liegen die Residuen vollstandig auf der als durchgezogene
Linie eingezeichneten Winkelhalbierenden, so liegt eine Normalverteilung der Residu-
en vor. Die hier eingetragenen Devianzresiduen weisen fiir mittlere Werte anndhernd
eine Normalverteilung auf, wihrend fiir sehr kleine (< —3) und grosse Residuen (> 3)
eine starke Abweichung von der Winkelhalbierenden erkennbar ist. Nach Fahrmeir &
Kiinstler (1999, S. 94) [6] kann daraus gefolgert werden, dass die Residuen zwar eine
symmetrische Verteilung haben, die aber im Vergleich zur Normalverteilung dickere
Enden links und rechts aufweist. Insgesamt l&dsst sich aus der Residuenanalyse schlies-
sen, dass die Gesamtanpassung des Poissonmodells zwar nicht optimal ist, aber auch
nicht so schlecht, als dass sie nicht akzeptiert werden kénnte. Als néchstes wird nun die
Wahl der Linkfunktion untersucht. Dazu ist in Abbildung 5.3 in der oberen Graphik
die Schadenanzahl gegen den Schétzer des linearen Priadiktors abgetragen. Da fiir das
Poissonmodell die log-link-Funktion gewihlt wurde (2.9), bedeutet dies, dass die Scha-

denanzahl nun zufillig um die Exponentialfunktion streuen sollte, was augenscheinlich
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Abbildung 5.3: Linkspezifikation im Poissonmodell der Kfz-Daten

der Fall ist. Allerdings lasst sich generell ein linearer Zusammenhang graphisch leichter
erkennen, weshalb in der unteren Graphik die Schadenanzahlen gegen den geschéitzten
Erwartungswert der Schadenanzahl abgetragen sind, d.h. statt des geschitzten linea-
ren Pridiktors :cfé werden die exponentiellen Werte exp(mf,@) verwendet, die gerade
den geschitzten Erwartungswert ergeben. Da offensichtlich alle Punkte im Rahmen der
statistischen Ungenauigkeit auf der Winkelhalbierenden liegen (durchgezogene Linie),
ist nachgewiesen, dass der geschiitzte Erwartungswert den Schadenanzahlen entspricht,
woraus gefolgert werden kann, dass die Spezifizierung der Linkfunktion durch den Lo-
garithmus geeignet ist. Zuletzt wird nun versucht, ein mdgliches Vorhandensein von
Uberdispersion graphisch darzustellen. Dazu werden in der folgenden Abbildung 5.4
die geschétzten Erwartungswerte exp(azﬁ[/i’\) auf der x-Achse gegen die geschiitzten Va-
rianzen auf der y-Achse abgetragen. Als Schétzer der Varianzen werden hier die qua-
drierten Rohresiduen (y— j1;)? verwendet. Da im Poissonmodell nach Voraussetzung die
Gleichung E(Y;) = Var(Y;), i = 1,..,n gilt, sollten alle Werte in der Graphik auf der
Winkelhalbierenden (durchgezogene Linie) liegen. Allerdings ist der Graphik eine Ver-
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Abbildung 5.4: Uberdispersion im Poissonmodell der Kfz-Daten

letzung der Modellannahme zu entnehmen, denn die mit dem Befehl , lowess“ in Splus
erzeugte Glattungsfunktion der einzelnen Werte (hier mit einer gestrichelten Linie ge-
kennzeichnet) liegt deutlich oberhalb der Winkelhalbierenden. Dies bedeutet, dass im
Mittel die Varianzen der einzelnen Beobachtungsgruppen die geschétzten Erwartungs-
werte iibersteigen und somit ein Hinweis fiir Uberdispersion vorliegt. Diese Tatsache
wird noch einmal in der unteren Graphik verdeutlicht, bei der alle Beobachtungsgrup-
pen, deren geschitzte Varianzen 10.000 iibersteigen, vernachléssigt werden. Hierdurch
wird eine Vergrosserung des Massstabes im Bereich 0-10.000 erreicht. Aufgrund der
Tatsachen, dass im ,, summary” eine Differenz zwischen Devianz und Anzahl der Frei-
heitsgrade auftrat, was fiir eine nicht optimale Anpassung spricht, das Verhalten der
Residuen nicht ganz optimal war und nun in der Abbildung 5.4 der Varianzfunktion
ein Hinweis auf Uberdispersion zu erkennen war, werden im folgenden die zu untersu-

chenden Daten mittels der Negativ-Binomial-Regression modelliert.
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5.1.4 NB-Regression und p-Wert-Kurven der Kfz-Daten

Um den Vergleich zum Poissonmodell zu gewéhrleisten, wird nun dasselbe Modell wie
bei der Poissonregression mit allen Haupteffekten ohne Interaktionen mit der NB-

Verteilung modelliert. Damit ergibt sich in Splus das Modell

insurancenb_glm.nb(S~offset (log(Versicherte))+kilometerf+zonef+

bonusf+automarkef,link=log,x=T). (5.2)

Im dazugehorigen ,, summary“ (Tabelle 5.2) sind dann die geschitzten Werte der Re-
gressionsparameter 3;, j = 1,..,25 unter der Spalte ,value® eingetragen. Die statisti-
sche Signifikanz aller Kovariablen bleibt wie im Poissonmodell erhalten, da nach wie
vor alle p-Werte < 0.05 sind (bis auf Automarke 8). Die Devianz ist nun von 2966
im Poissonmodell auf 2231 gesunken, woraus geschlossen werden kann, dass das NB-
Modell eine bessere Anpassung liefert als bisher mit dem Poissonmodell erreicht werden
konnte. Dies bestétigt sich auch bei der Betrachtung der Residuen fiir das NB-Modell.

Es werden wieder dieselben Graphiken dargestellt, wie sie bei der Erstellung des
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Abbildung 5.5: Devianzresiduen des NB-Modells (5.2) der Kfz-Daten
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Coefficients:
Value Std. Error t value Pr(>ltl)
(Intercept) -1.78219839 0.02372733 -75.111614 0
kilometerf2 0.18856823 0.01502698 12.548642 O
kilometerf3 0.27537027 0.01617412 17.025359 O
kilometerf4 0.35211554 0.01928738 18.256263 0
kilometerfb 0.51678723 0.02005369 25.770180 O
zonef2 -0.22424254 0.01788669 -12.536838 0
zonef3 -0.38285860 0.01803328 -21.230669 0
zonef4 -0.55590741 0.01696209 -32.773511 O
zonefb -0.33855491 0.02252520 -15.030053 O
zonef6 -0.52249743 0.01998301 -26.147080 O
zonef7 -0.73067681 0.04622826 -15.805847 O
bonusf2 -0.44284018 0.02134377 -20.747979 O
bonusf3 -0.68053311 0.02238521 -30.401018 O
bonusf4 -0.82037411 0.02309783 -35.517366 O
bonusfb -0.91903955 0.02237480 -41.074755 O
bonusf6 -0.99315080 0.02029865 -48.926931 O
bonusf7 -1.32594264 0.01768959 -74.956114 O
automarkef2 0.06726367 0.02559771 2.627723 0.008595848
automarkef3 -0.23520926 0.02943322 -7.991287 1.332268e-15
automarkef4 -0.68356843 0.02931592 -23.317311 O
automarkefb 0.15226372 0.02450209 6.214316 5.15487e-10
automarkef6 -0.36330053 0.02209394 -16.443445 O
automarkef7 -0.07909344 0.02768327 -2.857085 0.004275513
automarkef8 -0.04117853 0.03516840 -1.170896 0.2416406
automarkef9 -0.09024748 0.01566068 -5.762679 8.278916e-09

(Dispersion Parameter for

Null Deviance: 11603.73 on 2181 degrees of freedom

Negative Binomial family taken to be 1 )

Residual Deviance: 2231.168 on 2157 degrees of freedom
Number of Fisher Scoring Iterations: 1
Theta: 111.05799
Std. Err.: 14.89298
2 x log-likelihood: 1100220.48205

Tabelle 5.2: summary-Tabelle des NB-Modells (5.2) der Kfz-Daten
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Poissonmodells schon beschrieben wurden. In den ersten 3 Abbildungen ist zu erkennen,
dass weiterhin eine gleichméssige Streuung um 0 vorliegt, aber die betragsméssig ma-
ximale Abweichung ist nun von 6 auf 4 gesunken. Die letzte Graphik rechts unten zeigt
deutlich die verbesserte Anpassung der Daten durch das NB-Modell, da die Devianzre-
siduen dort fast alle auf der Winkelhalbierenden liegen und somit eine Normalverteilung
der Residuen angenommen werden kann. Das ,, summary® liefert nun zusétzlich noch
den geschitzen Dispersionsparameter , theta“, der nach (3.23) dem Bruch % entspricht.
Damit ergibt sich ein geschiitzter Dispersionsparameter @ von 0.009, der angesichts der
Tatsache, dass ein @ = 0 zu einem Poissonmodell ohne Uberdispersion fiihrt, eine rela-
tiv geringe Uberdispersion in den Daten vermuten lisst. Doch auch hier sei angemerkt,
dass der Wert des Dispersionsparameters allein Schwierigkeiten bereitet, den Grad der
Uberdispersion zu quantifizieren. Um dies zu verdeutlichen sind in der Abbildung 5.6
die beiden p-Wert-Kurven beziiglich des Dispersionsparameters ag und des Abstands-
masses dy abgebildet. Zusétzlich zu den Kurven sind die Levels P =0.05und P =0.95
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Abbildung 5.6: p-Wert-Funktionen fiir schwedische Kfz-Daten
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mit einer horizontalen gestrichelten Linie eingezeichnet. Die p-Wert-Kurven werden al-
so zu einem Signifikanzniveau von a = 0.05 betrachtet, wobei zu bemerken ist, dass mit
der Anwendung der neuen Testvorschrift (4.1), die in Kapitel 4 eingefiihrt wurde, die
Ergebnisse wie fiir ein Signifikanzniveau von o = 0.1 zu interpretieren sind. Die obe-
re Kurve in Abbidung 5.6 gibt einem die Akzeptanzgrenze fiir das Poissonmodell von
ag, = 0.0094 an, die, wie schon angesprochen, so gering erscheint, dass man dazu ge-
neigt ist, das Poissonmodell zu akzeptieren. Betrachtet man dagegen die untere Kurve
beziiglich des Abstandsmasses dj, so erhélt man eine Akzeptanzgrenze fiir das Poisson-
modell von dy, = 33.2. Dieser hohe Wert von dy, bedeutet aber wegen (3.27), dass die
maximale geschétzte Varianz des NB-Modells das 33.2-fache der geschiitzten Varianz
des Poissonmodells betrigt. Eine solch grosse Abweichung in den maximalen Varianzen
ist nicht zu akzeptieren, weshalb unter Betrachtung der p-Wert-Kurven beziiglich dj
gefolgert werden muss, dass das Poissonmodell nicht zu rechtfertigen ist. Wie schon
in der Simulationsstudie zu sehen war, haben die extrem unterschiedlichen Aussagen
der Kurven beziiglich ay und d, ihre Ursache in den grossen Werten der geschétzten
Erwartungswerte der Schadenanzahlen (hier bis iiber 3000), die in der Abbildung 5.7

noch einmal dargestellt sind. Da der maximale Wert, des geschétzten Erwartungswer-
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Abbildung 5.7: geschitzter Erwartungswert fiir S im NB-Modell (5.2)

tes max;{/1;} in die Berechnung des Abstandsmasses nach (3.28) durch die Formel
dow = 1 + ag, max;{jz;} einfliesst, fiihrt dies trotz eines sehr kleinen ag,’s zu einem

extrem grossen Wert d,, der eine Rechtfertigung des Poissonmodells nicht zulésst. In
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der Abbildung 5.7 ist allerdings zu erkennen, dass die Schwankungsbreite des Erwar-
tungswertes sehr hoch ist (von fast 0 bis iiber 3000) und dass die einzelnen Werte [i;
im Mittel sehr viel kleiner als der maximale Wert max;{z;} sind. Weiterhin sind in der
Graphik drei horizontale Linien eingezeichnet, die das 75%-, das 90%- und das 95%-
Quantil angeben. Daran ldsst sich ablesen, dass 90% der geschitzten Erwartungswerte
nicht iiber einen Wert von 87 hinausgehen und 95% der j1;’s zwischen 0 und 238 liegen.
Aus diesem Grund ist es sinnvoll, die bisher angegebene Abstandsmassfunktion leicht
zu verdndern, indem nun nicht mehr der maximale Erwartungswert der gesamten Da-
ten betrachtet wird, sondern man schriankt sich auf einen Teilbestand der Daten ein.
Dazu wird in der Definition der Abstandsmassfunktion statt des maximalen geschétz-
ten Erwartungswertes z.B. das 90%- Quantil eingesetzt. Daraus ergibt sich die neue

Abstandsmassfunktion
ddQuantil -1+ aoﬁQuantil‘ (53)

Mit der Verwendung dieser Abstandsmassfunktion dndern sich die Ergebnisse der p-
Wert-Kurven drastisch, da der Wert des Erwartungswertes in der Abstandsmassfunk-
tion sich vom maximalen Wert 3429 auf nur 87.3 bei Verwendung des 90% -Quantils
und auf 238 bei Verwendung des 95%-Quantils verringert. In der Abbildung 5.8 sind
schliesslich die p-Wert-Kurven beziiglich dieses neuen Abstandsmasses fiir die 90%-
und 95%- Quantile abgebildet. Aus der oberen Graphik geht hervor, dass nun eine
Akzeptanzgrenze fiir das Poissonmodell von nur dy, = 1.82 vorliegt. Dieser Wert be-
deutet, dass die geschitzte Abweichung in den Varianzen zwischen dem Poisson- und
dem NB-Modell fiir 90% der Daten nicht grosser als 1.82 wird, d.h. fiir 90% der Da-
ten ist die Varianz des NB-Modell nur 1.82 mal so gross wie die des Poissonmodells.
Bei der unteren Kurve ergibt sich schon ein etwas grosseres d, von 3.24. M&chte man
also die Betrachtung von 95% der Daten einschliessen, so muss eine 3.24-fache Vari-
anz des NB-Modells gegeniiber der des Poissonmodells akzeptiert werden, was gerade
noch angenommen werden kann. In beiden Féllen fiihrt also die Betrachtung der Ab-
weichung in den Varianzen fiir einen Teilbestand der Daten (siehe (5.3)) in diesem
Beispiel zu einer Annahme des Poissonmodells. An diesem Beispiel wird deutlich, dass
die Betrachtung des Dispersionsparameters a allein nicht ausreicht, um zu entscheiden,
ob das Poisson- oder das NB-Modell gew#hlt werden sollte, da die Werte von a nicht
beziiglich der Quantifizierung von Uberdispersion interpretiert werden konnen. Viel-
mehr sollten die Kurven beziiglich des Abstandsmasses d betrachtet werden, aus denen

konkrete Werte d;, abgelesen werden kénnen, die eine einfache Interpretation zulassen.
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Abbildung 5.8: p-Wert-Funktionen mit neuer Abstandsmassfunktion dg**""

Dieses Beispiel zeigt weiter, dass aufgrund von grossen geschitzten Erwartungswerten
die Kurve beziiglich des Abstandsmasses d zu anderen Ergebnissen fiihrt, als zunéchst
die Kurve beziiglich a vermuten ldsst. Verwendet man als Abstandsmass die maxi-
male Abweichung in den Varianzen unter Beriicksichtigung der gesamten Daten, so
fiihrt dies in diesem Beispiel zur deutlichen Ablehnung des Poissonmodells. Doch muss
vor allem bei Daten, die grosse Erwartungswerte mit grosser Streuung aufweisen, die
Struktur der Erwartungswerte beachtet werden, um zu entscheiden, ob die maximale
Abweichung als Abstandsmass geeignet ist, oder ob die maximale Abweichung eines
Teildatenbestandes ausreichend ist. Da hier 90% der Erwartungswerte in einem Be-
reich bis maximal 87 liegen, was deutlich unter dem maximalen Erwartungswert liegt,
kann die Betrachtung auf die 90% der Daten eingeschrinkt werden, woraus nach der
Abbildung 5.8 die Annahme des Poissonmodells folgt.
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5.2 Patent-Daten

Die nachfolgend untersuchten Daten sind auf der Internetseite
http : | [coe.ubc.ca/users/marty/patent.data

erhéltlich und beschreiben Patent-Daten von amerikanischen High-Tech- Firmen aus
dem Jahr 1976. Es sind im wesentlichen nur 3 Spalten vorhanden. Die erste Spalte
,patente gibt die Anzahl der angemeldeten Patente einer Firma an und wird hier als
Response verwendet. Die zweite Spalte ,,rdsales” gibt das Verhéltnis der Geldbetrige
an, die fiir Forschung und Entwicklung (research and development) investiert wurden
im Vergleich zu den Einnahmen, die sich durch die Entwicklung der Patente ergaben
(R&D/Sales). Die dritte Spalte ist hier als ,,log(rd)“ angegeben, d.h. die Geldbetrége
fiir Forschung und Entwicklung liegen in einer durch den Logarithmus transformierten
Form vor. Da hier im folgenden aber auch die reinen Investitionsgelder fiir Forschung
und Entwicklung benotigt werden, wird nicht die Spalte ,,log(rd)“, sondern die durch
die Exponentialfunktion zuriicktransformierte Spalte ,,7d“ verwendet. Diese Spalte ist
in der Einheit von 1 Mio.Dollar angegeben. Der Originaldatensatz enthélt noch eine
zusitzliche Spalte ,,(log(rd))?“, auf die aber hier nicht weiter eingegangen wird. Die
Daten liegen nicht gruppiert vor, sondern basieren auf Einzeldaten, d.h. jede Zeile des
Datensatzes kann genau einer Firma zugeordnet werden. Insgesamt wurden 70 Firmen
untersucht, d.h. die Lédnge der Daten ist auf 70 beschrankt. Analog zum schwedischen
Kfz-Beispiel kann auch dieser Datensatz zum Vergleich mit den Parametersétzen in der
Simulationsstudie in die Gruppen 3 oder 4 mit einem SN-Quotienten von 2 eingestuft
werden, da sich fiir die Patent-Daten mit dem nachfolgend in (5.5) ermittelten Dispersi-
onsparameters a und einem gemittelten Erwartungswert g = 27.1 ein SN-Quotient von
1.75 ergibt. Aus der Spalte ,,patente” geht hervor, dass die Anzahlen der angemeldeten
Patente von 0 bis 173 variieren, d.h. es liegt eine grosse Schwankungsbreite des Erwar-
tungswertes vor. Dieser Datensatz ist also zusammenfassend am besten mit demjenigen
Parametersatz der Simulationsstudie vergleichbar, dessen Erwartungswert 1 = 10 ist
(Gruppe 3), der eine grosse Schwankungsbreite des Erwartungswertes aufweist und
dessen Datenlinge n = 100 betrégt (Parametersatz 12). Fiir diesen Parametersatz er-
gab sich bei der Untersuchung der Powerfunktionen eher ein liberaler Test, doch da
der gemittelte Erwartungswert der Patent-Daten mit g = 27.1 schon deutlich grésser
als der des Parametersatzes 12 mit i = 10 ist, kann fiir die Patent-Daten analog zum

schwedischen Kfz-Beispiel ein weniger liberaler Test erwartet werden.
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5.2.1 Explorative Datenanalyse der Patent-Daten

Ahnlich wie im vorangegangenen Datenbeispiel wird nun anhand von ersten Abbildun-
gen versucht herauszufinden, mit welchen Kovariablen und eventuell transformierten
Kovariablen die zu untersuchende Zahlvariable ,, Anzahl der Patente* erklart werden
kann. Da in diesem Datenbeispiel keine Gewichtung des Responses notwendig ist,
entfillt die Anwendung eines , offsets“. Ausserdem ist anzumerken, dass im Gegen-
satz zum Beispiel der schwedischen Kfz-Daten hier keine kategoriellen Daten vorliegen,
d.h. alle Kovariablen werden als metrisch angesehen. Verwendet man nun zunéchst die
Poissonverteilung mit der log-link-Funktion als Linkspezifizierung zur Modellierung der
Daten, so ergibt sich:

Patente ~ Poi(p;), i = 1,..,70 mit

p; = exp(ziB) bzw. In(w;) = xiB.

Lasst man sich also den Logarithmus der Patente auf der y-Achse gegen die Kovariablen

auf der x-Achse antragen, so miisste sich zwischen ihnen ein linearer Zusammenhang
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Abbildung 5.9: Explorative Datenanalyse der Patent-Daten
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ergeben. In Abbildung 5.9 zeigt die obere linke Graphik zwar nur undeutlich eine Linea-
ritét, doch wird zunéchst versucht, die Variable , rdsales (R&D/Sales) untransformiert
in das Modell aufzunehmen. Die obere rechte Graphik zeigt jedoch durch die leichte
Bogenform, dass hier eine Transformation der Variable ,rd“ (R&D) notwendig ist. Um
eine solche Bogenform zu linearisieren, kann versucht werden, die Variable mit der
Logarithmusfunktion zu transformieren, oder man verwendet eine Wurzelfunktion. An
dieser Stelle sei erwédhnt, dass die Transformation mit Hilfe der Logarithmusfunktion
untersucht wurde, doch konnte in der Graphik der logarithmierten Spalte ,,rd“ gegen
»log(patente)* noch immmer keine Linearitét festgestellt werden. Aus diesem Grund
wird hier die Wurzelfunktion als Transformation im weiteren Verlauf verwendet. Bil-
det man die 5. Wurzel aus der Variable ,,rd“, so kann an der unteren linken Graphik
erkannt werden, dass diese Transformation verniinftig erscheint, da nun eine deutliche
Linearitit zwischen der neuen Variable , rdw5* (5. Wurzel aus rd) und ,,log(patente) zu
erkennen ist. Die letzte Graphik zeigt eine Interaktion zwischen den beiden Kovariablen
»rdwd” und , rdsales”, die aufgrund der leicht vorhandenen Linearitét noch als relevant
betrachtet und in das zu erstellende Modell mit aufgenommen wird. Mit den anhand
der Abbildung 5.9 gefundenen Ergebnissen wird nun ein Poissonmodell erstellt, das
die Kovariablen ,,rdsales” und ,,rdw5* und zusétzlich die Interaktion zwischen beiden

Kovariablen enthélt.

5.2.2 Poissonregression der Patent-Daten

In Splus wird daher das folgende Poissonmodell berechnet:

patentpoi_glm(patente~rdsales+rdwb+rdsales*rdwb,family=poisson,

link=log,x=T) . (5.4)

In dem dazugehorigen ,, summary“ lassen sich dann die geschitzten Werte der Regres-

sionsparameter [3; fiir j = 1, ..,4 unter der Spalte ,,value* ablesen.

Coefficients:

Value Std. Error t value Pr(>ltl)
(Intercept) -1.1658 0.1850 -6.300 2.98e-10 *x*x
rdsales -5.5006 1.9909 -2.763 0.00573 *x
rdwb 2.2997 0.1036 22.202 < 2e-16 *x*x*

rdsales:rdwb  3.9034 1.3119 2.975 0.00293 *x
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Signif. codes: 0 “**%%’ 0.001 ‘%%’ 0.01 ‘x> 0.05 ‘.” 0.1 ¢ * 1
(Dispersion parameter for poisson family taken to be 1)

Null deviance: 3324.77 on 69 degrees of freedom
Residual deviance: 377.18 on 66 degrees of freedom

Number of Fisher Scoring iterations: 4

Tabelle 5.3: summary-Tabelle des Poissonmodells (5.4) der Patent-Daten

Aus der Tabelle 5.3 geht hervor, dass alle Kovariablen hoch signifikant sind, da alle
p-Werte, die in der letzten Spalte aufgefiihrt sind, sehr viel kleiner als 0.05 sind, d.h.
fiir alle j = 1, .., 4 kénnen die Hypothesen H; : 5; =0, j = 1,..,4 zu einem sehr kleinen
Signifikanzniveau verworfen werden, woraus zu folgern ist, dass die zu 3; gehérenden
Kovariablen einen signifikanten Einfluss auf die Zielvariable ,, Anzahl der Patente* ha-
ben. Aus der Tabelle kann aber ebenfalls abgelesen werden, dass die Anpassung der
Daten durch ein Poissonmodell als weniger gelungen eingestuft werden kann, da die
Devianz mit 377.2 deutlich hoher ist als die Anzahl der Freiheitsgrade (66). Diese Be-
obachtung bestétigt sich in der Betrachtung der Residuen. In der Abbildung 5.10 zeigt
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Abbildung 5.10: Devianzresiduen des Poissonmodells (5.4) der Patent-Daten
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zwar die erste Graphik links oben, dass die Residuen zufillig um 0 streuen, doch sind
die Werte der Residuen bis maximal 6 relativ hoch im Vergleich zu den geschétzten
Erwartungswerten. In der zweiten Graphik erkennt man, dass vor allem die kleineren
Erwartungswerte schlecht geschétzt werden, da fiir die Erwartungswerte im Bereich von
0 bis 75 viele Residuen einen Wert annehmen, der betragsmissig grosser als 4 ist. Die
untere linke Graphik zeigt die Devianzresiduen, die hier gegen die Kovariable ,, rdw5®
abgetragen sind. Hieran ldsst sich erkennen, dass zwar die Residuen unregelmissig um
0 streuen, jedoch ist eine leichte Tendenz in den negativen Bereich offensichtlich. Dies
bedeutet nach Definition des Devianzresiduums r” = sign(y; — ji;)\/d; (siehe Abschnitt
2.2.9 ), dass die Vorzeichenfunktion , sign® vorwiegend negativ ist, woraus wiederum
zu schliessen ist, dass das [i; grosser ist als das y;, d.h dass in der Kovariable ,,rdw5*
die meisten Werte iiberschétzt werden. Der letzten Graphik ist schliesslich zu entneh-
men, dass die Residuen sich keinesfalls nach der Normalverteilung verhalten, da sie
deutlich sichtbar von der als durchgezogene Linie eingezeichneten Winkelhalbierenden
abweichen. Anhand der ,,summary“-Tabelle und der Residuenanalyse kann bisher da-
von ausgegangen werden, dass das Poissonmodell die Daten offensichtlich nicht optimal

anpasst. Um nun die Linkspezifizierung zu iiberpriifen, werden analog wie im vorange-
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Abbildung 5.11: Linkspezifikation im Poissonmodell (5.4) der Patent-Daten
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gangenen Beispiel zwei Graphiken erstellt, die in der Abbildung 5.11 dargestellt sind.
Dabei zeigt die obere Graphik wie im Beispiel der schwedischen Kfz-Daten die Streu-
ung der Zielvariable ,,patente” gegeniiber dem geschétzten linearen Pradiktor. Es ist
an dieser Graphik zu erkennen, dass die Anzahl der Patente um die Kurve einer Expo-
nentialfunktion streut, so wie dies auch bei einer richtigen Spezifizierung der log-link-
Funktion gefordert wird. Um die untere Graphik zu erhalten, wird der lineare Pradiktor
mit der Exponentialfunktion transformiert, woraus der geschitzte Erwartungswert re-
sultiert. Durch die Transformation sollte nun ein linearer Zusammenhang zwischen der
Anzahl der Patente und dem geschitzten Erwartungswert der Patente ersichtlich sein,
was fiir kleine Anzahlen der Patente in einem Bereich bis zu 100 in etwa zutrifft, denn
die mit , lowess* erzeugte Glittung der einzelnen Punkte (gestrichelte Linie) stimmt
in diesem Intervall mit der Winkelhalbierenden (durchgezogene Linie) iiberein. Fiir
grossere Werte der Patente allerdings weicht die Gliattungsfunktion deutlich von der
Winkelhalbierenden ab, was aber auch damit erklart werden kann, dass in diesem Be-
reich zuwenig Daten vorliegen. Zuletzt wird noch der geschétzte Erwartungswert gegen
die geschitzte Varianz abgetragen, um die moglicherweise vorhandene Uberdispersion,

die die Ursache fiir die schlechte Anpassung sein konnte, graphisch darzustellen. Die
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Abbildung 5.12: Uberdispersion im Poissonmodell (5.4) der Patent-Daten

Abbildung 5.12 lisst keinen Zweifel daran, dass die Daten Uberdispersion aufweisen,
denn die gestrichelte Linie, die die Glattungsfunktion darstellt, verlduft weit oberhalb

der als durchgezogene Linie eingezeichneten Winkelhalbierenden. Damit ist gezeigt,
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dass die Varianz der einzelnen Beobachtungen deutlich grosser als ihr Erwartungswert
ist, womit eine Modellannahme der Poissonverteilung verletzt ist. Dies ist auch die
Erkldrung dafiir, dass im ,,summary* die Devianz stark von der Anzahl der Freiheits-
grade abweicht, wodurch eine schlechte Anpassung der Daten durch das Poissonmodell
indiziert ist. Im anschliessenden Unterabschnitt wird also versucht, die Anpassung der

Daten mittels der NB-Verteilung zu verbessern.

5.2.3 NB-Regression und p-Wert-Kurven der Patent-Daten

Das NB-Modell, das nun zur Modellierung der Patent-Daten verwendet wird, enthélt
wie das Poissonmodell beide Kovariablen , rdsales” und ,, rdw5* zusammen mit der In-
teraktion der Kovariablen, um die Vergleichbarkeit mit dem Poissonmodell zu gewéhr-

leisten. Es wird in Splus also das folgende Modell berechnet:
patentnb_glm.nb(patente rdsales+rdwb+rdsales*rdw5,link=1og,x=T). (5.5)

Im dazugehorigen ,, summary“ (Tabelle 5.4) erkennt man, dass zwar die Kovariable ,, rd-
sales* und die Interaktion nicht mehr einen so deutlichen Einfluss auf die Zielvariable
»,Anzahl Patente* haben, da ihr p-Wert iiber 0.05 liegt, jedoch soll die Vergleichbarkeit
mit dem Poissonmodell erhalten bleiben, weshalb die nichtsignifikanten Kovariablen

nicht aus dem Modell entfernt werden. Anhand des Wertes fiir ,,theta®, der hier mit 3.4

Coefficients:
Value Std. Error t value Pr(>|tl)
(Intercept) -1.8556308 0.3980121 -4.661435  3.140122e-06
rdsales -8.234623 5.9975079 -1.373007 0.1697502
rdwb 2.635982 0.2513850 10.485834 O
rdsales:rdwb 5.742834 3.9627112  1.449218 0.1472767
(Dispersion Parameter for Negative Binomial family taken to be 1 )
Null Deviance: 524.4383 on 69 degrees of freedom
Residual Deviance: 78.55312 on 66 degrees of freedom
Number of Fisher Scoring Iterations: 1
Theta: 3.40194
Std. Err.: 0.92558
2 x log-likelihood: 10233.61781

Tabelle 5.4: summary-Tabelle des NB-Modells (5.5) der Patent-Daten
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angegeben ist, errechnet sich ein Uberdispersionsparameter @ mit @ = % = ﬁ = 0.29.
Dieser Wert ist im Vergleich zum vorherigen Datenbeispiel relativ gross, so dass dies
zusitzlich ein Anzeichen dafiir ist, dass die Daten Uberdispersion aufweisen und daher
das NB-Modell zur Modellierung der Patent-Daten gut geeignet ist. Bemerkenswert
ist auch, dass die Anpassung im Vergleich zum Poissonmodell nun deutlich besser ge-
worden ist, was das Verhéltnis der Devianz und der Anzahl der Freiheitsgrade betrifft.
Die Devianz ldsst sich aus der Tabelle mit einem Wert von 78.5 ablesen, wihrend 66
Freiheitsgrade zur Verfiigung stehen. Diese starke Senkung der Devianz von 377 im
Poissonmodell auf nun 78.5 spricht dafiir, dass das NB-Modell die Daten wesentlich
besser als das Poissonmodell anpasst. Es bleibt dann zu iiberpriifen, ob sich die vermu-

tete bessere Anpassung auch in den Residuen widerspiegelt. Die Abbildung 5.13 zeigt
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Abbildung 5.13: Devianzresiduen des NB-Modells (5.5) der Patent-Daten

deutlich, dass sich die Residuen mit der NB-Verteilung verbessern. Wéhrend bei der
Poissonverteilung die maximalen Werte der Residuen grosser als 6 waren, sind hier ma-
ximale Abweichungen von nur 2 zu verzeichnen. Ausserdem féllt an der unteren linken
Graphik auf, dass die Residuen nun gleichmissig um 0 verteilt sind, d.h. die Tendenz

in den negativen Bereich, der in der Poissonregression auftrat, ist hier ausgeglichen.
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Betrachtet man zuletzt die untere rechte Graphik, so liegen die Datenpunkte zwar
nicht ganz auf der Winkelhalbierenden, aber die Abweichung ist deutlich geringer im
Vergleich zum Poissonmodell, d.h. hier kann eher eine Normalverteilung der Residuen
angenommen werden. Fasst man die momentanen Ergebnisse zusammen, so ergibt sich,
dass die NB-Verteilung fiir die Struktur der Daten besser geeignet ist als die Poisson-
verteilung. Ob aber die Verbesserung durch die Verwendung der NB-Verteilung gross
genug ist, um das Poissonmodell zu verwerfen, wird abschliessend anhand der p-Wert-
Kurven iiberpriift. Zunéchst sind in der Abbildung 5.14 die beiden p-Wert-Kurven

beziiglich ag und dy abgebildet. Es wird angemerkt, dass die Kurven beziiglich eines
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Abbildung 5.14: p-Wert-Funktionen fiir Patent-Daten

Signifikanzniveaus von a = 0.05 gezeichnet und auch die Schnittpunkte der Kurven
mit den Levels P = 0.05 und P = 0.95 berechnet sind, doch lassen sich diese Werte
wie zu einem Signifikanzniveau o = 0.1 interpretieren, wenn die neue Testvorschrift

wie in Kapitel 4 (4.1) beschrieben, verwendet wird, um einen weniger liberalen Test
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zu garantieren. Aus der oberen Kurve beziiglich ay kann abgelesen werden, dass zur
Akzeptanz des Poissonmodells ein Dispersionsindex von ag, = 0.37 akzeptiert werden
miisste, der im Vergleich zum Kfz-Datenbeispiel sehr gross ist. Besser erkennt man
jedoch an der unteren Kurve beziiglich des Abstandsmasses d;, dass das Poissonmodell
nicht gerechtfertigt ist, da sich die Varianzen mit einem Faktor von dy, = 121 unter-
scheiden, d.h. die Varianz des NB-Modells ist 121 mal so gross wie die des Poissonmo-
dells. Beide Kurven lassen daher darauf schliessen, dass die Uberdispersion so gross ist,
dass das Poissonmodell verworfen werden muss. Es bleibt die Frage zu untersuchen,
wie die p-Wert-Kurven verlaufen, wenn statt des maximalen geschétzten Erwartungs-
wertes nur 90% oder 95% der Daten beriicksichtigt werden. Dafiir wird die in (5.3)
definierte neue Abstandsmassfunktion verwendet. Dies ist dadurch zu rechtfertigen, da
auch hier, dhnlich wie beim Kfz-Daten-Beispiel die geschitzten Erwartungswerte eine
relativ grosse Schwankungsbreite aufweisen, und die meisten Erwartungswerte doch
deutlich geringer als der maximale Wert sind. In der folgenden Abbildung 5.15 sind die

geschitzten Erwartungswerte abgebildet und zusétzlich sind mit horizontalen Linien
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Abbildung 5.15: geschitzter Erwartungswert fiir Patente im NB-Modell (5.5)

die 75%-, 90%- und 95%- Quantile eingetragen. Akzeptiert man, dass nur 90% der
Daten die nachfolgend berechnete Schranke dy, nicht iiberschreiten, so kann in der Be-
rechnung des Abstandsmasses statt des maximalen Wertes max;{f;;} = 321.7 nun das
90%-Quantil 72.6 verwendet werden, bzw. wenn man die maximale Abweichung im Ab-

standsmass von 95% der Daten garantieren mochte, so muss das 95%-Quantil (111.2)
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der geschitzten Erwartungswerte verwendet werden. Daraus ergeben sich schliesslich
die p-Wert-Kurven beziiglich des Abstandsmasses d3"""_ die in der Abbildung 5.16

dargestellt sind. Doch hier ist in beiden Graphiken im Gegensatz zum Beispiel der
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Abbildung 5.16: p-Wert-Funktionen mit neuer Abstandsmassfunktion dg**""

schwedischen Kfz-Daten keine Verbesserung zu erkennen. Selbst wenn nur die maxi-
male Abweichung von 90% der Daten durch den Wert dg, = 28.1 garantiert wird, ist
dieser Wert immer noch viel zu hoch, als dass er eine Akzeptanz des Poissonmodells
rechtfertigen wiirde. In der unteren Graphik erkennt man, dass fiir 95% der Daten eine
Abweichung der Varianzen von dgy, = 42.5 vorliegt, d.h. in 95% der Fille betrigt die
Varianz des NB-Modells das 42.5-fache der Varianz des Poissonmodells. Alle p-Wert-
Kurven haben also die aus dem ,,summary” und den Residuen gewonnene Vermutung
bestétigt, dass die Anpassung dieses Datensatzes nur mit der NB-Verteilung gerecht-

fertigt ist.



Kapitel 6
Zusammenfassung

Zum Abschluss dieser Arbeit sollen hier noch einmal die wichtigsten Erkenntnisse
und Ergebnisse zusammengefasst werden. Da die Poissonverteilung wesentlich einfa-
cher zu modellieren ist als die NB-Verteilung, ist es generell erwiinscht, Zihldaten
wenn moglich mit einem Poissonmodell anzupassen. Das Problem, das dabei entste-
hen kann, ist, dass die Daten sehr hiiufig Uberdispersion aufweisen und somit eine
wichtige Modellannahme des Poissonmodells (die Gleichheit von Erwartungswert und
Varianz) verletzten. Das Ziel dieser Arbeit war es nun, den Grad der Uberdispersion
zu quantifizieren, um konkrete Aussagen treffen zu kénnen, ob das Poissonmodell noch
akzeptabel ist, oder ob das NB-Modell gewihlt werden muss, um die zu hohe Uberdi-
spersion zu beriicksichtigen. Dazu wurde zunéchst der Zusammenhang beider Vertei-
lungen ausgenutzt, d.h. es wurde die Eigenschaft verwendet, dass die NB-Verteilung
die Poissonverteilung als Spezialfall enthilt, ndmlich genau dann, wenn der Dispersi-
onsparameter der NB-Verteilung a = 0 ist. Mit Hilfe dieser Eigenschaft wurde dann
ein Bereichstest konstruiert, der testet, ob der geschéitzte Dispersionsparameter grosser
als eine vorgegebene Schranke ay ist. Zu diesem Test wurden dann zunichst in einer
Simulationsstudie anhand von zufillig erzeugten NB-Daten die Powerfunktionen be-
trachtet, deren Ergebnisse auf einen stark liberalen Test schliessen liessen. Es wurde
daher die Moglichkeit angesprochen, die Liberalitit des Tests zu reduzieren, indem
der Ablehnungsbereich des Bereichstests statt durch das Signifikanzniveau o durch 3
beschrinkt wird. Mit Einfiihrung dieser neuen Testvorschrift konnte die Liberalitét
des Tests stark verkleinert werden. Anschliessend erfolgte dann anhand der Simu-
lationsdaten die Untersuchung der sogenannten p-Wert-Kurven, die den wichtigsten
Teil dieser Arbeit darstellen. Mit Hilfe der p-Wert-Kurven kann konkret angegeben

werden, welche Schranken ay des Dispersionsparameters zu akzeptieren sind, um das
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Poissonmodell zu rechtfertigen. Es ergab sich aber aus den Kurven, dass der Dispersi-
onsparameter Schwierigkeiten bereitet, den Grad der Uberdispersion zu interpretieren,
weshalb ein Abstandsmass d eingefiihrt wurde, das eine anschauliche Interpretation
zuldsst. Das Abstandsmass wurde so gewéhlt, dass es das Verhéltnis der maximalen
Varianzen beider Modelle widerspiegelt, so dass es bei Fehlen von Uberdispersion 1
ergibt und bei Vorhandensein von Uberdispersion einen Wert grésser 1 annimmt. Die
Untersuchung der p-Wert-Kurven aus der Simulationsstudie ergab, dass die Berechnun-
gen fiir Parametersitze mit einer grossen Datenléinge genauer ausfielen, was auch damit
zusammenhéngt, dass der Bereichstest ein asymptotischer Test ist. Weiter ergab sich
anhand der Kurven, dass speziell die Ergebnisse bei der Betrachtung der p-Wert-Kurven
beziiglich des Abstandsmasses stark von der Grésse des geschitzten Erwartungswertes
abhédngen. Sind die Erwartungswerte sehr hoch, so fiihrt dies schnell zu einem gros-
sen Wert des Abstandsmasses, was wiederum die Ablehnung des Poissonmodells zur
Folge hat. Abschliessend wurde der Bereichstest auf 2 konkrete Datenbeispiele ange-
wendet und jeweils die p-Wert-Kurven gebildet. Im ersten Beispiel fiihrte zunéchst die
p-Wert-Kurve beziiglich des Abstandsmasses zu einer deutlichen Ablehnung des Pois-
sonmodells, obwohl ein dusserst geringer Dispersionsparameter vorlag. Die Ursache fiir
die unterschiedlichen Ergebnisse in den p-Wert-Kurven beziiglich ay und dy lag in den
sehr grossen Erwartungswerten. Durch die Einfiihrung eines neuen Abstandsmasses,
das die maximale Abweichung in den Varianzen von nur 90% der Daten beriicksichtigt,
sind allerdings p-Wert-Kurven entstanden, aus denen Werte fiir dy, abgelesen werden
konnten, die eine Annahme des Poissonmodells rechtfertigten. Das zweite Beispiel da-
gegen lieferte p-Wert-Kurven, die allesamt gegen das Poissonmodell sprachen. Durch
das Abstandsmass dy ergab sich nédmlich, dass die Varianz des NB-Modells ein gros-
ses Vielfaches der Varianz des Poissonmodells betrug, was ein deutlicher Hinweis auf
zu grosse Uberdispersion in den Daten war, weshalb in diesem Fall der Wechsel vom

einfachen Poissonmodell zum aufwendigeren NB-Modell unbedingt erforderlich wurde.



Anhang

Das folgende Programm dient zur Erstellung der Powerfunktion, wie in Abschnitt 3.3.2

beschrieben.

powerfunktion_function(a0,a,beta,x,alpha)
{
n_length(x)
now <- proc.time()
X_matrix(1,nrow=n,ncol=2)
X[,2]_x
mu_rep(0,n)
muhut_matrix(0,nrow=n,ncol=300)
ahut_rep(0,300)
betahut_matrix(0,nrow=2,ncol=300)
Z_matrix(0,nrow=n,ncol=300)
sigmahut_rep(0,300)
phi_rep(0,300)
kr_rep(0,300)
#Berechnung des wahren Erwartungswertes
for (i in (1:n))
{
muli] _exp(X[i,]%*%beta)
}
for ( k in (1:300))
{
#Erzeugung der NB-Zufallsvariablen
Z[,k]_rnegbin(mu,theta=1/a)
#Schaetzung der Parameter a und beta

out_glm.nb(Z[,k] “x,link=1og,control=glm.control (maxit=500))
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ahut [k]_1/out$theta
betahut[,k]_c(out$coef[1],out$coef[2])
#Berechnung des geschaetzten Erwartungswertes
for (i in (1:n))

{

muhut [1,k] _exp(X[i,]%*)betahut[,k])

}

#Berechnung von sigmahut
innen_matrix(0,nrow=n,ncol=151)
innensum_rep(0,n)

for (i in (1:n))

{

innen([i,1]_((1/ahut[k])~(-2))

for ( j in (1:150))

{

innen[i, j+11_((1/ahut[k]l+j)~(-2))*(1-NBVtlg(j-1,ahut [k] ,muhut[i,k]))
}

innensum[i] _sum(innen[i,])-ahut [k]*muhut[i,k]/(muhut[i,k]+1/ahut[k])
}

ibetaazw_ahut [k] " (-4) *sum (innensum)
ibetaainv_1/ibetaazw
sigmahut [k] _sqrt(ibetaainv)

#Berechnung der Teststatistik
phi[k]_pnorm((ahut [k]-a0)/sigmahut [k])

if (philkl<= alpha) krlk]_1

else kr[k]_0

}

poweraal_sum(kr) /300

speed <- proc.time() - now

print("time spent")

print (speed)

return(list (ahut=ahut,betahut=betahut,muhut=muhut,sigmahut=sigmahut,

phi=phi,poweraal=poweraal,speed=speed))
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Fiir das eben beschriebene Programm werden noch die Programme ,, NBVtlg“ und
»fnbinom® bendtigt, wobei ,, fnbinom die Dichte, und ,, NBVtlg* die Verteilungsfunktion

der NB-Verteilung fiir stetige Parameterwerte a berechnet.

fnbinom_function(y,a,mu)
{
zaehler_gamma(y+1/a)
nenner_gamma (1/a)*fak (y)
if (zaehler==Inf) zaehler_1e300
if (nenner==Inf) nenner_1e300
erg_zaehler/nenner* (mu/(1/a+mu)) “y*((1/a)/(1/a+mu)) " (1/a)
return(erg)

}

NBVtlg_function(y, a, mu)

{
vertvektor <- rep(0, y + 1)
for(i in (0:y)) {
vertvektor[i + 1] <- fnbinom(i, a, mu)
}
summe <- sum(vertvektor)
return (summe)
}

Das nun folgende Programm , a0quer” erzeugt die notwendigen Daten zur Erstellung
von 20 verschiedenen p-Wert-Kurven pro Parametersatz. Es gibt zusétzlich die durch-
schnittlichen Schnittpunkte ag und ag, der p-Wert-Kurven mit den Levels P =095

und P = 0.05 aus. Dieses Programm ist in Abschnitt 3.3.4 niher erldutert.

a0quer_function(x,beta,a)

{

n_length(x)
Y_matrix(0,nrow=n,ncol=20)
ahut_rep(0,20)
betahut_matrix(0,nrow=2,nco0l=20)
muhut_matrix(0,nrow=n,ncol=20)

sigmahut_rep(0,20)



Anhang 149

a0l_rep(0,20)
aOu_rep(0,20)
for (k in (1:20))
{
#Erzeugung der NB-Zufallsvariablen
Y[,k]_nbzv(x,beta,a)
#Schaetzung der Parameter beta und a
out_glm.nb(Y[,k] "x,link=1og)
ahut [k] _1/out$theta
betahut[,k]_c(out$coef[1],out$coef[2])
#Erzeugung der Design-Matrix X
X_matrix(1,nrow=n,ncol=2)
X[,2]_x
#Berechnung des geschaetzten Erwartungswertes
for (i in (1:n))
{
muhut [1,k] _exp(X[i,]%*)betahut[,k])
}
#Berechnung von sigmahut
innen_matrix(0,nrow=n,ncol=151)
innensum_rep(0,n)
for (i in (1:n))
{
innen[i,1]_((1/ahut[k]) "~ (-2))
for ( j in (1:150))
{
innenl[i, j+11_((1/ahut[k]l+j)~(-2))*(1-NBVtlg(j-1,ahut [k] ,muhut[i,k]))
}
innensum[i]_sum(innen[i,])-ahut [k]*muhut [i,k]/(muhut[i,k]+1/ahut[k])
}
ibetaazw_ahut [k] " (-4) *sum(innensum)
ibetaainv_1/ibetaazw
sigmahut [k] _sqrt(ibetaainv)
#Berechnung der Schnittppunkte a0l und alu
a0l [k] _ahut[k]-(1.645*sigmahut [k])
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}

aOulk] _ahut[k]+(1.645*sigmahut [k])
}
#Berechnung der durchschnittlichen Schnittpunkte
a0lquer_sum(a0l)/20
a0uquer_sum(aOu) /20
return(list (Y=Y,ahut=ahut,betahut=betahut ,muhut=muhut,sigmahut=sigmahut,

a01=a01,a0u=alu,a0lquer=a0lquer,aluquer=aluquer))

In diesem Programm erfolgt die Erzeugung der NB-Zufallsvariablen iiber einen Pro-

grammaufruf ,nbzv*, in welchem zunéchst der wahre Erwartungswert berechnet wird

und schliesslich durch den in Splus implementierten Befehl ,,rnegbin® die Zufallsvaria-

blen mit den gewiinschten Parametern erzeugt werden.

nbzv_function(x,beta,a)

{

}

n_length(x)
#Berechnung des wahren Erwartungswertes mu
X_matrix(1,nrow=n,ncol=2)
X[,2]1_x
mu_rep(0,n)
for (i in (1:n))
{
muli] _exp(X[i,]%*%beta)

b
#Erzeugung von Zufallsvariablen mit Parameter a und mu
Y_rnegbin(mu,theta=1/a)

return(Y)

Die Programme ,, pwertaneu’ und ,, pwertdneu” dienen schliesslich der Erstellung der p-

Wert-Kurven, einmal beziiglich des Parameters ay und einmal beziiglich des Abstands-

masses dy. Voraussetzung ist, dass die Daten, die im vorherigen Programm ,, a0quer

berechnet wurden, unter einem Namen ,,-out“ abgespeichert wurden. Auch diese Pro-

gramme wurden bereits in Abschnitt 3.3.4 beschrieben. Da sich das Programm ,, pwerta-

neu von ,pwertdneu” kaum unterscheidet (es entféllt nur die Berechnung fiir dy), ist

hier nur das Programm , pwertdneu” fiir den 1.PS als Beispielprogramm aufgefiihrt.
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pwertdneu_function(out)
{
n_25
a0_seq(0.02,1.4,0.02)
m_length (a0)
Phi_matrix(0,ncol=20,nrow=m)
DO_matrix(0,ncol=20,nrow=m)
for (k in (1:20)){
for (j in (1:m)){
Phi[j,k]_pnorm((out$ahut [k]-a0[j])/out$sigmahut [k])
DO[j,k]_1+a0[jl*max (out$muhut [,k])
}
}
yr_range(0,1)
dr_range (DO)
phil_Phi[,1]
plot(DO[,1],phil,xlab="d0",ylab="p-Wert",xlim=dr/2,ylim=yr,type="1",1ty=2)
box(n=1)
title(cex=0.8,main="1.Parametersatz, d=2.41, range mu klein, n=25")
for (k in (2:20)){
phi_Phi[,k]
par (new=T)
plot(DOL[,k],phi,xlab="",ylab="",main="",x1lim=dr/2,ylim=yr,type="1",1ty=2)
abline(0.05,0,1ty=1)
abline(0.95,0,1ty=1)
abline(v=2.41,1ty=4)
abline(v=1.63,1ty=1)
abline(v=2.63,1ty=1)
}
#return(Phi)
}
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